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Prefacio

A area de modelagem estatistica de regressao recebeu um grande impulso
desde a criacdo dos modelos lineares generalizados (MLGs) no inicio da
década de 1970. O crescente interesse pela drea motivou a realizagao de
varios encontros informais no inicio dos anos 1980, a maioria deles na In-
glaterra, até que em 1986 foi realizado na cidade de Innsbruck na Austria
o “Ist International Workshop on Statistical Modelling” (1st IWSM). Esse
encontro tem sido realizado anualmente no continente Europeu sendo que
o 39th IWSM aconteceu em julho de 2025 em Limerick, Irlanda, enquanto
o 40th IWSM foi realizado em junho-julho de 2026 em Oslo, Noruega. No
Brasil a area comecou efetivamente a se desenvolver a partir de meados da
década de 1980 e em particular apos a 1¢ Escola de Modelos de Regressao
(IEMR) realizada na Universidade de Sao Paulo em 1989. As demais escolas
ocorreram desde entao a cada dois anos sendo que a 18EMR foi realizada
em novembro de 2023 em Belém do Para e a 19EMR ocorreu em outubro de
2025 em Joao Pessoa, Paraiba.

Este texto comecou a ser desenvolvido a partir de 1994 quando a dis-
ciplina Modelos Lineares Generalizados passou a ser ministrada regu-
larmente no programa de pés-graduacao em Probabilidade e Estatistica do
IME-USP. Mais de 450 alunos cursaram essa disciplina desde 1994. O texto
¢é direcionado para alunos que tenham cursado um semestre de inferéncia

estatistica e que tenham conhecimentos de regressao linear. Portanto, trata-



se de um segundo curso de modelagem estatistica de regressao com um
enfoque inferencial bésico e varias aplicagoes. O texto tem sido também
utilizado nas disciplinas Andlise de Dados Categorizados e Modelos de
Regressdo II (antiga Tépicos de Regress&o) ministradas aos alunos do
Bacharelado em Estatistica do IME-USP.

O texto apresenta no Capitulo 1 uma revisao de regressao linear multipla
com algumas extensoes. Inicialmente é discutido a solugao de minimos
quadrados com interpretacao geométrica, métodos de estimacao e teste de
hipdteses. Procedimentos de diagnéstico, conceito de interacao, comparagoes
miultiplas, regressao ponderada, multicolinearidade e selecao de modelos sao
discutidos em seguida com 5 exemplos ilustrativos apresentados. Tépicos
especiais, tais como regressao por partes, métodos robustos, reamostragem,
regressao nao linesar e regressao com erros autoregressivos sao também discu-
tidos com mais 5 exemplos ilustrativos. Finalmente, conexao entre maxima
verossimilhanca e minimos quadrados é apresetnada.

No Capitulo 2 a classe dos modelos lineares generalizados (MLGs) é des-
crita com alguns conceitos basicos. Em seguida sao discutidos a estimacao
dos parametros, propriedades assintéticas dos estimadores de maxima ve-
rossimilhanca e a aplicagao de alguns testes estatisticos mais conhecidos.
Uma revisao de métodos de diagnostico é apresentada na sequéncia com
extensoes dos procedimentos apresentados no Capitulo 1 para a classe dos
MLGs. Discute-se também a selecao de modelos e o capitulo é concluido com
a andlise de 5 conjuntos de dados através de MLGs apropriados.

O Capitulo 3 é dedicado aos modelos com resposta gama e resposta nor-
mal inversa para a andlise de dados assimétricos positivos. Inicialmente
aborda-se os modelos com resposta gama sendo apresentados alguns resul-
tados inferenciais e técnicas de diagndstico. Trés conjuntos de dados sao
analisados. Em seguida, modelos usualmente aplicados em Econometria sao

discutidos e um exemplo é apresentado. Modelos com resposta normal in-
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versa sao discutidos e 2 conjuntos de dados sao analisados. No final do
capitulo sao apresentados os MLGs duplos, em que a média e a dispersao sao
ajustados conjuntamente. Apresenta-se o processo de estimacao conjunto,
alguns procedimentos de diagndstico e um exemplo ilustrativo.

No Capitulo 4 discute-se modelos para a analise de dados bindarios, com
énfase para os modelos logisticos lineares. Inicialmente uma revisao de pro-
cedimentos tradicionais para a andlise de tabelas de contigéncia 2 x 2 é apre-
sentada. Duas aplicacoes sao descritas nesta primeira parte do capitulo. Em
seguida o modelo logistico linear é apresentado. Alguns procedimentos sao
revisados, tais como selecao de modelos, analise de dados retrospectivos, qua-
lidade do ajuste e técnicas de diagnéstico. Quatro conjuntos de dados sao
analisados. Discute-se no final do capitulo modelos de dose-resposta, sobre-
dispersao e modelos logisticos aplicados na andlise de dados emparelhados e
mais cinco aplicagoes sao apresentadas.

No Capitulo 5 sao discutidos alguns modelos para a analise de dados de
contagem, com destaque para modelos com resposta de Poisson e modelos
com resposta binomial negativa. Inicialmente apresenta-se uma revisao de
metodologias tradicionais para a andlise da tabelas de contingéncia do tipo
2 x 2 com dados de contagem. Duas aplicacoes sao apresentadas. Em seguida
discute-se modelos de Poisson para a andlise de dados de seguimento e mode-
los log-lineares de Poisson. Dois exemplos sao apresentados. Na sequéncia sao
derivados modelos com resposta binomial negativa para a anélise de dados
de contagem com sobredispersao. Um processo iterativo para a estimacao
dos parametros, resultados assintéticos e metodologias de diagnostico sao
apresentados, bem como 2 aplicagoes. Modelos log-lineares com resposta
de Poisson sao comparados com modelos log-lineares com resposta multino-
mial, sendo 3 conjuntos de dados analisados. Finalmente, uma breve resenha
dos modelos com excesso de zeros é apresentada, em particular, os modelos

ajustados em zero e os modelos inflacionados de zeros.
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O Capitulo 6 é dedicado aos modelos de quase-verossimilhanca e as equagoes
de estimacao generalizadas. Inicia-se o capitulo com a introducao do con-
ceito de quase-verossimilhanca. Em seguida sao apresentados os modelos de
quase-verossimilhanca para respostas independentes juntamente com o pro-
cesso de estimacao, alguns resultados assintéticos e técnicas de diagndstico.
Tres aplicacoes sao apresentadas. Na sequéncia deriva-se as equagcoes de
estimagao generalizadas para a andlise de dados correlacionados nao gaussi-
anos, tais como dados agrupados, medidas repetidas e dados longitudinais.
Apresenta-se o processo de estimacao, alguns resultados assintéticos e meto-
dologias de diagnéstico. Esse subtépico é ilustrado com 3 aplicagoes.

No Apeéndice A sao descritos os conjuntos de dados usados nas aplicagoes
e nos exercicios propostos e no Apéndice B sao descritos alguns codigos em
linguagem R. No final de cada capitulo sao propostos exercicios tedricos e
aplicados num total de 152 exercicios conjuntamente com cédigos e subroti-
nas em R. Procura-se diversificar as aplicacoes com conjuntos de dados das
diversas areas do conhecimento, tais como Agricultura, Biologia, Ciéncias
Atuariais, Ciéncias Sociais, Economia, Engenharia, Geografia, Medicina, Nu-
tricao, Pecudria, Pesca e Odontologia. Alguns conjuntos de dados sao ori-
undos de trabalhos desenvolvidos no Centro de Estatistica Aplicada (CEA)
do IME-USP. P4gina na Web onde estao disponiveis informagoes sobre este
texto: http://www.ime.usp.br/ ~giapaula/textoregressao.htm.

Finalizando, fica um agradecimento aos alunos que cursaram as discipli-
nas e contribuiram com suas sugestoes para o aprimoramento dos primeiros

manuscritos.

Sao Paulo, agosto de 2026
Gilberto A. Paula

e-mail:giapaula@ime.usp.br
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Capitulo 1

Regressao Linear Multipla

1.1 Introducao

O principal objetivo deste capitulo é apresentar uma sintese dos principais
topicos relacionados com regressao linear multipla, tais como estimacao por
minimos quadrados e maxima verossimilhanca, procedimentos inferenciais e
de teste de hipdteses, além de métodos de diagndstico, conceito de interacao,
comparagao de médias, regressao ponderada, multicolinearidade, selecao de
modelos, regressao por partes e métodos robustos e de reamostragem com
extensoes para regressao nao linear. Exemplos ilustrativos sao apresentados
ao longo do capitulo e varios exercicios tedricos e aplicados sao propostos no
final do capitulo. Uma abordagem mais completa pode ser encontrada, por

exemplo, no livro de Montgomery et al.(2021).

1.2 Modelo de Regressao Linear Multipla

Denote por (y1,X1), - - -, (Yn, X,) uma amostra aleatéria de tamanho n de uma

determinada populacao, em que ¥4, ..., y, representam os valores observados
., . , o T

da varidvel resposta (assumida continua), enquanto x; = (z;1,...,%;) de-

notam valores observados de variaveis explicativas, para ¢ = 1,...,n. O



principal objetivo da regressao linear multipla é tentar explicar o valor es-
perado da variavel resposta dados os valores das varidveis explicativas. A

formulagao mais usual é a seguinte:
Yi = Prxin + Baio + - - + Bpxip + €, (1.1)

em que ; S N(0,0?), para i = 1,...,n. Muitas vezes tem-se um intercepto
m (1.1), sendo nesse caso assumido que z;; = 1 Vi.

A suposicao de normalidade para os erros pode ser relaxada para amos-
tras grandes, contudo para amostras pequenas e moderadas essa suposicao
é crucial para fazer inferéncia. De (1.1) segue que Y;|x; E N(pi, 0%) com
pwi=x;BeB=B,....,5) , prai=1,...,n

Em forma matricial o modelo (1.1) fica expresso na forma

y = X3 + €, (1.2)
emquey = (y1,...,¥n) ", X é a matriz modelo de dimensdo n x p dada por
Ty T12 T1p
X = : ,
Tnl Tp2 Tnp
€= (e1,...,6,)" com € ~ N,(0,0°I,) e I, a matriz identidade de ordem n.

1.3 Solucao de Minimos Quadrados

A estimativa de minimos quadrados de 3 é obtida minimizando a fungao

objetivo S(83) que corresponde a minimizar a soma dos quadrados dos erros

Ze —Z vi—x; B)’ = (y —XB) (v — XB).



A derivada parcial de S(8) com relagao a ; fica dada por

oS (3 "
B _ —2) " wi(yi — %/ B),
0B i=1
para j =1,...,p. Assim, a derivada de S(3) com relagao a 3 é um vetor de

dimensao p x 1 expresso na forma

05B) _ _ox7(y - xB)

B

A estimativa de minimos quadrados B é obtida igualando-se a primeira de-

rivada a zero

95(8)
B

Se X é uma matriz de posto coluna completo entao tem-se uma solucao tinica

=0= —2X"(y — XB) = 0.

B=(X"X)"'X"y.

Na Figura 1.1 é apresentada uma representacao geométrica da solucao de
minimos quadrados, em que y = X,B’ = Hy corresponde a projecao ortogonal
de y através do projetor linear H = X(X"X)™1X T, no subespaco gerado
pelas colunas da matriz X, denotado por C(X). Por outro lado, r = y —
y = (I, — H)y definido como vetor de residuos ordindrios, corresponde &
projegao ortogonal de y através do projetor linear (I, — H), no subespago
complementar C¢(X), denominado ortocomplemento de C(X).

E preciso verificar se a raiz da primeira derivada é de fato um ponto de
minimo da superficie formada por (S(3),8")". Deriva-se entdo novamente

S(B) com relagao a [, obtendo-se

9*S(B) -
=2 TijTig,
03,05, ; e



Figura 1.1: Representagao geométrica da solucao de minimos quadrados re-
ferente ao modelo de regressao linear multipla (1.2), em quer =y —y é o
residuo ordindrio e C(X) denota o subespago gerado pelas colunas da matriz
X e C¢(X) o ortocomplemento.

para j, £ = 1,...,p. Assim, a matriz de segundas derivadas de S(8) com

relacao a (3 tem dimensao p X p e fica expressa na forma

9*S(B)
9B898"

Como é assumido que X tem posto coluna completo entdao X ' X é uma matriz

= 92X 'X.



positiva definida, logo S(3) é uma superficie convexa e B ¢ ponto de minimo.

Resumindo, tem-se que Y |X ~ N, (X3, ¢%I,,) e como consequéncias E(Y|X) =

XB e Var(Y|X) = 02I,,, em que Y = (Y4,...,Y,)". Seguem as seguintes

propriedades do estimador de minimos quadrados:
EB) = E{(X'X)"'XY} = (X"X)"'X"E(Y|X) = (X'X)"'XTX8 = 3.

Ou seja, B é um estimador nao tendencioso de 3. A matriz de variancia-

covariancia de (3 fica dada por

Var(8) = Var{(X'X)'X"Y} = (X"X)"'X Var(Y|X)X(XTX) "
= AX'X) T X'X(X'X) ' =*(XTX)!

Logo, B ~ N,(3,02(X"X)™1) e conforme mostrado em Montgomery et al.
(2021, Apéndice C.4) ,@ tem a menor variancia entre todos os estimadores
lineares nao viesados de (3.

Pelo Teorema de Pitédgoras aplicado ao triangulo retangulo da Figura 1.1,

tem-se que

|y I H};A’||2+HY—$’||2
23/3 = Z Z

em que || v |[|[= v} + - +v2 denota norma ou comprimento do vetor

v = (v1,...,v,)". Se o modelo tem intercepto segue da solucao de minimos
quadrados XT(y—X,@) =0que ) . r; =0. Logo, obtém-se a decomposigao

de somas de quadrados
SQT = SQReg + SQRes,

em que SQT = >7 (y; — §)? é a soma de quadrados total, SQReg =

S (yi —§)? é a soma de quadrados devido a regressao, enquanto SQRes =
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S (yi — Ui)? é a soma de quadrados de residuos. Uma maneira de avaliar
a qualidade do ajuste é comparar SQReg com SQT através do coeficiente de

determinacao

R2 SQReg _q_ SQRes
SQT SQT ’
em que 0 < R? < 1. Quanto mais préximo R? estd de 1 melhor a qualidade
do ajuste. Contudo, como o coeficiente de determinacao cresce a medida que
o numero p de parametros aumenta, recomenda-se a utilizacao do coeficiente
de determinacgao ajustado

=2 QMRes
— 1 —_—
R QMT ’

_ SQRes _SQT 52 Z ’
em que QMRes = o, e QMT = == e 0 <R < 1. E possivel estabelecer

a seguinte relacao:
(n—1)

E2:1—(1—R2)<n_p).

Portanto, segue que R < R

1.3.1 Regressao Linear Simples
Considere agora o modelo de regressao linear simples definido por
Yi = Bi + Baxi + €,

em que yi,...,Y, sao valores observados da variavel resposta, zi,...,x,

- o . iid .
sdo valores observados da varidvel explicativa X e ¢ ~ N(0,0?), para i =

1,...,n. A matriz modelo de dimensao n x 2 fica dada por
1 T1
X = :
1 =z,



Assim, obtém-se

T~ n nx
X X_[m: szz] e ny,leyz
em que T = En“ ey = Znyi Logo,
1 2 _nr
XX - | 2
NSyy | —NT n

em que Sy, = Y i, (z; — ¥)% O estimador de minimos quadrados fica dado

B — (XTX)'XTy = [ 51 ] _ [ ﬂ—sfﬂ' ]
Sex

B

por

TT

com Sy, = > (; —Z)(y; — §). A matriz de variancia-covariancia assume a

forma )
B 2 Ty-1 O doxi —nI
Var(B) =o°(X ' X) " = S [ S ] :
Dai segue que Var(ﬁl) z Zw Var(ﬁg) =g € COV(ﬁhﬁﬂ 256-

zz

Supondo que X é uma varlavel quantltatlva continua, o coeficiente de

correlacao linear amostral de Pearson entre X e Y é expresso na forma
N » ST [ N
ERCE DU

em que —1 < r < 1. Aternativamente, tem-se que

b

Toy = = Im 62

{SMSQT} : SQT

Por outro lado, obtém-se

SQT

Yi = 31 + Bﬂz‘ = (y— f@) + Bﬂi =9+ (v — f)gz

Logo (i — §) = (z; — #)B, e portanto 31, (7 — y)? = By (2 — 2)
Entao, segue que SQReg = 52 «z- B desde que 62 obtem—se

~ ~  SQRe
SQReg = B2Sa:y — 52 = % g
xy




Finalmente, segue a relacao
o Sxy SQReg Sxx . SQReg o R2

SZ‘I
SQT  S,. S., SQT  SQT

2 _ a2
sz - 52
Ou seja, o coeficiente de determinacao R? coincide com o quadrado do coe-

ficiente de correlacao linear amostral de Pearson entre X e Y na regressao

linear simples.

1.4 Teste de Hipdbteses

Inicialmente, supor que o interesse é avaliar se os coeficientes da regressao

sao nulos, que corresponde a testar as hipoteses
Hglﬁgz"':ﬁpzo contra leﬁj%O,

para pelo menos algum 7 =2,... p. A estatistica F fica expressa na forma

_ SQReg/(p—1)  QMReg g,
~ SQRes/(n—p)  QMRes P=1)n=p)-

Para um nivel de significancia 0 < a < 1, rejeita-se Hp se ' > F(1_q) (p—1),(n—p)>

em que F(1_4) (p-1),(n—p) denota o quantil (1 —a) da distribuicdo F com (p—1)
e (n—p) graus de liberdade. E usual construir a tabela de anélise de variancia

(ANOVA), conforme descrito na Tabela 1.1.

Tabela 1.1: Descrigao da tabela de Andlise de Variancia (ANOVA).

F. Variacao S.Quadrados G.L. Q. Médio F

Regressao  SQReg p—1 QMReg %hl\//llgif
Residuos SQRes n—p QMRes
Total SQT n—1

Denote Var(B) = 02C, em que C = (X"X)~. Entao, pode-se expressar

as variancias e covariancias dos estimadores f, ..., 5, nas formas Var(5;) =
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02C;; e Cov(B;, Be) = 02Cjq, em que Cjy denota o clemento (4, £) da matriz
C, para j,¢/ = 1,...,p. Supor entao que o interesse € testar as hipoteses
Hy : Bj = 0 contra Hy : 8; # 0, para algum j = 1,...,p. A estatistica

t-Student fica expressa na forma

-~

B

t= =t g
EP(8;)

n—p);

em que @(B\]) = s\/C_]] Para um nivel de significancia 0 < o < 1, rejeita-se
Ho se [t| > t(—a/2),(n-p), €M que t(q_q/2) m—p) denota o quantil (1 — a/2) de
uma distribuicao t-Student com (n — p) graus de liberdade. Em particular,
pode-se mostrar que t? segue sob Hy distribuicao Fy (,—p).

Generalizando, supor que o interesse agora é testar Hy : R3 = 0 contra
contra Hy; : RB # 0, com pelo menos uma desigualdade estrita em H;, em
que R é uma matriz r X p com posto linha r < p. O acréscimo na soma de
quadrados de residuos devido a restricao R3 = 0 (vide Montgomery et al.,

2021, Cap. 3) é dado por
ASQ(RB =0) = (RB) {R(X'X)'R"} 'RB.

Portanto, tem-se que

o ASQRB=0)/r

SQRes/(n — p) r(n=p):

Logo, para um nivel de significancia 0 < a < 1, rejeita-se Hy se F >
F(l—a),r,(n—p)-
Um caso particular é considerar a regressao linear multipla (1.2) com

efeitos particionados
y =Xi18; + X206, t ¢, (1.3)

em que X; e X, sao matrizes de dimensoes n X p; e n X pg, respectiva-

mente, enquanto B; tem dimensao p; x 1 e B, tem dimensao py x 1. Logo,

9



X =[X;,Xy]leB=(B],85)". Supor que o interesse seja testar Hy : 3, = 0
contra Hy : 3, # 0, com pelo menos uma desigualdade estrita em H;. A soma
de quadrados de residuos correspondente ao modelo (1.3) com p parametros
serd denotada por SQRes(83) =y ' (I, — H)y, enquanto que a soma de qua-
drados de residuos sob o modelo em Hy com p; parametros sera denotada por
SQRes(B|B, =0) =y " (I, —H,)y, em que H; = X;(X{ X;)"*X]. Note que
SQRes(B8|B, = 0) > SQRes(B). Assim, o acréscimo na soma de quadrados

de residuos devido a restricao 3, = 0 pode ser expresso na forma

ASQ(B, = 0) = SQRes(B|B, = 0) — SQRes(8) =y ' (H, — H)y,

e consequentemente a estatistica F para testar Hy : 3, = 0 contraH; : 3, # 0
fica dada por
po Y (L —Hy/p ., -
y' (I, —H)y/(n—p) "7
Logo, para um nivel de significancia 0 < a < 1, rejeita-se Hy se F >

F(l—a),pg,(n—p) :

1.5 Estimativa Intervalar

Um estimativa intervalar de coeficiente de confianca (1 —«) para f; fica dada
por
1B £ t1-a2.(0-n EP(5)),
emque 7 = 1,...,p. Como para n grande a t-Student se aproxima da normal,
pode-se usar o quantil (1 — «/2) da N(0, 1) no lugar de t(_a/2),(n—p)-
E possivel mostrar que

S QRQS modelo 2
Y

) X(n—p)*

SQRes

Logo, segue que E(%) = (n — p) e portanto 52 = —p) é um estimador

nao tendencioso de o2. Apds algumas manipulacoes com a distribuicao X%nfp)
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tem-se que
P{ e = } = (1-a).
X(1-a/2),(n—p) X(a/2),(n—p)
em que X?a /2),(n—p) © X%pa /2),(n—p) denotam, respectivamente, os quantis /2
e (1 — a/2) da distribuigao X%nfp)' Assim, uma estimativa intervalar de

coeficiente de confianca (1 — ) para o? fica dada por

[ (n —p)s® ,(n—p)82].

2 72
X(1-a/2),(n—p) X(a/2),(n—p)

Alternativamente, é possivel encontrar uma estimativa intervalar de menor

comprimento para o2 dada por

{(n —p)s® (n— p)ﬂ

a b ’
em que a e b sdo constantes tais que a®gg,—p)(a) = b*gn—_p)(b) € ff Gin—p)(t)dt =
(1—a), com g(,—p)(t) denotando a funcao densidade de probabilidade da dis-

tribuigao X%n—p) (vide Exercicio 1.8).

1.6 Bandas de Confianca

Supor uma nova observagao que nao pertence a amostra com valores para
as varidveis explicativas representados por z = (21, 29,...,2,) . Portanto,

tem-se que
y(z) =2' B+ e(2)
e valor esperado E{Y (z)} = u(z). Logo Ji(z) =z B e

Var{Ji(z)} = Var(z'8) = z' Var(8)z = 0’2" (X' X) 2.

Desde que \//a\r{ﬁ(z)} = 522" (XTX) "'z, uma estimativa intervalar de coefi-

ciente de confianga (1 — «) para u(z) fica dada por
= 1 4L
(2" B+ ta-a/) mpsiz (XTX)2}2],
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em que t(1—a/2),(n—p) denota o quantil (1 —ca/2) de uma distribuigao t-Student
com (n — p) graus de liberdade. A banda de coeficiente de confianca (1 — «)

para p(z) assume a forma
2"B % eao{z (X'X) 2}z, Vz € IR,

em que ¢, ¢ tal que P{X?) < ¢} =1 — a (vide, por exemplo, Rao, 1973).
Por outro lado, o valor predito de Y (z) pode ser representado por y(z) =
2" B + €(z) e portanto
Var{Y(z)} = Var{z'B+ €(z)} = Var{z' B} + Var{e(z)}
— 2" Var(B)z + Var{e(z)} = 0%z (XTX) 'z + o?
= {1+2z"(X"X) 'z}
Tem-se que Var{Y (z)} = s>{1 + 2" (X"X)"'z}.

Assim, estimativa intervalar e banda de confianca de coeficiente de con-

fianga (1 — «) para y(z) ficam, respectivamente, dadas por

2" B £ ta—am-ps{l +2' (X X) 'z}?]

2B+ Jeao{l +2" (XTX) 'z}2, Vz € IR”).

Na préatica deve-se substituir o2 por s? e ¢, é obtido tal que P{F, mn—p <
¢o} = 1 —a. Em particular, para regressao linear simples é possivel mostrar
que z" (X"X) 'z =1/n+ (2 — £)?/ Sz

1.7 Métodos de Diagnéstico

Procedimentos de diagndstico devem ser aplicados apds o ajuste do modelo

linear normal e tém como principais objetivos:
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(i) avaliar se ha afastamentos importantes das suposigdes feitas para o mo-
delo, tais como independéncia, normalidade, homocedasticidade dos
erros e linearidade da média com relagao aos valores das variaveis ex-

plicativas;

(ii) avaliar se ha presenga de observagoes atipicas ou discrepantes. Essas
observagoes podem ser classificadas como pontos de alavanca, pontos

aberrantes ou pontos influentes.
Abaixo segue descricao dos trés tipos de observagoes atipicas.

: ~ _ T ot
Pontos de alavanca: observagoes em que o vetor X; = (1, Tia, . . ., Tip)  €std
remoto no subespago C(X) gerado pelas colunas da matriz X. Essas

observacoes tém influéncia desproporcional no proéprio valor ajustado.

Pontos aberrantes: observagoes com residuo alto, posicionadas fora da banda
de confianca. Ou seja, observagoes mal ajustadas pelo modelo. Em ge-
ral essas observagoes tém influéncia desproporcional na predicao das

respostas.

Pontos influentes: observagoes com peso desproporcional nas estimativas
dos coeficientes do componente sistematico do modelo. Em geral sao

pontos de alavanca mas a reciproca nem sempre é verdadeira.

Na Figura 1.2 ha uma descricao grafica de observacoes atipicas. No pri-
meiro gréfico (acima a esquerda) tem-se uma regressao hipotética com a reta
ajustada passando pelas 5 observagoes, no segundo gréfico (acima a direita)
a 3% observagao ¢ deslocada verticalmente de forma a tornar- se aberrante,
enquanto no terceiro e quarto gréficos (abaixo a esquerda e a direita) a 5% ob-
servacao é deslocada em diregoes diferentes de modo a tornar-se de alavanca

e influente, respectivamente.
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e aberrante
o

alavanca & influente +alavanca o,

Figura 1.2: Representacao grafica para um conjunto de dados hipotéticos
de pontos de alavanca, aberrantes e influentes. Reta ajustada com todos as
observagoes (----) e sem a observagao deslocada ( ).

1.7.1 Pontos de Alavanca

Uma observagao é definida como ponto de alavanca se tem uma alta influéncia
no proprio valor ajustado. Essa influéncia é medida através da derivada
0y /dy. Ou seja, mede o impacto que uma varia¢ao infinitesimal na resposta
causa no valor ajustado. Darelagioy = Hy obtém-se y; = hiiyi+> . hijy;,
em que h;; denota o elemento (i, j) da matriz H que é simétrica de dimensao
n x n. Dal segue que 0%;/0y; = hy e ainda pode-se mostrar que h; =

x, (XTX) 1x;.
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Como a matriz H é idempotente (H = HH) segue que

zn: Y =hi — > hZ = hi — b = hy(1 = hy),
Jj=1 J#1

entdo hy; > 0 e hy(l — hy) > 0 e portanto 0 < hy; < 1. Note que se

hi = 1 entdo h;; = 0 Vj # i e logo ¥ = y;. Hoaglin e Welsch (1978)

propoem classificar pontos de alavanca segundo o critério h; > 2h, em que

h = Zn:Tlh Assim, desde que

D hi = tr(H) = r{X(XTX)"'X "} = tr{ (X' X) ' XX} = tx(L,) = p,
o critério fica dado por h; > %. Para amostras grandes sugere-se h;; > %.

1.7.2 Limites para a Predicao

Supor uma nova observagao com valores para as variaveis explicativas repre-
sentados por z = (21, 22,...,%) . Qual a condigao para obter 7(z)? Segundo
Montgomery et al.(2021, p.110) pode-se fazer predi¢ao (interpolagdo) no mo-
delo de regressao linear miltipla com seguranca se a seguinte condicao for
satisfeita:

XT(XTX)_IX < Pax VX € IRP,

em que Npax = max{hii,..., "y} Logo, uma condi¢do para predigao de
y(z) é que z" (XTX) 'z < Aoy

Na Figura 1.3 tem-se a representacao geométrica da “regiao conjunta
dos dados’para a qual recomenda-se fazer as predicoes do modelo linear
y = pPrx1+ Poxo+ €, em que a < 1 < bec<xy <d Nota-se que ha varios

pares de valores (z1, x2) para os quais ndo é recomendado fazer interpolagao.
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Regido Conjunta dos Dados

X

Figura 1.3: Representagao geométrica para os limites de predicao de um
modelo de regressdo (sem intercepto) com duas varidveis explicativas, com
valores tais que a < x1 < bec <1y < d.

1.7.3 Analise de Residuos

Como visto anteriormente, o vetor de residuos ordinarios é definido por r =

T

(I, —H)y, em que r = (ry,...,7,) com r; = y; —¥y;, para i = 1,...,n.

Tem-se que
E(r) = E(Y|X)—-HE(Y|X)
= XB-X(X'X)"'X"Xg3
= XB-Xg8=0.
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A matriz de variancia-covariancia de r fica dada por

Var(r) = Var{(I, — H)Y|X)
= (I, — H)Var(Y|X)(I, — H)
= o*(I, — H)(I, — H)
= o*(I, — H).
Portanto, segue que r ~ N, (0,0%(I, — H)), e consequentemente
(11) COV(Ti,’I“j) = _U2hij7 1 7é] (§]
N —hij . .
(iii) Corr(r;,rj) = T i # 7,
para 7,7 = 1,...,n. Ou seja, os residuos tém distribuicao marginal normal
de média zero, variancias nao constantes e sao correlacionados.

Para que os residuos sejam comparaveis é preciso padroniza-los. Uma

padronizacao natural seria o residuo normalizado

T .
t,, = ——=~ N(0,1), e =1,...,n.
== ~ N0

Porém, é preciso estimar o2. Sabe-se que a estatistica t-Student é construida

da seguinte forma:

Z

\/U/VN

em que Z ~ N(0,1), U ~ x2 e Z e U sao varidveis aleatdrias independentes.

t =

tV’

Tem-se que t,, ~ N(0,1) e é possivel mostrar que (n — p)s?/o? ~ X%n,p),

2

porém t,, e s° nao sao independentes. Logo, o residuo

T
l; = ————= »{

I —T

n—p)-
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(n—p—1)

5— ). A sugestao

2
5
n—p

Cook e Weisberg (1982) mostram que 5 ~ Beta(3,

¢ substituir s por S%Z-), o erro quadratico médio do modelo sem a i-ésima

2
(n—p-—1)

ainda t,, e s?i) sao independentes. Entao, tem-se o residuo Studentizado

observagao. Agora, tem-se que t,, ~ N(0,1), (n —p — 1)3%1.)/02 ~ X e

=1 t
7 S(Z) 1 — h“ (n7p71)7
parai=1,...,n. E possivel mostrar que

Ou seja, s%i) pode ser obtido sem a necessidade de fazer o ajuste sem a i-ésima
observagao.

Abaixo sao descritos alguns gréaficos sugeridos com o residuo t.

(i) Gréfico entre os quantis observados ¢}, < --- < t( ) do residuo ¢; con-
tra os quantis da distribuicao N(0,1). Esse gréfico é equivalente ao
grafico normal de probabilidades sugerido em Montgomery et al. (2021,
Cap.4). Sugere-se a inclusao de banda de confianga empirica, denomi-
nada envelope (Atkinson, 1981). Essa banda é recomendada em virtude
dos residuos serem correlacionados. Espera-se os pontos distribuidos
de forma aleatéria dentro da banda de confianga. Distor¢oes no grafico
podem ser causadas por observacoes aberrantes e outras formas para o

grafico sao indicios de afastamentos da normalidade dos erros.

(ii) Grafico de tf contra valores ajustados y;. Desde que Cov(r,y) = O,
espera-se distribui¢ao uniforme dos pontos conforma varia o valor ajus-
tado. Afastamentos dessa tendéncia sao indicios de que a variancia dos

erros nao deve ser constante.
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(iii) Gréfico de tf contra a ordem das observagoes para detectar (quando
fizer sentido) correlagdo temporal dos dados. Pode-se também aplicar
o teste de Durbin-Watson para avaliar se ha correlacao autoregressiva

positiva nos erros. Esse teste serd discutido na Secao 1.19.1.

(iv) Grafico de t contra valores de varidveis explicativas continuas para ava-
liar se ha algum termo que nao foi incluido no componente sistematico
do modelo. Alternativamente, tem-se o grafico da variavel adicionada

(Segao 1.7.7).

A suposicao de normalidade dos erros é crucial para fazer inferéncias
quando o tamanho amostral n é pequeno ou moderado, contudo para n
grande tem-se pelo Teorema Central do Limite (TCL) a normalidade as-
sintotica de B desde que os erros tenham média zero e variancia constante.
Assim, quando hé indicios de afastamentos importantes da suposicao de nor-
malidade dos erros pode-se tentar aplicar alguma transformacao apropriada
g(Y) a fim de alcangar a normalidade mesmo que aproximadamente (vide
Exercicios 1.16 e 1.17). O incoveniente desse procedimento é que o novo mo-
delo estard explicando E{g(Y")} ao invés de E(Y"). Outra opgao seria aplicar
modelos lineares generalizados, em que procura-se uma distribuicao apropri-
ada para Y, porém tem-se em contrapartida a modelagem de E(Y"). No caso
da violagao da suposicao de variancia constante para os erros, uma primeira
opgao seria aplicar regressao linear ponderada (Secao 1.10) que flexibiliza a
variancia dos erros sem comprometer os resultados da regressao linear. Al-
ternativamente, pode-se aplicar a modelagem dupla em que E(Y') e Var(Y)
sao modelados conjuntamente.

Para amostras pequenas e moderadas, quando hé violagao da suposigao
de erros normais, pode-se aplicar procedimentos de reamostragem para es-

timacao e inferéncia dos coeficientes da regressao (vide, por exemplo, Fox e

19



Weisberg, 2019).

1.7.4 Outra Interpretacao para ¢’

Supor que o i-ésimo ponto é suspeito de ser aberrante. Essa hipdtese pode

ser testada através do modelo

Y; :x;ﬁ—l—wjv%—ej, (1.4)
em que X; = (Tj1,...,7;,) € ¢ S N(0,0?) para j = 1,...,n, com w; = 1

para j = i e w; = 0 em caso contrario. Usando resultados da Secao 1.4 pode-
se mostrar que sob a hipotese Hy : v = 0 o0 acréscimo na soma de quadrados

de residuos fica dado por
ASQ(y = 0) = 7*(1 — ha),

em que y = r;(1 — hy)~! com r; = y; — XZTB e hy = x] (XTX)"!x;. Logo,
a soma de quadrados de residuos correspondente ao modelo (1.4) fica dada

por (n —p)s® —3%(1 — hy) = (n — p)s® — 1jL e a estatistica F para testar

Hpy : v = 0 contra Hy : v # 0 assume a forma
(L — hai)
r2
{n=p)s*— s} /—p-1)

Trabalhando um pouco a expressao acima chega-se ao seguinte resultado:

H
F = ~ Fl,(nfpfl)'

F_ r’?(n_p_l) _ %2
21 —hy)(n—p—t3)

Portanto, para um nivel de significancia o, rejeita-se Hy se [t;| > t(1—a/2),(n—p—1)-

1.7.5 Analise de Influéncia

O objetivo principal da anélise de influéncia em regressao é avaliar o impacto

de perturbagoes no modelo e/ou dados nos coeficientes da regressao, sendo

20



esse impacto avaliado através de alguma medida de influéncia. A medida
de influéncia mais conhecida, denominada distancia de Cook (Cook, 1977),
procura avaliar o impacto da retirada de cada observagao nas estimativas dos
coeficientes. Uma vez detectadas as observagoes com maior variagao para
essa medida, deve-se proceder algum tipo de andlise confirmatoria a fim de
avaliar a influéncia das observacoes destacadas e também o tipo de influéncia.
Variacoes numéricas nas estimativas dos coeficientes sao esperadas quando
elimina-se observacoes, contudo quando essas variagoes sao desproporcionais,
muito acima % x 100%, as observacoes podem ser consideradas influentes.
O mais grave é quando a eliminagao individual de uma observacao leva a
mudancas inferenciais, ou seja, determinados coeficientes deixam ou passam
a ser significativos. No primeiro caso a observacao induz o efeito do coeficiente
enquanto que no segundo caso ha mascaramento do efeito pela observacao.

Transformacoes dos valores das varidaveis explicativas, inclusao de in-
teragao ou mesmo ponderagao na regressao, dentre outros procedimentos,
sao comumente aplicados para reduzir a influéncia de observacoes na re-
gressao. Contudo, quando esses procedimentos nao levam a solugoes satis-
fatorias recomenda-se a aplicacao de procedimentos de estimacao robusta.
Na Secao 1.16 sao apresentados alguns procedimentos usuais de estimagao
robusta para regressao linear multipla. Uma discussao mais abrangente pode
ser encontrada em Montogomery et al. (2021, Cap.15).

Nesta secao serd discutida a distancia de Cook aplicada ao modelo de
regressao linear miltipla (1.2). Essa medida pode ser motivada através da
regiao de confianca de coeficiente (1 — ) para (3, dada por

(B-8)T(XTX)(8 - 8)
ps®
em que F(1_q)p (n—p), como definido anteriormente, denota o quantil (1 — «)

S F(lfa)vpr(nfp) )

de uma distribuigdo F' com p e (n — p) graus de liberdade. Essa regiao de
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confianca ¢é construida usando o resultado abaixo

P { (B - ﬂ)T(if;XxB ),

< F(l—am(n—p)} =l-a

Na Figura 1.4 tem-se a representacao grafica da superficie correspondente
a regiao de confianca para os coeficientes de uma regressao hipotética com

p=2.

B

Figura 1.4: Representacdo geométrica para a regiao de confianca de 95%
para os coeficientes de um modelo de regressao hipotético com p = 2.

A distancia de Cook é definida por
(B —Bu) (X'X)(B - By)

D’i = p52 Y

em que 3;) denota a estimativa de minimos quadrados quando a i-ésima ob-

servacao nao ¢ considerada no modelo. Apés manipulagoes algébricas obtém-
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se

™
I

{XoXot XoHye
= {XTX — Xixj}*l{XTy — X;Yi }
_ XTX)Ixx] (X TX) !
- {(XTX) t ( ) 1— h-(- ) }{XT}’ — XY}

:ﬁ_

W(XTX)*X“

para ¢ =1,...,n. Portanto, tem-se que

r;

BBy = O_—h)(XTX)

Assim, a distancia de Cook fica dada

1 hi;
D, = t2 S
(1= ha)
Como hy; /(1 — hy;) é uma funcao crescente de hy;, entao D; serd grande se |t;]

e/ou hy; forem (for) grande(s). Uma proposta de pontos suspeitos de serem
influentes, baseada na regiao de confianca para 3, é destacar as observagoes
tais que D; > F{i_a)p,(n—p).- Outras sugestoes se baseiam em obter limi-
tes superiores para a distancia de Cook com base nas variacoes dos valores
amostrais da distancia e que levem em conta o tamanho amostral. Sugere-se
destacar as observacoes tais que D; > D+ kDP(D;), para k = 2, 3,4. Deve-se
aumentar o valor £ a medida que aumenta o tamanho amostral.

Outra medida de influéncia proposta por Belsley et al. (1980), que é

derivada da distancia de Cook com s? substuido por s , ¢ definida por

1
|7 { hi; }2
DFFITS;, =

PISIIRG
1— hy '
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Sugere-se destacar as observacdes tais que DFFITS; > 2{p/(n — p)}z. Essa
medida leva também em conta a influéncia das observagoes na estimativa de
o%. Contudo, quando o interesse estd apenas nos coeficientes da regressao
sugere-se utilizar apenas a distancia de Cook.

Finalmente, pode haver interesse em estudar a influéncia das observagoes
em coeficientes especificos da regressao. Por exemplo, se ha interesse em

avaliar a influéncia da eliminagao da i-ésima observacao no j-ésimo coeficiente

estimado da regressao, utiliza-se a seguinte medida de influéncia:

DFBETAS;;, = (B = Biw)
s0v/Ti
C;Xﬂ’i

s(i) (1 — hii)A/Cjj
Dji t;
\/ P, P vi=h

em que C = (XTX)™!, C; denota a j-ésima coluna de C, pj;; e pjT de-

notam, respectivamente, o (j,4)-ésimo elemento e a j-ésima linha de P =
(XTX)'XT,i=1,...,nej=1,...,p. Recomenda-se dar atencao aquelas
observacgoes tais que DFBETAS;; > \/%7 (vide Montgomery et al., 2021,
Cap.6).

1.7.6 Analise Confirmatdria

O procedimento mais tradicional de verificagao das observacoes suspeitas de
serem discrepantes é através da delecao individual de cada observacao sus-
peita, computando-se a variagao percentual de cada coeficiente da regressao
e o respectivo valor-P. Para ilustrar alguns procedimentos, denote o conjunto

das m observagoes supeitas por S = {Sy,...,S,,}.
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Variagao Percentual

A variagao percentual do j-ésimo coeficiente da regressao quando a z-ésima

observacao nao é considerada no ajuste é definido por

A A

Pi
paraj =1,...,pei € S. Deve-se associar a cada observagao deletada o novo

valor-P de cada coeficiente. Variagdes percentuais desproporcionais (muito
acima de (1/n) x 100%) s@o esperadas, porém deve-se dar aten¢ao quando

ocorrerem mudancas inferenciais.

Comparacao com Observacoes nao Destacadas

Um outro procedimento usual é comparar alguma medida resumo das ob-
servagoes suspeitas com a mesma medida resumo obtida de r amostras aleatérias
de tamanho m das observacoes nao suspeitas. Por exemplo, pode-se compu-

tar a medida

MRCg = max M
i<j<e| B
Comparar MRCg com as r medidas, MRCyg,, ..., MRCyg,, das r amostras

aleatorias de tamanho m extraidas do grupo de observagoes nao suspeitas.
Se MRCg for muito maior que max;<;j<, MRCyg, ¢ um indicio de que as
observagoes em S sao discrepantes. Sugere-se utilizar que r > 10.

Tratamentos de Observagoes Discrepantes

Os procedimentos descritos abaixo sao usuais para acomodar observacoes

discrepantes.

e Aplicar transformacoes nas varidaveis explicativas, por exemplo padro-

nizagao, raiz quadrada e logaritmica.
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e Incluir termos nao lineares em variaveis explicativas continuas.
e Incluir (ou retirar) interagoes.
e Aplicar regressao linear ponderada.

e Aplicar métodos robustos ou considerar outro tipo de estimador, como
por exemplo estimador bootstrap (ver Segao 1.17) que pela prépria na-
tureza tende a selecionar menos pontos discrepantes em cada reamos-

tragem.

e Mudar a distribuicao dos erros. Por exemplo, erros com caudas mais
leves ou mais pesadas do que as caudas da distribuicao normal padrao

ou erros assimétricos.

1.7.7 Grafico da Variavel Adicionada

Supor que uma varidvel explicativa é adicionada no modelo (1.2) obtendo-se

o seguinte modelo de regressao linear:
y=XB+wy+e

em que X denota a matriz modelo n X p do modelo reduzido, w denota vetor
n x 1 dos valores observados da variavel adicionada, y é o vetor n x 1 dos
valores observados da varidvel resposta, 8 = (b1, ...,0,)" e € ~ N, (0,021,).
Definindo Z = (X, w) como matriz do modelo ampliado, mostra-se facilmente
que a estimativa de minimos quadrados de @ = (BT,')/)T fica expressa na
forma 6 = (ZTZ)~'ZTy. Apés algumas manipulacoes algébricas a estimativa
de minimos quadrados do coeficiente da varidvel adicionada fica dada por

. w' (I, —H)y
L el H)

w' (I, - Hw
B w'r
 wi(I,-Hw
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Ou seja, & pode ser expresso como sendo o coeficiente da regressao linear
passando pela origem do vetor de residuos r = (I, — H)y sobre o novo

residuo v = (I, — H)w, dado por

¥ = (’UTV)_l’UTI‘
= {w'(I, -1, -Hw} w1, - H)I, - H)y
wT(In —H)y
wl'(I, - H)w’

Portanto, o grafico de r contra v pode fornecer informacoes sobre a evidéncia
dessa regressao, indicando quais observagoes que estao contribuindo para a
relacao linear e quais observacoes que estao se desviando da mesma. Esse
grafico, conhecido como gréfico da variavel adicionada (ver, por exemplo,
Atkinson, 1985) pode revelar quais observagoes que estao influenciando (e de
que maneira) a inclusao da nova varidvel explicativa no modelo.

A sugestao é que seja construido para cada variavel explicativa continua

incluida de forma linear no modelo um grafico da variavel adicionada.

1.7.8 Aplicacao

Para ilustrar um exemplo de regressao linear simples considere parte dos
dados descritos em Neter et al. (1996, p.449) referentes a venda no ano
anterior de um tipo de telhado de madeira em n = 26 filiais de uma rede de
lojas de construcgao civil (arquivo vendas.txt). Apenas duas varidveis serao

consideradas:

(i) Telhados: total de telhados vendidos (em mil metros quadrados) e

(ii) Nclientes: nimero de clientes cadastrados na loja (em milhares).

O interesse é explicar o nimero médio de telhados vendidos dado o niimero
de clientes cadastrados. Na Tabela 1.2 sao apresentadas algumas medidas

resumo referentes as duas varidveis observadas.
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Tabela 1.2: Medidas resumo referentes ao exemplo sobre venda de telhados.

Medida Telhados Nclientes
Média 170,20 51,85
D.Padrao 84,55 14,21
CV(em %) 49,68 27,41

Minimo 30,90 26,00
12 Quartil 102,00 49,50
Mediana 159,80 51,50
32 Quartil 217,50 61,50
Méximo 339,40 75,00

Na Figura 1.5 tem-se o boxplot robusto (Hubert e Vandervierin, 2008)
e a densidade estimada do total de telhados vendidos. Nota-se auséncia de
observacoes aberrantes e uma ligeira assimetria a direita. O diagrama de
dispersao entre o total de telhados vendidos e o nimero de clientes cadastra-
dos na loja (Figura 1.6) apresenta uma tendéncia aproximadamente linear e
positiva. A medida que aumenta o nimero de clientes aumenta o total de

telhados vendidos.

Tabela 1.3: Estimativas dos parametros referentes ao modelo de regressao
linear simples ajustado aos dados sobre venda de telhados.

Efeito Estimativa E.Padrao wvalor-t valor-P
Constante -71,208 40,558 -1,76 0,092
Nclientes 4,656 0,756 6,16 0,000
s 53,69
R? 0,61
R 0,60
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Figura 1.5: Boxplot robusto e densidade estimada do total de telhados ven-
didos.

Telhados Vendidos

30 40 50 60 70
Clientes Cadastrados

Figura 1.6: Diagrama de dispersao (com tendéncia) entre o total de telhados
vendidos e o nimero de clientes cadastrados na loja.
Portanto, sugere-se o seguinte modelo de regressao linear simples:
y; = (1 + BaNclientes; + ¢;,
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Figura 1.7: Graficos de residuos referentes ao modelo de regressao linear
simples ajustado aos dados sobre venda de telhados.

em que y; denota o total de telhados vendidos na i-ésima filial e ¢; ~ N(0, o?),
para ¢ = 1,...,26. Nota-se pela Tabela 1.3 que o coeficiente estimado do
nimero de clientes é altamente significativo e o intercepto é significativo ao
nivel de 10%. Assim, para um aumento de 1000 clientes em qualquer filial
espera-se aumento de 4656 mil m? de telhados vendidos.

Pela Figura 1.7, em que sao apresentados o grafico do residuo t; contra
o valor ajustado y; e o gréfico normal de probabilidades para ¢} com banda
empirica de confianca (envelope) de 95%, nao ha indicios de variancia nao
constante nem de afastamentos da normalidade dos erros. Nota-se também
auséncia de observacoes aberrantes. O grafico da distancia de Cook com
k = 2 (Figura 1.8) contra a ordem das observagoes destaca como possivel-
mente influentes as observacoes #6 e #10. O ajuste sem cada uma das
observagoes traz variagoes nas estimativas dos coeficientes, como pode ser

notado pela Figura 1.9, porém nao héd mudancas inferencias. Finalmente,
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tem-se na Figura 1.10 as bandas de confianca de 95% para o nimero espe-
rado de telhados vendidos e para o nimero de telhados vendidos de uma filial

qualquer, dado o niimero de clientes cadastrados.

e6

0.15
L

0.10
|

Distancia de Cook
°
°

0.00
L]
L]

L]
L)
L]
[ ]
L]
L]

indice

Figura 1.8: Distancia de Cook contra a ordem das observagoes referente

ao modelo de regressao linear simples ajustado aos dados sobre venda de
telhados.

1.8 Variavel Binaria e Interacao
Supor o seguinte modelo de regressao linear multipla:
Yi = b1+ Baia + B33 + €,

em que ¥, ..., Y, sao valores observados da variavel resposta, x;5 representa

os valores de uma variavel aleatéria binaria tal que

- 1 grupo A
271 0 grupo B,
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Telhados Vendidos
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Telhados Vendidos
o 24

Clientes Cadasirados Clientes Cadastrados

Figura 1.9: Retas ajustadas com todos os pontos (----) e sem as observagoes
destacatadas pela distancia de Cook (——).

Telhados Vendidos
Telhados Vendidos

—100

Clientes Cadastrados Clientes Cadastrados

Figura 1.10: Bandas de confianca de 95% para o niimero esperado de telhados
vendidos (esquerda) e para o nimero de telhados vendidos de uma filial
qualquer (direita), dado o nimero de clientes cadastrados.

iid

enquanto x;3 representa valores observados de uma variavel continua e ¢; ~

N(0,0?), parai=1,...,n.
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Portanto, tem-se dois submodelos de regressao
o (Grupo A) y; = Sy + Ba + Bariz + €
e (Grupo B) y; = 81 + B33 + €
com valores esperados
o EA(Yi|wiz) = 81 + Ba + Bswis
o Ep(Yi|ziz) = b1 + Bswis,

parai=1,...,n. Assim, Ex (Yi|z;3) —Eg(Yi|zi3) = 52, que indica auséncia de
interagao (paralelismo) entre as variaveis explicativas X5 e X3 (vide ilustracao

na Figura 1.11).

Ea(YIxs)

Es(Ylx)

Figura 1.11: Descrigao grafica de auséncia de interagao (paralelismo) entre
as variaveis explicativas Xy e X3.
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Supor agora a inclusao de interacao entre as variaveis explicativas X5 e

X3, resultando no seguinte modelo de regressao linear multipla:

Yi = P1 + Batia + B3wiz + BaTinTiz + €,
em que ¢; ~ N(0,0?%), parai = 1,...,n. Tem-se os seguintes submodelos:
o (Grupo A) y; = By + B2 + Bawis + Baxis + €
o (Grupo B) y; = b1 + Bszi3 + €&
com valores esperados expressos por
o Ea(Yilziz) = 81 + B2 + Bz + Bais
o Ep(Yilziz) = b1 + Bawis,

parai = 1,...,n. Assim, a diferenca entre os valores esperados, Ex (Y;|z3) —
Eg(Y;|zi3) = B2 + Bixs3, ndo é mais constante dependendo dos valores da
variavel explicativa X3. Isso indica presenga de interacao (auséncia de para-
lelismo) entre as variaveis explicativas Xs e X3 (vide Figura 1.12).

Supor agora variavel explicativa categdrica com trés niveis

1 grupo A
X =4 2 grupo B
3 grupo C.

Um maneira de representar essa variavel explicativa num modelo de regressao

¢é atribuindo a cada grupo uma variavel binaria da seguinte forma:

Yi = Bo + Bixi + Baia + B33 + €,

em que ¥, ..., Yy, denotam os valores observados da variavel resposta, x;1, T
e x;3 sao os valores observados das varidveis bindarias representando os grupos

eeiiriSN(O,JQ), para j=1,...,n.
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Supondo que os grupos A, B e C tém ny, ny e n3 elementos, respec-
tivamente, o modelo pode ser expresso na forma matricial y = X3 + €,
em que 'y = (yI’y;’y;)T com y; = (yi17"'7yini)T7 para ¢ = 1,2,3, /6 =
(Bo, B, Ba, B3) T e matriz X de dimensao (n; + ny + n3) x 4 dada por

1100
1100
1010

X = :
1010
100 1

|10 0 1|

Note que a matriz X nao tem posto coluna completo, a 12 coluna é a
soma das outras trés colunas. Uma solucao é reduzir o nimero de colunas
da matriz modelo impondo alguma restrigao nos parametros.

Os seguintes procedimentos sao mais utilizados:

e Restricao nos parametros: [ + B2 + 3 = 0, que implica em [; =

_62 - B3‘

e Casela de referéncia: um dos coeficientes é fixado como sendo zero.
Por exemplo, fazendo f; = 0 o grupo A serd denominado casela de

referéncia.

Nesses dois casos B = (B, 82, 33)" e a matriz modelo terd dimensio n x 3
com posto coluna completo.
Como exemplo, o modelo com casela de referéncia no grupo A pode ser

expresso na forma

Yi = Bo + Baxio + B3xis + €,
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em que ¥y, ...,Y, denotam os valores observados da variavel resposta, x;, e
x;3 sao valores de variaveis bindrias representando os grupos B e C, respec-
tivamente, e ¢; N N(0,0%), parai=1,...,n. Quando x5 = z;3 = 0 tem-se o
grupo A. A matriz modelo nesse caso fica dada por

100
100
11 0

X = :
110
0 1
10 1

Supor agora a inclusao de uma variavel explicativa continua na parte

sisteméatica do modelo

Yi = Po + Baxio + B3xiz + Bawia + €,

em que x4, para ¢ = 1,...,n, representa os valores observados da variavel

explicativa continua. Portanto, tem-se trés submodelos
o (Grupo A) y; = By + Bawis + &
e (Grupo B) y; = 8o + B2 + Baia + €
o (Grupo C) y; = By + B3 + favia + &
com diferencas de valores esperados
o Ep(Yilry) — Ea(Yilris) = 5o

L EC(YH%A) - EA(Yz’|~’Ui4) = 537
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Ea(Y]xs)

Es(Y]xs)

Figura 1.12: Descrigao grafica de presenca de interacao (auséncia de parale-
lismo) entre as varidveis explicativas X, e X3.

para ¢ = 1,...,n. Assim, os efeitos [ e [3 sao incrementos nos valores
esperados dos grupos B e C, respectivamente, com relagao ao grupo A (vide
ilustragao na Figura 1.13).

Em forma matricial o modelo com auséncia de interagao fica dado por
y =XB+e emquey = (y,y5,¥3) comy; = (yir, -, ¥in,) , para
i = 1,2,3, B = (Bo, B2, P3,51)" e a matriz modelo X terd adicionada a
coluna (1, ..., Tny, Toytls - - > Ty tngs Trgbmgils - - Tn) | -

O modelo com interagao entre a variavel categérica X e a variavel continua

X4 pode ser expresso na seguinte forma:

Yi = Bo + BaTio + B3Tis + Batia + PsTioTia + BeTisxia + €,
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Ec(Yx)

Es(Y]x)

Ea(YIxe)

Figura 1.13: Descrigao grafica de auséncia de interagao (paralelismo) entre a
variavel categorica X e a variavel continua Xjy.

em que yi,...,Y, denotam os valores observados da varidavel resposta, x;o
e x;3 sao valores de varidveis binarias representando os grupos B e C, res-
pectivamente, enquanto x;4 representa os valores observados de uma variavel
continua e ¢; < N(0,0?), parai=1,...,n.

Portanto, tem-se trés submodelos

e (Grupo A) y; = By + Bawis + €

o (Grupo B) yi = 8o + B2 + Bazia + BsTia + €

o (Grupo C) y; = fo + B3 + Bawis + BsTia + €,
com diferengas de valores esperados

o Ep(Yilri) — Ea(Yilzia) = B2 + Bsia
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Ec(Yx)

EB(Y|X4)

[

Ea(Y]ra)

Figura 1.14: Descricao grafica de interagao entre a variavel categorica X e a
variavel continua Xj.

o Ec(Yi|zia) — Ea(Yilzis) = Bs + Bewia,

parai=1,...,n. Assim, nota-se que as diferencas entre os valores esperados
dependem dos valores da variavel explicativa X, (vide Figura 1.14). A matriz
modelo X terda duas colunas adicionais com relagao a matriz modelo sob
auséncia de interacao.

O conceito de interagao pode ser estendido para quaisquer tipos de variaveis
explicativas e para mais do que duas variaveis explicativas. Contudo, devido
a dificuldades na interpretacao, em geral considera-se apenas interagoes de
1% ordem (entre duas varidveis eplicativas). Na Segao 1.14.2 é apresentado
um exemplo ilustrativo em que a interacao entre duas variaveis quantitativas

agrega informagoes relavante nas interpretacoes do problema.
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1.9 Comparacao de Médias

Uma aplicagao de modelos de regressao linear com varidveis binarias é na

comparacao das médias de k grupos. O modelo pode ser expresso na forma
Yij = o+ B + €,

iid . 4 -
em que €;; ~ N(0,0?%), para i = 1,...,k e j = 1,...,n; com a restri¢ao
B = 0. O Grupo 1 é denominado casela de referéncia. Assim, tem-se os

valores esperados
e E(Yyj)=aparaj=1,....m
e E(Y,,)=a+fi,parai=2,....kej=1,...,n,;

e dai segue que 3; é o incremento no valor médio do ¢-ésimo grupo com relacao
ao valor médio do grupo 1, para i = 2,..., k. Testar a igualdade de médias
equivale a testar Hy : By = --- = (4 contra Hy : §; # 0 para pelo menos
algum j =2,... k.

Em forma matricial o modelo fica dado por
y = XB +e,

em quey = (y/,...,yp)" com y; = (Y1, Yin,) , para i = 1,...,k,
B = (a,Ba...,5)" ematriz X de dimensao (Zle n;) X k dada abaixo.

A solucao de minimos quadrados leva as estimativas a = g, e Bz =19 — 1
para ¢ =1,...,k, com variancias e covariancias

2

~

nq n

Var (@) = “—2, Var(B;) = o {i + i} , Cov(@, B;) = —— ¢ Cov(B;, Be) = =

n; nq

para j £/ =2,... k.
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[1 0 0 ]
Lo .o
11 0
X:1£ 0
1(; 1
10 1|

Tem-se a seguinte decomposicao das somas de quadrados:

kE  n;
SQT = > > (wi—9)%

i=1 j=1
kE  n; k

SQReg = > > (@ —9)’=>_ nm(lH—9)° e
i=1 j=1 i=1
k  n; ko n

SQRes = > > (i —05) =D (v — )
=1 j=1 =1 j=1

Dai segue que a estatistica F' para testar a homogeneidade de médias Hj :
[y = -+ = P = 0 contra H; : pelo menos duas médias diferentes fica expressa

na forma

_ (kD) LG9’ w g
= ) ~ P (k-1),(n—k+1)-

(k—1) Zle > i (Wij — 4i)?

Rejeita-se Ho se F' > F(1_o),(k—1),(n—k+1), €m que F_o) (k—1),(n—k+1) denota o

quantil (1 — «) da distribui¢ao F com (k—1) e (n—k+ 1) graus de liberdade

en=mngy+ -+ ng.

41



1.9.1 Comparacgoes Multiplas

Quando rejeita-se a hipotese nula deseja-se saber onde estao as diferencas
entre as médias dos k grupos. As propostas mais conhecidas consistem em
construir m = (];) estimativas intervalares para as diferencas de médias, de
modo que cada estimativa intervalar tenha coeficiente de confianga (1 — o)
sendo o coeficiente de confianca global (1 — «).

Pelo método de Bonferroni (recomendado para m pequeno) cada estima-
tiva intervalar deve ter coeficiente de confianca (1 — a*), sendo dadas por

_ 1 1
(G = 95) £ ta-a 2,0k | 5° {n_z- + n—j}7

para i # j, em que o = -, de modo que o coeficiente global de confianga
seja de pelo menos (1 — «).

O método de Tukey é o mais utilizado na pratica por ter um nivel de
significancia global mais préximo de (1 — a). As estimativas intervalares sao

expressas na forma

o s2 (1 1
(7 — 9;) £alk,n — k)\/; {n—l + n—]}7

para ¢ # j, em que q(k,n — k) é o quantil de uma distribui¢ao denominada

amplitude Studentizada.

1.9.2 Aplicacao

Como ilustracao serao considerados os dados referentes ao tempo de deslo-
camento (em minutos) antes de decolar de 184 aeronaves de 8 Cias Aéreas
no aeroporto EWR (Newark) no periodo 1999-2001 (Venzani, 2004, Exemplo

11.7), descritas abaixo e no arquivo takeoff.txt

e AA, American Airlines
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CO, Continental Airlines

DL, Delta Airlines

HP, American West Airlines

NW, North West Airlines

e TW, Trans World Airlines

UA, United Airlines

US, US Airways.

Na Figura 1.15 tem-se os boxplots robustos dos tempos para a decolagem
das Cias Aéreas. Nota-se tempos medianos distintos, porém em geral varia-
bilidades similares. As Cias Aéreas NW e US apresentam os menores tempos
medianos enquanto CO apresenta o maior tempo mediano. A fim de compa-
rar os tempos médios supondo variabilidades homogéneas considere o modelo
Yij = o+ Bi + €5, em que €; pN N(0,0%), parai=1,...,8 e j=1,...,23,
com a restricao 5, = 0. AA como casela de referéncia.

E bastante razodvel esperar pelo TCL que a e Bz estejam bem aproxi-
madas pela distribuicao normal levando-se em conta o niimero de réplicas
para cada Cia Aérea. Assim, como nao ha indicios pela Figura 1.15 de afas-
tamentos importantes da suposicao de variancias contantes para os erros,
pode-se esperar uma boa aprocimacao da distribuicao nula da estatistica F
para testar a homogeneidade de médias.

Pela Tabela 1.4 nota-se que o tempo de deslocamento médio de algu-
mas Cias Aéreas é significativamente diferente do tempo médio da Cia AA.
Por exemplo, o tempo médio de NW ¢ significativamente menor enquanto

o tempo médio de CO ¢é significativamente maior. Porém, para algumas
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Figura 1.15: Boxplot do tempo de deslocamento segundo a Cia Aérea.

Tabela 1.4: Estimativas dos parametros referentes ao modelo de comparacao
dos tempos médios de deslocamento das Cias Aéreas.

Efeito Estimativa valor-t valor-P

AA 97056 37,56 0,000
CO 3835 3,76 0,000
DL 2052  -2,01 0,045
HP 1,526 1,50 0,136
NW 4061 -3,99 0,000
W 1652 -1,62 0,107
UA 20,039 -0,04 0,969
UsS 3830 -3.76 0,000
S 3,455

R? 0,355

R 0,329
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Cias Aéreas nao foi possivel detectar diferenca significativa com AA. Isso
é confirmado pelo teste F de homogeneidade de médias (vide Tabela 1.5),
em que a hipdtese nula é fortemente rejeitada. Logo, ha tempos médios de

deslocamento diferentes e resta saber entre quais Cias Aéreas.

Tabela 1.5: Tabela ANOVA referente a comparacao dos tempos médios de
deslocamento das Cias Aéreas.

F.Variacao S.Q. G.L. Q.M. F  valor-P
Cia Aérea 11550 7 165,01 13,82 0,000
Residuos 2100,9 176 11,94

Total 32559 183

Como ha m = (2) = 28 pares de Cias Aéreas o método de Tukey é o mais
adequado para construir as estimativas intervalares para as diferencas das
médias. Na Figura 1.16 tem-se um resumo das 28 estimativas intervalares
com coeficiente global de confianga de 95%, construida através da biblioteca
UsingR do R. Nota-se que 15 dessas estimativas intervalares cobrem o valor
zero indicando que nao foi possivel detectar diferenca significativa entre os
deslocamentos médios das Cias Aéreas correspondentes. Por outro lado, ha
13 estimativas intervalares que nao cobrem o valor zero. Observando essas
estimativas intervalares nota-se que as Cias Aéreas NW e US sao aqueleas
que mais diferem das demais no sentido de terem um tempo médio de des-
locamento menor do que as demais. Isso vai ao encontro dos resultados da

Tabela 1.4.

1.10 Regressao Linear Ponderada

Quando hé indicios fortes de afastamentos da suposicao de variancias cons-

tantes dos erros (homocedasticidade), uma maneira de corregao é através da
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Figura 1.16: Estimativas intervalares para as diferengas entre os deslocamen-
tos médios das Cias Aérea pelo método de Tukey com coeficiente global de
confianca de 95%.

regressao linear ponderada em que a variancia de cada erro é flexibilizada.

A forma mais usual de regressao linear ponderada é a seguinte:
Y = Pixin + Baio + - - + Bpxip + €, (1.5)

em que Y1, . . . , Yo sa0 valores observados da varidvel resposta, ;1, ..., ;, sao

s . . ind 2
valores observados de varidveis explicativas e ¢; ~ N(0,0?), com o7 = o
2

e w; > 0 (conhecido), para i = 1,...,n. A soma dos quadrados dos erros

(fungao objetivo) fica nesse caso expressa na forma

S(B) =D wily: —x B)*,
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em que em que X; = (T;,...,%5) e B = (B1,...,5,)". Matricialmente
tem-se que

S(8) = (y — XB) W(y — XB),
emquey = (y1,...,yn) ", W = diag{wi,...,w,} e X é a matriz modelo.

Derivando a fungao objetivo S(3) em relacao a 3 obtém-se

95(8)
0B

que igualando a zero leva a seguinte solucao de de minimos quadrados pon-

derados:

B=(X"WX)'X"Wy.
Denotando B = AY, em que A = (XTWX)!X"W, tem-se a seguinte
propriedade:

E(B) = E(AY|X)=AE(Y[X)
(XTWX)'XTWX3
B

Logo, B ¢é um estimador nio tendencioso de 8. Desde que Var(Y|X) =
oW1, segue a propriedade

Var(3) = Var(AY|X) = AVar(Y|X)AT
= AXTWX) ' XTWWIWX(XTWX)™!
= ~A(XTWX)™!

e portanto B ~ N,(3,02(XTWX) ™).

As somas de quadrados ponderadas ficam expressas nas formas

SQT—iwi(yi—g)Q, SQReg—ZwZ vi—19)?* e SQRes—Zwl Yi— i)
i=1

=1
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Similarmente ao caso homoceddstico é possivel mostrar que s? = % ¢ um
estimador nao tendencioso de ¢?. Continuam valendo a decomposicao das
somas de quadrados e as interpretacoes do R? e R

E possivel mostrar que o acréscimo na soma de quadrados de residuos no
modelo linear ponderado (5), devido as restri¢oes lineares R3 = 0, pode ser

expresso na forma
ASQ(RB =0) = (RB) {R(X'WX) 'R"}'RB,

em que B = (XTWX)'XTWy. Assim, se o interesse é testar Hy : R3 = 0
contra H; : R3 # 0, a estatistica F fica dada por

_ ASQRB=0)/r H
b= SQRes/(n — p) Frn-p)

Rejeita-se Hy se F' > F_a)rm—p), em que Fy_q),m—p denota o quantil

(1 — o) da distribuigao F com r e (n — p) graus de liberdade.

1.10.1 Forma Equivalente

Os resultados da regressao linear ponderada (1.5) podem ser obtidos de forma
equivalente através de uma regressao linear homocedastica aplicando as se-

guintes transformagoes:
® = %\/CTm
o Uij = Tij\/Wi,
parai=1,...,nej=1,...,p. Entao, considere o modelo
zi = Brua + Battio + -+ - + Bpip + €,

com e; S N(0,0%), para i = 1,...,n. Esse modelo em forma matricial fica
dado por
z=UB+e,
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em que z = W%y, U = W:X é a matriz modelo, B8 = (B1,...,53,)", en-
quanto e = Wze. Note que e ~ N,(0,02I,). Mostra-se facilmente que
B = (XTWX)"1X"Wy. Assim, todos os resultados descritos nas secoes
anteriores podem ser estendidos facilmente para o modelo (1.5) através das

transformacoes acima.

1.10.2 Aplicacao

Como ilustragao considere parte dos dados de um experimento desenvolvi-
mento em 2006 nas Faculdades de Medicina e de Filosofia, Letras e Ciéncias
Humanas da USP e analisado no Centro de Estatistica Aplicada do IME-USP
(CEAOP16) para avaliar o fluxo da fala de falantes do Portugués Brasileiro
segundo o género, idade e escolaridade. Uma amostra de 595 individuos re-
sidentes na cidade de Sao Paulo com idade entre 2 e 99 anos foi avaliada
segundo a fala auto-expressiva. O individuo era apresentado a uma figura e
orientado a discorrer sobre a mesma durante um tempo minimo de 3 minutos
e maximo de 6 minutos. Para criancas de 2 e 3 anos, as amostras foram ob-
tidas com a colaboracao dos pais. As variaveis consideradas no estudo foram
as seguintes: (i) idade (em anos), (ii) género (1:feminino, 2:masculino), (iii)
interj (nimero de interjeigdes durante o discurso), (iv) fpm (fluxo de palavras
por minuto) e (v) fsm (fluxo de silabas por minuto). Descrigdo no arquivo
fluxo.txt.

Como aplicacao de regressao linear ponderada considere apenas duas
variaveis, fpm e fsm. Na Figura 1.17 tem-se o diagrama de dispersao en-
tre fpm e fsm e nota-se uma forte relagao linear positiva e variabilidade nao
constante da resposta fpm a medida que aumenta fsm. Isso sugere um modelo

linear simples entre fpm e fsm. Nas Tabelas 1.6 e 1.7 tem-se as estimativas
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Figura 1.17: Diagrama de dispersao entre o fluxo de palavras por minuto e
o fluxo de silabas por minuto.

dos parametros do modelo
fpm; = 8 + fafsm; + ¢,

em que ¢ ~ N(0,02) ou e; ~ N(0,w; '0?) com w; = 1/fsm;, respectivamente,
para ¢ = 1,...,594. Nota-se uma reducao na estimativa do intercepto e au-
mento do coeficiente de determinagao sob o modelo linear ponderado. H&
também um controle melhor da variabilidade sob esse modelo (Figura 1.18)
e melhora na qualidade do ajuste (Figura 1.19). As trés observagoes que
aparecem destacadas como pontos aberrantes afetam muito pouco as esti-
mativas quando sao excluidas. Outros procedimentos para aprimoramento
do controle da variabilidade poderiam ser aplicados, como por exemplo a

modelagem dupla da média e variancia.
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Tabela 1.6: Estimativas dos parametros referentes ao modelo de regressao
linear simples ajustado aos dados sobre fluxo da fala de falantes do Portugues
Brasileiro.

Efeito Estimativa E.Padrao valor-t valor-P
Constante 4,198 1,172 3,74 0,00
fsm 0,527 0,006 88,10 0,00
S 7,98
R? 0,93
R 0,93

Tabela 1.7: Estimativas dos parametros referentes ao modelo de regressao
linear simples ponderado ajustado aos dados sobre fluxo da fala de falantes
do Portugueés Brasileiro.

Efeito Estimativa E.Padrao wvalor-t valor-P
Constante 3,663 0,974 3,76 0,00
fsm 0,530 0,006 92,57 0,00
s 0,59
R? 0,99
R 0,99

1.11 Ortogonalidade

Supor novamente o modelo de regressao linear multipla
Vi = P11 + Poio + - - + Bpxip + €,

em que Yyi,...,Y, sao valores observados da varidvel resposta, i, ..., T
. o o iid
sdo valores observados de varidveis explicativas e ¢ ~ N(0,0?). Tem-se

ortogonalidade entre as colunas da matriz modelo X se

in]’xM:Oa vj#€:177p7

i=1
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Figura 1.18: Gréficos entre o residuo Studentizado e o valor ajustado referen-
tes aos modelos homocedastico (esquerdo) e ponderado (direito) ajustados
aos dados spbre fluxo da fala de falantes do Portugués Brasileiro.

ou seja, a matriz XX é bloco diagonal.
Quando a matriz modelo X tem posto coluna completo tem-se sob orto-

gonalidade que

XX = diag{z Th .. Zx?p} e X'y = (Z Ti1Yiy - - - s inpyi)—ra
=1 i=1 =1

i=1

em quey = (y1,...,%,) , e consequentemente
) i Ty
61 1T
B = =X"X)"'XTy = :
B\ 2oieq TipY
p Z?:l x?p
Logo, f; = X&153% depend dos val de z1; »
080, fj = S=-=4* depende apenas dos valores y1, ..., yn € de Ty, .., Tnj,
i=1"ij
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Figura 1.19: Gréficos normais de probabilidade com banda empirica de 95%
referentes aos modelos homocedéstico (esquerdo) e ponderado (direito) ajus-
tados aos dados spbre fluxo da fala de falantes do Portugués Brasileiro.

para j = 1,...,p. Ou seja, dos valores da variavel resposta e da variavel
explicativa Xj;.
Além disso, a matriz de variancia-covariancia para 3 fica dada por

2
ot 0
PO

Var(B) = o*(X'X) ™' = : : :
2
0 e —?Zl o
Portanto, Var(gj) = ﬁ e COV(BJ-,@) =0,paraj#Lejl=1,...,p.
i=1Tij
Tem-se, portanto, auséncia de correlacao linear entre os estimadores dos coe-
ficientes, que sob normalidade implica na independéncia probabilistica mutua

entre os estimadores dos coeficientes.
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1.12 Multicolinearidade

Multicolinearidade é o oposto da ortogonalidade. Ocorre quando ha uma
alta correlacao linear entre variaveis explicativas e consequentemente entre os
estimadores dos coeficientes da regressao linear miltipla. Uma consequéncia
pratica é que det(X'X) = 0. Agumas fontes de multicolinearidade sdo as

seguintes:

e Método empregado na coleta de dados
Os dados sao coletados de um estrato da populagao onde hé uma alta
correlagao linear entre duas variaveis explicativas. Por exemplo, num
estudo de regressao em que tem-se como variaveis explicativas o con-
sumo de um produto alimenticio e o preco do produto alimenticio. E
razoavel esperar nos estratos de renda mais baixa uma correlagao mais

alta entre as duas variaveis explicativas.

e Restrigoes no modelo ou na populagao
Duas variaveis explicativas que tém uma correlacao linear alta sao in-
cluidas no modelo. Por exemplo, consumo de energia elétrica e renda
percapita. Notas referentes as avaliacoes sobre qualidade e clareza das

aulas de um instrutor.

e Especificacao do modelo
No modelo sao incluidos varios termos que estao em fungao de uma
mesma variavel explicativa. Por exemplo, numa regressao polinomial

em que sao incluidos termos x + 22 + 23 4 - - -.

e Modelo superdimensionado

Estudos com amostras pequenas e uma grande quantidade de variaveis

o4



explicativas. Por exemplo, na drea médica em geral tem-se amostras

pequenas com uma grande quantidade de informagoes por paciente.

1.12.1 Efeitos da Multicoliearidade

Para ilustrar considere o seguinte modelo de regressao linear multipla:

Y; = P11 + Poio + €,

em que yq,...,Y, sao valores observados da variavel resposta com compri-
mento unitario, x;; e z;; sao valores observados de variaveis explicativas com
. e, s n _ n 2 _ N
comprimento unitdrio, em que » 7" x;; = 0e Y [ 77 = 1 para j = 1,2, e
iid .
€ ~ N(0,0%), parai=1,...,n.
Para esse exemplo tem-se que
n 2 n
XTX = | 2im @ i @ali | _ | 1 1
I D D Y TR N e 1|7
=1 V241l i=1 Y2 12
em que 712 denota a correlagao linear amostral entre X; e Xs. Além disso
n
XTy — Zizl Tl | | Ty
y - n - )
dic1 T2l T2y
em que 1y, e 7, denotam, respectivamente, as correlacoes lineares amostrais

entre X7 eY e Xy e Y. Portanto, as estimativas de minimos quadrados ficam

dadas por
a ﬁl . XTX —IXT _ 1?177%22)%
/3 - B - ( ) y = T2y —T12T1y )
2 (1_7”%2)

e dependem das correlacoes lineares 712, 71, € r9,. Além disso, a matriz de

variancia-covariancia para (3 assume a forma

o2 o211

Var(B) = 2(X"X)" = | () 00

(1-ry) (1-rfy)

Ou seja, Var(gl) = Var(gg) = % e COV(Bl,B\Q) = —({'i%. E tem-se as
12 12

seguintes consequéncias:
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e Se |ria] — 1 entdo Var(gl) e Var(@) ficam grandes.
e Se riy — 1 entao Cov(gl,@) — —00.
e Se riy — —1 entao COV(Bl,Bg) — 00.

1.12.2 Procedimentos para Detectar Multicolinearidade

Fator de Inflacao da Variancia
E possivel mostrar que
Var(5;) = 02Cy; = o%(1 — R2) 1,

em que Cj; denota o (j,£)-ésimo elemento da matriz C = (X'X)"! e R?
denota o coeficiente de determinacao da regressao linear da varidvel expli-
cativa X contra as demais varidveis explicativas X,, em que j # /, para
7,0 =1,...,p. O fator de inflagdo de variancia da j-ésima variavel explica-
tiva é definido por

VIF; = (1-R3)™".

Assim, se R? — 1 entao VIF; — oo, para j = 1,...,p. Para ilustrar,
supor trés variaveis explicativas X, Xo e X3 cujos valores amostrais tém

comprimento unitario. Os VIFs saem das seguintes regressoes:
e VIF;: da regressao x;1 = [Baxio + B3T3 + €
e VIF,: da regressao zjp = f1xi1 + [3xi3 + €
e VIF3: da regressao z;3 = f1x;1 + Poxio + €, parai =1,...,n.

Critério: VIF; > 10 indica que 3; estd com variancia inflacionada.
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Numero da Condicao

Sejam Ay, ..., A, os autovalores da matrix X " X. Como ¢ uma matriz simétrica
positiva definida todos os seus autovalores sao nao negativos. Contudo, a

existéncia de autovalores proximos de zero € indicio de multicolinearidade.

Uma medida resumo de multicolinearidade entre as colunas da matriz X é o

nimero da condicao definido por

>\max
k, —

)\min

Portanto, se esta razao é muito grande ha indicios de multicolinearidade com
a matriz X " X.

Critério: (i) se £ < 100 ndo héa indicios de multicolinearidade, (ii) se
100 < k < 1000 hé indicios moderados de multicolinearidade e (iii) se k >

1000 h4 indicios fortes de multicolinearidade.

Indice da Condicao

Quando ha indicios de multicolinearidade através do nimero da condigao,
pode-se avaliar a contribuicao de cada variavel explicativa através do indice

da condigao definido por

k o >\max
J s )
J
para 7 = 1,...,p. Os mesmos critérios usados para o nimero da condi¢ao

sao usados para o indice da condicgao.

Determinante da Matrix X' X

Se as variaveis explicativas tém comprimento unitario, mostra-se que

0 < det(X'X) < 1.
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Logo, det(XTX) = 1 indica ortogonalidade entre as colunas da matriz X,
enquanto det(X"X) = 0 indica dependéncia linear entre as colunas da matrix

X. Valores préximos de zero sao indicios de multicolinearidade.
1.12.3 Tratamentos da Multicolineridade
Alguns tratamentos para a multicolinearidade

e Coletar mais dados.

Eliminacao de variaveis explicativas.

Transformagao de variaveis explicativas.

e Regressao ridge.

Regressao através de componentes principais.

Regressao ridge

O objetivo da regressao ridge é utilizar um estimador tendencioso que pro-

duza variancias mais estaveis para os estimadores dos coeficientes da re-
~%

gressao. Assim, seja 3 um estimador tendencioso de 3. Mostra-se que o

ANk
erro quadratico médio de 3 pode ser expresso na forma

A~k A~ %

EQM(B ) = Var(B ) + [Viés][Viés] ",

A~k

em que Viés = E(B )— 3. A fim de estabilizar as estimativas dos coeficientes
da regressao linear multipla bem com as respectivas variancias é proposto o

seguinte estimador:
Br=(X"X+kL,) Xy,
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em que k > 0 é uma constante desconhecida que é estimada separadamente.
Em particular quando k£ = 0 recupera-se o estimador de minimos quadra-
dos. Estima-se k até estabilizar as estimativas dos coeficientes. Na Figura
1.20 tem-se um exemplo ilustrativo em que quatro coeficientes estao sendo

ajustados e nota-se uma estabilidade das estimativas a partir de k£ = 0, 10.

1.5

\\ ﬁRl

1.0

Coeficientes
0.5

¥ IE\’RZ

0.0

A
BR3
K A
Bra
T T T T T
0.00 0.05 0.10 0.15 0.20

k

Figura 1.20: Ilustracao dos coeficientes estimados através da regressao ridge
variando-se o valor de k.

Denotando BR = Z48, em que Zj, = (XX + kI,)"Y(XTX), tem-se as

seguintes propriedades:
o E(Bp) = E(ZiB) = ZiE(B) = Z,.
o Var(8y) = Var(Z,83) = Z,Var(B8)Z] = 02Z,(X ' X)'Z].

Em particular, se X'X = I, tem-se que Z; = (1 + k)~'I,. Logo, E(BR) =
(1+ k)78 e Var(8) = 02(1 + k)2L,. Ou scja, & medida que k cresce o
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estimador ridge fica mais tendencioso havendo um encolhimento com relagao
ao estimador de minimos quadrados. A variancia diminui com o aumento de
k.

Tem-se ainda que ,@R ~ NP(E(ER), Var(,@R)). Dal segue que BRJ. sao
normais de média E(BR].) e variancia Var(B\Rj), para j =1,...,p. E possivel

mostrar que

SQRes(k) = (y —XBx) (y — XBp)
— SQRes + (B — B) (X X)(By - B),

em que SQRes denota a soma de quadrados de residuos da regressao de
minimos quadrados. Portanto, na regressao ridge ha um aumento na soma
de quadrados de residuos, logo uma reducao no valor de R2.

A constante k£ pode ser estimada através do processo iterativo

~2
ki(m+1) _ po
~T P >
Br(km)BR(km)
para m = 0,1,..., em que 02 é obtido através do estimador de minimos

quadrados B Para valor inicial utiliza-se o estimador de HKB (Montgomery
AT o~

et al., 2021, Cap.9) dado por k) = p52/8 8.

Regressao dos Componentes Principais

A forma canonica da regressao linear multipla y = X3 + € ¢é definida por
y =Zo + €,

em que € ~ N,(0,0%1,,), Z=XT,a=T'BeZ'Z=T'X"XT = A, com
A = diag{\,..., A\, } sendo a matriz diagonal p x p com os autovalores da
matriz XX e T a matriz p X p cujas colunas sao os autovetores ortonor-

mais (ortogonais com comprimento unitario) correspondentes aos autovalores
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A1, ..., Ap. Como T é uma matriz ortonormal tem-se que T' =T, e daf
segue que B = Ta. Sugere-se que y e a matriz X sejam centralizadas, assim
nao precisa de intercepto.

Portanto, a estimativa de minimos quadrados de a fica dada por

a = (Z'2)7'Z2'y
= A'Zy,

com matriz de variancia-covariancia expressa na forma

Var(a) = o*(Z'Z)™!

= oA L

Dai segue que Var(a;) = 0'2)\]71. Assim, A; préximo de zero inflaciona a
variancia de &;. Similarmente, segue que a matriz de variancia-covariancia

de B pode ser expressa na forma

~

Var(3) = Var(Ta)
= TVar(a)T'
= °TA'T".

E dai pode-se mostrar que Var(@) = 0® Y0 1%/ X, em que tj; denota o

(7,¢)-ésimo elemento da matriz T. Esse resultado confirma o efeito de auto-
valores proximos de zero na inflagao da variancia de Bj
A partir da relagao B = Ta, a proposta da regressao dos componentes

principais é considerar os coeficientes estimados

3P ~CP
B =Ta,

CcP

em que a ~ ¢é um vetor p X 1 que contém os coeficientes estimados cor-

respondentes aos p — s maiores autovalores da matriz X' X e os demais s
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coeficientes como sendo iguais a zero. Assim, os novos coeficientes estimados
B\IC LU B\pc P irao depender apenas das varidveis explicativas com menor po-
tencial de estarem causando multicolinearidade. Esses coeficients estimados
sao interpretados de forma similar aos coeficientes estimados por minimos
quadrados.

Da relagao Z = XT segue que Z; = Y, Xytyj, em que Zy,...,7Z,
e Xi,...,X, denotam, respectivamente, as colunas de Z e X, enquanto
t1j,...,tp; denotam os componentes do autovetor correspondente ao auto-
valor A;. Assim, se \; for préoximo de zero os componentes de Z; devem ser

aproximadamente constantes. Deve-se portanto escolher os p — s componen-

tes principais Zy, . . ., Z,_s) que correspondem aos p — s maiores autovalores.

1.12.4 Aplicagao

Como ilustragao para o topico de multicolinearidade sera analisado um con-
junto de dados proposto em Montgomery et al. (2021, Tabela B.21) em que
o calor (em calorias por grama) de n = 13 amostras de cimento é relacionado
com as seguintes variaveis explicativas referentes a ingredientes usados na

mistura do cimento:
e X;: aluminato tricélcico
o X,: silicato tricalcico
e X3: aluminato-ferrita tetracalcico
e X,: silicato dicalcico.

Os dados estao descrito no arquivo cimento.txt. Nota-se pela Tabela

1.8 correlacoes lineares altas entre a resposta calor do cimento e as varidveis
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Tabela 1.8: Matriz de correlacoes lineares amostrais de Pearson entre as
variaveis do exemplo sobre o calor do cimento em amostras de cimento.

Calor X; X, X3 Xy
Calor 1,00 0,73 0,82 -0,54 -0,82

X, 1,00 0,23 -0,82 -0,25
X, 1,00 -0,14 -0,97
X, 1,00 0,03
X, 1,00

explicativas Xy e X4, enquanto entre as variaveis explicativas nota-se cor-
relacao liner muito alta entre X, e Xy, indicando possivel multicolineridade
nos dados. Nota-se pelo boxplot robusto da Figura 1.21 que a distribuicao
da variavel resposta é aproximadamente simétrica, enquanto os diagramas

de dispersao da Figura 1.22 confirmam as correlagoes lineares descritas na
Tabela 1.8.

100

Figura 1.21: Boxplot robusto da variavel resposta calor do cimento.
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Figura 1.22: Diagramas de dispersao (com tendéncia) entre a varidvel res-
posta calor do cimento e as demais variaveis explicativas.

Com base nos diagramas de dispersao o seguinte modelo é proposto:
cyi = Bicxy + PacXin + B3z + Bacxiy + €,

em que cy; denota o calor da i-ésima amostra de cimento centralizada (sub-

traido da média amostral), bem como os valores das variaveis explicativas
iid . - L .

e e ~ N(0,0%), parai = 1,...,13. Dessa forma, nao é necessario incluir o

intercepto.
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Pela Tabela 1.9 apenas a variavel X; é marginalmente significativa. Os
graficos de residuos sao apresentados na Figura 1.23, nao havendo indicios
de afastamentos da normalidade, de presenca de observagoes aberrantes e de
variancia nao constante dos erros. Como a amostra é pequena a suposicao
de normalidade dos erros é crucial para fazer inferéncia. A observacao #8
aparece como possivelmente influente no gréfico da distancia de Cook com
k =2 (Figura 1.24). Quando essa observacao nao é considerada na regressao
o valor-P correspondente a estimativa do coeficiente da varidvel X; reduz
para 0,02, porém os demais coeficientes continuam nao significativos e todos

com sinal positivo.

Tabela 1.9: Estimativas dos parametros referentes ao modelo de regressao
linear ajustado aos dados sobre o calor do cimento em amostras de cimento.

Efeito Estimativa E.Padrao valor-t valor-P

X 1,551 0702 221 0,06
X 0,510 0,602 075 047
X3 0,102 0,716 0,14 0,89
CXa -0,144 0,669 -022 0,83
s 2.31
R2 0,98
R’ 0,97

Na Tabela 1.10 tem-se os VIFs corresponentes as 4 variaveis explicativos,
confirmando os indicios de multicolinearidade. As estimativas da regressao
ridge com k = 0,076 (vide comportamento dos coeficientes etimados na Fi-
gura 1.20) apresenta estimativas mais coerentes com a andlise descritiva,
porém apenas a variavel explicativa X; é marginalmente significativa. Os
autovalores da matriz XX sdo respectivamente dados por \; = 6213, 56,

Ay = 809,96, A3 = 148,86 e \y = 2,84 com autovalores ortonormais dados
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Tabela 1.10: Fator de inflagao da variancia das variaveis explicativas do
modelo de regressao linear ajustado aos dados sobre o calor do cimento em
amostras de cimento.

Variavel VIF

CX1 38,49
CXg 254,42
CX3 46,87
CXy 282,51

Tabela 1.11: Estimativas dos parametros referentes ao modelo de regressao
ridge ajustado aos dados sobre o calor do cimento em amostras de cimento.

Efeito Estimativa FErro padrao valor-z

cxq 1,3460 0,6844 1,967
CXo 0,3236 0,6651 0,486
CX3 -0,1018 0,6934 -0,147
cXy -0,3263 0,6514 -0,501
abaixo.
T, T, Ts Ty

-0,067800  0,646018 -0,567315 0,506180
-0,678516  0,019993  0,543969 0.493268
0,029021 -0,755310 -0,403554 0,515567
0,730874  0,108480  0,468398 0,484416

Considerando apenas o primeiro componente principal, que explica 86,60%,

tem-se a seguinte relacao:
z1 = —0,067800cx; — 0,678516¢cz9 + 0,029021cx3 + 0, 730874cx,.

Com base nos diagramas de dispersao da Figura 1.22, o componente z; au-

menta a medida que os valores das variaveis explicativas diminuem. O modelo
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Figura 1.23: Graficos de residuos referentes ao ajuste do modelo de regressao
linear aos dados sobre o calor do cimento em amostras de cimento.

na forma canonica fica dado por

Y = zZipn«a + €,

iid

em que cy; denota o calor da ¢-ésima amostra de cimento centralizado e ¢; ~
N(0,0?), para ¢ = 1,...,13. Desse ajuste obtém-se & = —0,5537(0,1043),
que é altamente significativo. Assim, espera-se aumento do calor do cimento

a medida que aumenta 2.

1.13 Selecao de Modelos

A selecao de modelos consiste em uma etapa importante e também complexa
na analise de regressao, principalmente quando héd um grande nimero de
variaveis explicativas candidatas a entrarem no modelo. O fato das varidveis

explicativas em geral estarem correlacionadas dificulta a selecao de um sub-
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Figura 1.24: Gréafico da distancia de Cook contra a ordem das observagoes
referente ao ajuste do modelo de regressao linear aos dados sobre o calor do
cimento em amostras de cimento.

conjunto de coeficientes que além de serem significativos sejam de facil in-
terpretagao. Sabe-se que a omissao de coeficientes significativos pode levar
a estimativas tendenciosas para os demais coeficientes da regressao. Assim,
a selecao de modelos pode ser considerado um procedimentos que envolve
técnica e bom senso. Nesta secao serao apresentados alguns procedimentos

tradicionais de selecao de modelos em regressao linear multipla.

1.13.1 Todas Regressoes Possiveis

Supor um total de (p — 1) varidveis explicativas a serem selecionadas num

modelo de regressao e seja T' o total de regressoes possiveis. Tem-se que

p—1 p—1 p—1 (p—1
()03 =60
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Por exemplo, se p = 4 (3 varidveis explicativas), haverd um total de T" =

1+ 3+ 3+ 1= 8 regressoes possiveis.
Maior Ri

Seja R} o coeficiente de determinacdo de um submodelo com k coeficientes

((k — 1) variaveis explicativas + intercepto), definido por

SQReg(k)
SQT
SQRes(k)
~SQT

Rj
=1

Esse critério procura um submodelo com R} alto e k pequeno (vide Figura
1.25). Alternativamente, denote por P_{z o coeficiente de determinacao ajus-
tado do submodelo com k coeficientes. Tem-se que
(n—1)
(n—k)

R,=1-(1-R2

Pode-se adotar como critério a escolha de um submodelo com Ei alto e k

_2 - .
pequeno. Contudo, R, nao necessariamente cresce com k.

Menor s?

Seja s2 o erro quadratico médio de um submodelo com k, sendo denotado

por
2 _ SQRes(k)

S
k n—=k
Esse critério procura um submodelo com s? pequeno e k pequeno. Conforme

descrito pela Figura 1.26 nem sempre o erro quadratico médio decresce com

o aumento do numero de coeficientes.
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Coeficiente de Determinagao

k

Figura 1.25: Comportamento do coeficiente de determinacdo R} com o
nimero k de coeficientes.

Mostra-se que

R, = 1—22:2(14{2)
(=1 SQReg(k)
- (n—k>{1 SQT }

_ (n—1)SQRes(k)
(n—Fk) SQT
_(n—1)

SQT

=1

2
Sk.

) o 9 . . o =2
Assim, minimizar s é equivalente a maximizar R;.
Critério de Mallows

Um outro método, conhecido como critério de Mallows, esta relacionado com

o erro quadratico médio do i-ésimo valor ajustado Y; do submodelo com k
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coeficientes
E{Y; — E(Y;)}? = Var(V;) + {E(Y;) — B(Y)}2.

A soma dos vieses ao quadrado do submodelo com k coeficientes fica dada

por
{Viés(k) Z{E }/} Y},

em que E(Y;) denota o valor esperado do modelo correto. Uma forma pa-
dronizada para o erro quadratico médio do submodelo com k coeficientes é

expressa na forma

n

RQM(k) = > {E() — EYOY + 3 Var(T)

Usando o resultado Y 7", Var(Y;) = ko? obtém-se

{Viés(k)}* )}2

02

EQM(k) =

Por outro lado

E{SQRes(k)} = {Viés(k)}* + (n — k)o>.
Portanto, o erro quadratico médio padronizado assume a forma

E{SQRes(k)}

5 —n 4+ 2k.
o

EQM(k) =

Deve-se escolher submodelos com EQM(k) pequeno.
A estatistica Cj, de Mallows é definida por
SQRes(k)

Ckz = —TL—i—QkZ,
g

em que 02 deve ser obtido de um modelo bem ajustado. Sob viés zero tem-se

que
(n —k)o?

E(Cg|Viés =0) = p —n+2k=k.
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Erro Quadratico Médio

Figura 1.26: Comportamento do erro quadratico médio s? com o nimero k
de coeficientes.

Portanto, deve-se escolher submodelos com C; pequenos tais que C, = k.
Para um mesmo k, submodelos com Cy, < k tém uma SQRes menor, enquanto
submodelos com Ci > k£ tém uma SQRes maior.

Na Figura 1.27 sao ilustrados 3 submodelos hipéteticos, A, B e C. O
submodelo A é o pior submodelo, tem C,, alto e viés alto. O submodelo B
tem um Cj menor e viés pequeno. Ja o submodelo C tem um viés um pouco
maior do que o submodelo B, porém um C; bem menor, assim poderia ser o

submodelo escolhido.

Critério Press

Finalmente, tem-se o critério Press que consiste em escolher o submodelo

com o menor valor para a estatistica
n
~ 2
Press;, = E {vi — y(i)} )
i=1
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Estatistica de Mallows

Figura 1.27: Descricao da reta C, = k e da estatistica de Mallows para tres
submodelos hipotéticos A, B e C.

em que ;) denota o valor predito para y; do ajuste do submodelo com k

coeficientes sem a i-ésima observacao. Desde que ;) = X;F,B(i), usando a

expressao para ,@(i) descrita na Segao 1.7.5 obtém-se

~ r; _
Yi — Y6 = Yi— XiT {/3 - _—h)(XTX) lxi}

TR i Tiv T\ -1
= (y; —x, T g TXTX) Ik,
(y; —x; B) + (1_hii)xz( )X

Logo, segue que




em que r; e h;; denotam, respectivamente, o i-ésimo residuo ordinario e -
ésima medida de alavanca do submodelo com k coeficientes. Como a es-
tatistica Press; cresce com o tamanho amostral n, uma proposta alternativa
é considerar a estatistica Press, = Press,/n.

Assim, a fim de selecionar um submodelo usando os critérios: R} maior,
s2- menor, Cj, & k e pequeno e menor Press,, deve-se ajustar todas as T =
2(P=1) regressdes possiveis e selecionar um submodelo seguindo os 4 critérios

descritos.

1.13.2 Métodos Sequenciais
Critérios de Akaike e de Schwartz

Seja L(0) o logaritmo da funcdo de verossimilhanga de um modelo de re-
gressdo com p coeficientes a serem estimados. O método de Akaike (1974)
consiste em escolher um submodelo que maximize L(#) minimizando o nimero

de coeficientes. Isso é equivalente a minimizar a fungao penalizada abaixo

~

AIC;, = —2L(6) + 2k,

em que 1 < k < p denota o nimero de coeficientes do submodelo. No caso

de regressao linear multipla mostra-se que
SQR
AIC), = nlog ( Q es) + 2k
n

(vide Exercicio 1.15). Similarmente ao método de Akaike o método de

Schwartz (1978) consiste em maximizar L(0) também minimizando o nimero
de coeficientes da regressao, porém com uma penalizacao diferente. O método

¢é equivalente a minimizar a fungao abaixo

BIC, = —2L(8) + klog(n).

Para a regressao linear miltipla tem-se que BIC, = nlog (%) + klog(n).
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Método LASSO

O método LASSO é utilizado para a selecao de varidveis explicativas (na
forma padronizada) eliminando coeficientes da regressao cujas estimativas
estejam proximas de zero. No contexto de minimos quadrados o método é
equivalente a minimizar a funcao abaixo

n

p
S(B,N) =D (i —x/ B+ 2D IBl,
j=2

i=1

em que B = (Bi,...,0,)", xi = (zi1,...,xip)" € X > 0 é o pardmetro de
penalizacao. Quando A = 0 tem-se o método de minimos quadrados e quando

A — oo todos os coeficientes tendem a zero.

Critério Forward

Passo 1

Ajustar todas as regressoes possiveis com apenas 1 variavel explicativa. Isto

é, ajustar as regressoes
y; = P+ Bjxi; + €,

em que eiiEN(O,JQ), parai = 1,....,nej=2,...,p. Testar Hy : 5; =0

contra H; : 8; # 0 e obter a estatistica

Denote P; o valor-P do teste. Seja Pupin = min{P,...,P,}. Se Pnn < Pg
entao a variavel explicativa correspondente entra no modelo. Supor que X,

entra no modelo.
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Passo 2

Ajustar todas as regressoes possiveis com apenas X, mais uma variavel ex-

plicativa. Isto é, ajustar as regressoes

Yi = B+ Bamio + Bixij + €,

em que €; ~ N(0,0?), parai =1,...,ne j=3,...,p. Testar Hy : 5; = 0
contra Hy : 3; # 0 e obter a estatistica

_ SQReg(z;|z2)

F
s2(x9,x;)

H
j ~ Fi (n—3).

Denote P; o valor-P do teste. Seja Py, = min{P,...,P,}. Se Pnin < Pp
entao a variavel explicativa correspondente entra no modelo. Supor que X3

entra no modelo.

Passo 3

Ajustar todas as regressoes possiveis com apenas Xy e X3 mais uma variavel

explicativa. Isto é, ajustar as regressoes

Yi = B1 + Baxio + Bsiz + Bixi; + €,

em que €; S N(0,0?), parai =1,...,ne j=4,...,p. Testar Hy : 5; = 0
contra Hy : 3; # 0 e obter a estatistica

o SQReg(w;|x2, 73)

7= s2(xq, x3, ;)

H
F ~ Fl,(nf4)'

Denote P; o valor-P do teste. Seja P, = min{Py,...,P,}. Se Pnin < Pg
entao a variavel explicativa correspondente entra no modelo. Se Py, > Pg

parar o processo, nenhuma variavel entra no modelo.
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Critério Backward

Passo 1

Ajustar a regressao com todas as variaveis explicativas. Isto é, ajustar o

seguinte modelo:

Yi = B+ Boxio + -+ BpTip + €5,
em que ¢; S N(0,0?), parai =1,...,n. Testar Hy : 8; = 0 contra Hy : 8; # 0
e obter a estatistica

_ SQReg(x;|demais)

s2(x9, ..., xp)

F.

H

Denote P; o valor-P do teste, paraj = 2,...,p. Seja Ppax = max{Ps, ..., P,}.
Se Phax = Ps entao a variavel explicativa correspondente sai do modelo. Su-

por que X, sai do modelo.

Passo 2

Ajustar a regressao sem a variavel explicativa X,. Isto é, ajustar o seguinte

modelo:

Yi = B+ B3z + -+ Bprip + €,
em que ¢; < N(0,0%), parai =1,...,n. Testar Hy: 8; = 0 contra Hy : 8; # 0
e obter a estatistica

_ SQReg(7;|demais)

F.
s2(xg, ..., xp)

J

H
~ Py (n-p-1)-

Denote P; o valor-P do teste, paraj = 3,...,p. Seja Ppax = max{PFs,..., P,}.

Se Phax < Ps 0 processo é terminado, nenhuma variavel sai do modelo.
Critério Stepwise

O critério stepwise é uma combinagao dos critérios forward e backward.
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Passo 1

Ajustar todas as regressoes com apenas uma variavel explicativa, além do
intercepto. Verificar se alguma variavel explicativa entra no modelo. Supor

que X5 entrou no modelo.

Passo 2

Ajustar todas as regressoes com X, mais uma variavel explicativa, além do
intercepto. Verificar se alguma variavel explicativa entra no modelo. Supor
que X3 entrou no modelo. Verificar se X5 sai do modelo dado que X3 esta

no modelo.

Passo 3

O processo stepwise deve continuar até que nao seja possivel incluir nenhuma

variavel no modelo, nem retirar nenhuma variavel do modelo.

Critérios de Parada

Nao ha um consenso na area de regressao a respeito de critérios de parada

para os processos sequenciais. Alguns critérios mais utilizados:

(i) usar Fp = Fs = 4 que equivale aproximadamente a usar Pp = Pg =

0, 05;

(ii) ser mais flexivel na entrada do que na saida Pr = 0,25 e Ps = 0,10, ou

com 0s mesmos critérios na entrada e na saida P = Pg = 0, 15.

1.13.3 Estratégias para a Selecao de Modelos

Portanto, nao ha uma receita pronta para a selecao de modelos a partir de

um conjunto de varidveis explicativas. Em Montgomery et al. (2021, Segao
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10.3) ha uma longa discussao a respeito de possiveis estratégias para sele¢ao
de modelos através dos critérios propostos nesta secao.

Segundo os autores, quando o niimero de variaveis explicativas é relativa-
mente pequeno pode ser factivel ajustar todas as regressoes possives e sele-
cionar algumas candidatas segundo os critérios R} maior, s% menor, Cj = k
e pequeno e menor Press;. Para as regressoes selecionadas sugere-se fazer
uma analise de diagnostico e levar em conta aspectos como a importancia,
custo e facilidade de interpretacao das varidveis explicativas, bem como da
capacidade de predicao do modelo.

Os métodos sequenciais forward, backward e stepwise sao recomendados
quando hd um numero médio ou alto de variaveis explicativas, contudo exi-
gem os niveis de significancia de entrada e saida das variaveis explicativas.
Ja os métodos de Akaike e de Schwartz sao mais recomendados quando ha
um grande ntmero de variaveis explicativas no sentido de se fazer uma pré-
selecao de varidveis sem a necessidade de estabelecer niveis de significancia.
Todos os métodos sequencias podem ser combinados com o ajuste de todas
as regressoes possiveis.

A selecao de modelos pode ficar mais complexa quando hé interesse em
selecionar variaveis explicativas que estejam relacionadas no sentido causa-
efeito com a resposta, como ocorre por exemplo na area médica. Nesses casos,
os algoritmos em geral sao combinacoes de procedimentos sequenciais com
procedimentos que procuram evitar a eliminagao precoce de variaveis expli-
cativas potenciais no sentido causa-efeito. Em Dunkler et al. (2014) hé uma
proposta de algoritmo hibrido que combina o procedimento de eliminacao
backward com procedimentos que levam em conta o efeito da eliminagao de

variaveis explicativas nos coeficientes das variaveuis mantidas no modelo.

79



1.14 Aplicacoes
1.14.1 Venda de Telhados

Considere novamente os dados descritos em Neter et al. (1996, p.449) referen-
tes a venda no ano anterior de um tipo de telhado de madeira em n = 26 filiais

de uma rede de lojas de construcao civil, agora com as seguintes variaveis:
(i) Telhados: total de telhados vendidos (em mil metros quadrados),
(ii) Nclientes: nimero de clientes cadastrados na loja (em milhares),
(iii) Gastos: gastos pela loja com promogoes do produto (em mil USD),
(iv) Marcas: nimero de marcas concorrentes do produto e
(v) Potencial: potencial da loja (quanto maior o valor maior o potencial).

O interesse é explicar o nimero médio de telhados vendidos dadas as de-
mais variaveis. Na Tabela 1.12 tem-se as estimativas da correlacao linear
de Pearson entre as variaveis do exemplo vendas de telhados. Nota-se uma
baixa correlacao entre telhados e gastos, altas correlacoes entre telhados com
nimero de clientes e marcas e uma correlacao moderada com potencial da
loja. Entre as variaveis explicativas nota-se correlagoes baixas, exceto uma
correlacdo moderada entre numero de clientes e potencial da loja. As cor-
relagoes descritas na Tabela 1.12 estao coerentes com os diagramas de dis-
persao apresentados nas Figuras 1.28 e 1.29.

O primeiro critério a ser aplicado para selecionar um submodelo linear
normal é com todas as regressoes possiveis, cujos resultados das medidas
resumo sao apresentados na Tabela 1.13. Dois submodelos se destacam se-
gundo os 4 critérios utilizados: 1 + Nclientes + Marcas e 1 + Gastos +

Ncientes + Marcas. Levando-se em conta o ntimero de variaveis explicativas
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Tabela 1.12: Matriz de correlagoes lineares amostrais de Pearson entre as
variaveis do exemplo vendas de telhados.

Telhados Gastos Nclientes Marcas Potencial

Telhados 1,0 0,159 0,783  -0,833 0.407
Gastos 1,0 0,173  -0,038 -0,070
Nclientes 1,0 -0,324 0,468
Marcas 1,0 -0,202
Potencial 1,0

T T T T T T T T T T T T
0 4 50 60 0 3 4 5 6 7 8 9
Clientes Cadastrados Gastos

Figura 1.28: Diagramas de dispersao (com tendéncia) entre o total de telha-
dos vendidos e o niimero de clientes cadastrados (esquerda) e gastos pela loja
com promogoes (direita).

o submodelo 1 + Nclientes + Marcas poderia ser escolhido, contudo deve-se
fazer antes uma andlise de diagndstico com cada submodelo.

Os dois submodelos selecionados 1 + Nclientes + Marcas e 1 + Gastos
+ Ncientes + Marcas apresentaram excelentes ajustes, conforme pode ser
observado pelas Tabelas 1.14 e 1.15 e pelos graficos de residuos descritos nas

Figuras 1.30 e 1.31. Porém, a variavel explicativa gastos aparece marginal-
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Figura 1.29: Diagramas de dispersao (com tendéncia) entre o total de telha-
dos vendidos e o nimero de marcas concorrentes do produto (esquerda) e o
potencial da loja (direita).

mente nao significativa no 2¢ submodelo. Ambos os submodelos destacam os
mesmos pontos potencialmente influentes pela distancia de Cook com k = 2
(Figura 1.32). A eliminagao da observacdo #21 deixa a varidvel explica-
tiva gastos significativa ao nivel de 5% no 22 submodelo. Portanto, essa
observacao estd mascarando o efeito de gastos. Assim, deve-se escolher o
submodelo 1 + Gastos + Nclientes + Marcas.

O segundo critério a ser aplicado é o método sequencial stepwise com
Pr = Ps = 0,15. Na Tabela 1.16 tem-se um resumo dos 6 passos necessarios
para selecionar um submodelo. No 12 passo entra a variavel marcas e no
22 passo entra a variavel nimero de clientes. No 32 passo a variavel marcas
nao sai do modelo. Ja no 42 passo entra no modelo a varidvel gastos e no
52 passo nenhuma variavel sai do modelo e finalmente no 62 passo a ultima
variavel potencial nao entra no modelo. Assim, o submodelo selecionado pelo

procedimento stepwise coincide com o submodelo selecionado pelo critério
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Tabela 1.13: Medidas resumo dos 16 submodelos para explicar o nimero
médio de telhados vendidos, em que T:Telhados, G:Gastos, N:Nclientes,
M:Marcas, P:Potencial e & denota o niimero de parametros.

Submodelo® E—1 k R; Sk Ci. Pressg
1 0 1 000 846 19602 74345
14 G 1 2 002 852 19121 T7829.8
1+ N 1 2 0,613 53,7 746,2 31150
1+ M 1 2 0,694 478 5854 24288
1+P 1 2 0,166 788 1633,1 65222
14+G+N 2 3 0613 548 7470 35088
14+G+M 2 3 0710 475 5554 25438
1+G+P 2 3 0,201 78,8 15649 6770,1
1+N+M 2 3 0,988 98 4.5 113.,6
1+N+P 2 3 0,615 54,7 7440 33304
1+M+ P 2 3 0,753 43,8 469,3 2166,2
1+ G4+ N+ M 34 0089 95 40 1154
1+G+N+P 3 4 0,616 55,9 7439 3726,5
1+G+P+M 3 4 0,775 42,6 4284 22224
1+ N+P+M 3 4 0,988 10,0 6,4 120,8
1+G+N+P+M 4 5 0,989 96 9,9 119.5

Tabela 1.14: Estimativas referentes ao submodelo 1 + N + M.

Efeito Estimativa E.Padrao wvalor-t valor-P
Constante 186,694 12,259 15,23 0,00
Nclientes 3,408 0,146 23,37 0,00
Marcas -21,193 0,803 -26,40 0,00
S 9,803
R? 0,988
R 0,987
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Tabela 1.15: Estimativas referentes ao submodelo 1 + G + N + M.

Efeito Estimativa E.Padrao wvalor-t valor-P
Constante 179,844 12,621 14,25 0,00
Gastos 1,677 1,052 1,59 0,12
Nclientes 3,369 0,143 23,52 0,00
Marcas -21,217 0,773 -27,30 0,00
S 9,491
R? 0,989
R 0,087

Tabela 1.16: Resumo dos passos do procedimento stepwise com Pp = Pg =
0,15 e valores-P em cada passo para selecionar as variaveis explicativas do
exemplo venda de telhados.

Passo Gastos Neclientes Marcas Potencial
Passo 10,4382 0,0000  0,0000 0,0389

Passo 20,2693 0,0000 - 0,0274
Passo 3 - - 0,0000 -
Passo 4 00,1252 - - 0,6968
Passo 5 - 0,0000  0,0000 -
Passo 6 - - - 0,4854

com todas as regrossoes possiveis.

Finalmente, aplicando o critério de Akaike obtém-se como menor valor
AIC = 120,67, que corresponde ao mesmo submodelo obtido com os dois
procedimentos anteriores. Portanto, o submodelo selecionado contém as
variaveis explicativas gastos, nimero de clientes e marcas, além da cons-
tante, cujas estimativas sao apresentadas na Tabela 1.15. Interpretando as
estimativas tem-se que a cada aumento de USD 1000 nos gastos da loja com

promocoes e de 100 clientes cadastrados, espera-se aumento de 1677 mil m?
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Figura 1.30: Graficos normais de probabilidades referentes aos submodelos 1
+ N + M (esquerda) e 1 + G + N + M (direita).
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Figura 1.31: Graficos do residuo Studentizado contra o valor ajustado refe-
rentes aos submodelo 1 + N + M (esquerda) e 1 + G + N + M (direita).
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Figura 1.32: Graficos da distancia de Cook referentes aos submodelos 1 + N
+ M (esquerda) e 1 + G + N + M (direita).

e 337 mil m? de telhados vendidos, respectivamente. Por outro lado, um
aumento de 10 marcas concorrentes leva a uma reducio média de 212 mil m?

de telhados vendidos.

1.14.2 Salario de Executivos

Considere os dados de uma pesquisa realizada por uma revista de negocios
sobre o saldrio anual de executivos (em mil USD) descrita em Foster et al.
(1998, pp. 180-188), em que uma amostra aleatéria de 220 executivos (145
homens e 75 mulheres) foi coletada. Além do saldrio anual foram consideradas

as seguintes variaveis explicativas:
(i) Género (1: masculino; 0: feminino),

(ii) Posicao: posi¢ao na empresa (varia de 1 a 9), quanto maior o valor mais

alta a posicao e
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(iii) Experiéncia: anos de experiéncia no cargo ou tempo no cargo.
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Figura 1.33: Boxplot robusto do salario anual segundo o género.
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Figura 1.34: Densidade do saldrio anual dos executivos (esquerda) e das
executivas (direita).

Os dados estao descritos no arquivo salarios.txt. O objetivo principal do

estudo é explicar o salario médio anual segundo as trés varidveis explicativas.
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Tabela 1.17: Descricao dos salarios médios anuais com os respectivos erros
padrao e do teste-t de igualdede de médias.

Género Amostra Média E.Padrao
Masculino 145 144,11 1,03
Feminino 75 140,47 1,43

Diferenca Teste-t valor-P
Estimativa 3,64 2,06 0,04
E.Padrao 1,77

As Figuras 1.33 e 1.34 descrevem, respectivamente, os bloxplots robustos
do salario anual segundo o género e as respectivas densidades empiricas.
Nota-se uma ligeira superioridade dos salarios anuais dos executivos. Isso é
confirmado pela Tabela 1.17 onde sao descritas as médias salariais com os
respectivos erros padrao e o test-t para comparacao de médias. A hipdtese de
igualdade de médias entre os dois grupos é rejeitada ao nivel de significancia
de 5%. Ha, portanto, indicios que os executivos em média ganham mais do
que as executivas.

Com relagao a posicao na empresa e experiéncia no cargo, nota-se pela
Figura 1.35 que os executivos ecupam em geral posicoes mais altas e tém
mais experiéncia do que as executivas. Os diagramas de dispersao entre o
saldrio anual e a posi¢do para ambos os géneros (Figura 1.36) descrevem
tendéncias crescentes, enquanto os diagramas de dispersao entre saldrio e
experiéncia indicam também tendéncias crescentes (Figura 1.37), porém com
menor intensidade.

Essas analises descritivas sugerem, em principio, o seguinte modelo linear:
y; = 1 + Pagénero; + fzexperiéncia; + [,posicao; + €, (1.6)
L. L . iid
em que y; denota o saldrio do i-ésimo executivo da amostra com ¢; ~ N(0, 02),
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Figura 1.35: Boxplots robustos da posicao e da experiéncia segundo o género.
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Figura 1.36: Diagrama de dispersao (com tendéncia) entre salario e posigao
segundo o género.
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Figura 1.37: Diagrama de dispersao (com tendéncia) entre saldrio e ex-
periéncia segundo o género.

para i =1,...,220.

As estimativas referentes ao modelo (1.6) estao descritas na Tabela 1.18
e pode-se notar que todos os efeitos sao marginalmente significativos. Em
particular, nota-se que a medida que aumenta a posicao na empresa espera-
se maior salario, fixados os demais efeitos. A experiéncia, segundo o modelo
ajustado, a medida que aumenta tende a reduzir o salario médio e as execu-
tivas, quando comparadas com os executivos nos mesmos niveis de posicao e
experiéncia, tém um saldrio esperado maior. Esses resultados parecem con-
tradizer parte da andlise descritiva, contudo sao interpretacoes diferentes.
A andlise descritiva faz comparagoes marginais, enquanto a andlise de re-
gressao leva em conta todas as varidveis conjuntamente. Segundo as analises
de residuos (omitidas aqui) o modelo estd bem ajustado, porém Foster et
al.(1998) sugerem a inclusdo de interagoes para agregar mais interpretagoes.

A Tabela 1.19 apresenta os valores da estatistica F com os respectivos
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Tabela 1.18: Estimativas dos parametros referentes ao modelo de regressao
linear miltipla (1.6) ajustado aos dados sobre saldrio de executivos.

Efeito Estimativa E.Padrao wvalor-t wvalor-P
Constante 115,262 1,491 82,25 0,00
Experiéncia -0,472 0,113 -4.17 0,00
GéneroM -2,201 1,080 -2,04 0,04
Posicao 6,710 0,313 21,46 0,00
S 6,77
R? 0,71
R 0,71

Tabela 1.19: Teste F para a inclusao de interagao no modelo (1.6).

Interacao valor-F  valor-P
género*experiéncia 1,615 0,20
género*posicao 0,001 0,97

experiéncia*posicao 7,594 0,00

valores-P para a inclusdo de cada intera¢do no modelo (1.6). Nota-se que
apenas a interacao entre experiéncia e posicao sera incluida no modelo. As-

sim, o seguinte modelo serd considerado:

yi = p1+ Pageénero, + Psexperiéncia,; + [4posicao; +

+yexperiéncia, * posi¢ao; + €;, (1.7)

em que y; denota o salario do i-ésimo executivo da amostra com ¢; S N(0, 02),
parai = 1,...,220. Na Tabela 1.20 sao apresentadas as estimativas do ajuste
do modelo (1.7) aos dados sobre saldrio de executivos. Nota-se confirmacao

da inclusao da interagao entre experiéncia e posicao, contudo o efeito princi-

91



pal de experiéncia ficou nao significativo. Nao houve variagoes importantes
nos coeficientes de determinacao, indicando que a qualidade do ajuste per-
manece a mesma. Confirma-se pela estimativa do coeficiente de género que
as executivas ganham em média mais do que os executivos, fixando-se os

niveis de posicao e experiéncia.

Tabela 1.20: Estimativas dos parametros referentes ao modelo de regressao
linear multipla (1.7) ajustado aos dados sobre saldrio de executivos.

Efeito Estimativa E.Padrao valor-t valor-P
Constante 108,042 2,961 36,48 0,00
Experiéncia 0,336 0,314 1,07 0,28
GéneroM -2,811 1,087  -2,59 0,01
Posicao 8,096 0,590 13,73 0,00
Exper*Posicao -0,135 0,049  -2,76 0,00
S 6,67
R? 0,72
R 0,72

Pela Figura 1.38 nao ha indicios de afastamentos da normalidade e da
constancia de variancia dos erros, bem como auséncia de observacoes aber-
rantes. Contudo, pelo gréfico da distancia de Cook com k = 4 (Figura 1.39)
trés observacoes sao destacadas como possivelmente influentes. Apenas as
observagoes #4 e #30 causam variagoes desproporcionais, respectivamente,
de -14% e 11% na estimativa do coeficiente de género, embora nao ocorram
mudancas inferencias. A observacao #4 é de uma executiva com salario anual
de USD 139 mil (média USD 140,5 mil), posigao 7 (média 4,3) e 13,9 anos de
experiéncia (média 7,3 anos), enquanto a observagao #30 é de um executivo
com saldrio anual de USD 110 mil (média USD 144,1 mil), posi¢ao 2 (média

5,3) e 2,4 anos de experiéncia (média 12,2 anos).
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Figura 1.38: Anélise de residuos referente ao modelo (1.7) ajustado aos dados
sobre salario de executivos.
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Figura 1.39: Distancia de Cook contra a ordem das observagoes referente ao
modelo (1.6) ajustado aos dados sobre saldrio de executivos.

O modelo ajustado fica entao dado por
y(x) = 108,042 + 0, 336experiéncia — 2, 811género +

+8, 096posicao — 0, 135posicao * experiéncia,
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Figura 1.40: Salario médio estimado das executivas segundo a experiéncia e
a posicao.
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Figura 1.41: Saldrio médio estimado dos executivos segundo a experiéncia e
a posicao.

em que x = (1, experiéncia, género, posicio) .

Finalmente, nas Figuras 1.40 e 1.41 tem-se os salarios preditos para exe-
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cutivas e executivos, conforme variam a experiéncia e a posicao. Nota-se
que o salario predito para as executivas é sempre maior do que o salario
predito para os executivos, fixados os niveis de experiéncia e posi¢ao. Para
ambos os grupos o salario tende a crescer com o aumento do tempo no cargo
nas posigoes iniciais 1 e 2. Contudo, nas demais posicoes o salario tende a
decrescer com o aumento do tempo no cargo. Fixando-se a experiéncia o
salario aumenta a medida que aumenta a posi¢ao. Todavia, a diferenca sala-
rial entre duas posicoes quaisquer tende a diminuir & medida que aumenta a
experiéncia. Portanto, uma conclusao que pode-se extrair da interacao entre
posicao e experiéncia é que nao vale a pena do ponto de vista salarial ficar

muito tempo no mesmo cargo.

1.15 Regressao por Partes

Quando a relacao entre a variavel resposta e alguma varidvel explicativa
continua é nao linear, pode-se pensar em ajustar um polinomio a fim de ob-
ter um ajuste adequado, ou aplicar algum tipo de transformagao na variavel
explicativa de modo que a relacao entre as duas variaveis fique aproximada-
mente linear. Nesse segundo caso, muda-se a escala da variavel explicativa
dificultando a interpretagao do coeficiente correspondente da regressao, con-
tudo implicando num modelo mais simples. No caso polinomial, a medida que
o grau do polindmio aumenta tem-se um modelo mais complexo com possibi-
lidade de multicolinearidade. Uma forma de amenizar a complexidade desses
polinémios, sem comprometer a aplicacao do método de minimos quadrados,
é através da regressao por partes. Nesse procedimento, o dominio da variavel
explicativa é dividido em partes através de nds (pontos de mudanca) escolhi-
dos pelo analista, sendo ajustada uma regressao polinomial de grau cubico

em cada uma das partes que sao segmentadas formando um tnico ajuste.
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Esse procedimento ¢é intermediario entre a regressao tradicional paramétrica
e a regressao nao paramétrica ou aditiva, em que métodos mais sofisticados
sao utilizados.

Como motivagao, considere os dados do experimento em que a queda
de tensdao da bateria (em voltagem) de um motor de missil guiado é obser-
vada ao longo do tempo (em segundos), em 41 instantes (Montgomery et
al., 2012, Segao 7.2.2). Esses dados sao descritos no arquivo bateria.txt e
na Figura 1.42. Nota-se um comportamente nao linear, aumento da tensao
da voltagem até aproximadamente 12 segundos seguido de uma queda até

aproximadamente 20 segundos.

14
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L]

10
|
.

o] 5 10 15 20

Figura 1.42: Diagrama de dispersao entre a queda da tensao da bateria (em
voltagem) e o tempo (em segundos).
Pode-se propor para ajustar os dados o seguinte modelo:
yi = f(z:) + &,

96



em que y; denota a tensao da voltagem no i-ésimo instante, ¢;’s sao erros
aleatérios, i = 1,...,41, e f(z) uma fungao suave do tempo. Como men-
cionado anteriormente, pode-se dividir o dominio da varidvel explicativa X
em partes separadas por noés, sendo em cada parte ajustada uma curva de
regressao. Depois junta-se as curvas.

Para um tnico ponto de mudanca t, define-se o seguinte tipo de funcao:

(x— 1) = (x—1t)" se x>t

0 se x <t,
parar =0,1,2,.... Como ilustracao de um exemplo com um tinico ponto de
mudanca t, supor o ajuste de duas retas com inclinacoes diferentes através

do modelo
y=f(z) +e,

em que f(z) = fo+Lrx+vy(x—t);. Logo, para xz < t tem-se fi(z) = Bo+ 1z
e para x > t tem-se fo(x) = (6o — vt) + (81 + v)z. Note que quando x =t
tem-se fi(x) = fa(x), portanto hé continuidade das duas retas. Assim, um

modelo de regressao linear seria dado por

Yi = Bo+ Bz +vy(x — )+ + €,

em que ¢; S N(0,0?), para i =1,...,n. Supondo z1 < T3 < -+ < T, € que
rs <t < wgyq, a matriz modelo fica dada por
[ 1 T 0

1 0

1 Ts41 (:Bs—i-l - t)

|1 oz, (xp —t) |

Uma proposta mais flexivel, para um tnico ponto de mudanga ¢, é consi-
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derar a seguinte funcao ctbica:
fl@) = Bo+ brr+ Box® + Boa® + (e — )5 +mr — 1)) +
+y2(x — )% +y3(z — 1)3.

Contudo, é necessario impor condi¢oes de continuidade para f(z), f'(x) e
f"(x) em x = t, que implica nas restrigoes 79 = 0, 71 = 0 e 75 = 0. Assim,

tem-se uma funcao cibica mais simples
f(x) = Bo+ Bz + Po® + B32° + y3(z — t)i
O modelo correspondente de regressao linear fica dado por
yi = Bo + Bizi + Box} + Baal + y3(z — 1) + €,

iid .
em que ¢ ~ N(0,02), parai = 1,...,n. Supondo x; < 25 < --- < T, € que

rs <t < wgyq a matriz modelo fica dada por

(1 oz a2l 0 ]
x| 1 = 2 28 0
1 ozgn a2l (T —t)°
L1z, x; ) (20 —1)°
Generalizando, para h pontos de mudanca t; < t5 < --- < t; a funcao

cubica fica dado por

h
f(x) = Bo+ Bz + Box® + PB3x® + Zw(ac —1)3.
=1

Assim, uma regressao linear parcial aditiva em que k varidveis explicativas
continuas sao ajustadas através de fungoes por partes pode ser expressa na

forma

yi=x; B+ filw) + -+ fulup) + €,
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em que ¢; S N(0,0?), para i = 1,...,n. Nesse tipo de modelo ha dois com-
ponentes, o primeiro referente a varidveis explicativas discretas ou continuas
cujos coeficientes sao intepretdveis e o segundo formado por um conjunto de
fungoes aditivas cujos coeficientes nao sao diretamente interpretéveis, con-
tudo procuram captar da melhor maneira os efeitos nao lineares de varidveis
explicativas continuas. Em muitas situacoes praticas Uy, . . ., Uy sao variaveis
de controle, tais como tempo e temperatura, havendo interesse principal na
interpretacao dos coeficientes do componente linear.

Voltando ao experimento sobre a queda de tensao da bateria de um motor
de missil, considere os pontos de mudanca t; = 6,5 e to = 13 (vide Figura

1.43) propostos por Montgomery et al. (2012, Se¢ao 7.2.2).

Voltagem
L]
L]

10
|
.

o 5 10 15 20

Tempo

Figura 1.43: Diagrama de dispersao entre a queda da tensao da bateria (em
voltagem) e o tempo (em segundos) com os pontos e mudanga.
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Tem-se portanto a seguinte regressao linear por partes:

Yi = Bo + Bix; + Boxi + Baxi + vi(w — 6,5)% + vo(w; — 13)3 +6;,  (1.8)

para i =1,...,41 e cuja matriz modelo fica dada por
(1 oz i 2 0 0 )
1 x? 3 0 0
Loz 27,y 20y (@ —4)° 0
X=1: : : : : : ;
1 oz, 22 2 (zs—t)? 0
I wepn $§+1 x§+1 (xS—&-l - tl)g (ms+1 - t2)3
1oz, 22 x (m—t)d (- t)?

em que r = 14 e s = 27. Supondo erros independentes e homocedasticos as
estimativas de minimos quadrados sao apresentadas na Tabela 1.21. Nota-
de que todos os coeficientes sao altamente significativos com coeficiente de
determinacao bastante alto. Os graficos de residuos da Figuras 1.44 indicam
para um ajuste adequado. Mesmo o grafico do residuo Studentizado contra
o tempo (omitido nas andlises) nao indica erros correlacionados. Na Figura

1.45 tem-se a curva ajustada aos dados.

1.16 Métodos Robustos

Quando aparecem observagoes suspeitas de serem atipicas (alavanca, aber-
rante ou influente) num ajuste de regressao, deve-se através de algum pro-
cedimento de andlise confirmatéria verificar se de fato essas observagoes sao
mesmo atipicas. O procedimento mais utilizado é avaliar o impacto dessas

observacoes nos coeficientes estimados da regressao através, por exemplo, de
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Residuo Studentizado
Residuo Studentizado
°
.

.

Quantil da N(0,1) Valor Ajustado

Figura 1.44: Analise de residuos referente ao ajuste da regressao por partes
(1.8) aos dados sobre a queda de tensao da bateria de um motor de missil.

Tabela 1.21: Estimativas dos parametros referentes ao modelo de regressao
por partes (1.8) ajustado aos dados sobre a queda de tensao da bateria de
um motor de missil.

Parametro Estimativa E.Padrao valor-t valor-P

N 84657 02005 4222 0,00
B, 14531 01816 -8,00 0,00
By 0,4899  0,0430 11,39 0,00
Bs 20,0294 0,0028 -10,35 0,00
" 0,0247 00040 6,12 0,00
- 0,0271  0,0036 758 0,00
s 0,268
R2 0,990
R 0,989
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Figura 1.45: Curva ajustada pela regressao por partes (1.8) aos dados sobre
a queda de tensao da bateria de um motor de missil.

comparagoes com observacoes nao destacadas como atipicas. Se for confir-
mado que as observacoes suspeitas de serem atipicas apresentam variagoes
desproporcionais nos coeficientes estimados da regressao ou causam mu-
dancas inferencias, deve-se inicialmente tentar amenizar ou mesmo eliminar
esses impactos sem mudar o procedimento de estimacao. Contudo, quando
essas medidas tornam-se indcuas a aplicagao de métodos de estimagao robusta
(ou resistente) pode ser uma opgao a ser considerada. Neste tépico serd apre-
sentado apenas um tipo de estimador robusto, conhecido como estimador-M
na classe de regressao linear multipla. Este tipo de estimador é resistente
a observagoes aberrantes sendo obtido através de procedimentos iterativos
em que observagoes mais discrepantes recebem pesos menores com relacao

as demais observagoes. Eventualmnte esse tipo de estimador pode também
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funcionar para outros tipos de observacoes atipicas.

1.16.1 Estimadores-M
Considere o modelo de regressao linear

Yi = Brxia + Pagio + - - - + BpTip + €,

em que ¢;, para i = 1,...,n, sao variaveis aleatorias independentes de média
iancia 0. Not t4 sendo relaxad igao d -
zero e variancia 0. Note que estd sendo relaxada a suposicao de erros nor

mais. Os estimadores-M sao obtidos através da minimizagao de fungoes do

tipo
Sp(B) =D ple), (1.9)
i=1
em que ¢ = y; —X; 3, parai = 1,...,n e p(e) é uma funcio diferenciavel

em 3. Dependendo da escolha da fungao p(e) e da distribuicao dos erros, a
minimizagao de (1.9) pode levar ao estimador de méaxima verossimilhanca.
Por exemplo, se p(e) = % (erros normais), tem-se em (1.9) o estimador de
méxima verossimilhanga (minimos quadrados). Esse estimador é conhecido

— ld

5 a minimizacdo de (1.9) leva ao es-

como estimador Ly. Quando p(e)
timador de maxima verossimilhanca da distribuicao exponencial dupla ou
distribuicao de Laplace. O estimador obtido nesse caso é conhecido como
estimador L.

Um dos estimadores mais conhecidos em métodos robustos é o estimador

de Huber que é uma mistura entre os estimadores L; e Ly, sendo definido por

e para |e| <c
= 2 -
HO= L el 53 pm 1o

em que ¢ > 0 é uma constante apropriada. Quando ¢ — oo tem-se o estima-
dor Ly e quando ¢ — 0 tem-se o estimador L;. Outros estimadores robustos,
tais como estimadores de Ramsay, de Andrews ou de Hampel sdo descritos

em Montgomery et al. (2021, Cap. 15).

103



1.16.2 Estimacao

Um problema com a minimizagao de (1.9) é que a solucao pode nao ser invari-
ante com mudancas de escala dos regressores. Ou seja, se os regressores forem
multiplicados por constantes a solucao pode nao continuar sendo a mesma.
Assim, uma solucao proposta é considerar no lugar de (1.9) a seguinte fungao

objetivo:
Sp(B) = p(z), (1.10)
i=1

em que z; = <, com s sendo uma estimativa robusta de escala de modo que
a solucao em (1.10) seja invariante com mudangas de escala nos regressores.
Uma escolha bastante conhecida para s é o desvio absoluto da mediana (vide

Montogomery et al., 2021, Cap. 15) defindo por
s = mediana|e; — mediana(e;)|/0, 6745,

parai=1,...,n. A constante 0,6745 faz com que s seja um estimador nao
tendencioso de o se os erros sao assumidos normais.
O estimador tipo M é obtido minimizando (1.10) cujas equagoes de es-

timacgao sao dadas por

oS
v, - 250

Definindo ¢(2) = p'(2) = dp(z)/dz, entdo para cada componente [3; tem-se

= 0.

o seguinte:

_ 05,(8)
Uﬁj - aﬁj
- dp(z;) 0z
dZi (96]

I
(]

=1

= - Z zi(2i) /s
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o =Y wwily —x; B),
=1

ara 7 = 1,... em que w; > 0 é um peso correspondente a i-ésima ob-
) ) )

servagao definido por

—xT —xT
o [ 9= 2B s
1 se yi = x; B,

para ¢ = 1,...,n. Esses pesos serao estimados para cada observacao no
processo de estimagao.

Em forma matricial as equacoes de estimacao ficam dadas por
Uy =X'"W{y-X'B} =0,

em que W = diag{wy,...,w,}. Essas equacoes sao resolvidas através do

processo iterativo de minimos quadrados reponderados
ﬂ(m—i-l) _ {XTw(m)X}—lew(m)y7

param = 0,1,2,.... Valor inicial 8% pode ser a estimativa da regressao L.

Para n grande tem-se que [Ai' ~ N, (8, Var(@)), em que
Var(8) = fator.{o*(XX) '},

com

E{y?*(e/0)}
[E{v'(e/a)}]

Uma estimativa para a matriz de variancia-covariancia de (3 descrita em

fator, =

Montgomery et al. (2021, Cap. 15) é dada por

@(B) _ ns? Z?:l w2{(y% —X;F/B)/§} (XTX)_l, (1'11>

=P, (s — X, B)/3)?

em que § é a estimativa robusta de escala. As estimativas assintéticas das

variancias e covariancias de 3 devem ser extraidas de (1.11).
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1.16.3 Funcao de Influéncia

A funcao ¢(z) = p'(2), também conhecida como funcao de influéncia, de-
senpenha um papel importante em estimagao robusta, uma vez que avalia o
comportamento de p/(z) & medida que |z| aumenta. Assim, espera-se para os
estimadores robustos que 1(z) fique limitada para valores altos de |z|. Por

exemplo, para o estimador L; a funcao de influéncia fica dada por

d .
¥(z) = p'(2) = —(|z]) = sinal(z),
2
sendo portanto uma fungao limitada em [—1,1] (Figura 1.46). Para a re-

gressao Ly tem-se que

W) = () = 7 (G = =

Ou seja, ¥(z) é uma reta passando pela origem, logo ¢é ilimitada (Figura
1.47).

Figura 1.46: Funcao de influéncia para o estimador L.

Para o estimador de Huber a fungao de influéncia fica expressa na forma

W(z) = { z para |z| <c¢

cx*sinal(z) para |z| > c.
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Figura 1.47: Funcao de influéncia para o estimador L.

Portanto, ¥(z) é uma funcao limitada em [—c, ¢| (Figura 1.48).

Figura 1.48: Funcgao de influéncia para o estimador de Huber.
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1.16.4 Pesos

Os pesos wis, que sao estimados através do processo iterativo de minimos
qudrados reponderados, indicam a importancia de cada observagao no pro-
cesso de estimacao. Esses pesos agora sao estimados ao invés de serem pré
determinados como no caso da regressao linear ponderada (Segao 1.10). Por
exemplo, na regressao Lg os pesos ficam dados por

(v —xIB)/s _
(yi — XiTﬁ)/S

Logo, todas as observagoes recebem o mesmo peso. Na regressao L; os pesos

1,Vi.

W; =

assumem a forma

sinal(y; — x; 3)/s

Wi
(vi —x/B)/s
supondo y; # x; 3, parai = 1,...,n. Portanto, o peso de cada observacio

é o inverso do valor absoluto do residuo ordinario. Finalmente, na regressao
de Huber tem-se que
-
) { 1 se [p—xBlfs<c
P — cs T
—E— se |y, —X; s>c
e se i x) Bl/s > e
para ¢ = 1,...,n. Nesse caso os pesos sao uma mistura entre os pesos das

regressoes L; e Ly. Portanto, tem-se que os estimadores L; e de Huber sao

resistentes a observacoes aberrantes.

1.16.5 Aplicacao

Como ilustragao neste topico considere o exemplo descrito em Montgomery
et al. (2021, Cap.2) em que uma engarrafadora de refrigerantes estd ana-

lisando o servico de abastecimento das maquinas de refrigerantes atendidas
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pela empresa. O servigo de abastecimento inclui o estoque das garrafas nas
maquinas e pequenas manutencoes feitas pelo proprio motorista do veiculo
com os carregamentos. O engenheiro industrial responsavel pela logistica da
distribui¢do dos refrigerantes acredita que o tempo gasto (em minutos) pelo
motorista para o abastecimento das maquinas pode estar relacionado com
a distancia percorrida pelo motorista do veiculo até as maquinas (em pés)
e pelo nimero de caixas de produtos estocados. Uma amostra aleatoria de
25 abastecimentos foi considerada para analise. Os dados estao descritos no
arquivo delivery.txt.

Na Figura 1.49 tem-se os diagramas de dispersao entre o tempo gasto
pelo motorista e o nimero de caixas estocadas e a distancia percorrida pelo
motorista, respectivamente. Nota-se tendéncias aproximadamente lineares,

sugerindo o seguinte modelo:
y; = 1 + [Poncaixas; + fsdistancia; + €;, (1.12)

para ¢ = 1,...,25, em que y; denota o tempo gasto pelo i-ésimo motorista
com ¢; S N(0,0?). Na Tabela 1.22 tem-se as estimativas do ajuste e nota-se
que todos os efeitos sao altamente significtivos.

Na Figura 1.50 tem-se os graficos de diagnéstico com a observacao #9
sendo destacada como aberrante e influente. Refere-se ao abastecimento
com os maiores valores para a resposta e para as variaveis explicativas. A
fim de reduzir a influéncia dessa observacao nas estimativas dos parametros
o método de Huber ¢ aplicado com ¢ = 1,345 cujas estimativas sao apresen-
tadas na Tabela 1.23. Todos os efeitos sao altamente significativos.

Nota-se pela Tabela 1.24 que a observagao #9 recebe o menor peso através
do processo de estimagao, porém outras observacoes também tém o peso
alterado com relacao ao procedimento de minimos quadrados. Na Figura

1.51 tem-se o grafico do residuo Studentizado da regressao Lo contra os pesos
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Figura 1.49: Diagramas de dispersao (com tendéncia) entre o tempo gasto
pelo motorista e o nimero de caixas estocadas (esquerdo) e a distancia per-
corrida pelo motorista (direito).

Tabela 1.22: Estimativas dos parametros referentes ao modelo (1.12) ajus-
tado pelo método de minimos quadrados aos dados sobre abastecimento de
refrigerantes.

Efeito Estimativa FErro padrao valor-t valor-P
Constante 2,341 1,097 2,13 0,044
Ncaixas 1,616 0,171 9,47 0,001
Distancia 0,014 0,004 3,89 0,000
s 3,259
R? 0,96
R’ 0,96

estimados pelo método de Huber, e pode ser observado que as observacoes

com residuos altos em geral recebem pesos menores, confirmando a resisténcia
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Figura 1.50: Grafico normal de probabilidades e distancia de Cook (k=2)
referentes ao ajuste do modelo (1.12) aos dados sobre abastecimento de re-
frigerantes.

Tabela 1.23: Estimativas dos parametros referentes ao modelo (1.12) ajus-
tado pelo método de Huber aos dados sobre abastecimento de refrigerantes.

Efeito Estimativa FErro padrao valor-z valor-P
Constante 3,469 0,841 4,12 0,000
Ncaixas 1,465 0,131 11,19 0,000
Distancia 0,015 0,003 5,27 0,000
S 1,536

do procedimento de estimagao com relacao a observagoes aberrantes.
Finalmente, tem-se na Tabela 1.25 a comparagao entre estimativas e nota-
se que as maiores correcoes pelo método de Huber com relagao ao método

de minimos quadrados ocorrem na estimativa do intercepto e do coeficiente
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Tabela 1.24: Pesos estimados das observacoes do exemplo sobre abastedi-
mento de refrigerantes através do processo iterativo pelo método de Huber.

Obs Peso | Obs Peso | Obs Peso
1 0,395 2 1 3 1
4 0472 5 1 6 1
71 8 1 9 0,197
10 1 11 0,614 12 1
13 1 14 1 15 1
16 1 17 1 18 0,618
19 1 20 0,456 21 0,912
22 1 23 0,461 24 0,446
25 1

o9

Residuo Studentizado
1

T T T T T
0.2 04 0.6 0.8 1.0
Peso

Figura 1.51: Grafico entre o residuo Studentizado do ajuste de minimos

quadrados do modelo (1.12) aos dados sobre abastecimento de refrigerantes
e os pesos estimados pelo método de Huber.
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do nimero de caixas. Esta dltima estimativa muito similar a estimativa de

minimos quadrados quando a observacao #9 é excluida.

Tabela 1.25: Comparacao das estimativas dos parametros pelos métodos de
minimos quadrados e Huber referentes ao exemplo sobre abastecimento de
refrigerantes.

Efeito Lo  Lo(-#9) Huber
Constante 2,341 4,447 3,469
Ncaixas 1,616 1,498 1,465
Distancia 0,014 0,010 0,015

1.17 Métodos de Reamostragem

Os métodos tradicionais de inferéncia estatistica para parametros popula-
cionais nem sempre podem ser aplicados com seguranca, uma vez que de-
pendem do conhecimento das propriedades dos estimadores e do tamanho
amostral. O caso mais trivial de inferéncia para um tnico parametro po-
pulacional 6 depende da existéncia de algum estimador 7' com propriedades
otimas. Na maioria dos casos essas propriedades sao conhecidas apenas as-
sintoticamente, sendo em geral complexo ou mesmo intratavel a inferéncia
exata. Assim, métodos alternativos de inferéncia para tamanhos amostrais
fixos tornam-se mais atrativos, dentre os quais destacam-se os procedimentos
de reamostragem.

O método jackknife (Quenouille, 1956) é o procedimento mais simples
e talvez mais antigo de reamostragem, que consiste em construir um esti-
mador para 6 através de n estimadores obtidos da amostra, retirando uma
observagao de cada vez. Esses estimadores sao agrupados para gerar o es-

timador jackknife. Mais recentemente, (Efron, 1979) propds uma extensao
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do estimador jackknife em que R amostras sao retiradas com reposi¢ao da
amostra gerando R estimadores do parametro 6, os quais sao agrupados para
gerar o estimador denominado bootstrap. Em ambos os casos aplica-se o TCL
para os procedimentos inferénciais.

Esses métodos podem ser estendidos para modelagem de regressao, con-
tudo requerem que o modelo postulado para ajustar os dados nao esteja es-
pecificado de forma incorreta. Essa suposicao pode ser facilmente verificada
através de analise de residuos. Por exemplo, pelo método bootstrap, o proce-
dimento consiste em reamostrar com reposicao R vezes dos dados e para cada
amostra ajustar o modelo postulado. Tem-se portanto R estimativas para
cada um dos coeficientes da regressao e supondo R suficientemente grande,
pode-se obter estimativas intervalares para os coeficientes da regressao apli-

cando o TCL.

1.17.1 Estimador jackknife

Supor que o parametro populacional # esta sendo estimado por um estimador
T e que foi observada a amostra S = {z1, ..., z,}, em que z; denota o i-ésimo
valor observado da variavel aleatoria X. A ideia é obter n estimativas para
a estatistica T considerando n — 1 observacgoes de cada vez, em que a i-ésima
observacao nao é considerada. Assim, para a i-ésima amostra jackknife tem-
se 0 espaco amostral S; = {@1,..., %1, %1, ..., 2.} sendo Ty = T(S;),

1=1,...,n. O estimador jackknife para # é definido por

1 n
Tjiack = E Z T(’L)
i=1

Contudo, fazendo correcao de viés utiliza-se o estimador corrigido

* =0T — (n— 1) Thaek.

jack
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Uma forma alternativa de obter o estimador jackknife corrigido é conside-

rando os pseudo-valores

sendo .
* 1 *
T = - > T
i=1

A variancia estimada para T3, é obtida como sendo a média da variancia

jac
. * < X1 * 2
estimada de 17, ou seja Var(T}, ) = si,q/n, em que

n

1 * *
Sj2ack = Z(T(z)_ jack)2

n—14%
=1
= (n=1)) (T — Taa)™.
i=1
Assim, obtém-se
n—1

var(j—j{;ck) = Z(T(Z) - Tjack)2-

i=1

n

Para n suficientement grande segue pelo TCL que uma estimativa intervalar

de coeficiente (1 — «) para 6 fica dada por

[T % 200/ EP(T )],

J jack

em que Ef)(TJ;k) = \/Var(T?,

inck) € Z(1-a/2) denota o quantil (1 — a/2) da
distribuicao N(0,1).

1.17.2 Bootstrap Nao Paramétrico

O procedimento bootstrap nao paramétrico (vide, por exemplo, Fox e Weis-
berg, 2019) permite o estudo da distribuigdo amostral de um estimador

T do parametro populacional # sem fazer suposicoes para a distribuicao
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amostral de T. A ideia é retirar R amostras com reposicao da amostra
S = {x1,...,2,}, sendo a b-ésima amostra bootstrap denotada por S; =
{z}y, ..., x},} e a estatistica T serd calculada para cada amostra bootstrap,
cujos valores serao dados por T = T'(S;), para b = 1,..., R. Assim, pode-
se calcular algumas quantidades tais como a média amostral e a variancia
amostral da estatistica bootstrap T* dadas, respectivamente, por

R *
T 2 1y
R

e

— 1 & -

Var(T") = -— ;(Tg — T2
A estimativa bootstrap do viés de T é dada por B*=T —T. Ou seja, B
¢ uma estimatia de E(T') — 6. Tem-se que EI\D(T*) = \//EE(T*) é também
considerada uma estimativa do erro padrao da estatistica T. Assim, supondo
R grande usando o TCL e corrigindo o viés da estatistica T', uma estimativa

intervalar de coeficiente (1 — «) para 6 é dada por
[T = B* % 7102 EP(T")],

que é conhecida como estimativa intervalar normal bootstrap.

Alternativamente, tem-se a estimativa intervalar percentilica booststrap
dada por

Tiing) < 0 < Tigup)

em que T, (*1) < T(*Q) <...<T (*R) denotam os percentis bootstrap da estatistica
T*, inf = [(R+1)a/2], sup = [(R+1)(1 — a/2)] e || indica o inteiro mais
proximo. Por exemplo, supondo R=999 e a = 0,05 tem-se que inf=25 e
sup=975.

Finalmente, tem-se o método BC, (viés-corrigido e acelerado) bootstrap

que é recomendado para situagoes em que o estimador bootstrap T™ é relativa-

mente viesado com distribuicao amostral assimétrica. Nesses casos calcula-se
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inicialmene um tipo de correcao para o viés definida por

o (R ET)).

em que ®(-) denota a fda da distribuigao N(0, 1). Em seguida, tem-se o fator
de aceleracao que leva em conta a assimetria da estatistica T™. Esse fator
¢é estimado pelo método jackknife que envolve sistematicamente a utilizacao

da estatistica T" sem uma observacao, sendo definido por

o — Z?:I(T - T(i))3
6{> 0, (T — T2}

em que T{;) denota a estatistica T sem a i-ésima observacdo e T = > T(;)/n.

Calcula-se entao os novos fatores

a; = d Zo + %+ Fa/2 e
1 —a(zo + 2a/2)

+ Z(1-a
ay; = ) 20 + =0 Z(l /2 .
1-— a(Z() + Z(l_a/g))

A estimativa intervalar percentilica booststrap corrigida fica dada por

%

T(%;nf*) <0< T(sup*)7

em que inf* = [Ra;] e sup* = [Rasy]. Mostra-se facilmente que quando zp =0 e
a = ( as estimativas intervalares bootstrap percentilica e percentilica corrigida

coincidem.

1.17.3 Extensao para Regressao

No contexto de regressao o espaco amostral é formado pelos valores da
varidvel resposta Y e pelos valores das varidveis explicativas (Xi,..., X)),

sendo denotado por S = {z,...,2,}, em que 2z = (y;1,%i1,.-.,T;p) para
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1 =1,...,n. No caso de aplicacao do método bootstrap, amostra-se R vezes
com reposigao de S sendo a b-ésima amostra denotada por S; = {25, ..., 25, },
para b = 1,..., R. Calcula-se entao as estimativas bootstrap 057, ..., [, dos
coeficientes da regressao e os respectivos erros padrao amostral. As esti-
mativas intervalares bootstrap para os coeficientes da regressao sao obtidas
similarmente ao caso de um unico parametro populacional descrito na secao
anterior.

Ha varias bibliotecas na plataforma R com procedimentos de reamostra-
gem. Por exemplo, a biblioteca boot (Canty et al., 2024) é bastante flexivel
para a analise de uma grande variedade de dados. No contexto de regressao, a
fungao Boot da biblioteca car (Fox e Weisberg, 2024), também disponivel no
R, permite uma aplicacao direta de bootstrap em varias classes de regressao,

incluindo a regressao linear e modelos lineares generalizados.

1.17.4 Aplicagao

Como ilustracao de aplicagao do procedimento bootstrap considere o sub-
modelo selecionado na Secao 1.14, em que as variaveis explicativas Gastos,
Nclientes e Marcas foram selecionadas para explicar o total de telhados ven-
didos. Na Tabela 1.26 sdo apresentadas as estimativas intervalares de 95%
para os coeficientes da regressao linear das trés variaveis explicativas, usando
o método de minimos quadrados e os trés métodos bootstrap os quais serao
denotados por normal, percentilico e BC,.

Nota-se uma forte concordancia entre as estimativas intervalares bootstrap
com as estimativas intervalares de minimos quadrados. Essa concordancia
é reforcada pela Figura 1.52, extraida da biblioteca car da plataforma R,
em que nota-se excelente aproximagao entre as distribuicoes empiricas das

estimativas de minimos quadrados dos coefiecentes da regressao e a distri-
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Tabela 1.26: Estimativas intervalares de 95% para os coeficientes da regressao
linear das varidveis explicativas Gastos, Nclientes e Marcas usando o método
de minimos quadradose e os procedimentos bootstrap normal, percentilico e
BC,.

Efeito M.Quadrados Normal Percentilico BC,
Gastos [-0,38;3,74] [-0,57;3,91] [-0,54;3,87] [-0,53;3,89]
Nclientes 3,09;3,65] [3,10;3,68] [3,04;3,61] (3,07;3,64]

Marcas  [-22,73:-19,70] [-23,12:-19,37] [-23,04;-19,34] [-23,28:-19,54]

:
; /Jﬁ{ ‘
& - '
:

T T ° T T T

e . :
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Figura 1.52: Distribuicao empirica dos coeficientes estimados pelo método
de minimos quadrados através do procedimento bootstrap e estimativas in-
tervalares BC, de 95% em torno das estimativas de minimos quadrados

buigao normal. As estimativas intervalares BC, (em negrito) aparecem em

geral simétricas em torno das estimativas de minimos quadrados, indicando
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que nao ha necessidade de correcoes importantes de assimetria e viés das
estimativas de minimos quadrados. A tnica estimativa intervalar BC, que
nao cobre o valor zero refere-se ao coeficiente da variavel explicativa Gastos
que foi mantida no modelo uma vez que seu efeito foi mascarado por uma

observagao.

1.18 Regressao Nao Linear

Os modelos de regressao nao linear podem ser expressos na seguinte forma:
y=f(x0)+e (1.13)

em que y denota o valor observado da variavel resposta, f(x; @) é uma fungao
nio linear nos parametros @ = (y,...,0,)", x contém valores de varidveis
explicativas e € é um erro aditivo. Recupera-se o modelo linear quando
f(x;0) = x"0. Diferentemente dos modelos lineares, os modelos nio lineares

descritos em (1.13) apresentam algumas caracteristicas particulares:

e A funcao f(x;0) é conhecida e em geral desenvolvida através de su-

posicoes tedricas, por exemplo equagoes diferenciais.

e Os parametros tém alguma interpretacao, por exemplo fisica, bioldgica
ou econométrica. Logo, a aproximagcao dessas func¢oes por outras fungoes

mais simples pode levar a perda da interpretacao paramétrica.

e Essas fungoes podem ter formas equivalentes obtidas através de repara-
metrizacoes de 6. Essas reparametrizagoes sao utilizadas para reduzir

o viés dos estimadores de 6.
e A estimacao de 0 é obtida através de procedimentos iterativos.
e As propriedades dos estimadores de 0 sao em geral assintéticas.
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Vérios modelos nao lineares sao descritos em Ratkowsky (1983) e Seber

e Wild (1989). Alguns exemplos sao descritos a seguir.

1.18.1 Modelo de von Bertalanfty

Este modelo, que é uma curva de crescimento, tem sido aplicado na area de
Ecologia para explicar o comprimento esperado de uma espécie de peixe dada

sua idade. Uma das formas mais utilizadas do modelo ¢é a seguinte:
y = 01[1 — exp{—0a(x — 05)}] + ¢,

em que y denota o comprimento do peixe, x denota a respectiva idade, en-
quanto 6; > 0 representa o comprimento maximo esperado para a espécie
(assintota), #; > 0 denota a taxa média de crescimento e 63 é um valor no-
minal em que o comprimento esperado da espécie é zero. Tem-se na Figura
53 a descrigao de um exemplo da curva de von Bertalanffy.

As curvas de crescimento apresentam formas equivalentes obtidas através
de reparametrizacoes, que podem ser aplicados dependendo da area de inte-
resse ou mesmo para reduzir o viés da estimativa de maxima verossimilhanga
de 6. As fungoes abaixo, extraidas do livro de Fox e Weisberg (2019), sao
formas equivalentes de curvas de crescimento que recebem nomes diferentes

dependendo da érea:
1. fi(2:0) = 6, — 6,02
2. fo(z;0) = 07 — Ozexp(—0Oax)
3. f3(z;0) =0, + (65 — 0,)653
4. fa(x;0) = 6 + (05 — 61)exp(—ba1)
5. f5(z;0) = 0, — exp{—(03 + O27)}
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Figura 1.53: Curva de von Bertalanffy para 6, = 275, 6 = 0.5 e 63 = —0.5.

6. fo(x;0) =01 + 03{1 — exp(—br2)},

em que 6; denota a assintota (valor esperado quando = — o0) e 6, denota
a taxa média de crescimento em todos os modelos. Nos modelos 1,2 e 6
tem-se 05 = 0; — p, em que p denota o valor esperado E(Y|z) quando z = 0,
enquanto nos modelos 3 e 4 tem-se 03 = p e no modelo 5 63 = log(6; — ).
Se qualquer um desses 6 modelos for ajustado ao mesmo conjunto de
dados, a curva ajustada serd a mesma (invariancia dos valores preditos),
contudo as estimativas dos parametros, respectivos erros padrao e vieses de-
verao ser diferemtes. Assim, pode-se optar pelo modelo cujas estimativas
tenham os menores vieses. Nesse tipo de modelo hé dois tipos de nao lineari-
dade, paramétrica e intrinseca. A principal diferenca é que a nao linearidade
paramétrica pode sempre ser reduzida com reparametrizagoes, enquanto a

nao linearidade intrinseca é invariante com reparametrizacoes.
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Uma sugestao de valores inciais para o modelo de von Bertalanffy é con-
. 0 A . 4
siderar 9§ ) o Ymax, COM 0s parametros 6y e 63 sendo definidos através da
relagao

log(1 — y/6\") = v + na,

em que v = 0305 e n = —0,. Os valores iniciais 9&0) e 9:(50) podem ser obtidos

do ajuste de minimos quadrados de z = log{1 — y/ 9%0)} contra 7y + nw.

1.18.2 Modelo de Crescimento Logistico

Esse modelo sigmoidal é frequentemente aplicado para estudar o crescimento
populacional. Sua forma mais conhecida é dada por

0
L+ exp{—(2 + 037)}

Yy +é

em que y denota o tamanho da populagao num dado ano z. O parametro
0, > 0 representa o tamanho méximo esperado para a populagao (assintota),
05 controla o crescimento da curva no intervalo (0,6;). Pode-se mostrar que
a curva é simétrica em x = —6,/05. Ou seja, E(Y |z = —65/05) = & que
corresponde ao ponto médio entre as duas assintotas. Um exemplo da curva
logistica ¢ descrito na Figura 1.54.
Para valores iniciais a sugestao é considerar 9%0) = Ymax COM 08 parametros
0y e 03 sendo definidos tais que
9(0)
IOg <y/—1(0) = 92 + 63£C.
1—y/6
Logo, os valores iniciais 950) e 9§0) podem ser obtidos do ajuste de minimos

quadrados de z = log{(y/@%o))/(l - y/0§0))} contra 05 + O3z,
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Figura 1.54: Curva Logistica para 6; =1, 0 = —1 e 03 = 1.

1.18.3 Modelo de Mistura de Duas Drogas

O modelo de Finney para mistura de drogas tem sido aplicado na édrea de
Farmacologia para avaliar a interacao de duas drogas A e B de mesmo tipo,

porém com principios ativos diferentes. Assume a seguinte forma:

y = a+ 6log(x + pxy + Ky/pr172) + €,

em que y denota o valor observado da resposta, x; e xy representam, res-
pectivamente, as doses das drogas A e B, 0 é a relacdo comum log(dose) e
resposta, p é a poténcia da droga B em relagao a droga A e x denota a in-
teracao entre as duas drogas, sendo interpretado da seguinte maneira: x = 0

efeitos aditivos, k > 0 sinergismo e k < 0 antagonismo.
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1.18.4 Modelo de Michaelis-Menten

O modelo de Michaelis-Menten é muito aplicado em cinética quimica para
relacionar a velocidade inicial de uma reagao enziméatica (Y) (contagem/min)

dada a concentragao de um substrato (X) (em ppm), sendo expresso na forma

0137 i
= €
4 T + 92 ’

em que ¢; denota a velocidade maxima obtida (assintota) e 6, é conhecido
como a constante de Michaelis. A curva de Michaelis-Menten é ilustrada na

Figura 1.55 para um caso particular.

150
L

Reac&o Enzimatica
100
L

50
L

T
0.0 0.2 0.4 06 08 10 12
Concentracdo Substrato

Figura 1.55: Curva de Michaelis-Menten para 6; = 200 e 6, = 0, 10.

Para valores iniciais para o modelo de Michaelis-Menten utiliza-se a apro-

Ximagao
1 .1 061

Yy 01 9_15
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Assim, os valores iniciais 9§0) e 9%0) podem ser obtidos do ajuste de minimos

quadrados de y~! contra 8 + Sox ™!, em que B; = 1/6; e By = 6, /6;.

1.18.5 Estimacao

Considere agora o modelo de regressao nao linear

yi = f(x:;0) + €, (1.14)

em que ¥y, . . ., Y, denotam os valores observados da varidvel resposta, f(x;;8)
é uma fungao nao linear nos parametros @ = (6y,...,6,)", x; contém valores
o .. iid . o X

de variaveis explicativas e ¢; ~ N(0,0?), para i = 1,...,n. Similarmente a

regressao linear, a estimacao de 6 em (1.14) é obtida minimizando a seguinte

funcao objetivo:
SO) = =D v~ [(x:0)}* = {y —£(6)} {y — £(6)},

emquey = (y1,...,un)" ef(0)={f(x1;0),..., f(x,;0)}".
A derivada parcial de S(0) com relagao a 6 fica dada por

25(0)

PO _ 230)"(y - 10)).

em que J(@) é a matriz Jacobiana de dimensao n x p da transformagao de

f(0) com relagao a 0, sendo denotada por

of(xu0) . Of(x130)
90, 90,
J(0) = : :
0f(xn;0) . Of (xn;0)
90, 90,

Portanto, como J(€) depende de 6 o estimador de minimos quadrados (maxima

verossimilhanga) deve ser obtido iterativamente. O processo iterativo de
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Newton-Raphson fica dado por

0t )+ {3(6)TI(O)}I(O0) {y — £(6™))
= {J(0")TI(8")}1I(6") T2(6"™), (1.15)
param =0,1,2,...ez(0) =y — {f(0) — J(0)0} é uma pseudo resposta ou
variavel dependente modificada. Ou seja, 0 é obtido através de um processo

iterativo de minimos quadrados, contudo valores iniciais 0 sio necessdrio

para iniciar o processo iterativo.

1.18.6 Inferéncia

Mostra-se para n grande que 0 segue aproximadamente distribui¢ao normal

p-variada de média 0 e matriz de variancia-covariancia dada por
Var(6) = 0*{J(6)"J(6)} ",

sendo o estimador para o? definido por

o iy — i 0))
n—p

Se o interesse é testar as hipéteses Hy : RO = 0 contra H; : RO # 0, em que
R é uma matriz de dimensao r X p e posto linha completo r» < p, tem-se sob

Hy e para n grande que

(RO)TR{IO)TIO)} 'R 'R

= r,(n—p)-
o2 (n—p)

F =

Logo, para um nivel de significancia 0 < a < 1, rejeita-se Hy se F >
Fa_a),(-1),(n—p)> €M que F_a) p—1),(m—p) denota o quantil (1 — «) de uma

distribuicao F com (p — 1) e (n — p) graus de liberdade.
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1.18.7 Métodos de Diagndstico
Na convergéncia do processo iterativo (1.15) tem-se que
0=1{J(0)"J6)I(0)"26).

Portanto, similarmente a regressio linear, pode-se escrever J(6)8 = H(8)z(6),
em que

H(9) = J(0){1(9)"J(8)}3(6)".
Ou seja, H(a) ¢ um projetor linear da pseudo resposta z(@) no plano ex-
plicado pelas colunas da matriz J (5), conhecido como plano tangente a
superficie f(0) em 6. Os elementos da diagonal principal da matriz H,

~

hi1, ..., hnn, podem ser considerados como medidas de ponto de alavanca.

O residuo padronizado

~

{yi - f(Xz'; 9)}

G\/1— hy

seria uma extensao natural do residuo Studentizado da regressao linear para

t; =

a regressao nao linear, contudo esse residuo nao tem distribuicao conhe-
cida sendo necessario no grafico normal de probabilidades a inclusao de
bandas empiricas de confianca. Para detectar observacoes influentes, uma
aproximacao da distancia de Cook para a regressao nao linear ¢ dada por

Di = t?/ﬁu/p“_ —ﬁ”), para 1= 17 Lo, n.

1.18.8 Aplicagao

Como ilustracao considere o arquivo lakemary da biblioteca alr4 do R, em
que sao descritos o comprimento em mm e a idade em anos de uma amostra
de n = 78 peixes de uma espécie de agua doce. Ajustar aos dados o modelo

nao linear de von Bertalanffy
yi = 01[1 — exp{—0a(z; — 03)}] + €,
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em que y; e r; denotam, respectivamente, o comprimento (em mm) e a idade

. : iid .
(anos) do i-ésimo peixe, enquanto ¢; ~ N(0,0?), parai=1,...,78.
(]
1 .
' ] .
g l .
[}
3 ;
[
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Figura 1.56: Diagrama de dispersao entre o comprimento e a idade do peixe
do arquivo lakemary da biblioteca alr4.

Os dados estao descritos na Figura 1.56 e o ajuste da curva de von
Bertalanffy é apresentado na Figura 1.57. Nota-se pelas estimativas que
o parametro 3 nao ¢ significativo, sugerindo que os dados podem ser ajusta-
dos com um modelo mais simples envolvendo apenas os parametros 6, e 0s.
Para ilustrar, uma estimativa intervalar de 95% para o comprimento maximo
esperado para a espécie fica (em mm) dada por [191,809 4+ 1,96 x 13,079].
Analise de residuos descrita na Figura 1.58 sugere adequagao da suposigao de
normalidade e homocedasticidade dos erros. As variagoes dos residuos dentro
da banda de confianca é muito provavelmene devido ao fato de termos para

uma mesma idade do peixe varias réplicas.
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Tabela 1.27: Estimativas dos parametros referentes ao modelo de von Berta-
lanffy ajustado aos dados do arquivo lakemary da biblioteca alr4.

Parametro Estimativa Erro padrao valor-z valor-P

0, 191,309 13,079 14,74 0,000
0. 0,406 4593 947 0,000
0 0,081 0,240 0,34 0,737
s 10,960

200
L

Comprimento do Peixe
150
!

100
L

50
L

Idade do Peixe

Figura 1.57: Curva ajustada de von Bertalanffy aos dados do arquivo lake-
mary da biblioteca alr4.

1.19 Erros Autoregressivos AR(1)

Em algumas situagoes praticas em que a regressao linear é aplicada pode
haver suspeita de correlacao temporal nas observagoes. Isso ocorre em par-

ticular quando as unidades experimentais sao coletadas de forma temporal,
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Figura 1.58: Analise de residuos do ajuste do modelo de von Bertalanffy aos
dados do arquivo lakemary da biblioteca alr4.

por exemplo, diariamente, semanalmente, mensalmente ou anualmente. O
grafico temporal do residuo Studentizado pode revelar a necessidade de in-
clusao de alguma estrutura nos errros para acomodar a correlacao temporal.
Testes mais formais, como por exemplo o teste classico de Durbin-Watson
pode ser aplicado para avaliar se ha correlagao autoregressiva de ordem 1.
Nesta se¢ao sera discutido o caso mais simples em que ha suspeita de autocor-
relagdo AR(1) nos erros. Embora procedimentos de méxima verossimilhanga
possam ser aplicados de uma forma geral, como ilustracao de solucao mais
simples para o caso AR(1) serd discutido o método de Cochrane-Orcutt, que
procura reduzir o modelo linear normal com erros autoregressivos a um mo-

delo com erros independentes e igualmente distribuidos.
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Assim, considere o seguinte modelo de regressao linear:
v=x%, B+ e, (1.16)

em que ¢ = ¢&_1 + €, com |p| < 1 e e X N(0,0?), para t = 1,...,T.

Substituindo €, €;_1, €;_o na expressao € = ¢€;_1 + ¢; obtém-se

€ = ¢2{¢5t73 + e o}t + de1 e
= ¢3€t—3 + ¢2€t—2 + gei_1 + e

E assim sucessivamente segue que

(9]
€ = E gbjet_j.
Jj=1

E dessa relacao obtém-se os resultados

E(¢) =0, Var(e) = o> (1_;&) e Cov(e, €)= ¢lo (1 _1¢2> ’

para 7 =0,1,2,.... Logo, a autocorrelagao entre os erros ¢, e ¢, fica dada

por

Cov(es, €141)

v/ Var(e;)y/Var(€+1)
i ),

Pt

Pode-se mostrar de forma similar que a autocorrelagao entre os erros €, e €,
fica dada por p; = ¢*. Em particular, quando ¢ é positivo a magnitude da
autocorrelacao entre dois erros decresce a medida que a distancia temporal

entre os erros aumenta.
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1.19.1 Teste de Durbin-Watson

Em geral, na pratica, tem-se autocorrelagao positiva entre os erros e um teste
bastante conhecido para avaliar a necessidade de inclusao de uma estrutura
de correlagao AR(1) é o teste de Durbin-Watson (DW). Mais especificamente
o teste de DW considera as hipoteses Hy : ¢ = 0 contra H; : ¢ > 0, sendo a

estatistica do teste definida por

d _ ZZ;Q (Tt - Tt—1)2
- T
dim1 ri

em que r; = y; — i € o residuo ordindrio da regressao de minimos quadrados

)

com erros independentes e igualmente distribuidos. H& tabelas disponiveis
para avaliar o teste de DW que levam em conta o tamanho amostral, o nivel
de significancia do teste e o nimero de variaveis explicativas no modelo (vide,
por exemplo, Tabela A.6 de Montgomery et al.(2021)). Nessas tabelas sdo
apresentados valores criticos dy e dy, para a estatistica do teste com o seguinte

critério de decisao:
e Se d < dj, rejeitar Hy
e Se d > dy nao tejeitar Hy
e Se d;, < d < dy inconclusivo.

Ha também bibliotecas que calculam diretamente o teste de DW com o res-

pectivo valor-P, como por exemplo a biblioteca 1mtest do R.

1.19.2 Método de Cochrane-Orcutt

Do modelo de regressao linear com erros AR(1) descrito em (1.16) segue que
Y1 =X 1B+ e
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Logo, obtém-se ¢;_; = y;_; — x,_,3 e portanto pode-se escrever

Y = XtT + Pe_1 + ey
= XtT,B + QY1 — ¢XtT_1ﬁ + e

Y — oy = {z— dz1} Bte
Implicando para ¢ fixo na seguinte regressao linear:
Uy = Z;F/B + €t

em que
U =Y — QY1 € Zp = Xp — PXy1
com ey S N(0,0?), parat =1,...,T. Portanto, para ¢ fixo, pode-se estimar

B3 através do procedimento de minimos quadrados

B=(UTU) Uy, (1.17)
em que U é uma matriz n x p de linhas u/ e z = (21,...,27)". Porém,

na pratica ¢ nao ¢é fixo, podendo ser estimado através de um estimador de
momentos dado por ¢ =Y, _, 41/ Yy 7 com ry = Y — Yp.
Assim, um procedimento iterativo para obter uma estimativa de minimos

quadrados para @3 fica dado por
1. Fornecer uma estimativa para ¢.
2. Obter 8 de (1.17).
3. Aplicar o teste de DW.
4. Se Hy nao for for rejeitada, parar. Caso contrario, atualizar a estima-

tiva para ¢ e repetir (1)-(3). Parar quando o teste for rejeitado e nao
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for mais possivel mudar a estimativa de 3. Nesse ultimo caso prova-
velmente uma estrutura de erros de ordem maior deve ser considerada

m (1.16).

O processo iterativo acima pode ser aplicado através, por exemplo, da bibli-

oteca orcutt do R.

1.20 Estimacao por Maxima Verossimilhanca

Como visto anteriormente o modelo de regressao linear multipla assume que
ind )
d 5/1|X1 ~ N(,LLi,O' )
— T
o 1= B,
_ T _ T :
em que x; = (Ti1,...,Tip) € B = (B1,...,0p) , parai = 1,...,n. Deno-

tando @ = (8", ¢)", em que ¢ = 02, a funcao densidade de probabilidade de

Y;|x; fica expressa na forma

flyisxi, 0) = (ﬁ) exp {_i(yi - Xz‘Tﬁ)?} ;

parai =1,...,n. Assim, o logaritmo da funcao de verossimilhanca fica dado

por
L(O) = loglIliL,{f(yi;%i,0)}]

1 1 ¢ T 3)2
~ utog m)‘_ (5 -/ B)

2¢
= ——log 270) ——Z

Para obter as estimativas de méxima verossimilhanca de B e ¢ é preciso

derivar a funcao escore
aL(o
U L) _ (U _ [ 5
T Us )
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As estimativas de maxima verossimilhanca sao obtidas resolvendo-se as equagoes
UB =0e U¢ = 0.
A derivada parcial de L(0) com relagdo a 3; fica dada por

L) 1
( ):g;-fij(yi_xj/@)a

dB;
para 7 = 1,...,p. Em forma matricial obtém-se
oL@) 1+
598 o (y — XB),
em quey = (y1,...,¥) e X é a matriz modelo. A estimativa de maxima

verossimilhanca B é obtida tal que
Us;=0=X"(y—X3)=0.
Entao, se X é uma matriz de posto coluna completo tem-se solucao tnica
B=X"X)"X"y,

que coincide com a estimativa de minimos quadrados. Por outro lado, a

derivada parcial de L(@) com relacao a ¢ fica dada por

_OL(O)__E Ln T a2
U¢—a—¢— 2¢+2¢2121(yz Xz’ﬂ)’

e fazendo U, = 0 obtém-se

&5 _ 6_\2 Z?:l(yi - /y\Z)Q

n

I

em que y; = XZTB Portanto, tem-se que 02 = (”TL;MSQ e E(0?) = @02.

2 ¢ um estimador tendencioso de o2.

Logo, o
A matriz de informacao de Fisher para 0 = (,BT, ¢)" é definada como
sendo o valor esperado da curvatura de L(6)

82L(9)> [Kﬁﬂ Kﬂﬂ
Ky —E (- _ ,
o ( 96000 Ky Ko
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em que Kgg e Kyp sao submatrizes de informacao de Fisher, respectivamente,

de B e de B e ¢ simultaneamente, enquanto Ky4 é a informagao de Fisher de

0.

As submatrizes Kgg e Ky ficam dadas por

Kggs

= (~5ao7)
l(XTX) e

()

;E{XW _XB)X}

X'E{(Y - X3)|X} =0.

Assim, os parametros 3 e ¢ sao ortogonais. Ainda tem-se que

Ko

()

1 n
2%2 t ;E{m —x; 3}

n n n

i

Logo, a matriz de informacao de Fisher para 0 assume a forma bloco diagonal

K 0
KeeZ[ < }7

0 K¢><f>

e pelas propriedades de estimagao por maxima verosimilhanca, tem-se para

n grande que B ~ Np(,B,Kgﬁl) e 02 ~ N(o?, K;(;) Além disso, B e 52 sdo

independentes. No caso de B o resultado vale para todo n. Similarmente,

segue que (n — p)s?/o? ~ X?’n—p)'
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Exercicios

1. Seja T um estimador do parametro 6 e supor a existéncia dos dois

primeiros momentos de T. Mostre que
E{(T - 0)*} = E{T — E(T)}*] + {E(T) - 0}".
Ou seja, EQM(T) = Var(T) + {Viés(T)}>.

2. Com base numa amostra independente de n = 3 de uma variavel
/. 7’ . oA . 2
aleatéria X de média px e variancia oy foram propostos para px os

seguintes estimadores:

1 1
T1 — g(Xl + 3X2 +X3), T2 — §(X1 —|— 2X3),

1 1
T3 = Z<2X1 +X2 +X3) e T4 = g(Xl +X2 —|—X3)

Obtenha o erro quadratico médio, a variancia e o viés de cada estima-

dor. Entre os nao tendenciosos qual escolher? Justifique.
3. Considere a seguinte regressao linear simples:

yi = B1 + Bz + €,

em que ¢ ~ N(0,02), i = 1,...,n. Mostre que: (i) Cov(Y, /) = 0,
(i) D5y rade = 0, (i) 220y rawy = 0, (iv) 2L i =0e (v) 220, yi =

n A~ A
> Ui, em que ;= Y; — Ui

4. Supor que foi ajustado através de minimos quadrados o modelo de

regressao § = (1 + [ax2, porém o modelo verdadeiro é dado por

Yy = [+ Paxe + Psxs + €,

em que € ~ N(0,0%). Mostre que o estimador Bg obtido no primeiro

ajuste é tendencioso. Expresse o viés de (.

138



5. Considere inicialmente o modelosde regressao y; = fBx; + €, em que
€ ~ N(0,0%), parai =1,...,n. Obter Be Var(B). Supor agora que o
modelo correto seja y; = a+ fx; +¢;. Mostre que 3 do primeiro modelo
é um estimador tendencioso e que o erro quadratico médio de B pode
ser expresso na forma

. 1 (nax)?
EQM(B) = n—{02+n— :
> i T > i T

6. Sao apresentados na tabela abaixo o consumo (galao/milha)(Y) e a

cilindrada (polegadas®) (X) de uma amostra de n = 32 automéveis de

marcas diferentes (Montgomery et al., 2021, Tabela B3).

y X y X y X y X
18,90 350,0 | 17,00 350,0 | 20,00 250,0 | 18,25 351,0
20,07 2250 | 11,20 440,0 | 22,12 231,0 | 21,47 262,0
34,70 89,7 |3040 96,9 | 16,50 350,0 | 36,50 85,3
21,50 171,0 | 19,70 258,0 | 20,30 140,0 | 17,80 302,0
14,39 500,0 | 14,89 440,0 | 17,80 350,0 | 16,41 318,0
23,54 231,0 | 21,47 360,0 | 16,59 400,0 | 31,90 96,9
29,40 140,0 | 13,27 460,0 | 23,90 133,6 | 19,73 318,0
13,90 351,0 | 13,27 351,0 | 13,77 360,0 | 16,50 350.0

Responda as seguintes questoes: (i) construir o diagrama de dispersao
entre o consumo e a cilindrada dos automéveis, comente; (ii) obter
a correlagao linear amostral de Pearson; (iii) ajustar o modelo de re-
gressao linear simples de minimos quadrados, obtendo as estimativas
Bl e BQ e os respectivos erros padrao; (iv) tracar a reta de regressao
no diagrama de dispersao; (v) interpretar a estimativa Bo; (vi) obter as
estimativas intervalares de 95% para (1 e 35 e (vii) obter a estimativa
intervalar de 97% para o consumo de um automével com cilindrada de

x = 300 polegadas®. Resultados tteis: § = 20,2231, T = 284, 7312,
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Sy? = 14324,74. Y x? = 3019001 e > x;y; = 164118,10. Este
exercicio deve ser feito manualmente. O diagrama de dispersao pode

ser feito no R.

. Suponha o modelo de regressio dado em (1.4). Mostre que 4 ~ N(v,0%/(1—

hi;)). Mostre também que, sob a hipétese Hy : v # 0, a estatistica F

17°(1—hi;)

5oz €0 parametro

tem uma distribuicao Fy (,—p—1)(A), em que A =
de nao centralidade (Cook e Weisberg, 1982). Comente sobre o poder

desse teste para 0 < hy; < 1. Use o resultado: se Y ~ N, (u, o%I) entdo
y'y/o* ~ xa(A), em que A = gpu’ p/o®.

. Supor o modelo de regressao linear miltipla y; = x; 3 + ¢, em que
€ S N(0,0?), parai = 1,...,n. Mostre que uma estimativa intervalar
de menor comprimento para o? pode ser expressa na forma
(n—p)s* (n—p)s®
a b ’

em que a e b sdo constantes tais que a*gu,—p(a) = b*gu—p)(b) com
G(n—p)(t) denotando a funcao densidade de probabilidade da distribuigao
X%nfp)' Sugestao: minimizar (derivando em b) o comprimento do inter-
valo £(b) = (n — p)s*[1/b — 1/a] e derivar em ambos os lados (em b) a

equagao fab Gn—p)(t)dt = (1 — o) com a = a(b).

. Considere agora o modelo de regressao linear multipla y; = x, B + ¢,

em que ¢ A N(0,0?), x; = (1, Zig, ..., 2ip) e B=(B1,...,5,)", para

t=1,...,n. Mostre que a estatistica I para testar Hy : o = --- = 3,
contra H; : ; # 0, para pelo menos algum j = 2,...,p, pode ser
expressa na forma
p_ f-p)
(p—1)(1 - R?)
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10. Considere um experimento planejado em que os efeitos da rapidez (X7,
em dois niveis, X; = 0 e X; = 1), da pressao (Xs, em dois niveis,
X1 =—1e X; =1) edadistancia (X3, em 3 niveis, X3 = —1, X3 =0e
X3 = 1) foram observados em uma maquina com relacao a qualidade da
impressao colorida (Y) em rétulos de embalagem. A fim de comparar
os niveis de cada efeito foi considerado o seguinte modelo de regressao
linear:

Yi = P11 + Paio + Baxis + €,

em que €; S N(0,02), i = 1,...,12. A matriz modelo X (desenho do

experimento) e o vator de respostas y ficam, respectivamente, dados

por:
0 -1 -1
1 -1 -1
0 1 -1
1 1 -1
0 -1 0
1 -1 0
X = 0O 1 0
1 1 0
0 -1 1
1 -1 1
0O 1 1
111
ey = (y1,...,y12)". Responda as seguintes questdes:

e Obter os estimadores de minimos quadrados [y, B2 e (3, suas

variancias e covariancias.

e Qual a propriedade que é obtida com esse experimento? Comente.

11. Suponha duas populagoes normais com médias yi; e 2, mesma variancia,

e que amostras independentes de tamanhos n; e ny foram, respectiva-
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12.

mente, obtidas das duas populagoes. Para o modelo com parte sis-
tematica u; = a4+ [ e uo = a — [, mostre que a estatistica F para
testar Hy : f = 0 contra H; : f # 0 pode ser expressa na forma

simplificada

(n —2)™2 (g, — ga)°
oy —y)? — M2 (g1 — )%

em que ¥, i1, Yo Sao as respectivas médias amostrais.

F —

No arquivo reg3.txt sao descritas as seguintes variaveis referentes a 50
estados norte-americanos:

e UF (nome do estado)

e pop (populagao estimada em julho de 1975)

e renda (renda percapita em 1974 em USD)

e propa (proporgao de analfabetos em 1970)

e expec (expectativa de vida em anos 1969-70)

e taxa (taxa de criminalidade por 100000 habitantes 1976)

e prope (porcentagem de estudantes que concluem segundo grau

1970)

e ndazero (nimero de dias do ano com temperatura abaixo de zero

grau Celsus na cidade mais importante do estado)

e area (4rea do estado em milhas quadradas).

Para ler o arquivo no R use o comando
reg3 = read.table("reg3.txt", header=TRUE)
summary (reg3)

attach(reg3d).
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13.

O objetivo do estudo ¢ explicar a expec média usando um modelo de
regressao normal linear dadas as variaveis explicativas renda, propa,

taxa, prope e ndazero.

Inicialmente fazer uma analise descritiva dos dados com diagramas de
dispersao entre a variavel resposta e cada uma das variaveis explicati-

vas. Comentar. Por exemplo

plot(renda, expec, pch=16, xalb="Renda Per Capita",
ylab="Expectativa de Vida").

Ajustar inicialmente um modelo normal linear aos dados. Escrever o

modelo. Use os comandos
require(gamlss)

ml.reg3 = gamlss(expec ~ renda + propa + taxa + prope +

ndazero,family=N0O)

m2.reg3 = stepGAIC(ml.reg3)
summary (m2.reg3)
plot(m2.reg3)

wp(m2.reg3) .

Interpretar os resultados. Verificar se hd indicios de pontos influentes
por meio da distancia de Cook. Avaliar a influéncia individual dos esta-
dos com mais destaque, retirando individualmente cada um das analises

para avaliacao do impacto nas estimativas e na inferéncia. Comentar.

No arquivo octana.txt (Wood, 1973) sao descritos dados referentes a
producao de gasolina numa determinada refinaria segundo trés variaveis
observadas durante o processo e uma quarta variavel que é uma com-

binagao das trés primeiras. A resposta é o nimero de octanas do pro-
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14.

duto produzido. A octanagem é a propriedade que determina o limite
maximo que a gasolina, junto com o ar, pode ser comprimida na camara
de combustao do veiculo sem queimar antes de receber a centilha vinda
das velas. As melhores gasolinas tém uma octanagem alta. Em gran-
des refinarias, o aumento de um octana na producao de gasolina pode
representar um aumento de alguns milhoes de dolares no custo final da
produgao. Assim, torna-se importante o controle dessa variavel durante

o processo de producao. Para ler o arquivo no R use os comandos
octana = read.table(‘‘octana.txt’’, header=TRUE).

Faga inicialmente uma andlise descritiva dos dados. Por exemplo, box-
plots robustos para cada varidvel e diagrama de dispersao de cada
variavel explicativa e a variavel resposta octanas. Selecione um sub-
modelo através dos métodos de maior R,%, menor s, e menor C,. Faca
uma analise de residuos com o modelo selecionado, bem como destaque
as observacgoes atipicas através dos graficos de alavanca, distancia de
Cook e DFFITS. Avalie o impacto de cada observacao destacada. Inter-
prete os coeficientes do modelo estimado. Apenas de forma ilustrativa

ajustar o modelo final no GAMLSS.

No arquivo capm.txt estao os seguintes dados (Ruppert, 2004, Cap.7):
Thill (taxa de retorno livre de risco), retorno Microsoft, SP500 (retorno
do mercado), retorno GE e retorno FORD de janeiro de 2002 a abril de
2003. Todos os retornos sao didrios e estao em porcentagem. Construir
inicialmente os diagramas de dispersao (com tendéncia) entre o excesso
de retorno (y,+ — ) de cada uma das empresas Microsoft, GE e FORD
e o excesso de retorno do mercado (rp; — r4), em que y,; denota o
retorno da agao da empresa, 7,,; ¢ o retorno do mercado e r¢; indica a

taxa livre de risco durante o t-ésimo periodo. Posteriormente, ajustar

144



o seguinte modelo de regressao linear simples para cada agao:
Y = a+ Py + €,

em que Yp = Ypt — Tfty Tt = Tt — Tft € € i N(0,0?). No modelo
acima, o parametro 8 é denominado risco sistematico com a seguinte
interpretacao: se f = 1 o excesso de retorno é equivalente ao mercado
(volatilidade similar ao mercado), se § > 1 o excesso de retorno ¢
maior do que o excesso de retorno do mercado (agao mais volatil do
que o mercado), e se § < 1 o excesso de retorno é menor do que o
excesso de retorno do mercado (agdo menos volatil do que o mercado).
O intercepto € incluido para controlar eventuais precificagoes incorretas,

porém em geral a = 0 nao ¢ rejeitado.

Para ler o arquivo no R use os comandos

capm = read.table("capm.txt", header=TRUE) .
Para deixar o arquivo disponivel use o comando
attach(capm) .

Por exemplo, para ajustar o excesso de retorno da Microsoft use os

comandos

ymsf = rmsf - tbill

xmerc = sp500 - tbill
ajuste.msf = lm(ymsf ~ xmerc)
summary (ajuste.msf) .

Verifique se os modelos estao bem ajustados através de andlise de
residuos. Para cada acdo encontre uma estimativa intervalar de 95%

para o risco sistematico e classifique o excesso de retorno em relacao ao
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15.

16.

17.

mercado. Finalmente, construa para cada agao a banda de confianca
de 95% para prever o excesso de retorno num determinado dia, dado o

excesso de retorno do mercado.
Suponha o modelo de comparacao de médias
Yij = Hi + €ij,

em que eijirigN(O,aQ),i: 1,...,kej=1,...,n; Mostre que f1; = ¥;

e Var(r;;) = o*(1 — 1/n;), em que r;; = yij — U;.
Considere o modelo de regressao linear multipla
yi =X, B+e,

em que ¢; S N(0,0%), 7 =1,...,n. Mostre que o critério de Akaike é

equivalente a minimizar a quantidade
SQR:
AIC = nlog{ Q es} +2p,
n

com SQRes = >"" | (y; — 4:)*.

Considere o arquivo BigMac2003 da biblioteca alrd do R, em que
sao descritas as seguintes variaveis de 69 cidades de diversos paises:

e BigMac: minutos de trabalho para comprar um Big Mac

e Bread: minutos de trabalho para comprar 1kg de pao

e Rice: minutos de trabalho para comprar 1kg de arroz

FoodIndex: indice de pregos de alimentos

Bus: valor da passagem de 6nibus (em USD)

Apt: valor do aluguel (em USD) de um apartamento padrao de 3

dormitoérios
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e TeachGI: saldrio bruto anual (em 1000 USD) de um professor de

ensino fundamental

e TeachNI: saldrio liquido anual (em 1000 USD) de um professor de

ensino fundamental

e TaxRate: imposto pago (em porcentagem) por um professor de

ensino fundamental

e TeachHours: carga hordria semanal (em horas) de um professor

de ensino fundamental.

Para disponibilizar e visualizar um resumo dos dados use na sequéncia
os seguintes comandos do R:

require(alréd)

require (MASS)

attach(BigMac2003)

summary (BigMac2003) .

O objetivo principal do estudo ¢ relacionar a varidavel BigMac com
as demais varidaveis explicativas. A fim de obter uma melhor apro-
ximagao para a normalidade considere log(BigMac) como varidvel res-
posta. Apresente os diagramas de dispersdao (com tendéncia) entre
a variavel resposta e cada uma das varidveis explicativas e comente.
Padronize as variaveis explicativas. Por exemplo, para padronizar a

variavel explicativa Bread use o comando
sBread = scale(Bread, center = TRUE, scale = TRUE).

Através do procedimento stepAIC fazer uma selecao das varidveis ex-

plicativas. Para o modelo selecionado aplicar analises de residuos e de
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18.

sensibilidade. Comente. Classifique as variaveis explicativas segundo o

impacto na explicacao da média da varidvel resposta.

No arquivo motorins da biblioteca faraway do R sao descritas in-
formagoes relacionadas a 1797 grupos de apdlices de seguro de au-
tomével no ano de 1977 na Suécia. Em particular, ha interesse em
saber se ha diferencas significativas entre o seguro médio pago por si-

nistro em 7 regioes do pais. Para ler o arquivo no R utilize os comandos
require(faraway)

summary (motorins)

attach(motorins).

Considere as variaveis Zone (regiao do pais) e perd valor pago por sinis-
tro (em coroas suecas). A fim de obter uma melhor aproximagao para
a normalidade considere como resposta a variavel log(perd). Construir
boxplots de log(perd) segundo a regido. Comente. Aplique em seguida

um ajuste de comparacao de médias através do comando
fitl.motor = 1m(log(perd) ~ Zone).

Construa a tabela ANOVA através do comando
fit2.motor = aov(log(perd) ~ Zone).

Se for rejeitada a hipotese de homogeneidade de médias, aplique o
método de Tukey para verificar quais contrastes sao significativos através

do comando
TukeyHSD(fit2.motor)
plot (TukeyHSD(fit2.motor) ,las=2).

Comente.
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19. No arquivo fuel2001 da biblioteca alr4 do R, estao descritas as seguin-
tes varidveis referentes aos 50 estados norte-americanos mais o Distrito
de Columbia no ano de 2001:

e UF: unidade da federacao

e Drivers: numero de motoristas licenciados

e FuelC: total de gasolina vendida (em mil galoes)

e Income: renda per capita em 2000 (em mil USD)

e Miles: total de milhas em estradas federais

e MPC: milhas per capita percorridas

e Pop: populagao > 16 anos

e Tax: taxa da gasolina (em cents por galao).
A fim de possibilitar uma comparagao entre as UFs duas novas variaveis
sao consideradas Fuel = 1000*FuelC/PopeDlic = 1000*Drivers/Pop,

além da varidvel Miles ser substituida por log(Miles). Para ler o ar-

quivo no R use os comandos
require(alr4d)

require (MASS)
attach(fuel2001)

summary (fuel2001) .

Considere como resposta a variavel Fuel e como varidveis explicativas
Dlic, log(Miles), Income e Tax. Faca inicialmente uma andlise descri-
tiva dos dados. Por exemplo, boxplot robusto para a variavel resposta,

matriz de correlacao entre as varidveis e diagramas de dispersao (com
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tendéncia) entre cada variavel explicativa e a variavel resposta. Co-

mente. Use os comandos

require(robustbase)

adjbox (Fuel, ylab="Fuel", col="gray")

vexp = cbind(Fuel, Dlic, log(Miles), Income, Tax)
cor (vexp)

plot(Dlic,Fuel,pch=16)
lines(smooth.spline(Dlic,Fuel,df=3)).

Ajustar uma regressao normal linear e aplicar o procedimento stepAIC

para selecionar um submodelo

fitl.fuel

1m(Fuel ~ Dlic + log(Miles) + Income + Tax)

fit2.fuel = stepAIC(fitl.fuel)
summary (fit2.fuel).

Para o modelo selecionado aplicar andlise de residuos e diagndstico de

influéncia (distancia de Cook) através dos comandos
fit.model = fit2.fuel

source("envel norm.txt")
source("diag resid norm.txt")
source("diag cook norm.txt").

Comentar. Identificar a observacao destacada pela distancia de Cook
e avaliar o impacto da mesma no ajuste. Interpretar os coeficientes

estimados.
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20. No arquivo wine.txt (Montgomery et al., 2021, Tabela B.11) sao des-
critas caracteristicas de uma amostra aleatéria de 38 vinhos da marca
“Pinot Noir”. O objetivo do estudo é relacionar a qualidade do vi-
nho com as seguintes variaveis explicativas: (i) claridade, (ii) aroma,
(iii) corpo, (iv) sabor, (v) aromac, aroma do tonel de carvalho e (vi)
regiao (1: regido 1, 2: regiao 2 e 3: regido 3). Para ler o arquivo no

R use os comandos
wine = read.table("wine.txt", header=TRUE).

A varidvel regiao é categorica com trés niveis. Assim é possivel através
do comando factor do R transformé-la em duas varidveis bindrias:
regiao2 = 1 para regiao 2 e 0 caso contrario e regiao3 = 1 para
regiao 3 e 0 em caso contrario. A casela de referéncia serd a regiao 1.

Para acionar o procedimento use o comando
regiao = factor(regiao).

Faca inicialmente uma andlise descritiva dos dados com boxplot robusto
para a varidvel resposta e diagramas de dispersao (com tendéncia) en-
tre a variavel resposta e varidaveis explicativas. Calcule também as cor-
relagdes lineares de Peasorn entre as varidveis (exceto regiao). Selecione
incialmente um submodelo através dos métodos de maior R, menor
sk, menor Cj, e menor Press,. Em seguida selecione outro submodelo
através do procedimento stepwise usando PE=PS=0,15. Compare os
submodelos escolhidos e para o submodelo selecionado aplicar anélise

de residuos e sensibilidade. Interpretar os coeficientes estimados.

21. Considere o modelo linear simples

yi = P+ Bz — Z) + €,
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22.

23.

parai=1,...,ncome; S N(0, 0?). Encontrar os estimadores ridge Bri
e B r2 como também suas variancias e covariancia assintoticas Var(ﬁ R1),
Var(ﬁgg) e Cov(BRl, Bm). Expresse os estimadores ridge em funcao
dos estimadores de minimos quadrados e mostre que sao estimadores

tendenciosos.

Para avaliar a relacao entre a energia necessaria diaria e a produgao
de carne, uma amostra aleatéria de 64 ovelhas em fase de crescimento
foi considerada, sendo observado para cada animal o consumo médio
didrio de energia (mcal) e o peso (em kg). Esses dados estao descritos no
arquivo sheep.txt (vide Lindsey, 1997, Secao 9.4). Para ler o arquivo

no R use os comandos
sheep = read.table("sheep.txt", header=TRUE) .

Fazer inicialmente uma andlise descritivia dos dados, boxplot robusto
da varidvel resposta (peso) e diagrama de dispersdo entre o peso do
animal e o consumo didrio de energia (varidvel explicativa). Ajustar um
modelo linear normal aos dados e verificar que h& indicios de variancia
nao constante dos erros. Ajustar um modelo normal ponderado com
pesos apropriados. Fazer uma andlise de diagnostico e interpretar as

estimativas.
Considere o modelo de regressao linear multipla
yi =X, B+ e,

em que €; S N(0,02),i=1,...,n. Mostre que SQRes(k) > SQRes, em
que SQRes(k) = (y — XBg) (v — XBg) ¢ SQRes = (y — XB)"(y -

X,@) denotam, respectivamente, as somas de quadrados de residuos da

regressao ridge e da regressao de minimos quadrados.
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24. Supor o modelo linear ponderado y; = a + fx; + €, em que ¢; xd

N(0,d;0%), d; > 0, para i = 1,...,n. Obter 3 ¢ ASQ(3 = 0).

25. Considere os dados do arquivo Rateprof da biblioteca alr4 do R,
referentes a notas médias recebidas por 364 instrutores de uma univer-
sidade norte americana durante um periodo de 10 anos. O objetivo do
estudo é relacionar o interesse do avaliador (RaterInterest) (escore

de 1 a 5) com as seguintes avaliagoes feitas pelo avaliador:

Quality: qualidade das aulas do instrutor (escore de 1 a 5)

Helpfulness: prestatividade do instrutor (escore de 1 a 5)

Clarity: clareza das aulas do instrutor (escore de 1 a 5)

e Easiness: facilidade que o instrutor tem com a matéria (escore

de 1 ab).

Inicialmente centralize as 5 variaveis através do comando
cvariavel = variavel - mean(variavel).

Fazer uma andlise descritiva com os dados apresentando a matriz de
correlagoes lineares de Pearson e os diagramas de dispersao (com tendéncia).
Comente. Ajustar agora um modelo de regressao linear da variavel res-
posta centralizada contra as demais varidveis explicativas centralizadas

e passando pela origem. Use o comando
fitl = Im(cresposta ~ cvl + cv2 + cv3 + cvd -1).

Verifique se hé indicios de multicolineridade através do VIF. Tente
contornar o problema através de componentes principais, considerando
apenas o 12 componente. Qual a explicacao desse componente? Ex-

presse esse componente em fungao das 4 varidveis explicativas centra-
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26.

27.

lizadas. Fazer um ajuste da regressao linear da variavel resposta cen-
tralizada contra esse componente e passando pela origem. Interprete o

coeficiente estimado e apresente andlises de diagndstico.

Considere o arquivo oldfaith da biblioteca alr4 do R, em que a duracao
(em segundos) da erupgao da fonte termal “Old Faithful Geyser’no
lancamento de dgua e o intervalo (em minutos) até a préxima erupgao
foram observados n = 270 vezes em 1980. O principal objetivo do es-
tudo é fazer predigoes para o intervalo até a proxima erupc¢ao dado o
tempo que durou a erupg¢ao anterior. Para disponibilizar e visualizar

um resumo dos dados use na sequéncia os seguintes comandos do R:
require(alréd)

attach(oldfaith)

summary (oldfaith) .

Faca a transformacao nDuration = Duration/100 e apresente os gréaficos
de densidade e boxplot para a variavel resposta bem como o dia-
grama de dispers@o (com tendéncia usando df = 5) entre Interval e
nDuration. Tente identificar 1 ponto de mudanga (por exemplo nDu-
ration=2.2) e proponha uma regressao por partes. Faca uma andlise
de diagndstico e apresente a banda de confianca de 95% para prever o
intervalo até a préxima erupcao dado o tempo de duracao da ultima

erupcao.

Considere o arquivo mcycle da biblioteca MASS do R, em que um con-
junto de medidas da aceleragio da cabeca (em g, 9,80665 m/s?) ao
longo do tempo (em milissegundos) em um acidente simulado de mo-
tocicleta é utilizado para avaliar a resisténcia de capacetes. Um dos

objetivos do estudo é estimar a relacao funcional entre a aceleragao
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28.

média da cabeca em fungao do tempo. Isso possibilitaria, por exemplo,
novos estudos de simulagao. Para disponibilizar e visualizar um resumo

dos dados use na sequéncia os seguintes comandos do R:
require (MASS)

attach(mcycle)

summary (mcycle) .

Construir inicialmente o diagrama de dispersao entre a resposta (ace-

leagao da cabega) e o tempo. Por exemplo usando o comando

plot(times, accel, xlab="Tempo", ylab="Aceleragio da Cabega",

pch=16)

Comente. Considerar quatro pontos de mudanca e ajustar uma re-
gressoa por partes com erros normais. Sugestao: ¢ = 14,t9 = 21,3 =
31,19 = 42. Avaliar o ajuste no R com os gréficos de residuos contra o
valor ajustado e o grafico normal de probabilidades. Repetir as analises
no GAMLSS. Comparar o ajuste da regressao por partes com os ajustes
através de spline ctibico e P-splines pelo GAMLSS. Apresentar as duas

curvas num mesmo grafico.

Considere os dados do arquivo age.income da biblioteca SemiPar do
R, em que estao descritos a idade em (anos) e o log(renda) de traba-
lhadores canadenses no ano de 1971. Para ler o arquivo no R use os

comandos:
require(SemiPar)
data(age.income)

attach(age.income)
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29.

plot(age, log.income, cex=2, cex.lab=1.5, cex.axis=1.5,

xlab="Idade", ylab="Log(renda)", pch=16).

Comentar o diagrama de dispersao. Ajustar inicialmente uma regressao
por partes com erros normais no GAMLSS supondo os seguintes nés
igualmente espagados: t = 30, t3 = 40, t3 = 50 e t] = 60 e colocar
o ajuste no objeto ml.income. EKEscrever o modelo. Ajustar um P-
spline com 20 nos internos igualmente espacados no GAMLSS usando

os comandos

m2.income = gamlss(log.income ~ pb(age), family=N0O)
summary (m2.income) .

Compare os ajustes

plot(age, log.income, cex=2, cex.lab=1.5, cex.axis=1.5,

xlab="Idade", ylab="Log(renda)", pch=16)
lines(age, fitted(ml.income),lwd=2)
lines(age, fitted(m2.income),lwd=2, 1lty=2).

Comentar.

No arquivo ginidh.txt constam o indice de GINI de 2013 e o IDH de
2017 dos 26 estados brasileiros mais o distrito federal. Construir inici-
almente o diagrama de dispersao entre GINI(X) e IDH(Y) e comente.
Ajustar através de uma regressao linear simples o IDH contra o indice
de GINI. Aplicar procedimentos de diagnodstico, andlise de residuos e
distancia de Cook e comente. Elimine a UF discrepante e reajuste o
modelo. Tente agora acomodar a UF discrepante através do seguinte

modelo:

Y = P+ Boxi + 72 + €,
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30.

31.

em que z; ¢ uma variavel explicativa com zeros e valor 1 na posicao da
UF discrepante. Refazer a andlise de residuos e a distancia de Cook
para esse modelo e comente. Finalmente, aplicar para o modelo ini-
cial o procedimento de Huber para tentar acomodar a UF discrepante.

Compare os 4 ajustes e comente.

Na tabela abaixo tem-se a quantidade de dgua (em mm) na raiz e o
comprimento (em cm) de 15 tipos de feijoeiros. Propor valores ini-
cias e ajustar um modelo de crescimento logistico aos dados. Obter
as estimativas intervalares para os parametros e construir os graficos
de residuos. Comente. Qual a quantidade de agua necessaria para o

feijoeiro alcancar metade do comprimento?

Comprimento 1,3 13 19 34 53 7,1 10,6 16,0

Agua 05 15 25 35 45 55 65 75
Comprimento 16,4 183 20,9 20,5 21,3 21,2 20,9
Agua 85 95 10,5 11,5 12,5 13,5 14,5

A tabela abaixo descreve a evolugao da populagao brasileira (em milhoes)
através dos censos realizados desde 1872. Apresentar inicialmente o
grafico de dispersao da evolucao da populacao brasileira. Propor va-
lores inicias e ajustar um modelo de crescimento logistico, apresentar
as analises de residuos e comentar. Encontre uma estimativa intervalar
aproximada de 90% para o valor esperado do méximo a ser alcancado
pela populacao brasileira. Estime o valor esperado para a populagao

brasileria em 2030, apresentando uma estimativa intervalar aproximada

de 95%.
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Censo  Populacao Censo Populacao Censo Populacao
1872 9.930478 1890 14.333915 1900 17.438434
1920 30.635605 1940  41.236315 1950  51.944397
1960 70.191370 1970 93.139037 1980 119.002706
1991  146.825475 2000 169.779170 2010 190.755799
2022  210.862.983

32. Na tabela abaixo tem-se a fracao de cloro ativo num produto manufa-
turado em fungao do tempo (apés a fabricagdo) em n = 18 unidades
experimentais do produto. Considere para ajustar esses dados o modelo

de Mitcherlich.

Fragao Cloro 0,490 0,475 0,450 0,437 0,433 0,432

Tempo 8 10 12 14 16 18
Fracao Cloro 0,420 0,413 0,412 0,407 0,405 0,396
Tempo 20 22 24 26 28 30
Fracao Cloro 0,403 0,400 0,395 0,400 0,390 0,390
Tempo 32 34 36 38 40 42

Construir o diagrama de dispersao entre as variaveis. Comentar. Pro-
por valores inicias, ajustar o modelo aos dados e apresentar as estima-
tivas intervalares de 95% para os parametros. Apresentar o gréfico da
curva ajustada aos dados. Construir os graficos de residuos e comentar.
Obter as estimativas bootstrap para R = 500. Comparar as estimati-
vas intervalares assintoticas de minimos quadrados com as estimativas
intervalares bootstrap. Comparar também as curvas ajustadas. Alguns

comandos

require(car)

cloro = read.table("cloro.txt", header=TRUE)

data.frame(cloro)

cloro
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summary (cloro)

attach(cloro)

plot(fcloro ~ tempo, cloro, pch=16, ylab="Fracdo de Cloro",
xlab="Tempo", cex=2, cex.axis=1.5, cex.lab=1.5)

fitl.cloro = nls(fcloro ~ thetal - theta2*exp(-theta3*tempo),

start=1list(thetal=thetal0, theta2=theta20, theta3=theta30),
data=cloro, trace=FALSE)

summary(fitl.cloro)

plot(fcloro ~ tempo, cloro, xlim=c(7,43), ylim=c(0.38,0.50),
cex=1.5, cex.axis=1.5, cex.lab=1.5, xlab="Tempo",
ylab="Fragdo de Cloro", pch=16)

with(cloro, lines(seq(7,43,by=0.5), predict(fitl.cloro,
data.frame (tempo=seq(7,43,by=0.5)), lwd=2)))
abline(h=coef (fitl.cloro) [1], 1ty=1).

Estimativas bootstrap

set.seed(12345)

outl <- Boot(fitl.cloro, R=500)

summary (out1)

Confint (outl, level=.95, type="norm")

Confint(outl, level=.95, type="perc")

Confint(outl, level=.95, type="bca")

hist(outl, legend="separate").

Os dados estao também descritos no arquivo cloro.txt.
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Capitulo 2

Modelos Lineares
Generalizados

2.1 Introducao

Durante muitos anos os modelos normais lineares foram utilizados na ten-
tativa de descrever a maioria dos fenomenos aleatérios. Mesmo quando o
fenomeno sob estudo nao apresentava uma resposta para a qual fosse razoavel
a suposicao de normalidade, algum tipo de transformacao era sugerida a fim
de alcangar a normalidade procurada. Provavelmente a transformacao mais
conhecida foi proposta por Box e Cox (1964), a qual transforma o valor
observado y (positivo) em

A
L y)\l se A#0
logy se A =0,

sendo A uma constante desconhecida. O objetivo da transformacao de Box
e Cox, quando aplicada a um conjunto de valores observados, ¢ produzir
aproximadamente a normalidade, a constancia de variancia e também a li-
nearidade E(Z) =7, em que n = 121 + faxa + - - - + Bpx,. No entanto, isso
raramente ocorre para um unico valor de A\ (Box e Draper, 1987).

Com o desenvolvimento computacional ocorrido na década de 70, alguns
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modelos que exigiam a utilizacao de processos iterativos para a estimacgao
dos parametros comecaram a ser mais aplicados, como por exemplo o mo-
delo normal nao linear. Todavia, a proposta mais interessante e pode-se
dizer inovadora no assunto foi apresentada por Nelder e Wedderburn (1972),
que propuseram os modelos lineares generalizados (MLGs). A ideia bésica
consiste em abrir o leque de opgoes para a distribuicao da variavel resposta,
permitindo que a mesma pertenca a familia exponencial linear de distri-
buigoes, bem como dar maior flexibilidade para a relacao funcional entre a
média da variavel resposta e o preditor linear 7. Assim, por exemplo, para
dados de contagem, em vez de aplicar a transformagao ,/y no sentido de
buscar a normalidade dos dados e constancia de variancia, pode-se supor que
a distribuicao de Y é Poisson e que a relagao funcional entre a média de Y
e o preditor linear é dada por log(u) = n. Essa relagao funcional é conveni-
ente, uma vez que garante para quaisquer valores dos parametros do preditor
linear um valor positivo para y. Similarmente, para proporgoes, pode-se pen-
sar na distribuicao binomial para a resposta e numa relacao funcional do tipo
log{u/(1 —p)}, em que 0 < u < 1 denota a proporcao esperada de sucessos.

Nelder e Wedderburn propuseram também um processo iterativo para a
estimacgao dos parametros e introduziram o conceito de desvio que tem sido
largamente utilizado na avaliacao da qualidade do ajuste dos MLGs, bem
como no desenvolvimento de residuos e medidas de diagndstico. Intimeros
trabalhos relacionados com modelos lineares generalizados foram publica-
dos desde 1972 bem como a implementacao dos MLGs em alguns softwa-
res. Neste texto as saldas e graficas foram desenvolvidos no software R
(http://CRAN.R-project.org).

Os modelos de quase-verossimilhanga, que estendem a ideia dos MLGs

para situagoes mais gerais incluindo dados correlacionados, foram propos-
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tos por Wedderburn (1974). Os modelos de dispersao (Jgrgensen, 1987)
ampliam o leque de opgoes para a distribuicao da variavel resposta. Li-
ang e Zeger (1986) estendem os modelos de quase-verossimilhanga propondo
as equagoes de estimagao generalizadas (EEGs) que permitem o estudo de
variaveis aleatorias correlacionadas nao gaussianas. Os modelos nao linea-
res de familia exponencial (Cordeiro e Paula, 1989 e Wei, 1998) admitem
preditor nao linear nos parametros. Tem-se ainda os modelos aditivos gene-
ralizados (Hastie e Tibshirani, 1990; Green e Silverman, 1994; Wood, 2017)
que supoem preditor linear formado também por fungoes aditivas e parciais
aditivas e os modelos lineares generalizados mistos (Breslow e Clayton, 1993
e McCulloch e Searle, 2001) que admitem a inclusdo de efeitos aleatérios
gaussianos no preditor linear. Mais recentemente, Lee e Nelder (1996, 2001)
estenderam o trabalho de Breslow e Clayton propondo modelos lineares gene-
ralizados hierarquicos em que o preditor linear pode ser formado por efeitos
fixos e efeitos aleatdrios nao gaussianos. Muitos desses resultados sao discuti-
dos no livro de Lee et al. (2006). Extensoes de MLGs para séries temporais,
analise de dados de sobrevivéncia, modelos de espaco de estado e outros mo-
delos multivariados sao descritas, por exemplo, em Fahrmeir e Tutz (2001).
Os modelos aditivos generalizados de localizacao, escala e forma propostos
por Rigby e Stasinopoulos (2005) (vide também Stasinopoulos et al., 2017)
contemplam as diversas extensoes dos MLGs possibilitando a modelagem
conjunta de todos os parametrso das distribuicoes, inclusive os quartis. Re-
feréncias de texto no assunto sao os livros de McCullagh e Nelder (1989) e
Cordeiro et al. (2024).

Neste capitulo os modelos lineares generalizados sao introduzidos junta-
mente com varios resultados relacionados com estimacao, teste de hipoteses

e métodos de diagnéstico. Algumas aplicacoes sao apresentadas no final do
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capitulo envolvendo as principais distribuigoes da familia exponencial, como

também varios exercicios tedricos e praticos.

2.2 Definicao

Sejam Yi,...,Y, varidveis aleatérias independentes, cada uma com funcao

densidade de probabilidade ou funcao de probabilidade na forma dada abaixo

f(yi;0i, 0) = exp[p{yiti — b(0:) } + c(yi, ¢)], (2.1)

denominada familia exponencial linear. Pode-se mostrar sob condig¢oes usuais

de regularidade que

Ologf(Yi; 0:,0) |
E{ 00, } =
L [Plosf (Vb o) [ [ Ologf(YVishh9) )
] = e |

em que E(Y;) = u; = V(6;) e Var(Y;) = ¢~ 'V (;), sendo V; = V(w;) =
du;/df; ¢ denominada funcao de variancia e ¢~ > 0 (¢ > 0) é o parametro
de dispersao (precisdo), i = 1,...,n. A fungao de variancia desempenha um
papel importante na familia exponencial, uma vez que a mesma caracteriza
a distribuicao. Isto é, dada a funcao de variancia, tem-se uma classe de dis-
tribuigoes correspondentes, e vice-versa. Para ilustrar, a funcao de variancia
definida por V(u) = pu(1—p), 0 < p < 1, caracteriza a classe de distribuicoes
binomiais com probabilidades de sucesso e 1 — . Uma propriedade inte-

ressante envolvendo a distribuicao de Y e a funcao de variancia é a seguinte:

\/E(Y—u) —a4 N(0,V (1)), quando ¢ — oo.

Ou seja, para ¢ grande Y segue distribuicao aproximadamente normal de
média p e variancia ¢ 1V (u). Esse tipo de abordagem assintética, diferente

da usual em que n é grande, foi introduzida por Jgrgensen (1987).
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Os modelos lineares generalizados s@o definidos por (2.1) e pela parte

sistematica

9(p:) = ni, (2.2)
em que 7; = x; 3 é o preditor linear, 8 = (81,...,5,)", p < n, é um vetor
de parametros desconhecidos a serem estimados, x; = (x;1,...,%;,)  repre-

senta os valores de varidveis explicativas e ¢g(-) é uma fungdo monétona e
diferenciavel, denominada funcao de ligacao. Apresenta-se a seguir as distri-

buigoes mais conhecidas pertencentes a familia exponencial linear.

2.2.1 Casos particulares

Normal

Seja Y uma varidvel aleatéria com distribui¢ao normal de média p e variancia
02, Y ~ N(u,0?). A funcao densidade de probabilidade de Y é expressa na
forma

1 exp{_%g@_mz} — exp [{ 1 (uy_“_z) 1{1og(27m—2)+i—ZH ,

oV 2T o? 27 2

em que —0o < g,y < 0o e 02 > 0. Logo, para 6 = u, b(0) = 0*/2, ¢ = 02

e c(y; ¢) = 3log(e/2m) — %yQ obtém-se (2.1). Verifica-se facilmente que a

funcao de variancia é dada por V(u) = 1.

Poisson
No caso de Y ~ P(u), a funcao de probabilidade fica dada por
e " [yl = exp{ylog(n) — p — log(y!)},

em que u > 0 ey = 0,1,.... Fazendo log(p) = 6, b(f) = €, ¢ = 1 e
c(y; ¢) = —log(y!) obtém-se (2.1). Segue portanto que V(u) = p.
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Binomial

Seja Y* a proporcao de sucessos em n ensaios independentes, cada um com
probabilidade de ocorréncia p. Denota-se nY* ~ B(n,u). A funcao de

probabilidade de Y* fica entao expressa na forma

( " )u"y*(l—u)""y* = exp {log ( ! > + ny*log (L> + nlog(l — u)} :
ny* ny* 1—pu

em que 0 < p,y* < 1. Obtém-se (2.1) fazendo ¢ = n, 6 = log{u/(1 — u)},
b(0) = log(1 +¢?) e c(y*; ¢) = log (¢;’j) A fungao de variancia fica dada por
V() = p(1—p).

Gama

Seja Y uma variavel aleatoria com distribuigao gama de média u e coeficiente
de variacao d)’%, denota-se Y ~ G(u,¢). A fungao densidade de probabili-
dade de Y é dada por

¢
ﬁ(%) exp <—%> d(logy) = exp[o{(—y/n) —log(u)} —log(T'(9)) +
¢log(dy) — log(y)],

em que y >0, ¢ >0, u>0eT(¢) = [t e"dt é a fungao gama. Logo,
fazendo 0 = —1/p, b(0) = —log(—0) e c(y;¢) = (¢ — 1)log(y) + ¢log(¢) —
log(T'(¢)) obtém-se (2.1).

Para 0 < ¢ < 1 a densidade da gama tem uma pole na origem e decresce
monotonicamente quando y — co. A exponencial é um caso especial quando
¢ = 1. Para ¢ > 1 a funcao densidade assume zero na origem, tem um
maximo em y = p — p/¢ e depois decresce para y — 0o. A x% é um outro
caso especial quando ¢ = k/2 e p = k. A distribuigdo normal é obtida
fazendo ¢ — oo. Isto é, quando ¢ é grande Y ~ N(u, ¢~V (u)). Tem-se que
¢ =E*(Y)/Var(Y) é o inverso do coeficiente de variagao de Y ao quadrado,
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ou seja, ¢ = 1/(CV(Y))?, em que CV(Y) = /Var(Y)/E(Y). A funcao de

variancia da gama é dada por V(u) = p?.

Normal inversa

Seja Y uma variavel aleatéria com distribuicao normal inversa de média p e
parametro de precisao ¢, denotada por Y ~ NI(u, ¢) e cuja fungao densidade

de probabilidade ¢ dada por

e R e R |

em que y > 0, u > 0. Fazendo § = —55, b(0) = —(—20)'% e c(y; ¢) =

slog{o/(2my®)} — 2% obtém-se (2.1). A normal inversa se aproxima da normal
quando ¢ — oco. Ou seja, para ¢ grande tem-se que Y ~ N(u, ¢~V (1)), A
fun¢io de variancia fica aqui dada por V(i) = u3.

Na Tabela 2.1 é descrito um resumo dessas distribuigoes.

Tabela 2.1

Principais distribuicoes pertencentes a familia exponencial linear.
Distribuigao b(0) 6 o) V()
Normal 6%/2 u o2 1
Poisson e? log(u) 1 1
Binomial log(1 +¢?) log{u/(1—pu)} n p(l — )
Gama —log(—0) —1/n 1/(CV(Y))? 2
N.Inversa —/—20 —1/2u? o T

2.3 Ligacgoes canodnicas

Supondo ¢ conhecido, o logaritmo da func¢ao de verossimilhanca de um MLG

com respostas independentes pode ser expresso na forma
L(B) = o{wit — b(0:)} + Y c(y:, ¢).
i=1 i=1
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Um caso particular importante ocorre quando o parametro canoénico (6) co-
incide com o preditor linear, isto é, quando 6; = n; = Z?:l x;;3;. Nesse caso,
L(B3) fica dado por

L(B) = Z My Z%ﬂj - b(z ziiB5)} + Z c(Yi, ¢)-

Definindo a estatistica S; = ¢ > .| Yiz;;, L(8) fica entdo reexpresso na forma

L(B) =) 58 — ¢Z b(Z ii8;) + Z (yi, @)

j=1
Logo, pelo teorema da fatorizacdo a estatistica S = (S1,...,5,)" é suficiente
minimal para o vetor 3 = (81,...,8,)". As ligacdes que correspondem a tais

estatisticas sao chamadas de ligacoes canonicas e desempenham um papel
importante na teoria dos MLGs. As ligagbes candnicas mais comuns sao

dadas abaixo.

Distribuicao Normal Binomial Poisson Gama N. Inversa

Ligaggo ~ pu=n log {ﬁ} =n log(u)=n pt=n p?=n

Uma das vantagens de usar ligagdes canonicas é que as mesmas garantem
a concavidade de L(3) e consequentemente muitos resultados assintéticos
s@o obtidos mais facilmente. Por exemplo, a concavidade de L(3) garante
a unicidade da estimativa de maxima verossimilhanca de 3, quando essa
existe. Para ligagdes nao canonicas Wedderburn (1976) discute condigoes

para a existéncia da concavidade de L(3).
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2.3.1 Outras ligacoes
Ligacao probito

Seja p a proporgao de sucessos de uma distribuicao binomial. A ligacao

probito (Finney, 1971) é definida por

O () =,

em que ®(-) é a fungao de distribuigdo acumulada da normal padrao.

Ligacao complemento log-log

A distribuicao do valor extremo (logaritmo da exponencial) tem fungao den-
sidade de probabilidade dada por
f(y) = exp{y — exp(y) },

em que —oo < y < 0o. Logo, a funcao de distribuigao acumulada fica dada

por

F(y) =1 — exp{—exp(y)}.

O modelo binomial com ligacao complemento log-log é definido tal que

p=1—exp{—exp(n)},
ou, equivalentemente,
log{—log(1 — p)} =n.
A ligacao logito é definida de forma similar. A funcao densidade de pro-
babilidade da distribuicao logistica é dada por

_ exp(y)
= 05 ey
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Figura 2.1: Funcao de distribuicao acumulada das curvas logistica e do valor
extremo.

em que —oo < y < oco. Dai segue que a funcao de distribuigao acumulada

fica expressa na forma
eV

(T+ev)
O modelo logistico binomial é obtido substituindo F(y) por p e y por n na

Fy) =

expressao acima. Como no caso binomial o parametro de interesse sempre é
uma probabilidade, fica muito razoavel que funcoes de distribuicoes acumu-
ladas sejam utilizadas para gerarem novas ligacoes e consequentemente novos
modelos. Na Figura 2.1 tem-se a F'(y) da distribui¢ao logistica e da distri-
buigao do valor extremo para valores de y variando no intervalo [—3 , 3]. Note
que a curva logistica é simétrica em torno de F(y) = 1/2, enquanto que a
curva do valor extremo apresenta comportamentos distintos para F'(y) < 1/2

e Fy) >1/2.
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Ligacao de Box-Cox

Uma classe importante de ligacoes, pelo menos para observacoes positivas, é

a classe de ligacoes de Box-Cox definida por

n=(u* = 1)/A,
para A # 0 e n = log(u) para A — 0. A ideia agora é aplicar a transformagao
de Box-Cox, definida na Secao 2.1, na média da varidvel resposta ao invés de
transfor a prépria variavel resposta. Tem-se na Figura 2.2 o comportamento

de p para alguns valores de A e para 7 variando no intervalo [0, 10].

30
L

25
L

20
L

10
L

Figura 2.2: Ligacao de Box-Cox para alguns valores de .

Ligacao de Aranda-Ordaz

Uma outra transformagao importante foi proposta por Aranda-Ordaz (1981)

para dados binarios. A transformacao é dada por
1—p)y -1
0= log { A-p=-1 } |
o
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Figura 2.3: Ligacao de Aranda-Ordaz para alguns valores de a.

em que 0 < o < 1 e« éuma constante desconhecida. Quando a = 1 tem-se a
ligacao logito n = log{pu/(1—p)}. Quando o — 0 tem-se {(1—p) " *—1}/a —
log(1— )™t de modo que 1 = log{—log(1—p)} e obtém-se portanto a ligagao
complemento log-log. Na Figura 2.3 tem-se o comportamento de p para
alguns valores de . Em muitas situagoes praticas o interesse pode ser testar
se o modelo logistico é apropriado, Hy : @ = 1, contra a necessidade de uma
transformacao na ligacao, Hy : a # 1.

Os MLGs sao ajustados no aplicativo R através do comando glm. Para
ilustrar uma aplicagao, supor que o interesse é ajustar um modelo de Poisson
com ligacao canodnica e que a variavel resposta é denotada por resp com
variaveis explicativas covl e cov2. Pode-se mandar os resultados do ajuste
para um arquivo (objeto no R), por exemplo com nome fit.poisson, através
do comando

fit.poisson = glm( resp ~ covl + cov2, family=poisson).
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Com o comando
summary (fit.poisson)

tem-se um resumo dos resultados do ajuste.

2.4 Funcao desvio

Sem perda de generalidade, supor que o logaritmo da funcao de verossimi-
lhanca seja agora definido por

n

L(p;y) = Z L vi),

i=1
em que y; = g~ *(n;) e m; = x; B. Para o modelo saturado (p = n) a funcio
L(p;y) é estimada por

n

Liy;y) = Z L(yi; vi)-

i=1
Ou seja, a estimativa de méaxima verossimilhanca de p; fica nesse caso dada
por fi; = y;. Quando p < n, denota-se a estimativa de L(u;y) por L(f;y).

Aqui, a estimativa de méxima verossimilhanca de pu; serd dada por f; =

A

g7 (1), em que 7; = x/ 3.

A qualidade do ajuste de um MLG ¢é avaliada através da fungao desvio

D*(y; i) = ¢D(y; 1) = 2{L(y;y) — L(i;¥)},

que é uma distancia entre o logaritmo da funcao de verossimilhanga do
modelo saturado (com n parametros) e do modelo sob investigacao (com
p parametros) avaliado na estimativa de maxima verossimilhanga B Um
valor pequeno para a fungao desvio indica que, para um nimero menor de
parametros, tem-se um ajuste tao bom quanto o ajuste com o modelo sa-

turado. Denotando por 0, = 0:(f1;) e 0, = 0;(f1;) as estimativas de méxima
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verossimilhanca de @ para os modelos com p parametros (p < n) e saturado
(p = n), respectivamente, tem-se que a fungao D(y; ft) (ndo escalonada por

¢) fica, alternativamente, dada por
D(y; t) =2 {yi(0: — 6:) + (b(6;) — b(6:))}.
i=1

A seguir a fungao desvio é derivada para alguns casos particulares. O
desvio no R sai com o nome deviance apos o ajuste do modelo e o nimero
de graus de liberdade correspondente é dado por n — p. E usual denotar
D(y; fr) = Y1, d*(yi; fui), em que d*(y;; fi;) serd denominado componente do
desvio nao escalonado.

Normal

Aqui 6; = p;, logo 0; = y; e 6, = it;- O desvio fica portanto dado por

D(y; it) —22{% yi — i) + 17/2 — v} 2} = Z

que coincide com a soma de quadrados de residuos.

Poisson
Neste caso tem-se #; = log(y;), o que implica em 6; = log(y;) para y; > 0 e
0; = log(ji;). Assim,

D(y; 1) = QZ{?JilOg(yi/ﬂi) — (yi — f13) }-

Se y; = 0 0 i-ésimo termo de D(y; ft) vale 2/1;. Resumindo, tem-se o seguinte

resultado para o modelo de Poisson:

. 2{yilog(yi/ i) — (yi — 1)} se y; > 0;
Pl = { 200/ = 0=} e >0
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Binomial

No caso binomial em que Y; ~ B(n;, 1), 4 = 1, ..., k, obtém-se 0; = log{y;/(n;—
yi)} e 0, = log{/;/(1 — f1;)} para 0 < y; < n;. Logo, o desvio assume a se-

guinte forma:

D(y; ft) = QZ[yilog(yi/niﬂi) + (ni — yi)log{ (1 — yi/mi) /(1 — f1;) }].

i=1
Todavia, quando y; = 0 ou y; = n;, 0 i-ésimo termo de D(y; ft) vale —2n;log(1—
;) ou —2n;logji;, respectivamente. Portanto, os componentes do desvio no

caso binomial assumem as seguintes formas:

yilog(yi/mifis) + (ni — yi)log{(1 — vi/m:) /(1 — f1;)} se 0 <y; <ny;

d*(yi; i) = ¢ —2nilog(1 — fi;) se y; = 0;
—2n,logji; se yi = .

Gama

No caso gama, 0; = —1/y; e 6; = —1/f1;. Assim, segue que o desvio (quando

todos os valores sao positivos) pode ser expresso na forma
D(y; fr) = 22{—10g(%’/ﬂi) + (i — fui)/ 1}
i=1

Se algum componente de y; é igual a zero o desvio fica indeterminado. Mc-

Cullagh e Nelder (1989) sugerem substituir D(y; ft) nesse caso por
D*(y; 1) = 20C(y) + 26 Y log(jis) + 20 > _(yi/fu),
i=1 i=1

em que C(y) é uma fungao arbitréaria, porém limitada. Pode-se, por exemplo,
usar C'(y) = >, vi/(1 + y;). Em geral os programas nao aceitam ajustes

da distribuicao gama com y = 0.

174



Normal inversa

Para este caso 0; = —1/2y2 e 6; = —1/2i2. A funcdo desvio fica entéo dada

por
n

D(y; o) = > (yi — 1)/ (Wil

=1
2.4.1 Medida R?

Na regressao normal linear, como é bem conhecido, uma medida de qualidade
do ajuste é dada pelo coeficiente de determinagao (Sec¢ao 1.3), definido por
_ SQRes —1_ D i (Y = 0:)°

SQT > iy —9)?

em que SQRes e SQT denotam, respectivamente, a soma de quadrados de

R?2=1

residuos e a soma de quadrados total, e 0 < R? < 1. Um refinamento dessa
medida é obtido ajustando-se os graus de liberdade das formas quadraticos,
obtendo-se o coeficiente de determinagao ajustado

R_1_ SQRes/(n—p) _ 1 (n—1)> (v — Qi)Q.
SQT/(n—1) (n—p) X1 (v — 9)?

) —2 . ) —2
Mostra-se facilmente que R~ < R? e nao necessariamente R~ aumenta com o

aumento do ntimero de variaveis explicativas.

Uma extensao natural para os MLGs é dada por

RZ—1_ D(y; i)

D(y;y)’
em que D(y;y) denota o desvio do modelo apenas com o intercepto. Na
pratica o coeficiente de determinagao para os MLGs (exceto para o caso
normal) raramente é superior a 0,40, sendo portanto esse valor utilizado
como referéncia de excelente ajuste. Contudo, ha varias outras propostas de

pseudo R? em regressao. Por exemplo, a proposta de Cox e Snell em que
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R?2=1-{L(y:y)/L(j:y)}=. A ideia aqui é subtrair de 1 a n-ésima raiz de
duas vezes a razao entre o menor valor e o valor ajustado do logaritmo da
funcao de verossimilhanga. Como essa quantidade em geral nao alcanca o
valor 1, é proposta uma correcio R* = [1—{L(y;y)/L(f; y)}%]/[l—L(y; y)%]
Esss duas quantidades podem ser obtidas na biblioteca GAMLSS do R (ver,
por exemplo, Stasinopoulos et al., 2017) através dos comandos

require(gamlss)

ajuste = gamlss(resp ~ covl + cov2, family=P0)

Rsq(ajuste, type="both").

2.4.2 Resultados assintdticos

Embora seja usual comparar os valores observados da funcao desvio com os
quantis da distribuicao qui-quadrado com n — p graus de liberdade, em geral
D(y; f¢) ndo segue assintoticamente uma Xfl_p- No caso binomial quando
k ¢é fixo e n; — oo para cada i, D(y;ft) segue sob a hipdtese de que o
modelo é verdadeiro uma Xifp’ Isso nao vale quando n — oo e npu; (1 — ;)
permanece limitado. Para o modelo de Poisson, quando p; — oo para todo
i, segue que D(y; @) ~ X%_p. No caso normal, como é conhecido para o?
fixo, D(y; 1) ~ o®x5_,. Lembre que E(x7) = r, assim um valor do desvio
proéximo de n—p pode ser uma indicacao de que o modelo estd bem ajustado.
Em geral, para os casos em que D*(y; 1) depende do parametro de dispersao

¢~ 1, o seguinte resultado (Jorgensen, 1987) para a distribuigao nula da fungao

desvio pode ser utilizado:
D*(y; o) ~ X2, quando ¢ — oo,

Isto é, quando a dispersao é pequena, fica razoavel comparar os valores ob-

servados de D*(y; 1) com os quantis da X%_p- Em particular, para o caso
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normal linear, o resultado acima diz que Y 7" | (y; — i;)*/0”® ~ x5_, quando
0% — 0. No caso do modelo gama, o desvio estard bem aproximado por uma
qui-quadrado com n — p graus de liberdade a medida que o coeficiente de

variagao ficar préximo de zero.

2.4.3 Analise do desvio

Supor para o vetor de parametros 3 a particao 8 = (8, ,8, )", em que 3,
é um vetor g-dimensional, enquanto 3, tem dimensao p — q e ¢ é conhecido
(ou fixo). Portanto, pode haver interesse em testar as hipéteses Hy : B, = 0
contra Hy : B, # 0. As fungbes desvio correspondentes aos modelos sob Hy
e H serdo denotadas por D(y; 1°) e D(y; ft), respectivamente, em que f1° é
a estimativa de maxima verossimilhanca sob Hy. A estatistica do teste da

razao de verossimilhancas fica nesse caso dada por

Erv = o{D(y; &) — D(y; )}, (2.3)
isto é, a diferenca entre dois desvios. Como € conhecido, sob a hipdtese nula,
Ery ~ Xg quando n — oco. De forma similar, pode-se definir a estatistica

p_ (D) = Dly: 1)} /g

D(y;i)/(n—p)
cuja distribui¢ao nula assintética é uma Fy (,—p,) quando o denominador de

(2.4)

(2.4) é uma estimativa consistente de ¢! (ver, por exemplo, Jgrgensen,
1987). A vantagem em utilizar (2.4) em relacao a (2.3) é que a estatistica F
nao depende do parametro de dispersao. O resultado (2.4) também é verifi-
cado quando ¢ — oo e n é arbitrario. Quando ¢ é desconhecido a estatistica
do teste da razao de verossimilhancas assume uma expressao diferente de
(2.3). A estatistica F acima fica, no caso normal linear, reduzida a forma

conhecida dada abaixo

F— Do (Wi — 19)? = >0 (v — )’
qs®

Y
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em que s =Y " (y; — f1;)*/(n—p) é o erro quadratico médio do modelo com
p parametros. A forma da estatistica F dada em (2.4) pode ser obtida, em
particular, quando tem-se uma hipotese de igualdades lineares num modelo

de regressao normal linear. Como ilustracao, supor o modelo
y=XB+Wrv+e,

em que € ~ N(0,0%I,), X é uma matriz n x p, I, é a matriz identidade
de ordem n, W é aqui uma matriz n X ¢, ambas de posto completo, 3 =

(Bi,.-Bp) " ey =(7,...,7)". Considere as hipiteses
Ho: RO =0 contra H; : RO # 0,

em que @ = (B",47)"T e R é uma matriz k x (p + ¢) de posto completo.
O acréscimo na soma de quadrados de residuos devido as restrigoes em Hj

(Segao 1.4) é dado por
ASQ(RO =0) = (RO)"{R(Z"Z)'R"} (R#),

em que 8 = (ZTZ)'Z7y ¢ Z = (X, W). A estatistica F para testar Hy fica

entao dada por
ASQ(RO =0)/k

D(y;)/(n—p—4q)’
em que D(y;ft) é o desvio do modelo completo com p + ¢ parametros e
ASQ(RO = 0) = D(y; i1°) —=D(y; f1), com D(y; 1°) sendo o desvio do modelo
sob Hy. Portanto, F assume a forma
{D(y; &") — D(y; 1)} /k
D(y;p)/(n—p—4q) °

e segue, sob Hy, uma distribuicao Iy (,—,—q). No caso de testar Hy : v = 0

F =

F =

contra Hy : v # 0, a matriz R tem dimensao ¢ x (p + ¢) com a i-ésima

linha tendo o valor 1 na posicao p + ¢ e zeros nas demais posicoes. Essa

178



formulagao pode também ser aplicada quando ha interesse na inclusao de

novas covariaveis num modelo de regressao normal linear.

Tabela 2.2
Andlise do desvio (ANODEV) supondo dois fatores na parte sistemdtica.
Modelo Desvio  Diferenca G.L. Testando

Constante Dy
Dy —Da4 n(A) —1 A ignorando B
Do — Dp n(B) —1 B ignorando A

+A Dy

Da—Duaysp n(B) —1 BJ|A ignorando AB
+B Dp

Dp —Daip n(A) —1 A|B ignorando AB
+A+B Dain
DA+B_DAB {n(A)—l}X AB’A—F B
{n(B) -1}
+A+B+AB  Dyp

Para ilustrar o uso das diferencas de desvios para hipdteses em modelos
encaixados, supor um MLG com dois fatores, A e B. O fator A com n(A)
niveis e o fator B com n(B) niveis. Na Tabela 2.2 tem-se os possiveis testes
envolvendo os dois fatores. Em particular, se o interesse é testar a inclusao do
fator B dado que o fator A ja estd no modelo, deve-se comparar a diferenca
AAD(y; fr4)—D(y; 4, p)} com os niveis criticos da distribuicao qui-quadrado
com {n(B) — 1} graus de liberdade. Alternativamente, pode-se comparar o
valor observado da estatistica F correspondente com os niveis da distribuicao
F com {n(B) — 1} e {n — n(A) — n(B) + 1} graus de liberdade. No caso
normal linear pode ser construida a tabela ANOVA utilizando a estatistica F
no lugar da diferenca entre desvios. A vantagem disso é o fato do parametro
de dispersao ¢! nao precisar ser estimado. Através do comando anova() o
R fornece uma tabela ANODEV para os ajustes colocados como objetos. Por

exemplo, supor que os objetos fitl.reg, fit2.reg e fit3.reg correspon-
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dam aos ajustes de um MLG com um, dois e trés fatores, respectivamente.
Entao, o comando

anova(fitl.reg,fit2.reg,fit3.reg)
fornece uma tabela ANODEV comparando os trés fatores.

Como aplicacao do ANODEV, considere o exemplo descrito na Secao 2.10.2
em que um modelo logistico com resposta Bernoulli é ajustado para explicar a
ocorréencia de cancer de pulmao numa amostra de 175 pacientes com processo
infeccioso pulmonar, em que foram observadas as variaveis explicativas SEXO
e IDADE e a intensidade das células HF e FF. A parte sistematica do modelo

¢é representada abaixo

1 4+ SEXO + IDADE + HL + FF,

em que 1 denota a presenca de intercepto no modelo, SEXO (1:feminino,
0:masculino), IDADE (em anos) e HL e FF sao dois fatores com 4 niveis
cada um representando a intensidade de dois tipos de célula. A Tabela 2.3

resume alguns resultados.

Tabela 2.3
Andlise do desvio referente ao exemplo sobre processo
infeccioso pulmonar.
Modelo  Desvio Diferenca G.L. Testando
Constante 236,34 - - -

+SEXO 23520 1,14 1 SEXO
+ IDADE 188,22 46,98 1 IDADE | SEXO

+HL 162,55 25,67 3 HL|SEXO +
IDADE
FF | SEXO +
IDADE + HL

+ FF 157,40 2,15

w
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Para calcular os niveis descritivos das diferencas apresentadas na Tabela
2.3, pode-se aplicar o comando pchisq(dv,q) do R. Por exemplo, para cal-
cular o nivel descritivo referente ao efeito do fator SEXO, aplica-se

1 - pchisq(1.14,1)
obtendo-se P = 0, 285. Similarmente, para testar a inclusao de FF dado que
ja temos no modelo 1+SEXO+IDADE+HL, aplica-se

1 - pchisq(5.15,3)

e obtém-se P = 0, 1611, indicando que o fator FF é nao significativo a 10%.

2.5 Funcao escore e informacao de Fisher
2.5.1 Escore e Fisher para 3

Considere a particao 8 = (ﬁT, #)" e denote o logaritmo da funcao de verossi-
milhanga por L(@). Para obter a fungao escore para o parametro 3 deriva-se
inicialmente 1.(@) com relacao a cada coeficiente

B - df; du; On;  db(0;) db; dp; On;

= Zﬁb{yi%mzj—ﬂi%lﬁ}

n

= ZCb{ %(yi - Mi)ﬂfij} :

em que w; = (du;/dn;)*/V;. Logo, é possivel escrever a funciao escore na
forma matricial

Us(0) = 83—5;") = X W2V i(y — p),
em que X é uma matriz n X p de posto completo cujas linhas serao de-
notadas por x,,i = 1,...,n, W = diag{wy,...,w,} é a matriz de pesos,
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A matriz de informagcao de Fisher para o parametro 3 é obtida derivando-

se novamente L(0) com relagdo aos coeficientes

“L(0)/0B;08 = ¢ Z

" a8, d2ul

+¢ Yi % Lij s
S d; (dp\’

_(bz d,U/Z <d_77z) LijTig,

cujos valores esperados ficam dados por

E{0°L(0)/08;08:} = —¢Z

dyu;
( ﬂ) LijLip
dpi \ dn;

(dpi/dn;
= —¢Z %%’jxw
i=1

i
n
= —¢E WiLijLie-
i=1

Logo, a submatriz de informacao de Fisher para 3 fica expressa na forma

matricial

Kgs(0) = E {— SBI(;(?

Em particular, para ligagdo canonica (6; = 7;), essas quantidades tomam

} = X WX.

formas simplificadas
U =¢X"(y—pn) e Kgg=0X"VX,

respectivamente. Particionando o vetor de parametros tal que 3 = (BlT, ,BQT)T,
a funcgao escore e a matriz de informacao de Fisher ficam para o parametro
B:, respectivamente, dadas por Upg, = PXTWiV=2(y — p) e Kgp =
dX| WX;.
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2.5.2 Escore e Fisher para ¢

A funcao escore para o parametro ¢ fica dada por

OL(6)

Uy(0) = 90

_ Z{y,ﬂi — b6} + Z  (yi; 9),

em que ' (y;; ¢) = dc(y;, ¢)/d¢. Para obter a informacao de Fisher para ¢ é
preciso calcular 9°L(0)/0¢* = > | ' (yi; ¢), em que ¢’ (y;; ¢) = d*c(y;, @) /dd*.

Assim, a informacao de Fisher para ¢ fica dada por
Kys(8) = =D E{(Y;;9)}.
i=1

2.5.3 Ortogonalidade

Tem-se que 82L(0)/9B8¢ = Y7, \/wiV; L(y; — pu;)x;. Portanto, verificamos
facilmente que 3 e ¢ sao ortogonais, isto é, Kg4(0) = E[—0%L(0)/080¢] = 0.
Logo, segue que a matriz de informagao de Fisher para 6 é bloco diagonal
sendo dada por Kgy = diag{Kps, Kss}. A funcdo escore para 0 fica dada

por Uy = (Ug, U,)". A seguir sao discutidos alguns casos particulares.

2.5.4 Casos particulares

Normal

A fungao de variancia no caso normal é dada por V(u) = 1 (du/df = 1).
Logo, w = (df/dn)*. Em particular para ligagao canonica (0 = n), obtém-se

w = 1. Assim,

Us=02X"(y—p) e Kgg=0X"X,
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como é conhecido. Segue ainda o resultado

n n

2
U, = Z (yiﬂi - MQ—Z) + ch(yi§ b),
=1

i=1
em que ¢ (y;; ¢) = 1/2¢ — y?/2. Dai segue que ”’(y;; ¢) = —1/2¢* e portanto
Kos = — 2 E{"(Yi; 9)} = n/26".

Poisson

Aqui a funcao de variancia é dada por V(u) = p. Logo, w = u(df/dn)?>.
Para ligagao candnica (log(u) = 1) os pesos sdo as préprias médias, isto é
w = p. Em particular, para ligagao raiz quadrada (/¢ = 1), obtém-se w = 4.
Assim, Us = XTV=2(y — p) e Kgg = XTX.

Binomial

No caso binomial, a funcao de variancia é definida por V(u) = p(1 — p), em
que 0 < p < 1. Portanto, segue que w = p(1 — u)(df/dn)?. Por convengao é
assumido que w = nu(1 — u)(df/dn)? e $ = 1. No caso de ligacao canonica
(log{p/(1 — )} = n) os pesos sdo as variancias das binomiais, isto é w =

nu(l — p). As matrizes Ug e Kgg ficam nesse caso dadas por
Usg=X"(y—p) e Kgg=X"VX,

em que X é uma matriz k X p, y = (Y1, Un) 5 b = (apir, ..., ngg)’ e

V = diag{nip (1 — 1), .. o, mpepar (1 — pr) -

Gama

Para o caso gama V(u) = p?. Logo, w = p*(df/dn)?. Em particular, para
um modelo log-linear (log(u) = 1), obtém-se du/dn = p, o que implica em
w=1. Assim, Ug = ¢X "V 2(y — ) e Kgs = ¢XX, similarmente ao
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caso normal. Para ligacao canonica, w = p?. A funcdo escore para ¢ fica
dada por

Uy = — Zn: <z— + 1og(m-)) + gc’(yi; é),

i=1 ¢
em que ¢'(y;; ¢) = log(y;) +1og(¢) +1 =1 (¢) e ¥(¢) =T"(¢)/T'(¢) ¢ a funcao
digama. Dai segue que ¢’ (y;;¢) = 1/¢ — ' (¢) e portanto

Koo = =y B{"(Yi:9)} = n{o/(9) — 1}/0,
i=1
em que ¢'(¢) = di(¢)/d¢ é a fungao trigama.

Normal inversa

Neste caso a funcao de variancia é dada por V(u) = p3. Assim, w =

p3(df/dn)?. Pode ser muito razodvel aplicar aqui um modelo log-linear, uma
vez que as respostas sao sempre positivas. No entanto, diferente dos modelos
log-lineares com resposta de Poisson, os pesos aqui sao inversamente pro-
porcionais as médias, isto é w = p~!. Em particular para ligacao canonica,

w = 1, e portanto Uy = ¢X(y — ) e Kgg = ¢X"VX. Tem-se ainda o

U= (1o ) 4 S et

9,2
im1 \Hi 243 i=1

resultado

em que ¢ (y;; ¢) = 1/2¢—1/2y;. Dai segue que ¢’ (y;; ¢) = —1/2¢* e portanto
Kos = — 2 E{"(Yi; 9)} = n/2¢".
2.6 Estimacao dos parametros

2.6.1 Estimacgao de 3

O processo iterativo de Newton-Raphson para a obtencao da estimativa de

maxima verossimilhanca de 3 ¢ definido expandindo a funcao escore Ug em
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torno de um valor inicial ,3(0), tal que
Us 2 Uy + U7 (8 - 8Y),

em que U’ﬂ denota a primeira derivada de Ug com respeito a 8", sendo
Us'(0) e Ug)), respectivamente, essas quantidades avaliadas em B). Assim,

repetindo o procedimento acima, chega-se ao processo iterativo
m—+1 m — m m
Bl = B+ {(=Up) Uy,

m = 0,1,.... Como a matriz —U) pode nao ser positiva definida, a aplicacao
do método escore de Fisher substituindo a matriz —U}; pelo correspondente
valor esperado Kgg pode ser mais conveniente. Isso resulta no seguinte pro-
cesso iterativo:

Bm+l) — glm) {Kgé}(m)u(ﬁm)7
m = 0,.... Trabalhando um pouco o lado direito da expressao acima, chega-

se a um processo iterativo de minimos quadrados reponderados
Bt — (X TWmX)~IXTWmgm) (2.5)

m=0,1,...,emquez =n+W 2V -2(y—p). A quantidade z desempenha
o papel de uma varidavel dependente modificada, enquanto W é uma matriz
de pesos que muda a cada passo do processo iterativo. A convergéncia de
(2.5) ocorre em geral num nimero finito de passos, independente dos valores
iniciais utilizados. E usual iniciar (2.5) com 9© = (g(y1), ..., g(yn))".
Apenas como ilustracao, para o caso logistico binomial, tem-se que w =
nu(1—pu) e varidavel dependente modificada dada por z = n+(y—npu) /nu(l — w).
Lembrando, para o modelo normal linear nao é preciso recorrer ao processo
iterativo (2.5) para a obtengao da estimativa de maxima verossimilhanga.

Nesse caso, B assume a forma fechada
B=(X"X)"'XTy.
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Observa-se que o lado direito de (2.5) nao depende de ¢. Portanto, para

obter 3 nao é preciso conhecer ¢.

2.6.2 Estimacao de ¢

Igualando a funcao escore Uy a zero chega-se a seguinte solugao:

n . 1 n ~ ~
'(yi:0) = sD(y: o) — i0; — b(6;) },
;c (i3 ¢) = 5D(; f1) ;{y (6:)}
em que D(y; 1) denota o desvio do modelo sob investigagao. Verifica-se que

a estimativa de maxima verossimilhanca para ¢ nos casos normal e normal

inversa, igualando U, a zero, é dada por
n

"Dy
Para o caso gama, a estimativa de maxima verossimilhanca de ¢ sai da
equacao
2n{logd — ()} = D(y; jt).
A equacao acima pode ser resolvida diretamente pelo R através da biblioteca
MASS (Venables e Ripley, 1999). Como ilustracdo, supor que os resultados do
ajuste sejam guardados em fit.model. Entao, para encontrar a estimativa
de méaxima verossimilhanca de ¢ com o respectivo erro padrao aproximado
deve-se aplicar os comandos
require (MASS)
gamma . shape (fit.model) .
Um outro estimador consistente para ¢ (de momentos) que nao envolve
processo iterativo é baseado na estatistica de Pearson, sendo dado por
> (n{@flﬂ?}
=11 V(i)

A suposicao aqui é que 3 tem sido consistentemente estimado. O R solta a

estimativa ¢ = (n — p)/D(y; t) que nao é consistente para ¢.
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2.6.3 Distribuigao assintética

Para mostrar heuristicamente que 3 e ¢ sao assintoticamente normais e in-

dependentes, considere os resultados abaixo
E(Ug) =0 e VaI‘(Ug) = Kgg,

com as fungoes escore de B e ¢ sendo, respectivamente, expressas nas formas

Uz =" Ui, em que

Uip = o\ Jwi Vi (yi — pi)x; e Uy = ZUw,

i=1
com U,y = {y:6; — b(0;)} + /(yi;¢). Portanto, para n grande, segue pelo
Teorema Central do Limite que Uy ~ N, 41(0,Kgg). Em particular, assinto-
ticamente Ug ~ N,(0,Kpzs) e Uy ~ N(0,Ky44) e Ug e Uy, sao independentes.

Expandindo Uy em série de Taylor em torno de 6 obtém-se
U, = Uy + Ujy(6 - 0),

em que Up = 0U,/ 00" . Assim, como 0 é o estimador de méxima verossimi-

lhanca de 8 tem-se que Uy = 0 e dai segue a relacao

0= 0+ (—U,)"'U,.
Supondo que para n grande —Uj = Ky (para ligacio canonica Kgg = —Uj),
entao obtém-se

6=0+K, Uy,
ou seja, para n grande 0 ~ N, 1(0,K;;). Como Kgy = diag{Kpss, Kss}
entdo assintoticamente segue que 3 ~ N, (8, K,Egl) e ¢ ~ N(0, Kd_)(;) efBed
sao independentes. Demonstracoes mais rigorosas desses resultados podem

ser encontradas, por exemplo, em Fahrmeir e Kaufmann (1985) e Sen e Singer

(1993, Cap. 7).
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2.7 Teste de hipoteses

2.7.1 Hipdteses simples

Buse (1982) apresenta de uma forma bastante didética a interpretagao geométrica
dos testes da razao de verossimilhancas, escore e Wald para o caso de hipoteses
simples. A seguir sao apresentadas as generalizacoes para os MLGs. Supor,

inicialmente, a seguinte situagao de hipéteses simples:

Ho:B=p8" contra H,: 8 # 3°,

em que B° é um vetor p-dimensional conhecido e ¢ é também assumido

conhecido.

Teste da razao de verossimilhancas

O teste da razao de verossimilhancas, no caso de hipéteses simples, é usual-

mente definido por
Erv = 2{L(B) — L(8")}.
Essa estatistica pode também ser expressa, para os MLGs, como a diferencga

entre duas funcoes desvio

Erv = &{D(y; &°) — D(y; &)},

em que i’ = g~ 1(7°), #° = XB". Em particular, para o caso normal linear,
tem-se que {py = {D_71, (v — 19)* = 2o, (i — 1)} /o,

Teste de Wald

O teste de Wald ¢é definido, nesse caso, por
&w =186 Var ' (B)[8 - B°),
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em que Var(ﬁ) denota a matriz de varidncia-covaridncia assintética de 3
estimada em 3. Para os MLGs, Var(3) = K—1(3). Assim, a estatistica de

Wald fica reexpressa na forma
&w = 9[B — BT (X"WX)[B - 8°).

Em particular, para o caso de p = 1, o teste de Wald é equivalente ao teste
22 usual .
Ew = w.
Var(p)
Um problema com a estatistica de Wald, especialmente quando n(3) é nao
linear em 3, é a dependéncia de &y com a parametrizacao utilizada. Isto
é, duas formas diferentes e equivalentes para n(3), podem levar a diferentes

valores de &y .

Teste de escore

O teste de escore, também conhecido como teste de Rao, é definido quando

A

Uj(B) = 0 por
s = Ug(B°) T Vary(B)Us(8%),

em que Varg(3) denota que a variancia assintética de 3 estd sendo estimada

sob Hy. Para os MLGs tem-se que
Esp =0 'Us(B%) (XTWoX) 'Us(B"),

em que WO é estimado sob Hy, embora tenha a forma do modelo em H;.
A estatistica de escore pode ser muito conveniente em situacoes em que a
hipdtese alternativa é bem mais complexa do que a hipétese nula. Nesses ca-
sos, somente seria necessario estimar os parametros sob H; quando o modelo

em Hj fosse rejeitado. Novamente, ilustrando o caso normal linear, tem-se
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que a estatistica de escore fica expressa na forma
(sp=(y — XB") ' X(XTX) X (y — XB") /0>
Observe que, nesse caso, as estatisticas gy e &y coincidem com Egg.

Teste F

A estatistica F, que foi definida em (2.4), assume a seguinte forma para o

caso de hipoteses simples:

{D(y; &°) — D(y; 1)} /p
D(y; )/(n—p)

que para ¢ — oo e sob Hy segue uma F), ,_p). Esse resultado vale também

F =

para n — oo quando coloca-se no denominador da estatistica F uma esti-
mativa consistente para ¢~!. Uma propriedade interessante das estatisticas
Ery, Esr e F € o fato de serem invariantes com reparametrizagoes. Isso pode
ser muito 1util na construcao de regides de confianca para os parametros. A
estatistica F' tem a vantagem adicional de nao depender do parametro de
dispersao ¢~!. Como essa estatistica pode ser obtida diretamente de funcoes
desvio, talvez seja a mais conveniente para uso pratico. Assintoticamente e
sob a hipdtese nula, segue que gy, Ew e Esr ~ Xf,-

Uma regiao assintotica de confianca para (3 baseada no teste de Wald e

com coeficiente de confianca (1 — «), é dada por
B:(B-8)(XTWX)(B-8) < ¢~'x;(1 - a)],

em que X?)(l — «) denota o quantil (1 — «) de uma distribui¢ao qui-quadrado
com p graus de liberdade. Como essa regiao pode depender da parame-
trizacao utilizada quando 7 é nao linear (ver, por exemplo, Ratkowsky, 1983),

pode ser mais conveniente, nesses casos, construir a regiao utilizando uma
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das estatisticas invariantes. Em particular, se a estatistica da razao de ve-

rossimilhancas for escolhida, a regiao assintética fica dada por

8 2{L(B) - L(B)} < x;(1 - a)].

Se ha interesse num subconjunto 3, ¢-dimensional, a regiao assintética de
confianca utilizando as estatisticas de Wald e da razao de verossimilhangas

ficam, respectivamente, dadas por

18: (B, — B) Var  (B)(B, — B) < 621 — )]

18; 2{L(B) — (8, B:(8))} < x2(1 — )],
em que 3 é aqui g-dimensional e ,32 (B) é a estimativa de méxima verossimi-

lhanga de 3, dado B (ver, por exemplo, Seber e Wild, 1989).

2.7.2 Modelos encaixados

¢ conhecido

Supor novamente a particao 3 = (BIT,BQT)T definida na Secao 2.4.3 e as
seguintes hipéteses: Hy : B, = @Y contra Hy : B, # BY. Para esse caso
tem-se que
Erv = o{D(y; ") — D(y; 1)},

em que 1’ é a estimativa de méxima verossimilhanca do MLG com parte
sistemdtica n = 7Y + 1y, em que 7Y = Y0 ;6] e pp = Y0 @B A
quantidade 7Y desempenha o papel de um offset (parte conhecida no preditor
linear), conforme a nomenclatura de modelos lineares generalizados. Para
ilustrar a utilizacao do offset, supor um modelo de Poisson com ligagao log-

linear, resposta resp, covariaveis covl e cov2 e offset dado por logt0. Para
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ajustar o modelo e armazenar os resultados em fit1l.poisson deve-se aplicar
o comando

fitl.poisson = glm(resp ~ covl + cov2 + offset(logt0),
family= poisson).
Esse tipo de recurso é muito utilizado em estudos de seguimento em que cada
individuo é observado durante um tempo diferente. Como ilustragao, supor
um MLG com distribui¢ao normal inversa, ligacao canonica e preditor linear
dado por n = () + [acovy + [3covs e que o interesse é testar Hy : B = b,
em que b é uma constante diferente de zero, contra Hy : By # b. Os ajustes
correspondentes a Hy e Hy sao, respectivamente, dados por

fitl.ni = glm(resp ~ cov3 + offset(b*cov2),
family=inverse.gaussian)

fit2.ni = glm(resp ~ cov2+cov3, family=inverse.gaussian).

Logo, de (1.4), a estatistica F para testar Hy : B2 = b contra H; : 5y # b fica

dada por
dl = deviance(fitl.ni)
d2 = deviance(fit2.ni)

F = (dl - d2)/(d2/(n-3)).
Em particular, o offset desaparece para b = 0. O ajuste, nesse caso, fica
simplesmente dado por

fitl.ni = glm(resp ~ cov3, family=inverse.gaussian).

Teste de Wald

Para testar Hy, a estatistica de Wald fica expressa na forma

Sw = [Bl - IB(I)]T\A/a‘r_l(IBl)[Bl - :3(1)]7
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. . AT AT
em que (3; sai do vetor 3 = (B,,8,)". Usando resultados conhecidos de

algebra linear, mostra-se que a variancia assintotica de Bl ¢ dada por
Var(By) = ¢ X[ WM WX, ™,

em que X sai da partigdo X = (X1, X3), sendo portanto nxq, Xs é nx(p—q),
M, =1, — Hy ¢ Hy = W2X,(X] WX,) ' X] W2 é a matriz de projecao
ortogonal de vetores do R™ no subespago gerado pelas colunas da matriz
W:X,. Em particular, no caso normal linear, tem-se as simplificacoes Hy =

Xy (X3 X,) ' X] e Var(B,) = o2[X] (I, — Hy)Xy| ™"

Teste de escore

A fungao escore pode ser expressa na forma Uz = (b%XTW%rp, em que
rp = gb%V_%(y — ) é conhecido como residuo de Pearson. Observe que rp
tem a mesma distribui¢do de Y, no entanto, E(rp) = 0 e Var(rp) =1I,. O

teste de escore é definido por

Eon = Up, (B') Vary(8,)Us, (8"),

~0

em que Uy, (8) = OL(B)/08, = 6X] WiV (y — ), B’ = (87,8, )7 e
[33 ¢ a estimativa de maxima verossimilhanca de 3, sob o modelo com parte
sistemética 9 = 7)° 4 1y, isto &, sob Hy, em que 7} = X;8% e 0, = Xy8,.
Trabalhando um pouco mais a expressao para Var(,@l), chega-se ao seguinte

resultado:

Var(B,) = ¢~ (RTWR) ™,
em que R =X; — X,C e C = (Xg WX,) ' XJWX;. Aqui C é uma matriz
n X q cuja j-ésima coluna é o vetor de coeficientes da regressao linear (com

pesos W) da j-ésima coluna de X; sobre X,. Assim, R pode ser interpretado

como sendo uma matriz n x ¢ de residuos. A j-ésima coluna de R corresponde
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aos residuos ordindrios da regressao linear (com pesos W) da j-ésima coluna
de X; sobre X,. Assim, o teste de escore fica reexpresso na forma (vide

Cordeiro, et al., 1993)
Esr =5, WX (RgWoRo) "X, Weitn,

com as quantidades rp,, W, e Ry sendo avaliadas em BO.

Para ilustrar o calculo da estatistica de escore, supor um MLG com pre-
ditor linear dado por n = B; + [acove + [B3covs + B4covy € que o interesse
é testar Hy : B3 = [4 = 0. As matrizes X; e X5 serao entao dadas por
X1 = [covs , covy] e Xy =[1, covs]. Para um modelo de Poisson, por exem-
plo com ligagao canodnica, tem-se que w = p. Logo,VVb::(ﬁag{ﬂ?P..,ﬂg}
em que /19, ..., 0 sdo os pesos sob Hy, ou seja, os pesos do modelo ajustado
de Poisson com preditor linear n = ) + [Sacove. Portanto, é preciso apenas
fazer esse ajuste e computar WO, f{g, I'p, e finalmente {gp. Chamando no R
0S Pesos por W, W, por W, I'p, por rp e R, por R, os passos para o calculo de

&sr sao dados abaixo

X1 cbind(cov3d , cov4d)

X2 cbind(1 , cov2)

fit.poisson = glm(resp ~ cov2, family=poisson)

rp = resid(fit.poisson, type=‘‘pearson’’)

fit.poisson$weights

diag(w)

solve (t (X2) %*%W%h*%X2)
Cl = A%xt (X2) %xWh*%hcov3
C2 = AUxt (X2) %+ Wh*%hcovd
cbind(C1 , C2)

X1 - X2%x*JC

=]
I
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SR = solve(t(R)%*%W/A*%R)
SR = t(rp)%*%hsqrt (W) %*x%X1%*%SRY%* %t (X1) %xYsqrt (W) %xYrp .
Em particular, para o caso normal linear, C = (XjX3) 'XJX; e rp =

(y — p)/o. Logo, &sr = o 2(y — )T X4(RTR) !X T(y — %), em que
R = X; — X,(X] X)X, X, = (I, — Hy)X;. Aqui, também as estatisticas
da razao de verossimilhancas e de Wald coincidem com a estatistica de escore.
Isso em geral vale para o modelo normal linear.

A estatistica de Wald fica, analogamente ao caso anterior, dada por
fW = ¢[@1 - ﬁg]T[RTWﬁ] [E1 - ﬂ(l]]

O célculo de R segue 0s mesmos passos descritos para o calculo do teste de
escore, com a unica diferenca de que os pesos sairao do ajuste do modelo com
todos os parametros. As mudancas nos comandos sao as seguintes:

fitl.poissom = glm( resp ~ cov2 + cov3 + cov4,
family=poisson)

w = fitl.poisson$weights

W = diag(w) .

Sob Hy e para grandes amostras, tem-se que &gy, {w € Esr ~ Xg-

¢ desconhecido

No caso de ¢ ser desconhecido e o interesse for testar Hy : 8, = 3" contra
H, : B, # ,3(1), as estatisticas &ry, &sr e &y assumem formas diferentes
daquelas apresentadas para o caso de ¢ ser conhecido. Em particular, denote
por q50 e gzg as estimativas de méaxima verossimilhanca de ¢ sob Hy e Hy,
respectivamente. Para facilitar a notagao da estatistica gy usa-se o resultado
c(y,d) = d(¢) + da(y) + u(y) valido para algumas distribui¢oes da familia

exponencial dada em (2.1) (por exemplo normal, gama e normal inversa), em
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que a(-),d(-) e u(-) sdo fungoes diferenciaveis. Assim, a estatistica da razao

de verossimilhancas fica expressa na forma
Erv = 2{t(fr) — O"t(°)} + 2n{d(9) — d(4")},

em que t(pu) = > o {yiti — b(6;) + a(y;)} e 6; = 0(p;). Para o modelo

gama, por exemplo, tem-se que H(g) = S0 {log(y/jus) — ui/pi} e d(6) =
olog(p) —log{l'(¢)}. A estatistica de Wald fica, por sua vez, dada por

&v = (B, -8 Var (BB, — 8]

J4 a estatistica de escore assume a forma

PUORE - A0
§SR = Uﬁl(e )Tvarﬂ(ﬁl)U,Bl(e)
= 15 WeX,(RgWoRe) "X Weip,

A 0r— N ~0 ~0T , . . ..
em que tp, =1/ Vol (y —i’) e @ = (8 ,¢°)" é a estimativa de maxima
verossimilhanga de @ sob Hy. As trés estatisticas seguem assintoticamente e

sob Hg distribuicao x;.

2.7.3 Modelo de analise de variancia

Como ilustracao supor o modelo de analise de variancia balanceado com um
fator e dois grupos

9(pis) = a+ B,
emquei=1,2 7=1,....m, ;1 =0, B = B e ¢ é conhecido. Considere
as hipéteses Hy : B = 0 contra Hy : 6 # 0. Aqui X5 é um vetor 2m x 1 de
1’s enquanto X; é um vetor 2m x 1 com 0's nas m primeiras posicoes e 1’s

nas m restantes. Daf segue que XJ WXy = m(w; + wy), XqJ WX, = mws,
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C' = wy /(w1 + wy) e consequentemente

MW Wa

R"WR=——"""=_,
(w1 + wo)

em que w; e wy sao 0s pesos correspondentes aos dois grupos. A estatistica

de escore fica entao dada por

m 2
Esn = %(Z %) ,

j=1

em que f%%, 7 = 1,...,m, sao os residuos estimados de Pearson, sob Hy,
A1

20 1 -0 2

correspondentes ao segundo grupo, sendo dados por 7' = @2 (yo; — 1°)/ V.

Em particular, sob a hipétese nula, fi° = . Assim, obtém-se a simplificacao

9@; (51— ), (2.6)

Esp =

em que ¥; € ¥ sao as médias amostrais correspondentes aos dois grupos e

Vo = V() é a fungao de variancia sob a hipGtese nulal.

Tabela 2.4
Ezxpressoes para as estatisticas de escore e de Wald.
Distribuicao ésr Sw
Normal (g1 — J2)? 52
Poisson %(gl — 12)? ;nfﬁzj)ﬁQ
. . 2m . B2 _y1(m—y1)ya(m—yz)
Binomial y(2m—y) (yl y2) m y1(m—y1)+y2(m—y2)
om _ om(7152)* A
Gama 5 F (U1 — Uo)? %Jrgg %
. m / — _ m(G172)> A
Normal inversa ‘2%(3/1 — 7a)? % 52

1o caso binomial tomar 3; = y;/m e V(§) = (1 — §)
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Similarmente, pode-se mostrar que a estatistica de Wald fica dada por
¢mw1w2 )
Ew=—">=0, 2.7
(W1 + w9) (2.7)
em que B denota a estimativa de maxima verossimilhanca de 5. Na Tabela
2.4 sao apresentadas as expressoes das estatisticas Egg e &y para alguns casos

da familia exponencial.

2.7.4 Regressao linear simples

Supor agora um MLG com parte sistematica na forma linear simples
g(pi)) =a+ px;, i=1,...,n,

e as hipoteses Hy : 8 = 0 contra H; : 8 # 0 com ¢ conhecido. Nesse caso
obtém-se R; = (z; > 0w — > o wiry)/> o w; e RTWR = Y w; R?.
Consequentemente, Ry; = z; — Z ¢ R WoRg = @o Y0, (z; — )% Aqui,
também obtém-se iI° = 3.

A estatistica de escore fica, portanto, dada por

_ oSl 0y

{sr = = = (2.8)
Vo il —2)?
em que Vo = V(7).
Similarmente, obtém-se para a estatistica de Wald
§w=05"Y Wil (2.9)

i=1
em que B é a estimativa de 3 sob H;.
2.7.5 Hipodteses restritas

Pode ser de interesse, em algumas situagoes praticas, testar hipoteses na

forma de igualdades lineares, isto é, Hy : C3 = 0 contra H; : C3 # 0, em
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que C é uma matriz k X p de posto linha completo e k < p. A estimativa de
maxima verossimilhanca sob a hipdtese alternativa coincide com a estimativa
de méxima verossimilhanca irrestrita 3. No entanto, obter a estimativa de
méaxima verossimilhanca sob Hy pode ser mais complexo, requerendo o uso de
algum procedimento iterativo. Nyquist (1991) propoe um processo iterativo
para a obtencao da estimativa de maxima verossimilhanca em MLGs com
parametros restritos na forma C3 = 0. O processo iterativo é dado abaixo

~(m+1

Bl =5

m+1)

| (XTWmxX)eT{oXTWmX)teT -t ™t

5 (m+1)

m=20,1,..., em que 8 é (1.5) avaliado na estimativa restrita ﬁﬁm). A

matriz de variancia-covariancia assintotica de Bc fica dada por
Var(3,) = ¢ /(X "WX) 'L, - CT{C(X"WX)'CT} 'C(XTWX) ).

Os testes estatisticos assumem formas similares aos testes do caso irrestrito.
Em particular, quando ¢ é conhecido, o teste da razao de verossimilhancas

fica dado por
Erv = &{D(y; ﬂo) —D(y; )},
em que 1’ denota aqui a estimativa de méxima verossimilhanca de p sob

Ho : CB = 0. J4, o teste de escore, assume a forma
Esn=0""Us(B,)" (X WoX)™'Us(B,),

em que W, é aqui avaliado em ﬁc. Finalmente, o teste de Wald fica dado

por
&w = [CB—0]"[Var(CB)|'[CB - 0]
— ¢8' CTIC(XTWX)LCT]LCB.

Sob Hj e para amostras grandes, as estatisticas gy, Ew e Esr seguem uma

distribuigao xi. A distribui¢ao nula assintética dos testes acima para o caso

200



Ho : CB8 = 0 contra H; — Hy, em que H; : CB8 > 0, é uma mistura de
distribuigées do tipo qui-quadrado. Fahrmeir e Klinger (1994) discutem esse
tipo de teste em MLGs.

2.7.6 Bandas de confianca

Uma banda assintética de confianca de coeficiente 1 — o pode ser também
construida para p(z) = g~ 1(zT3),Vz € IR? (Piegorsch e Casella, 1988) gene-
ralizando os resultados da Secao 1.6. Assintoticamente tem-se que B — B~
N, (0,07 (XTWX)™!). Logo, uma banda assintdtica de confianga de coefi-

ciente 1 — o para o preditor linear z' 3,Vz € IR, fica dada por
2 B+ o e {z" (XTWX) 'z}2, Vz e IR?,

em que ¢, ¢ tal que Pr{x} < co} = 1 —a. Aplicando a transformacao g~'(-)
tem-se, equivalentemente, uma banda assintética de confianga de coeficiente

1 — a para p(z), dada por
g 2T B o ez (XTWX) 'z}2] Vz € R”.

Lembrando que z é um vetor p x 1 que varia livremente no IRP, enquanto X
¢ uma matriz fixa com os valores das varidveis explicativas. As quantidades

W e ¢ devem ser estimadas consistentemente.

2.8 Técnicas de diagnédstico

2.8.1 Pontos de alavanca

Como ja foi mencionado na Se¢ao 1.7.1 a ideia principal que esta por tras do
conceito de ponto de alavanca é de avaliar a influéncia de y; sobre o préprio

valor ajustado g;. Essa influéncia pode ser bem representada pela derivada
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07;/dy; que coincide, como foi visto na Sec¢do 1.7.1, com h;; no caso normal
linear. Wei et al.(1998) propuseram uma forma geral para a obtencao da
matrix (0y/0y " )nuxn quando a resposta é continua e que pode ser aplicada
em diversas situagoes de estimacao. No caso de MLGs, para ¢ conhecido, a

matriz 9y /0y " pode ser obtida da forma geral
9y L
GL = ByT {Ds(—Lgs) 'Ly 3,
em que Dg = 0p /083, tgﬁ = 0°L(B)/0B08" e Lﬁy = 0?L(B)/0Bdy . Tem-

se que

Dy =NX e Ly, = ¢X VN,

em que N = diag{du,/dn, ..., du,/dn,}. Substituindo —Lgs pelo seu valor

esperado ¢(XTWX), obtém-se aproximadamente
GL =~ NX(X'WX) X"V IN.
Assim, o elemento GL;; pode ser expresso na forma
(/}iii = d)ixiT(XTVAVX)_IXi,

em que w; = (du;/dn;)*/V;. Em particular, para ligagao canonica em que
—Ti55 = $(XTVX) obtém-se exatamente GL = VX(XTVX)~1XT,

Outra definicao de pontos de alavanca que tem sido utilizada na classe
dos MLGs, embora nao coincida exatamente com a expressao acima, exceto
no caso de resposta continua e ligacao canonica, é construida fazendo uma
analogia entre a solu¢ao de maxima verossimilhanca para B num MLG e a
solu¢ao de minimos quadrados de uma regressao normal linear ponderada.
Considerando a expressao para B obtida na convergéncia do processo itera-

tivo dado em (2.5), tem-se que
B=X"WX)'X "Wz,
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com z =N+ W_%v_%(y — f). Portanto, B pode ser interpretado como
sendo a solucao de minimos quadrados da regressao linear de W32 contra as
colunas de WzX. A matriz de projecao da solucao de minimos quadrados

da regressao linear de z contra X com pesos W fica dada por
H=W:X(X"WX) 'X "Wz,

que sugere a utilizacao dos elementos hi: da diagonal principal de H para
detectar a presenca de pontos de alavanca nesse modelo de regressao nor-
mal linear ponderada. Essa extensao para MLGs foi proposta por Pregibon
(1981). Pode-se verificar facilmente que fLu = éiii, ou seja, para grandes
amostras GL e H coincidem. No caso de ligacao canonica essa igualdade
vale para qualquer tamanho amostral. Como em geral h;; depende de fli; ¢
sugerido para detectar pontos de alavanca o grafico de hi; contra os valores
ajustados.

Moolgavkar et al.(1984) estendem a proposta de Pregibon para modelos
nao lineares e sugerem o uso dos elementos da diagonal principal da matriz
de projecao no plano tangente a solucao de maxima verossimilhanga u(,@)
para detectar pontos de alavanca. Hosmer et al. (2013) mostram, contudo,
que o uso da diagonal principal da matriz de projecao H deve ser feito com
algum cuidado em regressao logistica e que as interpretacoes sao diferentes

daquelas do caso normal linear (vice Secao 4.6.8).

2.8.2 Residuos

A definigdo de um residuo studentizado para os MLGs pode ser feita analo-
gamente a regressao normal. Todavia, nao necessariamente as propriedades
continuam valendo. Assim, torna-se importante a definicao de outros tipos
de residuo cujas propriedades sejam conhecidas ou pelo menos estejam mais

préximas das propriedades de ¢} definido na Segao 1.7.3.
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Uma primeira proposta seria considerar o residuo ordinario da solucao
de minimos quadrados da regressao linear ponderada de z contra X, que é
definido por

A1 A

= Wiz ) =V iy - ).
Assumindo que Var(z) W_lgb‘l, tem-se aproximadamente
Var(r*) = ¢~ 1(I, — H).

Logo, pode-se definir o residuo padronizado

" \/C_b(yz )
S; — )

Vi(1 — hy)

em que h;; € o i-ésimo elemento da diagonal principal da matriz H. Fica facil
mostrar que r* = (I, — IA{)VAV%Z, isto é, H desempenha o papel de matriz
de projecao ortogonal local, como na regressao normal linear em que W ¢
identidade.

No entanto, na pratica, m nao é fixo nem conhecido, bem como z nao
segue distribui¢ao normal. Uma implicacao disso é que as propriedades de ¢}
nao sao mais verificadas para tg,. Williams (1984) mostra através de estudos
de Monte Carlo que a distribuicao de tg, é em geral assimétrica, mesmo para
grandes amostras.

Outros residuos cujas distribuicoes poderiam estar mais préoximas da nor-
malidade tém sido sugeridos para os MLGs. Por exemplo, o residuo de Ans-
combe

_ \/5{@0(%) — ()}

1 I
A

V(i) V (ji)

em que ¥(-) é uma transformacao utilizada para normalizar a distribui¢ao de

ta
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Y. Para os MLGs essa transformacao ¢é definida por

() = / v,

Em particular, para os principais MLGs a transformacao 1(u) é descrita na

tabela dada abaixo.

Distribuicao
Normal Binomial Poisson Gama N. Inversa
Y(p) o Mts(—t)sdt 3us 3us log(p)

Contudo, um dos residuos mais utilizados MLGs ¢é definido a partir dos

componentes da fungao desvio. A versao padronizada (ver McCullagh, 1987;

Davison e Gigli, 1989) é a seguinte:
_ &y ) Ved(yi; i)

h = = 9

1 — hyi 1 — hy
em que d(y;; fu) = j:\/i{yi(éi — éz) + (b<éz) - b(éz‘))}%- O sinal de d(y;; f1;)

é 0 mesmo de y; — f1;. Williams (1984) verificou através de simulagoes que

tp

a distribuicao de tp, tende a estar mais proxima da normalidade do que as
distribui¢oes dos demais residuos. McCullagh (1987, p. 214) mostra para os
MLGs que a distribuicao de probabilidade de
d* (Yi; i) + p3i /6
V1 + (14p% — 9ps;) /36

é aproximadamente N(0,1), em que ps; e py; sdo os coeficientes de assi-

metria e curtose de OL(n;)/0n;, respectivamente, e d*(Y;; ;) é o i-ésimo
componente do desvio D*(y; ft) avaliado no parametro verdadeiro. Pode-
se mostrar usando resultados de Cox e Snell (1968) que E{d*(Y;;u;)} =0 e
Var{d*(Y;; i)} = 1 — hy, em que os termos negligenciados sao de O(n™1).
Esses resultados refor¢cam o uso da padronizacao m para d*(y;; f1;). Na

pratica deve-se substituir ¢ por uma estimativa consistente.
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Um quarto residuo foi definido por Williams (1987) e pode ser interpre-

tado como uma média ponderada entre tg, e tp,,
ta, = sinal(y; — ) {(1 — hi)t3, + hat?,} 2.

Williams (1987) verificou através de simulagoes e para alguns MLGs que
tg, tem esperanca ligeiramente diferente de zero, variancia excedendo um,
assimetria desprezivel e alguma curtose.

O R solta os residuos d; = d(y;; f1;) e 7p, sem o termo /¢. Precisa,
para padroniza-los, calcular os correspondentes ﬁ;zs bem como extrair g% nos
casos em que ¢ # 1. Inicialmente, é ilustrado como calcular hii. Supor um
modelo com duas covariaveis e dois fatores e que os resultados do ajuste sao
armazenados em fit.model. A matriz X é obtida com um dos comandos
abaixo

X = model.matrix( ~ covl + cov2 + A + B)

X = model.matrix(fit.model).

Em V pode-se armazenar a matriz V. Os elementos da diagonal principal de
V devem ser obtidos dos valores ajustados do modelo, os quais por sua vez
sao extraidos através do comando fitted(fit.model). Como exemplo, a
matriz com as funcoes de variancia estimadas seria obtida para um modelo
de Poisson da forma seguinte:

V'

\'

fitted(fit.model)
diag(V).

Em particular, a matriz W também depende dos valores ajustados, no en-
tanto, como é a matriz de pesos, pode ser obtida diretamente fazendo

w = fit.model$weights

W = diag(w).

Assim, uma vez obtida a matriz W pode-se obter os elementos h;; com

os comandos
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H = solve(t (X)%*%W)h*%X)
H = sqrt (W) %x%X%*hH7%*%t (X) %*%hsqrt (W)
h = diag(H).

Armazenando em fit a estimativa ¢ (o R solta ¢ '), os componentes do
desvio e os residuos studentizados sao obtidos da seguinte maneira:

rd

resid(fit.model, type= ‘‘deviance’’)
td = rd*sqrt(fi/(1-h))
rp = resid(fit.model, type= ‘‘pearson’’)
rp = sqrt(fi)*rp
ts = rp/sqrt(l - h).
Lembrando que para ligagoes canonicas W e V coincidem.
Por fim, tem-se o residuos quantilico (Dunn e Smyth, 1996) que é definido

para variaveis continuas por
re, = H{F(y:;0)},

em que ®(-) e F(y;; @) denotam, respectivamente, as funcoes de distribuigao
acumuladas da N(0,1) e da distribuicao postulada para a resposta, i =
1,...,n. Para n grande os residuos ry,,...,7,, sao independentes e igual-
mente distribuidos N(0,1). Assim, o grafico entre os quantis amostrais
Ty < +++ < Ty, contra os quantis tedricos da normal padrao ¢ recomen-
dado para avaliar afastamentos da distribuicao postulada para a resposta
bem como a presenca de observagoes aberrantes. Esse residuo é estendido
para o caso discreto, contudo o residuo nao é unico, e a sugestao é trabalhar
com residuos aleatorizados.

O residuo quantilico é disponibilizado na biblioteca GAMLSS do R (ver,
por exemplo, Stasinopoulos et al., 2017) através dos comandos

require(gamlss)

plot(ajuste).
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Aqui ajuste é o nome do objeto referente ao ajuste do modelo. Além desse
painel grafico, o GAMLSS também disponibiliza o worm plot que é o grafico
entre ry,, — E(Z(;)) contra E(Z(;)). Esse grafico pode ser interpretado como
um refinamento do grafico normal de probabilidades, podendo ser acionado
para variaveis continuas através do comando

wp(ajuste) .
No caso de variaveis discretas, a sugestao é gerar m graficos, que sao avaliados
conjuntamente. Por exemplo para m = 8 o grafico pode ser realizado através
do comando

rqres.plot(ajuste, howmany=8, type=‘‘wp’’),
Ou construir um tnico grafico com todos os residuos, por exemplo m = 50,
cujo comando é dado por

rqres.plot(ajuste, howmany=50, type=‘‘all’’).

A construgao de bandas empriricas de confianca para o grafico normal de
probabilidades com o residuo quantilico seria recomendada no caso de amos-
tras pequenas e moderadas, uma vez que os residuos sao correlacionados.
Embora o residuo quantilico tenha uma distribuicao assintética conhecida,
sob o modelo postulado, tendo portanto aplicagao direta em modelagem de
regressao, o residuo componente do desvio pode continuar sendo aplicado
de forma complementar por tratar-se de um residuo condicional. Ou seja,
tem-se o componente do desvio para a localizacao fixando a dispersao, e de
forma similar pode-se ter o residuo componente do desvio para a dispersao
fixando a localizacao. Na Secao 4.9.2 é derivado o residuo componente do
desvio para avaliar a qualidade do ajuste no componente de dispersao em
MLGs. Essa ideia se estende para outros modelos de regressao em que ha

mais de dois tipos de parametros para serem modelados.
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2.8.3 Influéncia

A ideia de influéncia é avaliar o impacto de perturbacoes no modelo ou da-
dos nas estimativas dos parametros, através de alguma medida de influéncia
apropriada. Supondo ¢ conhecido, a medida de influéncia mais utilizada é
denominada afastamento pela verossimilhanga (Cook, 1986), sendo definda
por

LD(8) = 2{L(6) — L(65)},

em que Os denota a estimativa de maxima verossimilhanca sob o modelo
com perturbacao 4. Contudo, o caso mais usual de perturbacao é avaliar
o impacto nas estimativas dos parametros eliminando individualmetne cada

observacao. Nesse caso, o afastamento pela verossimilhanca fica definido por

LD; = 2{L(B) - L(B,)},

em que (3;) denota a estimativa de mdxima verossimilhanga de 3 quando
a 1-ésima observagao ¢é eliminada. O caso mais geral de perturbacao sera
discutido mais a frente em influéncia local.

Nao sendo possivel obter uma forma analitica para LD;, é usual utilizar a
segunda aproximagao por série de Taylor de L(3) em torno de B, obtendo-se
L(B) & L(B) + %(5 — B)T{—iﬁﬁ(ﬁ)}(ﬁ — B) Essa expansao leva ao seguinte

resultado:
LD; = (8- B){~Lgs(B)}(8 - B).
Substituindo —L 88 (B) pelo correspondente valor esperado e 3 por B(i), obtém-

se
LD; = (8 — B;)) (XTWX)(B - B)- (2.10)
Assim, tem-se uma boa aproximagao para LD, quando L(3) for aproxima-

damente quadréatica em torno de B
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Como em geral nao é possivel obter uma forma fechada para B(i), a apro-
ximagao de um passo tem sido utilizada (ver, por exemplo, Cook e Weisberg,
1982), que consiste em tomar a primeira iteragado do processo iterativo pelo
método escore de Fisher quando o mesmo é iniciado em (3.

Essa aproximagao, introduzida por Pregibon (1981), é dada por
By =B+ (XTAWX) " XTAWIV i (y — ),

em que A = diag{d;,...,d,} com §; =0 e J; = 1 para j # i. Apds algumas

manipulacoes algébricas obtém-se

3. =03 Fr/@ig! V"DE‘JH(XTWXW& (2.11)

e, finalmente, substituindo a expressao acima em (2.17) tem-se que

A distancia de Cook aproximada fica facilmente obtida com o comando

LD = h*(ts?)/(1 - h).

A validade da aproximacao de um passo tem sido investigada por alguns
pesquisadores. A constatagao é que a mesma em geral subestima o verdadeiro
valor de LD;, no entanto é suficiente para chamar a atencao dos pontos

influentes.

2.8.4 Influéncia local

Um dos métodos mais modernos de diagnéstico foi proposto por Cook (1986).
A ideia basica consiste em estudar o comportamento de alguma medida par-
ticular de influéncia segundo pequenas perturbagbes (influéncia local)

nos dados ou no modelo. Isto é, verificar a existéncia de pontos que sob
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modificagoes modestas no modelo causam variagoes desproporcionais nos re-
sultados.

Pode-se, por exemplo, querer avaliar a influéncia que pequenas mudancas
nas variancias das observacoes causam nas estimativas dos parametros. Nesse
caso, pode-se utilizar a distancia de Cook como medida de referéncia. Por ou-
tro lado, se o interesse é estudar a influéncia local das observacoes no ajuste,
a sugestao de Cook é perturbar as covariaveis ou a variavel resposta e utili-
zar alguma medida adequada para quantificar a influéncia das observagoes.
Como ilustragao, supor que uma variavel explicativa que representa uma
distancia particular é perturbada localmente e detecta-se através de uma
medida de influéncia que pontos com distancias altas produzem variagoes
acentuadas na medida adotada. Isso sugere que a variavel explicativa sob
estudo é bastante sensivel para valores altos, podendo nao ser uma boa pre-

ditora nesses casos. A seguir é descrito o procedimento de influéncia local.

Curvatura normal

Para formalizar o método de influéncia local denote por L(8) o logaritmo da
funcao de verossimilhanca do modelo postulado e @ um vetor r-dimensional.
No caso de MLGs pode-se ter 8 = (BT, ¢)" er = p+1 ou simplesmente @ = 3
quando ¢ for conhecido. Seja § um vetor ¢ X 1 de perturbagoes, restritas a
um conjunto aberto 2 C IR?. Em geral tem-se ¢ = n. As perturbagoes
sao feitas no logaritmo da verossimilhanca de modo que o mesmo assume
a forma L(0|§). Denotando o vetor de nao perturbacao por dg, tem-se que
L(6]|6p) = L(0). A fim de verificar a influéncia das perturbagoes na estimativa

de méxima verossimilhanca 6, considere o afastamento pela verossimilhanca

LD(8) = 2{L(6) — L(65)},
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em que ;s denota a estimativa de méxima verossimilhanga sob o modelo
L(6]6). Com a defini¢do acima tem-se que LD(d) > 0.

A ideia de influéncia local consiste basicamente em estudar o comporta-
mento da fun¢ao LD(J) em torno de §y. O procedimento procura selecionar
uma dire¢do unitaria £, || £ ||= 1, e entao estudar o gréfico de LD(dy + af)
contra a, em que a € IR. Esse grafico é conhecido como linha projetada. Em
particular, tem-se que LD(d¢) = 0, assim LD(d¢ + a£) tem um minimo local
em a = 0. Cada linha projetada pode ser caracterizada por uma curvatura
normal C,;(€) em torno de a = 0. Essa curvatura é interpretada como sendo
o inverso do raio do melhor circulo ajustado em a = 0. Uma sugestao é
considerar a direcao £,,,, que corresponde a maior curvatura denotada por
Cy

revelar quais observacoes que sob pequenas perturbacoes exercem uma in-

e POr exemplo, o grafico de |[€,.¢| contra a ordem das observagoes pode
fluéncia desproporcional em LD(d). Cook(1986) usa conceitos de geometria

diferencial para mostrar que a curvatura normal na direcao £ assume a forma
ol pTATT 1
Ce(0) =2/ A Léé Al

em que —téé ¢ a matriz de informagao observada enquanto A é uma matriz
r X ¢ com elementos A;; = 9%L(0]9)/06,00;, avaliados em 6 = 6cd =24,
1=1,....,rej=1,...,q.

Tem-se que o méximo de £' B£, em que B = AT(—fJéé)*lA, corresponde

ao maior autovalor (em valor absoluto) de B. Portanto, Cy, .. corresponde

max
ao maior autovalor da matriz B e £,,,, denota o autovetor correspondente.
Assim, o grafico de [€,.x| contra a ordem das observagoes pode revelar
aqueles pontos com maijor influéncia na vizinhanca de LD(dp). Tais pon-
tos podem ser responsaveis por mudancas substanciais nas estimativas dos

parametros sob pequenas perturbacoes no modelo ou nos dados. Seria, por-

tanto, prudente olhar com mais cuidado esses pontos a fim de entender me-
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lhor a influéncia dos mesmos e consequentemente tentar propor uma forma

segura de usar o modelo ajustado. Quando C,__ nao for muito maior do que

o segundo autovalor, pode ser informativo olhar também os componentes do
segundo autovetor. E provédvel, nesse caso, que o segundo autovetor destaque
algum tipo de influéncia particular das observagoes nas estimativas. O maior
autovalor da matriz B pode ser obtido pelo comando abaixo

Cmax = eigen(B)$valll].
De forma similar, o autovetor correspondente padronizado e em valor abso-
luto é obtido com os comandos

lmax = eigen(B)$vec[,1]

lmax = abs(lmax).
Graficos alternativos, tais como de C,, contra a ordem das observacoes, em
que £; denota um vetor n X 1 de zeros com um na i-ésima posicao tém sido
sugeridos (ver, por exemplo, Lesaffre e Verbeke, 1998). Nesse caso deve-
se padronizar C; = C;/ E?Zl C;. Uma sugestao é olhar com mais atengao
aqueles pontos tais que C; > C + kDP{C;)}, para k = 1,2, 3 dependendo do
tamanho amostral, em que C = %22;1 C;.

Por outro lado, se o interesse estd num subvetor 6, de 8 = (6],6,)7,

entao a curvatura normal na direcao £ fica dada por

Co(61) =217 AT(L;) — By)AL],

B _ 0 0
L= 0L5;é2 ’

com —Lj ;5 denotando a matriz de informagao observada para 6,. O grafico

sendo

do maior autovetor de AT(fJgél —B;)A contra a ordem das observagoes pode

revelar os pontos com maior influéncia local em 6.
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Poon e Poon (1999) propoém uma variacao da medida de curvatura nor-
mal de Cook, a qual denominam curvatura normal conformal, que é invariante
com mudancas de escala e é definida no intervalo unitario. Varios graficos
novos de influéncia sao propostas, em particular uma forma de agregar as

direcoes de maior curvatura em medidas resumo de influéncia.

Ponderacao de casos

Para ilustrar uma aplicagao particular considere o modelo normal linear com

o? conhecido e esquema de perturbacao ponderacao de casos, em que
1 n
T 2\2
L(8]6) = 552 ZM% —x; B)
i=1

com 0 < ¢; < 1. A matriz A nesse caso fica dada por X' D(r)/0? em que
D(r) = diag{ry,...,7,} com r; = y;— ;. Logo, desde que Lgz = —02(XX)

a curvatura normal na direcao unitaria £ fica dada por
2
Ci(B) = 51T D(r)HD(r)e],

com H = X(X"X)"!X". Portanto, £y, é 0 autovetor correspondente ao
maior autovalor (em valor absoluto) da matriz B = D(r)HD(r). Se for
considerada a direcao £; correspondente a i-ésima observacao, a curvatura
normal assume a forma simplificada C; = %hiirf. Os graficos de indices de
L,... € C; podem revelar aquelas observagoes mais sensiveis ao esquema de
perturbacao adotado.

Célculos similares para ¢ desconhecido levam ao seguinte A = (A], A, )"

em que A; = X'D(r)/6? e Ay = r@T/26* com r@T = (v2,... 72) e

r'n

—L;; = diag{X "X /6% n/26*}. Logo, a curvatura normal na dire¢ao unitéria

£ fica dada por
2
Ce(0) = = 1€"{D(r)HD(r) + r?r®T /2n5%}£].
o
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Quando o interesse é verificar a influéncia local das observagoes na esti-

mativa de um coeficiente particular 8; deve-se considerar a curvatura normal

Cy(B1) = 2" B¥|, em que
B =D(r)X{(X"X)"" - B;}X"D(r)

sendo B; = diag{0, (X] X3)'} com X, saindo da particio X = (X, Xy).
Aqui X; é um vetor n X 1 correspondente & varidvel explicativa sob estudo e
Xy é uma matriz n X (p— 1) correspondente as demais varidveis explicativas.

Cook (1986) mostra que £,,x, nesse caso, assume a forma

ET _ U1 o UnTn
max /szax ) ’ /Cgmax ’
em que vy, ..., v, sao os residuos ordinarios da regressao linear de X sobre as
colunas de X, ou seja, o vetor v = (vy,...,v,)" é dado por v = (I, —H,)Xy,

H, = X(XyX,) 'X,. Aqui, a matriz B tem posto m = 1. Logo, hé
apenas um autovalor diferente de zero. Nesse caso, pode-se tanto utilizar
o procedimento descrito acima para calcular £,,,, como obteé-lo diretamente
sem precisar calcular a matriz Hy. Como ilustracao, supor que os resultados
do ajuste estao armazenados em fit.model. Para extrair o vetor r pode-se
aplicar o comando

r = resid(fit.model).
Se o modelo tem as covariaveis covl e cov2 além dos fatores A e B, o vetor
L. correspondente, por exemplo a covariavel covl, sai de

fit = Ilm(covl ~ A + B + cov2 - 1)

v = resid(fit)

lmax = v*r

tot = t(lmax)’%*%1lmax

lmax = lmax/sqrt(tot)
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lmax = abs(lmax).

Extensao para os MLGs

A metodologia de influéncia local pode ser facilmente estendida para a classe
de MLGs. Em particular, considerando ¢ conhecido e perturbacao de casos

em que L(B]0) = >°1, 0;L;(B) com 0 < §; <1, a matriz A assume a forma
A = /¢X W2D(ip),

em que D(ip) = diag{p,,...,7p,} € 7p = Vé(y; — i)/ V'V é 0 i-ésimo
residuo de Pearson estimado. Assim, substituindo —Lgs por ¢(XTWX)

tem-se que a curvatura normal na direcao unitaria £ assume a forma
Co(8) = 2/£"D(ip)HD(£p)e|.

Se o interesse é calcular a curvatura normal na direcao £; da i-ésima ob-
servacao, entao pode-se avaliar o grafico de indices de C; = 2%?%

Em particular, o vetor £,,,, para avaliar a influéncia local das observagoes
nas estimativas dos parametros é o autovetor correspondente ao maior auto-

valor da seguinte matriz n x n:
B = D(rp)HD(tp).

Para obter £,,,,,., a maneira mais simples é construir a matriz B e extrair o seu
autovetor correspondente ao maior autovalor. Os comandos sao os seguintes:

B = diag(rp)%*% H %*% diag(rp)

Cmax = eigen(B)$vall[1l]
lmax = eigen(B)$vec[,1]
lmax = abs(lmax).
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Por outro lado, se ha interesse em detectar observagoes influentes na estima-
tiva de um coeficiente particular, associado por exemplo a variavel explicativa

X1, o vetor £,,,, fica dado por

AN ( V17 p, . UnTp, )7
max /Cgmax /Cgmax
em que vq,...,0, sao agora obtidos da regressao linear de X; contra as
colunas de X, com matriz de pesos \7, isto é v = \A/%Xl - V%XQ(X;
VX,) ' X]VX,.
Para ligacao nao canodnica os resultados continuam valendo desde que a

matriz observada seja substituida pela matriz de informacao de Fisher.

2.8.5 Grafico da variavel adicionada

A seguir é apresentada a versao do grafico da variavel adicionada para os
MLGs. Supor um MLG com p parametros, Sy, ..., [3,, ¢ conhecido, e que
um coeficiente adicional v relacionado a uma varidavel quantitativa Z estd
sendo incluido no modelo. O interesse ¢é testar Hy : v = 0 contra Hy : v # 0.

Seja n(8,~) o preditor linear com p + 1 parametros, isto é

n(B,7) = X'B+1Z.

A fungao escore para v é dada por

oL
U, = ILBY) _ sr7 wWhrp,
dy
em que Z = (21,...,2,) . De resultados anteriores segue que

Var(4) = ¢ ' [Z"W2MW2Z]"!,

em que M = I, — H. Logo, Var(§) = ¢ '(RTWR) ! com R=27Z - XC e
C = (X"WX) X WZ.
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Portanto, a estatistica de escore para testar Hy : v = 0 contra Hy : v # 0

fica dada por

Esn = (EpW22)*/(ZTWEMW22),
em que W, ip e M sdo avaliados em 3 (sob Hy). Sob Hy, £sg ~ X% quando
n — 0o.

Wang (1985) mostra que a estatistica de escore acima coincide com a
estatistica F' de uma regressao linear ponderada para testar a inclusao da
variavel Z no modelo. Nessa regressao linear, o grafico da varidavel adicionada
¢é formado pelos residuos rp e v = gb%(In — I:I)VAV%Z. O residuo v pode ser
obtido facilmente apés a regressao linear ponderada (com pesos VV) de Z
contra X. Tem-se que 4 = (v'v) lv'r.

Logo, o gréafico de rp contra v pode revelar quais observagoes estao con-
tribuindo mais na significancia de . A principal dificuldade para construir o
grafico da variavel adicionada em MLGs é a obtencao do residuo v, uma vez
que o residuo rp € obtido facilmente como visto anteriormente. Para ilustrar
o calculo de v num modelo particular, supor duas covariaveis e dois fatores e
que o interesse é construir o grafico da varidvel adicionada correspondente a
covaﬁévelcovl.ﬁ)prajsoinkjahnenuzaﬁmtarOIHOdek)conlosdomihmmes
e a outra covaridvel e calcular a matriz W cujos valores serao armazenados
em W. Lembrando que W é a matriz estimada de pesos. Supondo, por
exemplo, que tem-se um modelo de Poisson com ligacao candnica, os passos
para construir o grafico sao os seguintes:

fit.poisson = glm( resp ~ cov2 + A + B, family=poisson)

fit.poisson$weights

diag(w)
rp = resid(fit.poisson, type =‘‘pearson’’)

X = model.matrix(fit.poisson)
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H = solve (t (X)%*%W/*%X)
H = sqrt (W) %xkX%*%Hl*%t (X) h*%hsqrt (W)
v = sqrt (W) %*%covl - HYx%sqrt (W)%x*%covl

plot(v, rp, xlab=‘‘Residuo v’’, ylab=‘‘Residuo rp’’).

2.8.6 Técnicas graficas

As técnicas gréaficas mais recomendadas para os MLGs sao as seguintes: (i)
pontos aberrantes, grafico de tp, ou r, (ou algum outro residuo) contra a
ordem das observagoes ou grafico normal de probabilidades de cada residuo
com banda de confianca; (ii) variabilidade, grafico de tp, ou r, contra o
valor ajustado fi;; (iii) correlagdo, grafico de tp, ou r, contra o tempo ou
alguma ordem em que hé suspeita de correlagao entre as observagoes; (iv)
afastamento da distribuicao postulada para a resposta, grafico normal de pro-
babilidades para tp, (com envelope) ou r,, com o worm plot; (v) adequacao
da ligagao, gréfico de Z; contra 7; (uma tendéncia linear indica adequagao
da ligagao) (exceto para o caso binomial); (vi) pontos influentes, gréficos de
LD;, C; ou |€,,4:| contra a ordem das observagoes e (vii) falta de alugm termo
extra numa variavel explicativa quantitativa, grafico da variavel adicionada.
Os envelopes, no caso de MLGs com distribuicoes diferentes da normal, sao
construidos com os residuos gerados a partir do modelo ajustado (ver, por
exemplo, Williams, 1987). No Apéndice B s@o relacionados programas para

gerar envelopes em alguns MLGs.

2.9 Selecao de modelos

Os métodos de selecao de modelos descritos na Se¢ao 1.13 podem ser es-

tendidos diretamente para os MLGs. Algumas observagoes, contudo, sao
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necessarias. Nos casos de regressao logistica e de Poisson o teste da razao
de verossimilhancas, pelo fato de ser obtido pela diferenca de duas funcoes
desvio, aparece como o mais indicado. Para os casos de regressao normal,
normal inversa e gama o teste F, por nao exigir a estimativa de maxima ve-
rossimilanca do parametro de dispersao, é o mais indicado. Isso nao impede
que outros testes sejam utilizados.

Ja o método de Akaike pode ser expresso numa forma mais simples em
funcao do desvio do modelo. Nesse caso, o critério consiste em encontrar o

modelo tal que a quantidade abaixo seja minimizada
AIC = D*(y: 1) + 2p,

em que D*(y; ft) denota o desvio do modelo e p o nimero de parametros. Os
métodos stepwise e de Akaike estao disponiveis no R. O método stepwise
estd disponivel apenas para modelos normais lineares. O comando stepwise
¢ definido por stepwise(Xvar, resposta), em que Xvar denota a matriz
com os valores das variaveis explicativas e resposta denota o vetor com as
respostas.
Para rodar o critério de Akaike é preciso usar antes o comando require (MASS).

Uma maneira de aplicar o critério de Akaike é partindo do maior modelo cu-
jos resultados sao guardados no objeto fit.model. Dai, entao, deve-se usar

o comando stepAIC(fit.model).

2.10 Aplicacoes
2.10.1 Estudo entre renda e escolaridade

O conjunto de dados descrito na Tabela 2.5, extraido do censo do IBGE de
2000, apresenta para cada unidade da federacao o niimero médio de anos de

estudo e a renda média mensal (em reais) do chefe ou chefes do domicilio.
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Esses dados estao também armazenados no arquivo censo.txt. O arquivo
pode ser lido no R através do comando

censo= read.table(‘‘censo.txt’’, header=TRUE).
Propor inicialmente um modelo normal linear simples em que Y denota a

renda e X a escolaridade. O modelo fica portanto dado por
yi = a+ PBr; + €,

em que ¢; S N(0,0%), parai =1,...,27. Supor que a amostra da Tabela 2.5
é um corte transversal, isto é, as informacoes sobre renda e escolaridade das
unidades da federacao sao referentes a um determinado instante do tempo.
Nesse caso, os erros sao devidos a variabilidade da renda (dada a escolaridade)
nos diversos instantes do tempo. Assume-se que a relagao funcional entre y;

e x; ¢ a mesma num determinado intervalo do tempo.

Tabela 2.5
FEscolaridade e renda média
domaciliar no Brasil em 2000.
RR 57 68 AP 6,0 683
AC 45 526 RO 49 662
PA 47 536 AM 55 627
TO 45 520 PB 3,9 423
MA 36 343 RN 45 513
SE 43 462 PI 3,5 383
BA 41 460 PE 46 517
AL 3,7 454 CE 4,0 448
SP 6,8 1076 RJ 7,1 970
ES 57 722 MG 54 681
SC 6,3 814 RS 64 800
PR 6,0 782 MT 54 775
GO 5,5 689 MS 57 731

DF 8,2 1499
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Figura 2.4: Reta ajustada do modelo normal linear e graficos de diagndstico
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para o exemplo sobre renda e escolaridade.

As estimativas dos parametros (erro padrao) sao dadas por & = —381, 28

mento esperado na renda média domiciliar de uma unidade da federagao se
o tempo de escolaridade médio domiciliar naquela unidade for acrescido de
um ano. A estimativa de o é dada por s = 77,22, enquanto que o coeficiente

de determinacio foi de R* = 0,904. O ajuste do modelo e a exibicao dos

N

(69,40) e B = 199,82 (13,03), indicando que o coeficiente angular da reta é

altamente significativo. Essa estimativa pode ser interpretada como o incre-

resultados podem ser obtidos com os comandos abaixo

attach(censo)

fitl.censo = lm(renda ~ escolar)
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summary (fitl.censo) .

Ou, alternativamente, transformando o arquivo censo num arquivo do tipo

data.frame, através dos comandos

censo = data.frame (censo)

fitl.censo

summary (fitl.censo) .

Renda

400 600 800

Distancia de Cook

1

1200

0.3 04 o5

0.2

Im(renda ~ escolar, data=censo)

8
(X 5 .
. DF
// 0
, N
, o
07 &
e £ 57
. o
e g
R
v ah 5¢ .
"
' !:f 0 sl '
-7 o
0'001' 0 .... o
- o4 (]
) <] .~t "'
T T T T T T T T T T T
4 5 6 7 8 400 600 800 1000 1200 1400
Escolaridade Valor Ajustado
@ )
) )
MA L R T
g '
[
................................ N g
c (]
y '
) T ]
L . 2o LR T 0!
0 [
' 0 .
0 ‘| 3 0 ' [}
7 '
i i4 0 .
'
] L
1O 0 0 00 g 0 00 e ‘ 0
T T T

0 5 10 15 20 5

Indice
o)

Indice
)

Figura 2.5: Curva ajustada do modelo gama log-linear e graficos de di-
agnostico para o exemplo sobre renda e escolaridade.

Pela Figura 2.4, onde sao apresentados alguns gréaficos de diagndstico,

além da reta ajustada aos dados, nota-se uma forte discrepancia do Distrito

Federal que aparece como ponto de alavanca, influente e aberrante. Além

disso, nota-se pela Figura 2.4d indicios de variancia nao constante, ou seja,
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um aumento da variabilidade com o aumento da escolaridade. Isso pode
também ser notado na Figura 2.4a. Assim, pode-se propor um modelo alter-

nativo, por exemplo, com efeitos multiplicativos conforme dado abaixo

_ _a+px; €
Hi =€ ‘e,

em que ¢; S G(1,¢),i=1,...,27. Pode-se ajustar esse modelo no R através
dos comandos
fit2.censo = glm(renda ~ escolar, family=Gamma(link=log))

summary (fitl.censo) .

Tabela 2.6
Estimativas de algumas quantidades com todos os pontos e quando
as observacoes mais discrepantes sao excluidas do modelo gama.

Estimativa  Com todos Excluido Excluido Excluidos
0s pontos DF MA DF e MA

Qa 4,98 (0,068) 5,00 (0,078) 5,03 (0,067) 5,06 (0,077)

B 0,28 (0,013) 0,27 (0,015) 0,27 (0,012) 0,26 (0,015)

¢ 192(52) 188(52) 223(62) 223(63)

Na Figura 2.5 tem-se o ajuste do modelo gama aos dados, bem como
alguns graficos de diagnostico que destacam DF como ponto de alavanca e
MA como ponto influente, enquanto na Tabela 2.6 tem-se uma analise confir-
matoria em que verifica-se poucas variagoes nas estimativas dos parametros
com a eliminagao dessas unidades da federacao. Finalmente, na Figura 2.6
tem-se o grafico normal de probabilidades para o modelo normal linear e
para o modelo gama log-linear. Nota-se uma melhor acomodacao e distri-
buicao dos pontos dentro do envelope gerado no segundo modelo. Pelo valor
da estimativa do parametro de dispersao conclui-se que o modelo gama log-

linear aproxima-se bem de um modelo normal de média p e variancia ¢~ u?.
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Portanto, o modelo final ajustado fica dado por

N 4,98+0,28z
y=ce .

Desse modelo pode-se extrair a seguinte intrepretacao: e’ = %28 =1, 32(32%)
é o aumento relativo esperado para a renda aumentando-se em 1 ano a esco-

laridade média.

Residuo Studentizado
Componente do Desvio

Quantil da N(0,1) Quantil da N(0,1)

Figura 2.6: Grafico normal de probabilidades para os modelos ajustados
normal linear (esquerda) e gama log-linear (direita) aos dados sobre renda e
escolaridade.

2.10.2 Processo infeccioso pulmonar

A seguir serao utilizados os dados referentes a um estudo de caso-controle rea-
lizado no Setor de Anatomia e Patologia do Hospital Heliopolis em Sao Paulo,
no periodo de 1970 a 1982 (Paula e Tuder, 1986) (ver arquivo canc3.txt).
Um total de 175 pacientes com processo infecioso pulmonar atendido no hos-

pital no periodo acima foi classificado segundo as seguintes variaveis: Y,
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tipo de tumor (1: maligno, 0: benigno); IDADE, idade em anos; SEXO (0:
masculino, 1: feminino); HL, intensidade da célula histidcitos-linfécitos (1:
ausente, 2: discreta, 3: moderada, 4: intensa) e FF, intensidade da célula
fibrose-frouxa (1: ausente, 2: discreta, 3: moderada, 4: intensa). O arquivo
pode ser lido no R através do comando
canc3 = read.table(‘‘canc3.txt’’, header=TRUE).

Deve-se informar o sistema que as variaveis SEXO, HL e FF sao qualitativas,
isto é, deve-se transforma-las em fatores. Os comandos sao os seguintes:

attach(canc3)

sexo factor(sexo)

sexo = C(sexo,treatment)

hl = factor(hl)

hl = C(hl,treatment)

ff = factor(ff)

ff = C(ff,treatment).
O comando C(sexo,treatment), que é optativo, cria uma varidvel binaria
que assume valor zero para o sexo masculino e valor um para o sexo feminino.
Analogamente, o comando C(hl,treatment) cria variaveis binarias para os
niveis discreto, moderado e intenso do fator HL. O mesmo faz o comando
C(ff,treatment) para o fator FF. Essa maneira de transformar todo fator
de k niveis em k — 1 variaveis binarias, denominado casela de referéncia, é
padrao em MLGs, porém pode nao ser a modelagem mais conveniente em
outras situacoes de interesse pratico. A casela de referéncia seria, nesses dois
casos, o nivel ausente.

Considere, como exemplo, a aplicagao do modelo logistico com resposta

Bernoulli apenas com os efeitos principais, em que
Pr{Y =1]n} = {1+ exp(-n)} ",
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com 1) = B + BIDADE 4 B;SEXO + Y07, B, HL; + 3"+, 85, FF;, SEXO, HL;
e FF; sendo variaveis binarias correspondentes aos niveis de SEXO, HL e FF,
respectivamente. Assume-se que S41 = f51 = 0. Uma observacao importante
é que devido ao fato da amostragem ter sido retrospectiva, o uso do modelo
acima para fazer previsoes somente é vélido se a estimativa do intercepto
(B1) ser corrigida (ver, por exemplo, McCullagh e Nelder, 1989, p. 113). Isso
serd discutido na Secao 4.6.6. Para ajustar o modelo acima, os passos sao
dados abaixo
fitl.canc3 = glm( tipo ~ sexo + idade + hl + ff,

family=binomial)

summary(fitl.canc3).

Tabela 2.7
Estimativas dos parametros referentes ao modelo logistico ajustado aos dados
sobre processo infeccioso pulmonar.

Efeito Estimativa Efeito  Estimativa Efeito  Estimativa

Constante -1,850(1,060) HL(2) -0,869(0,945) FF(2) -0,687(0,502)
Sexo 0,784(0,469) HL(3) -2,249(0,968) FF(3) -1,025(0,525)
Idade 0,065(0,013) HL(4) -3,295(1,466) FF(4) 0,431(1,123)

As estimativas dos parametros (erro padrao aproximado) sdo apresenta-
das na Tabela 2.7. O desvio do modelo foi de D(y; ft) = 157,40 (166 graus
de liberdade), indicando um ajuste adequado. Como pode-se observar, ha
indicios de que a chance de processso infecioso maligno seja maior para o
sexo feminino do que para o sexo masculino. Nota-se também que a chance
de processo maligno aumenta significativamente com a idade e hé indicagoes
de que tanto para a célula FF quanto para HL a chance de processo maligno
diminui a medida que aumenta a intensidade da célula. Esse exemplo sera

reanalizado no Capitulo 3.

227



2.10.3 Sobrevivéncia de bactérias

Na Tabela 2.8, extraida de Montgomery et al.(2001, pgs. 201-202), tem-se o
nimero de bactérias sobreviventes em amostras de um produto alimenticio
segundo o tempo (em minutos) de exposigdo do produto a uma temperatura
de 300°F'. Na Figura 2.7a é apresentado o grafico do nimero de bactérias so-
breviventes contra o tempo de exposicao. Nota-se uma tendéncia decrescente
e quadratica.

Supondo que as amostras do produto enlatado submetidos a temperatura
de 300°F tém o mesmo tamanho, pode-se pensar, em principio, que Y; d
P(u;), com Y; denotando o nidmero de bactérias sobreviventes na i-ésima
amostra ¢ = 1,...,12. Para u; grande ¢ razoavel supor que Y; se aproxima
de uma distribui¢ao normal (ver Se¢ao 5.3.1). Assim, tem-se como proposta

inicial, os seguintes modelos:
y; = o+ Stempo; +¢; e

Yy; = a + ftempo; + ytempo? + €,

em que €; iiNdN(O,aQ), i=1,...,12.

Tabela 2.8
Numero de bactérias sobreviventes e tempo de exposicao.
Numero 175 108 95 82 71 50 49 31 28 17 16 11
Tempo 1 2 3 4 5 6 7 8 9 10 11 12

As estimativas dos parametros sao apresentadas na Tabela 2.9. Pelos
graficos de envelope (Figuras 2.7b e 2.7¢) nota-se indicios de que a distri-
buicao dos erros pode estar incorrretamente especificada. A maioria dos
residuos assume valor negativo. Nota-se a presenca de um ponto aberrante,

observagao #1.
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Figura 2.7: Diagrama de dispersao e graficos normais de probabilidade refe-
rentes aos modelos ajustados aos dados sobre sobrevivéncia de bactérias.

Uma outra tentativa seria aplicar a resposta a transformacao raiz qua-
drada que é conhecida no caso da Poisson como estabilizadora da variancia,
além de manter a aproximagao normal (ver Segao 5.3.1). Logo, pode-se pen-

sar em adotar os seguintes modelos alternativos:
VUi = a+ Stempo; +¢€; e

VUi = a + Stempo; + ytempo? + €,

em que € S N(0,0?), i = 1,...,12. As estimativas dos parametros sao

apresentadas na Tabela 2.9.
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Tabela 2.9
Estimativas de algumas quantidades para os modelos com resposta
transformada ajustados aos dados sobre sobrevivéencia de bactérias.

Parametro Linear-Y Quadrético-Y Linear-vY Quadrético-vY
Q@ 142,20(11,26)  181,20(11,64) 12,57(0,38) 13,64(0,51)
153 -12,48(1,53) -29,20(4,11)  -0,82(0,05) -1,27(0,18)
vy 1,29(0,31) 0,04(0,01)
R? 86,9% 95,5% 96,1% 97,8%

Nota-se uma melhora na qualidade do ajuste, particularmente no segundo
caso. Porém, ainda hé indicios pelos graficos de envelope (Figuras 2.7d e 2.7e)
de violagao nas suposicoes para os modelos, além da presenca da observacao
#1 como ponto aberrante. Finalmente, propoem-se um modelo log-linear de

Poisson, em que
o Yiltempo; ~ P(y;)
o log(u;) = o+ Btempo;,

1 =1,...,12. As estimativas dos parametros sao apresentadas na Tabela
2.10. Pelo grafico de envelope (Figura 2.7f) nao hé evidéncias de que o modelo
esteja mal ajustado. Nota-se também que a observagao #1 foi acomodada
dentro do envelope gerado. Parece, portanto, que esse ultimo modelo é o que

melhor se ajusta aos dados dentre os modelos propostos.

Tabela 2.10
Estimativas dos parametros do modelo
de Poisson ajustado aos dados sobre
sobrevivéencia de bactérias.
Parametro Estimativa E/E.Padrao

@ 5,30 88,34
3 0,23 -93.00
Desvio 8,42 (10 g.l.)
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O modelo Poisson log-linear ajustado aos dados fica entao dado por

S0\ . 5,30—0,23z
N(x) =e€ )
em que x denota o tempo de exposi¢ao. Logo, diminuindo de uma unidade

o tempo de exposi¢ao a variacao no valor esperado fica dada por

iz — 1)

~

= %23 = 1,259.
fi(x)

Ou seja, o nimero esperado de sobreviventes aumenta 25,9%.

2.10.4 Consumo de combustivel

No arquivo reg2.txt (Gray, 1989) sao apresentadas as siglas dos 48 estados
norte-americanos contiguos juntamente com as seguintes variaveis: (i) taxa
(taxa do combustivel no estado em USD), (ii) licenga (proporgao de motoris-
tas licenciados), (iii) renda (renda per capita em USD), (iv) estradas (ajuda
federal para as estradas em mil USD) e (v) consumo (consumo de combustivel
por habitante). O interesse nesse estudo ¢ tentar explicar o consumo médio
de combustivel pelas varidaveis taxa, licenca, renda e estradas. O arquivo
pode ser lido no R através do comando
reg2 = read.table(‘‘reg2.txt’’, header=TRUE).

O modelo proposto é o seguinte:
y; = a + [rtaxa; + Bolicenca; + fBarenda; + Saestradas; + €,

em que ¥; denota o consumo anual de combustivel (por habitante) no i-ésimo
estado, enquanto ¢; ~ N(0,0%),i=1,...,48.

O modelo acima ¢é ajustado no R com os resultados sendo colocados no
objeto fitl.reg2. Dai entao é aplicado o método de Akaike para selecionar

o submodelo com menor AIC. Para tal, aplica-se os comandos
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require (MASS)

stepAIC(fitl.reg2).
A variavel estradas foi eliminada. Os resultados do modelo selecionado sao
apresentados na Tabela 2.11. Portanto, pode-se dizer que para cada aumento
de uma unidade na renda, o consumo médio de combustivel diminui 0,07 uni-
dades. Para cada aumento de 1% na porcentagem de motoristas licenciados
o consumo médio de combustivel aumenta 13,75 unidades, e para cada au-
mento de 1% no imposto do combustivel o consumo médio diminui 29,48

unidades.

Tabela 2.11
Estimativas dos parametros referentes
ao modelo normal linear ajustado aos
dados sobre consumo de combustivel.

Efeito Estimativa E/E.Padrao
Constante 307,33 1,96
Taxa -29,48 -2,78
Licenga 1374,77 7,48
Renda -0,07 -4,00
R? 0,675

s 8,12

Na Figura 2.8 tem-se alguns graficos de diagndstico e como pode-se notar
h4 um forte destaque para o estado de WY, que aparece como influente (Figura
2.8b) e aberrante (Figura 2.8c). Outros estados, tais como CT, NY, SD, TX
e NV (Figura 2.8a) aparecem como remotos no subespago gerado pelas colunas
da matrix X, embora nao sejam confirmados como influentes. Nao ha indicios
pela Figura 2.8d de variancia nao constante.

Pelo grafico normal de probabilidades descrito na Figura 2.9 (esquerda)
nao ha indicios fortes de afastamentos da suposicao de normalidade para os
erros, apesar da influéncia no grafico do estado de WY. O grafico sem esse

estado apresentado na Figura 2.9 (direita) confirma esse suposicao.
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Figura 2.8: Graficos de diagndstico referentes ao modelo normal linear ajus-
tado aos dados sobre consumo de combustivel.

Analisando os dados referentes ao estado de WY nota-se que o mesmo tem
uma taxa de 7% (abaixo da média de 7,67%), uma renda per capita anual de
USD 4345 (ligeiramente acima da média de USD 4241,83), uma proporcao
de motoristas licenciados de 0,672 (acima da média de 0,570), porém um
consumo médio de combustivel muito alto 968 (média nacional de 576,77).
Talvez as longas distancias do estado tenham obrigado os motoristas a um
consumo alto de combustivel. A eliminacao desse estado muda substacial-

mente algumas estimativas, embora nao mude a inferéncia. A estimativa da

233



Residuo Studentizado
Residuo Studentizado

-2

-3

-4

T T T T T T T T T T
-2 -1 0] 1 2 -2 -1 0] 1 2
Quantil da N(0,1) Quantil da N(0,1)

Figura 2.9: Grafico normal de probabilidades com todos os pontos (esquerda)
e sem o estado de WY (direita), referentes ao modelo normal linear ajustado
aos dados sobre consumo de combustivel.

varidvel licenca cai 13,2%, a estimativa do intercepto aumenta 27,8%, o s>
cai 17,1% e o R? aumenta 4,1%. As demais estimativas nao sofrem grandes
variacoes.

Assim, a inclusao de alguma variavel que leve em conta a densidade de-
mogréfica de cada estado, conforme sugerido por Gray (1989), poderia expli-
car melhor o estado de WY pelo modelo proposto. Uma outra possibilidade

seria a inclusao no modelo de uma varidvel bindria referente a esse estado.

2.10.5 Crédito bancario

Considere o arquivo credit da biblioteca Fahrmeir do R, em que sao descritas
as seguintes variaveis referentes a empréstimos concedidos a n = 1000 clientes
de um banco alemao: (i) Y: classificagao do cliente com rela¢ao ao empréstimo
(bom pagador, mal pagador), (ii) Cuenta: qualidade da conta do cliente (sem
classificacdo, boa, ruim), (iii) Mes: duracdo do empréstimo em meses, (iv)

Ppag: informagao prévia do cliente (bom pagador, mal pagador), (v) Uso:
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finalidade do empréstimo (privado, profissional), (vi) DM: valor do empréstimo
em DM, (vii) Sexo: género do cliente (masculino, feminino) e (viii) Estc:
estado civil do cliente (vive sozinho, ndo vive sozinho). O objetivo do estudo é
ajustar a probabilidade de um cliente ser bom pagar dadas as demais variaveis
explicativas.

A seguir é apresentada uma andlise descritiva dos dados com tabelas de
contingéncia entre a resposta e as variaveis explicativas categdricas e boxplots

para as variaveis explicativas continuas.

Tabela 2.12
Classificacao do cliente sequndo qualidade da conta.
Sem Info Boa Ruim

Bom Pagador 139 (50,7%) 348 (88,3%) 213 (64,2%)
Mal Pagador 135 (49,3%) 46 (11,7%) 119 (35,8%)
Total 274 (100%) 394 (100%) 332 (100%)

A porcentagem de clientes classificados como bom pagador é bastante alta

entre clientes com qualidade boa da conta, sendo menor para as demais

categorias.
Tabela 2.13
Classificacao do cliente sequndo informacdo prévia.
do cliente.
Pré Bom Pagador Pré Mal Pagador
Bom Pagador 664 (72,9%) 36 (44,4%)
Mal Pagador 247 (27,1%) 53 (55,6%)
Total 911 (100%) 89 (100%)

Clientes com informacao prévia de bom pagador sao classificados com por-
centagem maior como bom pagador em relagao a clientes com informacao

prévia de mal pagador.
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Tabela 2.14

Classificacao do cliente sequndo finalidade.
do empréstimo.
Uso Privado Uso Profissional

Bom Pagador 485 (73,8%) 215 (62,7%)
Mal Pagador 172 (26,2%) 198 (37,3%)
Total 657 (100%) 343 (100%)

A porcentagem de clientes classificados como bom pagador no grupo que pe-
diu empréstimo para uso privado é maior em relagao ao grupo cujo empréstimo

foi para uso profissional.

Tabela 2.15
Classificacdo do cliente sequndo sexo.
Feminino Masculino
Bom Pagador 268 (66,7%) 432 (72,2%)
Mal Pagador 134 (33,3%) 166 (27,8%)
Total 402 (100%) 598 (100%)

A porcentagem de homens classificados como bom pagador é ligeiramnte
superior ao grupo feminino.
Tabela 2.16

Classificacao do cliente sequndo estado civil.
Nao Vive Sozinho Vive Sozinho

Bom Pagador 469 (73,3%) 231 (64,2%)
Mal Pagador 171 (26,7%) 129 (35,8%)
Total 640 (100%) 360 (100%)

No grupo de clientes que nao vivem sozinhos a porcentagem de bom pagador
¢ maior com relagao ao grupo de clientes que vivem sozinhos.

Clientes classificados como bom pagar em geral tém empréstimos em
periodos mais curtos e com valores menores.

Denote por Y a classificagao do cliente (=1:bom pagador,=0:mal paga-

dor). Supor o modelo logistico binomial para explicar a probabilidade de ser
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Figura 2.10: Boxplots da duragdo do empréstimo (em meses) segundo a
classificacao do cliente.

ind . o
bom pagador Y;|x; ~ Be(m;) com componente sitematico

log (1 i ) = (1 + BCuentaB; 4+ B3CuentaR; + B4Mes; +
65Ppagi + ﬁGUSOi + 57DM2 + 68865(02- + BgEStCi,

em que 7; denota a probabilidade do i-ésimo cliente ser bom pagador, para
1=1,...,1000.

Para ajustar o modelo no GAMLSS aplicar os comandos

resp = as.numeric(Y)

resp = abs(resp-2)

require(gamlss)

fitl.credito = gamlss(resp ~ Cuenta + Mes + Ppag + Uso + DM +
Sexo + Estc, family=BI)

summary (fitl.credito)

fit2.credito = stepGAIC(fitl.credito, direction=‘‘both’’)

summary (fit2.credito).
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Figura 2.11: Boxplots do valor do empréstimo (em DM) segundo a classi-
ficacao do cliente.

Apoés aplicagao do comando StepGAIC do GAMLSS foram excluidas as
variaveis explicativas Sexo e Valor do Empréstimo. As estimativas dos parametros
do modelo final ajustado estao descritas na Tabela 2.17. Todos os efeitos al-
tamente significativos. O desvio do modelo foi de D(y; 1) = 1019.1 com 993
graus de liberdade. Nota-se que a probabilidade da ser bom pagador ¢ maior
para clientes com conta classificada como boa, diminui com a qunatidade de
meses do empréstimo, é menor para clientes classificados previamente como
mal pagador, é menor para clientes cujo empréstimo é para uso profissional
e para clientes que moram sozinho. Estimativas de razoes de chances sap
apresentdas na Tabela 2.17, em geral de acordo com as tabelas da andlise
descritiva.

Nota-se pelas estimativas bootstrap BC, (Figura 2.12) concordancia com a
selecao pelo método de Akaike. As tinicas estimativas intervalares de 95% que
cobrem o valor zero sao justamente dos coeficientes das variaveis explicativas

Sexo e Valor do Empréstimo. Nota-se também excelente aproximacao para
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a distribuicao normal de todas as estimativas dos parametros.

000000

Seurantre

Figura 2.12: Distribuicao amostral através de boostrap das estimativas dos
parametros do modelo logistico binomial ajustado aos dados de crédito
bancério.

Tabela 2.17
Estimativas dos parametros referentes ao
modelo logistico binomial ajustado aos
dados sobre crédito bancdrio.

Efeito Estimativa E/E.Padrao
Constante 1,346 6,40
CuentaB 1,938 9,43
CuentaR 0,617 3,51
Mes -0,039 -6,17
PpagMalPag -0,988 -3,91
UsoProfiss -0,469 -2,94
EstcViveSo -0,533 -3,35
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Figura 2.13: Residuo quantilico contra o valor ajustado (esquerda) e grafico
normal de probabilidades com o residuo quantilico (direita) do ajuste do
modelo logistico binomial aos dados de crédito bancario.

Tabela 2.17
Estimativas pontual e intervalar de 95% para razoes
de chances referente ao ajuste do modelo logistico
binomial aos dados de crédtio bancdrio.

Efeitos E. Pontual E. Intervalar 95%
CuentaB/CuentaR 3,75 2,52;5,57]
Mes/(Mes + 1) 1,04 [1,03;1,05]
PreBomP /PreMalP 2,69 [1,64;4,41]
UsoPriv/UsoProf 1,60 [1,17;2,19]
NViveSo/ViveSo 1,70 [1,25;2,33]

Por exemplo, a razao de chances (de ser bom pagador) entre cliente de qua-
lidade da conta boa e cliente de qualidade da conta ruim é estimada por
zZ = exp(1,938 — 0,617) = 3,75 com estimativa intervalar [2,52;5,57] de
95%. Os graficos com o residuo quantilico aleatoriazado pelo GAMLSS (Fi-
guras 2.13 e 2.14) confimam a adequagao do modelo ajustado. Para gerar
esses graficos usar os comandos

plot(fitted(fit2.credito), resid(fit2.credito) ,main=°‘’",
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Figura 2.14: Worm plot do ajuste do modelo logistico binomial aos dados de

crédito bancério.

xlab=‘‘Valor Ajustado’’, ylab=‘‘Residuo Quantiliuco’’,
cex=2, cex.axis=1.5, cex.axis=1.5, pch=16)
qqnorm(resid(fit2.credito), cex=2, cex.lab=1.5, cex.axis=1.5,

main=‘’’, xlab=‘‘Quantil da N(0,1)’’, ylab=‘‘Residuo Quantilico’’)

rqres.plot(fit2.credito, howmany=50, plot=‘‘all’’).

2.11 Exercicios

1. Se Y pertence a familia exponencial de distribui¢oes, entao a funcao

densidade ou fungao de probabilidades de Y pode ser expressa na forma

f(y;0,9) = explo{yd — b(0)} + c(y; 9)],

em que b(-) e ¢(+;-) sdo fungoes diferencidveis. Supondo ¢ conhecido

seja L(0) = log{f(y;0,$)} o logaritmo da fungao de verossimilhanga.
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Se L(#) é pelo menos duas vezes diferenciavel em 6 mostre que

L)\ OPL(0)\ aL(0)\”
E(W) =0 E(aT =\ ) [
. Seja Y ~ ES(u, ¢) (distribuicao estével) cuja funcao densidade de pro-
babilidade é dada por

f(y;0,0) = aly, d)explp{f(y + 1) — 0log(0)}],

em que > 0, —co < y < 00, ¢+ > 0 é o parametro de dispersao
e a(+,) é uma fungdo normalizadora. Mostre que essa distribuicao
pertence a familia exponencial de distribui¢oes. Encontre a fungao de

variancia e os componentes da fungao desvio d*2(y;; fi;).

. Supor agora que Y;; d ES(ui, ¢), parai=1,2e j=1,...,m, em que
pr=1m =a—Ae uy; =mn = o+ A Mostre que ji; = ¥ e fio = ¥a.
Como ficam as matrizes X e W7 Obter as variancias e covariancia
assintoticas Var(a), Var(A) e Cov(@, A). Mostre que a estatistica do
teste de Wald para testar Hy : « — A = 0 contra Hy : @« — A # 0 pode
ser expressa na forma

Ew = moyie’.

Qual a distribuicao nula assintética da estatistica do teste?

. Seja Y o numero de ensaios independentes até a ocorréncia do r-ésimo
sucesso, em que 7 é a probabilidade de sucesso em cada ensaio. Denote
Y ~ Pascal(r, 7) (distribuicao de Pascal) cuja func¢ao de probabilidade

¢é dada por

frm = (V) )ra-m,

7"‘ —
paray =7,7+1,...e0 <7 < 1. Mostre que Y* = £ pertence a familia

exponencial de distribui¢oes. Encontre a func¢ao de variancia V' (i), em
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que = E(Y™*). Supor agora que Y; £ Pascal(r, m;) parai = 1,...,n.

Obtenha os componentes d*?(y;; ;) da funcao desvio.

. Considere a fun¢ao densidade de probabilidade da distribuicao hiperbdlica:

F(y:0,0) = aly; d)explo{yd + (1 — 6°)7}),

emque 0 <0 <1, —oo <y <oo,d ! >046o0 parametro de dispersao,

_ 0K (01 +9?)
T/ 1+ y?

¢ uma func¢do normalizadora e K(-) é a fungao de Bessel de ordem 1.

a(y; ¢)

Mostre que essa distribuicao pertence a familia exponencial. Encon-
tre a funcao de variancia V(u). Obtenha os componentes do desvio
d*?(y;; fi;) supondo uma amostra de n varidveis aleatérias independen-
tes de médias p; e parametro de dispersiao ¢!, para i = 1,...,n.

Expresse também a medida R2.

. Mostre que a distribuicao logaritmica, com funcao de probabilidade

f(y;p) = p?/{—ylog(1 - p)},

em que y = 1,2,... e 0 < p < 1, pertence a familia exponencial.
Calcule p e V(u). Obtenha a fungao desvio supondo uma amostra de
n variaveis aleatorias independentes de parametros p;, ¢ = 1,...,n.
Obter R%

. Supor que Y; LG(p;), parai=1,...,n, em que p; = e*/(1 +€%) e
LG denota distribuicao logaritmica. Mostre que a variancia assintética
de & pode ser expressa na forma Var(a) = 72(a)/ne*{r(a) — e“}, em
que 7(a) = (1 4 e%)log(1l + e*). Como fica a estatistica do teste de
escore para testar Hy : @ = 0 contra H; : a # 07 Qual a distribuigao

nula assintdtica da estatistica do teste?
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8.

10.

11.

Supor V; < Ge(m) em que m = exp(«) /{1 +exp(a)}, parai=1,..., k.
Obter a estimativa de maxima verossimilhanca & e a respectiva variancia
assintética Var(a). Mostre que a estatistica do teste da razao de veros-

similhancas para testar Hqg : a = 0 contra H; : o # 0 pode ser expressa

2
=2n<a+yl — .
Erv n{a+y0g(1+ea)}

Qual a distribuicao nula assintética da estatistca do teste? A fungao

na forma

de probabilidade de Y; é dada por f(y;;7) = n(1 — 7)Y, para y; =
1,2,..,0<m<1etem-se que E(Y;) = 1/7 = {1 + exp(«a)}/exp(a).
Sugestao: expressar inicialmente o logaritmo da funcao de verossimi-

lhanga em funcao de «, denote por L(«). Obter U, e K,q.

Suponha o MLG em que Y;|x; x FE(u;, ) e parte sistemética dada por
g(us; \) = n; = x; B, com ) escalar desconhecido. Encontre as funcoes
escore Ug e Uy, as funcoes de informacao de Fisher Kgg, Kgy e Ky e
descreva o processo iterativo escore de Fisher para obter a estimativa
de maxima verossimilhanca de 8 = (ﬁT, A)T. Como iniciar o processo

iterativo? Sugestao de notacio: A = On/OX, em quen = (N1,..., 7).
Suponha agora o modelo de regressao normal linear simples
Yi = a+ P + €,

em que ¢; S N(0,02), i = 1,...,n. Mostre a equivaléncia entre as
estatisticas gy, &w e Esr para testar Hy : = 0 contra Hy : 8 # 0.

Supor o2 conhecido.

Suponha um MLG com ligacao canonica e parte sistematica dada por

g(p1;) = an+Bz; e g(pa;) = ao+Pxj, j =1,...,r. Interprete esse tipo
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12.

13.

de modelo. Obtenha a matriz X correspondente. Como fica o teste de

escore para testar Hy : § = 07 O que significa testar Hy?

Sejam Yj;, ¢ = 1,2,3 e j = 1,...,m, varidveis aleatérias mutuamente
independentes pertencentes a familia exponencial tais que E(Y;;) = p;,
Var(Y;;) = Vij¢~! e parte sistemética dada por g(u1;) = a, g(us;) =
a+ A e g(ps;) = a— A. Responda as seguintes questoes:

(i) como fica a matriz modelo X?

(ii) O que significa testar Hy : A = 0?7 Qual a distribuigao nula

assintotica das estatisticas &gy, Ew € Esr?
(iii) Calcular a variancia assintética de A, Var(A).

(iv) Mostre que a estatistica do teste de escore para testar Hy : A = 0
contra Hy : A # 0 fica dada por
fon = (2 — ¥s)*
2Vo
Mostre que a estatistica de escore para testar que o i-ésimo ponto é

aberrante num MLG com ¢ conhecido e parte sistemdtica g(u;) = x; 3

é dada por t3 , em que

sendo fi;, Vie hy = LDiXZT(XTWX)_IXi avaliados em B (Pregibon,
1982). Qual a distribui¢do nula assintética de t%i? Como seria inter-
pretado o gréfico de t2si contra a ordem das observacoes? Sugestao :
chame n = X347z, em que z é um vetor nx 1 de zeros com 1 na i-ésima

posicao, calcule Var(§) e U, e teste Hy : v = 0 contra H; : v # 0.
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14.

15.

No arquivo trees.txt (Ryan e Joiner, 1994) é apresentado um conjunto
de dados que tem sido analisado sob diversos pontos de vista por vérios
pesquisadores (ver, por exemplo, Jgrgensen, 1989). As varidveis obser-
vadas sao o diametro (d), a altura (h) e o volume (v) de uma amostra
de 31 cerejeiras numa floresta do estado da Pensilvania, EUA. Para ler

o arquivo no R use o comando
trees = read.table(‘‘trees.txt’’, header=TRUE).

A relacao entre diametro, altura e volume de uma arvore depende da

forma da mesma e pode-se considerar duas possibilidades

1

v = Zﬂ'th
para forma cilindrica e
1
= —7xd’h
v 3"

para forma conica. Em ambos os casos a relagao entre log(v), log(d) e
log(h) é dada por log(v) = a+blog(d)+clog(h). Supor inicialmente um
modelo linear em que ¢ ~ N(0,0?). Faca uma anélise de diagndstico e
verifique se é possivel melhorar o modelo, por exemplo incluindo algum

termo quadratico.

No arquivo perch.txt (Keen, 2010, Cap.12) sao apresentadas 6 medi-
das realizadas em um amostra de n = 56 peixes da espécie Perch, pesca-
dos no lago Laengelmavesi proximo a cidade de Tampere na Finlandia.
Essas medidas sao descritas a seguir: (i) Weight (peso do peixe, em
gramas), (ii) Lengthl (comprimento do peixe do nariz até o inicio da
cauda, em cm), (iii) Length2 (comprimento do peixe do nariz até o
entalhe da cauda, em cm), (iv) Length3 (comprimento do peixe do na-

riz até o final da cauda, em cm), (v) Heightpc (altura maxima, como
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porcentagem de Length3) e (vi) Widthpc (largura méxima, como por-

centagem de Length3). Para ler o arquivo no R use os comandos
perch = read.table("perch.txt", herder=TRUE)

summary (perch)

attach(perch) .

Fazer inicialmente uma analise descritiva dos dados, tais como boxplots
e densidade da varidvel resposta Weight e diagramas de dispersao (com

tendéncia) entre a variavel resposta e as demais varidveis explicativas.

Tentar ajustar um modelo com resposta gama no gamlss

fitl.perch = gamlss(Weight ~ -, data=perch, family=GA)

fit2.perch = stepGAIC(fitl.perch, direction="both")
summary (fit2.perch) .

Quais variaveis explicativas ficaram no modelo? Verifique se é possivel
incluir termo quadratcio para as variaveis explicativas selecionadas.
Por exemplo, se foram selecionadas Lenght2 e Heightpc, tente incluir

termo quadratico em Lenght2 e fazer andlise de residuos

fit3.perch = gamlss(Weight ~ Lenght2 + I(Lenght2?) + Heightpc,
family=GA)

summary (fit3.perch)

plot (fit3.perch)

wp(fit3.perch).

Se o modelo estda bem ajustado comparar com ajustes de modelos com-

petitivos aplicando em Lenght2 splines ctibicos ou P-splines

fit4.perch = gamlss(Weight ~ cs(Lenght2) + Heightpc, family=GA)
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16.

summary (fit4.perch)
plot (fit4.perch)

wp(fit4.perch)

fitb.perch = gamlss(Weight ~ pb(Lenght2) + Heightpc, family=GA)

summary (fit5.perch)
plot(fit5.perch)
wp(fit5.perch).

Qual modelo escolher? Apresentar o term.plot(-) para o modelo se-

lecionado.

No arquivo aids do gamlss sdo descritas as seguintes varidveis: (i) y,
nimero de casos trimestrais de aids na Inglaterra e Pais de Gales, (ii) x,
tempo (em meses) desde janeiro de 1983 e (iii) qrt, trimestre para con-
trolar a sazonalidade. O arquivo pode ser disponibilizado diretamente

no gamlss através dos comandos
require(gamlss)
attach(aids).

Fazer inicialmente uma analise descritiva dos dados, tais como den-
sidade e boxplot da varidvel resposta, diagrama de dispersao (com
tendéncia) entre o tempo e a resposta e boxplots da variavel resposta

segundo o trimestre.

Comparar os ajustes entre modelos com respostas de Poisson e binomial
negativa supondo trimestre como variavel categérica (fator) e o tempo
em forma quadratica. Posteriormente, comparar modelos com as mes-
mas respostas, porém substituindo o termo quadratico por um P-spline

(pb(z)). Escolher o melhor modelo através de andlise de residuos.
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17.

Por exemplo, para ajustar um modelo com resposta binomial negativa

e P-spline, aplicar os comandos

fit.aids = gamlss(y ~ qrt + pb(z), family=NBI)
summary(fit.aids)

plot(fit.aids)

rqres.plot(fit.aids, howmany=50, type=‘‘all’’)
term.plot(fit.aids, pages=1).

Para o modelo selecionado interpretar os resultados respondendo se ha
efeito de trimestre. Apresentar também o grafico da curva ajustada ao

longo do tempo.

Considere o arquivo burn1000 da biblioteca aplore3 do R, em que
1000 pacientes que sofreram algum tipo de queimadura foram atendidos
em 40 centros especializados. Para cada paciente foram observadas as
seguintes varidveis: (i) age, idade do paciente (em anos) no momento
de admissao, (ii) gender, género do paciente (feminino, masculino),
(iii) race, raca do paciente (nao branco, branco), (iv) tbsa, area to-
tal afetada pela queimadura (em porcentagem), (v) inh_inj, se houve
inalagao pelo paciente (sim, nao), (vi) flame, se a queimadura foi pro-

vocada por chamas e (vii) death, se houve 6bito do paciente (sim, nao).

Para disponibilizar e visualizar um resumo dos dados use na sequéncia

os seguintes comandos do R:
require(aplore3)
attach(burn1000)

summary (burn1000) .
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18.

Fazer inicialmente uma andlise descritiva procurando relacionar a variavel
resposta (death) com as demais varidveis explicativas. Use tabelas de
contingéncia e boxplots. Comente. Transforme a varidvel resposta em

variavel numérica binaria. Por exemplo, usando os comandos

resp = as.numeric(death)

resp = abs(resp-2).

Ajustar um modelo logistico binomial no GAMLSS para explicar a pro-
babilidade de ébito do paciente dadas as demais varidveis explicativaas.

Por exemplo, através do comando

fitl.burn = gamlss(resp ~ age + gender + race + tbsa + inh inj

+ flame, family=BI).

Use o comando stepGAIC para selecionar um submodelo

fit2.burn = stepGAIC(fitl.burn, direction="both")

summary (fit2.burn) .

Fazer uma andlise de residuos através dos comandos
plot(fit2.burn)

rqres.plot(fit2.burn, howmany=8, type="wp")

para o submodelo selecionado. Apresentar estimativas intervalares de

95% para as razoes de chances.

Supor Y;; £ HPB(ui, ¢), em que ¢ = 1,2 e j = 1,...,m. Supor
1 =1m =ae s =1 =a+A. Mostrar que fi; = 4 € fia = yo. Obter
as matrizes X e W e consequentemente as variancias e covariancia

assintéticas Var(@), Var(A) e Cov(@,A). Expresse a estatistica do
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19.

20.

teste de Wald para testar Hy : A = 0 contra Hy : A # 0 na forma
—m (=)
§W - = _ — )
o (V) +V(v)}
em que V(1) = (14722 ¢ V(i) = (1+72)2. Qual a distribuicio nula

assintotica da estatistica do teste? Lembre que a fungao densidade de

probabilidade da distribuicao hiperbdlica é dada por

F(y:0,0) = aly; d)explo{yd + (1 — 6°)7}),

emque 0 <0 <1, —0o <y < oo, p ! >0éo parametro de dispersao.

Seja Y varidvel aleatéria com distribuicio BNT1(k) cuja fungao de

probabilidade é expressa na forma

f(y; n) = exp {ylog (RLH) - log(%)} ,

em que k > 0 ey =1,2,.... Mostre que essa distribuicao pertence
a familia exponencial. Obter V(u), em que p = E(Y). Supor agora
Y; o BNT1(k), em que log(k) = v, parai =1,...,n. Obter L(v), U, e
K.,. Mostre que a estatistica do teste de escore para testar Hyp : v =1

contra Hy : v # 1 pode ser expressa na forma

Ssr = 6(17:- e) (F-e-1)7

Qual a distribuicao nula assintética da estatistica do teste?

Supor Y; S N(u, ¢), para i = 1,...,n. Considere a transformagao
o =1/y/¢. Obter 7 e K,,. Mostre que a estatistica do teste de Wald

para testar Hy : 0 = 1 contra H;y : 0 # 1 pode ser expressa na forma
2n
_(\/5 - \/ﬁ>2a
D

em que D = > (y; — y)?. Qual a distribui¢do nula assintética da

estatistica do teste? Use os resultados para (5 e Kgg.
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Capitulo 3

Modelos para Dados Positivos
Assimeétricos

3.1 Introducao

A classe de modelos para a andlise de dados positivos assimétricos é bastante
ampla incluindo distribuicoes conhecidas para os erros, tais como gama, nor-
mal inversa, Weibull, Pareto, log-normal e Birnbaum-Saunders, dentre ou-
tras. Essas distribui¢oes tém sido particularmente aplicadas na analise de
tempos de sobrevivéncia (ou duragdo) com forte énfase nas dreas médica e
de engenharia (ver, por exemplo, Lawless, 2003). Todavia, dados positivos
assimétricos tém sido também comuns em outras dreas do conhecimento,
como por exemplo pesca, meteorologia, financas, seguros e atudria (ver, por
exemplo, de Jong e Heller, 2008). Um componente importante no estudo de
dados de sobrevivencia é a possibilidade de incorporagao nas analises de ob-
servagoes para as quais nao foi possivel observar a falha (dados censurados).
Com os recentes avancos tecnologicos ocorridos principalmente na fabricacao
de equipamentos, os tempos até a ocorréncia de falhas estao ficando cada vez
mais longos, aumentando assim a porcentagem de dados censurados. Isso

também pode ser notado na area médica com os avangos nos tratamentos
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e medicamentos. Todavia, a inclusao de dados censurados nos modelos en-
volve um tipo de andlise mais especifica que esta além das metodologias
discutidas neste texto. Sugere-se ao leitor mais interessado consultar textos
de andlise de dados de sobrevivéncia, como por exemplo os livros de Cox
e Oakes (1984), Lawless (2003), Collett (2003) e Colosimo e Giolo (2024).
Portanto, neste capitulo serd discutido apenas dados positivos assimétricos
nao censurados sob modelos com resposta gama e normal inversa, os quais

ja foram introduzidos no Capitulo 2.

3.2 Distribuicao gama

Conforme assumido na Secao 2.2.1, supor que Y é uma variavel aleatéria
e - . |
com distribuicao gama de média p e coeficiente de variacao ¢~ 2, denota-se

Y ~ G(u, ¢), e cuja fun¢ao densidade é expressa na forma

e = (Y e () L
Huipn @) = F(¢)<u> p( u)y
= exp[p{(—y/p) —log(u)} — log{T'(¢)} + ¢ log(dy) — log(y)],

emquey >0,¢ >0 pu>0el(¢) = [[Tt* e dt é a funcdo gama. Na
Figura 3.1 tem-se a densidade da distribuicao gama variando o parametro
de precisao para p fixado. Pode-se notar que a medida que ¢ aumenta a
distribuicao gama fica mais simétrica em torno da média. Pode ser mostrado
que a medida que ¢ aumenta Y se aproxima de uma distribuicao normal de
média p e variancia p2¢~!. Portanto, a distribuicdo gama torna-se atrativa
para o estudo de variaveis aleatorias assimétricas e também simétricas em que
a variancia depende de forma quadréatica da média. Os momentos centrais
de Y sao expressos na seguinte forma:

— D"
B - =
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parar =1,2,.... Assim, expandindo log(Y’) em série de Taylor em torno de

1 até 2% ordem, obtém-se

l08(Y) 2 10g(30) + 1. (V = i) = 55V = 0

Portanto, para ¢ grande tem-se que

Emgm}%l%mwiﬁmy—mz
= log(u) — 2—;2%

= log(p) — (2¢)7" e
Var{log(Y)} = ¢ '

Ou seja, a transformagao log(Y') estabiliza a variancia a medida que o coefi-

ciente de variacao de Y fica pequeno. Uma outra transformagao dada por

()

se aproxima da distribui¢do normal padrao no caso gama (vide McCullagh e

Nelder, 1989, p. 289).

A funcao de sobrevivéncia e a funcao de risco sao quantidades usuais na

analise de dados de sobrevivéncia sendo definidas, respectivamente, por

Sit) = Pr{iY >t} e
Prit<Y Y >
W) = lim r{t <Y <t+/] _t}‘
0—0 )

Em particular, tem-se que a funcao de risco pode ser expressa na forma

h(t) = f(t)/S(t) com f(y) denotando a funcao densidade de Y. No caso
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Figura 3.1: Densidades da distribuicao gama para alguns valores do
parametro de precisao e supondo p = 1.

da distribuicao gama de média p e parametro de dispersao ¢! a funcao de
sobrevivéncia é expressa (ver, por exemplo, Collett, 2003, pgs. 197-198) na

forma
S(t) =1-Lu(9),

em que Iy (¢) é a funcdo gama incompleta, dada por

v
In(¢) = ﬁ/o u®~te " du,

com \ = % A fungao de risco h(t) para a distribui¢do gama é crescente para
¢ > 1 e decrescente para ¢ < 1. Em particular, quando ¢t — oo tem-se que

h(t) — A.
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3.3 Modelos com resposta gama

Supor Yi,...,Y, varidveis aleatérias independentes tais que Y; ~ G(pu;, ¢).
Ou seja, esta sendo assumido que essas varidveis possuem médias diferentes
e mesmo coeficiente de variagao ¢_%. Ademais, supor que g(u;) = n; com
N = x?ﬁ, x; = (T, ... ,xip)T contendo valores de variaveis explicativas e
B = (B,...,5,)" sendo o vetor de parametros de interesse. As ligagoes mais
usadas no caso gama sao identidade (u; = n;), logaritmica (log(u;) = n;) e
reciproca (u; = n; '), esta tltima sendo a ligagio canonica.

O processo iterativo para estimagao de 3, como foi visto na Secao 1.6.1,
¢é dado por

Bim+l) — (XTW(m)X)*lXTW(m)Z(m),

m =0,1,..., varidvel dependente modificada z = n +W V2 (y—p), n=
(7717 cee 77]n)—|—7 Yy = (yla st 7yn)T7 r = (N17 s 7:U’TL>T7 V = diag{:ulv st 7””} €
W = diag{wy,...,w,} com w; = (dp;/dn;)?*/pi, i = 1,...,n.

E interessante notar que sob ligacao logaritmica os pesos do processo

~ 2
iterativo para a obtencao de 3 ficam dados por w; = % =1, de modo que o

i

processo iterativo assume a forma simplificada
IB(m—H) — (}(T){)71>(Tz(m)7

em que z = (21,...,2,) com 2z = n; = (y; — pi)/pi € ps = exp(n;), i =
1,...,n. A varidncia assintética de 3 fica dada por Var(8) = ¢~ (X X)L,
Em particular, se as colunas da matriz X sio ortogonais, isto 6 X' X = I,,, em
que I, é a matriz identidade de ordem p, entao Var(ﬁj) =¢le COV(BJ, Bg) =
0, para j # ¢, ou seja, [3; e Bg sao assintoticamente independentes.
Portanto, a ligacao logaritmica tem um atrativo especial de possibili-

tar o desenvolvimento de experimentos ortogonais como sao bem conhecidos
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em modelos de regressao normal linear. Pode-se escolher formas apropria-
das para a matriz X, de modo que X'X = I, e assim obter estimativas
mutuamente independentes e de variancia constante para os coeficientes do
preditor linear. Myers et al.(2002, Cap.6) discutem experimentos ortogonais
em MLGs e apresentam alguns exemplos. As ligacoes identidade (u = n),
raiz quadrada (,/;t = 1) e arcoseno (sen™'/i = 1) produzem o mesmo efeito
em MLGs com resposta normal, Poisson e binomial, respectivamente.
Aplicando, para ¢ suficientemente grande, a transformacao logaritmica
na resposta e ajustando E{log(Y;)} = x,3, tem-se de forma equivalente
log(p;) = x; B + 267, ou seja, a menos da constante 2¢~' obtém-se as
mesmas estimativas para 3 de um modelo com resposta gama e ligacao lo-

garitmica.

3.3.1 Qualidade do ajuste

Como foi visto na Secao 2.4 o desvio de um modelo gama é dado por

D*(y; i) = ¢D(y; ft), em que
D(y; pt) =2 Z{log(ﬂi/yz‘) + (yi — 1)/ i}, (3.1)

com fi; = g (i) e = XIB Pode ser mostrado facilmente para ligagao
logaritmica que o termo > (y; — f1;)/ft; = 0 se a parte sistemdtica 7;
contém um intercepto. Nesse caso, a funcdo desvio fica dada por D*(y; o) =
20> " log(fui/yi). O pardmetro ¢ pode ser estimado por maxima verossi-

milhanca, que equivale a resolver a seguinte equacao:

2n{log(¢) — ()} = D(y; i),

em que ¥(p) = [(¢)/I'(¢) é a fungdo digama (vide Secao 1.6.2); Outra

opgio ¢é utilizar a estimativa consistente ¢~' = (n — p) "t S0 (yi — fu)?/fi?

257



que sera discutida no Capitulo 6. Supondo que o modelo postulado esta
correto tem-se, para ¢ grande, que o desvio D*(y; ft) segue distribuicao qui-
quadrado com (n — p) graus de liberdade. Assim, valores altos para o desvio
podem indicar inadequacao do modelo ou falta de ajuste.

Quando todas as observagdes sdo positivas o desvio D*(y; 1) deve ser
utilizado para avaliar a qualidade do ajuste e estimacao de ¢. Contudo, se
pelo menos uma observagao for igual a zero D*(y; 1) torna-se inapropriado.
A estimativa para ¢ nesse caso fica indeterminada. Como foi mencionado na

Secao 2.4, McCullagh e Nelder (1989) sugerem substituir D*(y; ) por
D*(y; 1) = 26{C(y) + > _log(fus) + Y vi/iui},
i=1 i=1

em que C(y) é uma fungao arbitréria, porém limitada. Se a parte sistemética
do modelo contém um intercepto o desvio acima fica dado por D*(y; @) =

2¢0{n+ C(y) + > ., log(j;)}. Na pratica ¢ deve ser estimado.

3.3.2 Técnicas de diagnodstico

O residuo componente do desvio padronizado assume para os modelos gama

QA 1
tp, = £4/ n _Q;L“{log(/li/yi) — (Y — )/ u}?,

em que y; > 0 e h; é o i1-ésimo elemento da diagonal principal da matriz
H = WeX(XTWX)'X"W:z com w; = (dp;/dn;)?/p2, i = 1,...,n. Em

particular quando hé um intercepto em n; o residuo componente do desvio

a forma

tp, assume a forma reduzida

2A N 1
tp, = £y n _¢ﬁ”{10g(ﬂi/yz‘)}2~

Estudos de simulacao indicam que o residuo ¢p, se aproxima da normalidade,

particularmente para ¢ grande.
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Quando a i-ésima observacao é excluida a distancia de Cook aproximada

fica dada por B
LD, — ¢hfi (yi — /lz')2'
(1—ha)? 5

Graficos de tp, e h;; contra os valores ajustados fi; como também graficos de

indices de LD, sao recomendados para a andlise de diagnostico.

3.4 Aplicacoes
3.4.1 Comparagao de cinco tipos de turbina de aviao

Na Tabela 3.1 sao descritos os resultados de um experimento conduzido para
avaliar o desempenho de cinco tipos de turbina de alta velocidade para moto-
res de avidao (ver Lawless 1982, p. 201). Foram considerados dez motores de
cada tipo nas anélises e foi observado para cada um o tempo (em unidades de
milhoes de ciclos) até a perda da velocidade. Esses dados estao disponiveis

no arquivo turbina.txt.

Tabela 3.1
Tempo até a perda da velocidade de cinco
tipos de turbina de aviao.
Tipo de turbina
Tipol Tipo Il Tipo III Tipo IV Tipo V
3,03 3,19 3,46 5,88 6,43

553 4,26 5,22 6,74 9,97
560 4,47 5,69 6,90 10,39
9,30 4,53 6,54 6,98 13,55
0,92 467 9,16 721 1445
1251 4,69 9,40 8,14 14,72
12,95 578 10,19 8,59 16,81
15,21 6,79 10,71 9,80 18,39

16,04 9,37 12,58 12,28 20,84
16,84 12,75 13,41 25,46 21,51
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Denote por T;; o tempo até a perda da velocidade para o j-ésimo motor
de tipo i, 72 =1,...,5e 7 =1,...,10. Na tabela abaixo sao apresentadas
as médias, desvios padrao e coeficientes de variagao amostrais para os cinco
tipos de turbina. Nota-se que os coeficientes de variagao parecem variar

menos do que os desvios padrao.

Densidade
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L L Il

0.02
I

0.00
|

Tempo

Figura 3.2: Densidade aproximada para o tempo até a perda da velocidade
para todos os tipos de turbina de aviao.

Estatistica Tipo I Tipo II Tipo III Tipo IV Tipo V
Média 10,69 6,05 8,64 9,80 14,71
D.Padrao 4,82 2,91 3,29 5,81 4,86
C. Variacao 45,09% 48,10%  38,08%  59,29% 33,04%

Ignorando o tipo de turbina tem-se na Figura 3.2 a densidade aproxi-

mada para o tempo até a perda da velocidade. Assumindo que Tj; S G(u, @)
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Figura 3.3: Boxplots robustos do tempo até a perda de velocidade para os
5 tipos de turbina de aviao.

obtém-se as estimativas de maxima verossimilhanca i = 9,98 (0,73) e qg =
4,01 (0,77), confirmando pela estimativa de ¢ a assimetria a direita para a
distribuicao do tempo até a perda da velocidade. Contudo, pelos boxplots
robustos (Hubert e Vandervierin, 2008) correspondentes aos tempos dos
cinco grupos (ver Figura 3.3), nota-se distribui¢oes mais assimétricas para
os tipos II, III e IV e medianas e variabilidades distintas com algumas ob-
servagoes destoando como aberrantes. Assim, como o coeficiente de variagao
parece ser o menos heterogéneo dentre as medidas de variabilidade, sugere-se
inicialmente distribuicao gama de médias diferentes e coeficiente de variacao
constante para explicar o tempo médio até a perda da velocidade.
Assume-se entao para o componente aleatério do modelo que Tj; xd
G(pi,¢), i =1,...,5ej =1,...,10. A fim de facilitar as interpretagoes

dos resultados ou mesmo fazer comparagoes com o modelo normal linear,
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propoem-se um modelo gama com ligagao identidade, sendo a parte sis-

teméatica dada por
i = p+ Bi,

em que 51 = 0 (casela de referéncia). Para ler os dados no R e ajustar o

modelo gama deve-se aplicar os comandos

turbina = read.table("turbina.txt", header=TRUE)
attach(turbina)

tipo = factor(tipo)

fitl.turbina = glm(tempo ~ tipo, family=Gamma(link=identity))
summary (fitl.turbina)

require (MASS)

gamma.shape (fitl.turbina) .

As estimativas de méxima verossimilhanga ficam dadas por i = 10,693 (1, 543),
By = —4,643 (1,773), B5 = —2,057 (1,983), By = —0,895 (2,003) ¢ B5 =
4,013 (2,623) indicando para o tipo IT um tempo médio de sobrevivéncia sig-
nificativamente menor do que o tipo I ao nivel de 5%. Para o tipo V nota-se
um tempo médio maior do que o tipo I, enquanto que os outros trés tipos
apresentam tempos médios pouco diferentes do tipo 1. Esses resultados con-
firmam a andlise descritiva apresentada na Figura 3.3. O desvio do modelo
foi de D*(y; fr) = 8,862 x 5,804 = 51,43, com 45 graus de liberdade, que
leva a P = 0,236 e indica um ajuste adequado.

Tem-se que D*(y;y) = 12,945, logo o coeficiente de determinacao fica

dado por R? = 1— 1821896;125 = 0,3154. Levando-se em conta que é raro encontrar
MLGs (exceto caso normal) com R? > 0,40, tem-se indicacao de um ajuste
adequado.

A estimativa de méxima verossimilhanca (erro padrao aproximado) do
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Figura 3.4: Grafico da distancia de Cook aproximada referente ao modelo
gama ajustado ao dados sobre desempenho de turbinas de aviao.

parametro de precisao é dada por (;3 = 5,804 (1,129), indicando que as
distribuicoes dos tempos até a perda da velocidade nao devem ser muito
assimétricas. Pode-se tentar avaliar através de um teste apropriado se os
indicios observados pelas estimativas individuais das médias sao verificados
conjuntamente. As hipoteses apropriadas sao dadas por Hy : 4 = 3 = 0
contra Hy : 84 # 0 e/ou 3 # 0, que equivalem a testar o agrupamento dos
tipos I, III e IV. Como ngS é relativamente alto pode-se aplicar a estatistica F
dada na Segao 1.7. Assim, sob Hy obtém-se D(y; ft) = 9,091 para 47 graus
de liberdade e sob a hipétese alternativa D(y; ft) = 8,861 para 45 graus de
liberdade. A estatistica F fica entdao dada por

(9,091 — 8,861)/2
8,861 /45
= 0,584,

F

que leva a P = 0, 562, ou seja, pela nao rejeicao de Hy. As novas estimativas

263



sio dadas por i = 9,71 (0,81), fy = —3,66 (1,19) ¢ 5 = 5,00 (2,27).
Obtém-se ¢ = 5,66 (1,10) e D*(y; fu) = 51,47 para 47 graus de liberdade
com P = 0, 30.

Residuo Componente do Desvio

T T T T T
6 8 10 12 14
Valor Ajustado

Figura 3.5: Residuo componente do desvio contra o valor ajustado referente
ao modelo gama ajustado aos dados sobre desempenho de turbinas de aviao.

Na Figura 3.4 tem-se o grafico de indices da distancia de Cook aproxi-
mada. Nota-se um forte destaque para a observagao #49 seguida da ob-
servacao #47 que correspondem, respectivamente, aos valores 25,46 e 12,75
para o tempo até a perda da velocidade de um dos motores de tipo IV e
tipo II. O valor 25,46, como é mostrado na Tabela 3.1, destoa dos demais
tempos. A eliminacao dessa observacao aumenta a significancia marginal de
B4, embora esse efeito continue nao significativo a 10%. Nao ha mudancas

inferenciais nos demais resultados.

O gréfico do residuo componente do desvio contra o valor ajustado (Fi-
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Figura 3.6: Grafico normal de probabilidades referente ao modelo gama ajus-
tado aos dados sobre desempenho de turbinas de aviao.

gura 3.5) indica que a variabilidade foi controlada, ou seja, é adequado supor
homogeneidade do coeficiente de variagao nos 5 grupos. Ja o grafico normal
de probabilidades com envelope para o residuo componente do desvio é apre-
sentado na Figura 3.6 e pode-se notar que nao ha indicios de afastamentos
importantes da suposicao de distribuicao gama para os tempos até a perda
da velocidade dos motores. Portanto, pode-se concluir neste exemplo que
nao ha diferenca significativa entre os tipos I, III e IV, enquanto os tipos II
e V aparecem de forma significativa com o menor e maior tempo médio até

a perda da velocidade, respectivamente.

3.4.2 Espinhel de fundo

O espinhel de fundo é definido como um método de pesca passivo, sendo

utilizado em todo o mundo em operagoes de pesca de diferentes magnitudes,
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da pesca artesanal a modernas pescarias mecanizadas. E adequado para
capturar peixes com distribuicao dispersa ou com baixa densidade, além de
ser possivel utiliza-lo em 4reas irregulares ou em grandes profundidades. E
um dos métodos que mais satisfazem as premissas da pesca responsavel,
com alta seletividade de espécies e comprimentos, alta qualidade do pescado,
consumo de energia baixo e pouco impacto sobre o fundo oceanico. No
arquivo pesca.txt estao parte dos dados de um estudo sobre a atividade
das frotas pesqueiras de espinhel de fundo baseadas em Santos e Ubatuba no
litoral paulista (vide Paula e Oshiro, 2001). A espécie de peixe considerada é
o peixe-batata pela sua importancia comercial e ampla distribuicao espacial.
Uma amostra de n = 156 embarcacoes foi analisada no periodo de 1995 a

1999 sendo 39 da frota de Ubatuba e 117 da frota de Santos.
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Figura 3.7: Densidade aproximada da cpue para todas as embarcacoes.

As variaveis consideradas para cada embarcacao sao as seguintes: frota
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(Santos ou Ubatuba), ano (95 a 99), trimestre (1 ao 4), latitude (sul)! (de
23,25° a 28,25°), longitude (oeste)? (de 41,25° a 50,75°), dias de pesca, cap-
tura (quantidade de peixes batata capturados, em kg) e cpue (captura por
unidade de esforgo, kg/dias de pesca). Um dos objetivos desse estudo é ten-
tar explicar a cpue méida pelas varidveis frota, ano, trimestre, latitude e
longitude. Estudos similares realizados em outros paises verificaram que é
bastante razoavel supor que a cpue tem distribuicao assimétrica a direita,

como é o caso da distribui¢ao gama (vide, por exemplo, Goni et al.,1999).

400 500 600
I I I
| o

cpue
300
Il

200
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100
I

T
Santos Ubatuba
Frota

Figura 3.8: Boxplots da cpue segundo a frota.

Para ler o arquivo pesca.txt no R deve-se fazer o seguinte:

pesca = read.table("pesca.txt", header=TRUE)
factor(frota)

frota

ano = factor(ano)

Ldistancia ao Equador medida ao longo do meridiano de Greenwich
2distancia ao meridiano de Greenwich medida ao longo do Equador
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Figura 3.9: Boxplots da cpue segundo o ano.

trimestre = factor(trimestre).

Tabela 3.2
Medidas resumo para a distribuicao da cpue sequndo a frota e o ano.
Frota Estatistica 95 96 97 98 99
Média 229,37 193,19 262,67 210,29 197,22

Santos D.Padrao 148,07 132,55 153,60 122,95 103,45
C. Variagao 64,55%  68,61% 58,48% 58,44% 52,45 %

n 19 8 17 27 46
Média 47,08 96,09 210,56 174,43 140,85
Ubatuba D. Padrio 473 59,19 7751 99,16 71,59
C. Variagio 10,05% 61,60 % 36,81% 56,85%  50,83%
n 3 12 6 5 13

Antes de propor um modelo para tentar explicar a cpue média pelas
variaveis explicativas, serd apresentada uma andlise descritiva dos dados. Na

Figura 3.7 tem-se a distribuicao da cpue para todas as embarcacoes e pode-se
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Figura 3.10: Boxplots da cpue segundo o trimestre.

notar uma assimetria acentuada a direita, confirmando constatagoes de estu-
dos anteriores. J4 nas Figuras 3.8, 3.9 e 3.10 sao apresentados os boxplots
robustos da cpue segundo os fatores frota, ano e trimestre, respectivamente.
Nota-se uma superioridade da frota de Santos em relacao a frota de Ubatuba,
porém poucas diferencas entre os niveis dos fatores ano e trimestre, embora
o ano de 97 tenha uma mediana um pouco superior aos demais anos.

Pela Figura 3.11 nota-se que a frota de Santos prefere latitudes e lon-
gitudes maiores do que a frota de Ubatuba. Pelos diagramas de dispersao
entre cpue e latitude e cpue e longitude, apresentados na Figura 3.12, ha
indicios de um ligeiro crescimento da cpue com a latitude, porém nao esta
bem definida a tendéncia da cpue com a longitude.

Na Tabela 3.2 sao apresentadas as médias, desvios padrao e coeficientes de
variacao amostrais para as frotas de Santos e Ubatuba referentes ao periodo

95-99. Nota-se que o coeficiente de variacao é mais homogéneo na frota de

269



28
I
48

47

26
I
45
I

Latitude
LOngitude

44
I

25
I

43
I

42

o]

0] 0]

41

T T T T
Santos Ubatuba Santos Ubatuba
Latitude Longitude

Figura 3.11: Boxplots da latitude e longitude segunda a frota.

Santos e em geral, exceto para os anos de 95 e 97 para a frota de Ubatuba, fica
entre 50% e 70%. Porém deve-se levar em conta que para a frota de Ubatuba
as amostras sao pequenas. Como todas essas andlises sao marginais, somente
através de um modelo apropriado é que serd possivel conhecer o efeito de cada
variavel explicativa na presenca das demais na variacao da cpue média. Sera
entao assumido inicialmente um modelo de regressao com resposta gama
modelando-se a média com coeficiente de variacao constante.

Definindo entao Yz como sendo a cpue observada para a i-ésima em-
barcagao da j-ésima frota, (Santos, 7 = 1; Ubatuba j = 2), no k-ésimo ano
e (-ésimo trimestre (k, ¢ = 1,2,3,4), supor que Y X G(pijke, @) com parte

sistematica dada por
log(pijre) = o+ Bj + v + 0y + 01 Latitudeyjpe + d2Longitude, ., (3.2)

em que f3j, v e 0y denotam, respectivamente, os efeitos da j-ésima frota, k-

ésimo ano e ¢-ésimo trimestre. Como estd sendo assumindo parametrizacao
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casela de referéncia tem-se as restri¢oes 81 = 0, 71 = 0 e 61 = 0. Latitude;xe
e longitude;;z, denotam, respectivamente, a latitude e longitude da i-ésima

embarcacao da frota j no k-ésimo ano e trimestre £.
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Figura 3.12: Diagramas de dispersao da cpue contra latitude e contra longi-
tude.

Ajustando aos dados o modelo gama com parte sistematica dada por (3.2)
e aplicando o método de Akaike (vide Segao 2.9) retira-se o fator trimestre,
permanecendo no modelo os fatores frota e ano além das variaveis quanti-
tativas latitude e longitude. Para ajustar o modelo e selecionar as variaveis

explicativas deve-se aplicar os seguintes comandos:

attach(pesca)

fitl.pesca = glm(cpue ~ frota + ano + trimestre + latitude +
longitude, family=Gamma(link=log))

summary (fitl.pesca)

require (MASS)
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stepAIC(fitl.pesca).

Tabela 3.3
Estimativas dos parametros referentes ao modelo
gama ajustado aos dados sobre espinhel de fundo.

Efeito Estimativa E/E.Padrao
Constante 6,898 3,00
Latitude 0,204 2,81
Longitude -0,150 -1,97
Frota-Ubatuba -1,359 -3,68
Ano96 -0,064 -0,26
Ano97 0,141 0,74
Ano98 -0,043 -0,25
Ano99 -0,009 -0,06
FrotaUb*Ano96 0,806 1,77
FrotaUb*Ano97 1,452 3,20
FrotaUb*Ano98 1,502 3,32
FrotaUb*Ano99 1,112 2,76
o 3,67 9,17

O procedimento stepAIC assume que o parametro ¢ é constante, ou seja,
nao muda de um modelo para o outro. Como isso, em geral, nao é satisfeito
deve-se aplicar algum procedimento alternativo a fim de confirmar o modelo
escolhido pelo método AIC. Entao foi aplicado o mesmo procedimento através
da estatistica da razao de versossimilhancas, confirmando-se a retirada do
fator trimestre.

O teste da razao de verossimilhancas para incluir a interacao entre os
dois fatores que permaneceram no modelo, frota e ano, foi de {gy = 14,26
para 4 graus de liberdade, obtendo-se P = 0,0065. Portanto, a interacao
serd incluida no modelo. As estimativas do modelo final que inclui os efeitos
principais latitude, longitude, frota e ano além da interacao entre ano e frota

sao apresentadas na Tabela 3.3. O desvio do modelo foi de D*(y; 1) = 162, 66
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com 144 graus de liberdade e P = 0, 14, indicando um modelo bem ajustado.

D(y;ft) _

. 2 _ 1 49,464
Tem-se ainda que R* =1 Dlyy) — 59362 — 0,1667.
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Figura 3.13: Estimativas da cpue média para as frotas de Santos e Ubatuba
segundo o ano de operacao fixando-se a latitude em 26° e a longitude em 46°
através do modelo gama.

Nota-se que a medida que aumenta a latitude aumenta a cpue, ocorrendo
tendéncia contraria a medida que aumenta a longitude. Logo, para latitudes
altas e longitudes baixas (dentro dos limites amostrais), espera-se valores
maiores para a captura por unidade de esfor¢co. Com relagao a frota e ao ano,
como foi incluida interacao entre esses fatores, a interpretacao das estimativas
deve ser feita com um pouco mais de cuidado. Para isso, é exibido na Figura
3.13 os valores esperados da cpue fixando latitude e longitude nos valores,
respectivamente, 26° e 46°. Nota-se que até 96 os valores preditos para a

frota de Ubatuba sao bem menores do que os valores preditos para a frota de
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Santos. Contudo, a partir de 97 as diferencas entre os valores preditos para
as duas frotas diminuem. Os valores preditos para a frota de Santos variam
pouco no periodo 95-99, diferentemente dos valores preditos para a frota de

Ubatuba.
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Figura 3.14: Grafico do residuo componente do desvio contra o valor ajustado
referente ao modelo gama ajustado aos dados sobre espinhel de fundo.

Na Figura 3.14 tem-se o grafico do residuo componente do desvio con-
tra o valor ajustado, indicando que a variabilidade foi controlada, ou seja,
é razoavel supor coeficiente de variagao constante. No grafico da distancia
de Cook aproximada (Figura 3.15) Trés observagoes aparecem como possi-
velmente influentes, as embarcagoes #8, #17 e #52. A retirada de cada
embarcacao individualmente nao muda a inferéncia, porém a retirada da ob-
servagao #17 aumenta a significancia da latitude e longitude. A embarcagao
#17 é da frota de Santos, obteve uma cpue de 450 (valor médio 195,5) numa

latitude de 24,75° (valor médio 26,22°) e longitude de 46,25° (valor médio
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Figura 3.15: Grafico da distancia de Cook aproximada referente ao modelo
gama ajustado aos dados sobre espinhel de fundo.

46,26°) no ano de 99. Esperava-se para essa embarcagdo um valor menor
para a cpue levando-se em conta os valores da latitude e longitude. Trata-se
portanto de uma embarcacao atipica. O grafico normal de probabilidades
com envelope gerado (Figura 3.16) nao apresenta indicios fortes de que a

distribuicao gama seja inadequada para explicar a cpue.

3.4.3 Aplicagcao em seguros

A fim de ilustrar uma aplicagao na area de seguros, considere parte dos da-
dos descritos em de Jong e Heller (2008, pgs. 14-15) referentes aos valores
pagos de seguros individuais (em délares australianos) por danos com aci-
dentes pessoais no periodo de julho de 1989 a junho de 1999. As analises
serao restritas ao periodo de janeiro de 1998 a junho de 1999, um total de

769 seguros pagos. Além do valor pago ao segurado serao consideradas as se-
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Figura 3.16: Grafico normal de probabilidades referente ao modelo gama
ajustado aos dados sobre espinhel de fundo.

guintes varidveis explicativas: legrep, representacao legal (0: nao, 1: sim) e
optime, tempo operacional para pagamento do seguro. Essa ultima varidvel
assume valores no intervalo (0, 100) e por exemplo um valor 23 significa que
23% dos seguros foram pagos antes do seguro em andlise. Como estd sendo
considerado apenas parte dos dados (referentes aos tltimos 18 meses), os va-
lores de optime irao variar de 0,1 a 31,9. O subconjunto de dados analisado
esta descrito no arquivo insurance.txt.

Na Figura 3.17 tem-se o diagrama de dispersao entre o logaritmo do valor
pago e o tempo operacional para os grupos sem representacao legal e com
representacao legal. Nota-se para as apolices sem representacao legal um
crescimento aproximadamente quadratico do logaritmo do valor pago com
o tempo operacional, contudo a variablidade parece ser maior para valores

baixos do tempo operacional. Ja para as apédlices com representacao legal
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Figura 3.17: Diagrama de dispersao entre o valor pago de seguro e o tempo
operacional para os grupos sem representagao legal (esquerda) e com repre-
sentacao legal (direita).

nota-se que o logaritmo do valor pago cresce linearmente com o tempo ope-
racional enquanto a variabilidade se mantém aproximadamente constante.
Nota-se também que os valores pagos de seguro sao em geral maiores para o
grupo com representacao legal.

Na Figura 3.18 tem-se a distribuicao aproximada do valor pago de seguro
para os dois grupos, sem representacao legal e com representacao legal. Em
ambos os graficos pode-se notar que a distribuicao é fortemente assimétrica a
direita, sugerindo distribui¢oes gama ou normal inversa para explicar o valor
pago de seguro.

Denote por Y;; o valor pago de seguro para o j-ésimo individuo do i-
ésimo grupo (i = 0, sem representagdo legal e i = 1 com representagao
legal) e j = 1,...,n; sendo nyg = 227 e n; = 542. Conforme sugerido pela

. , . .. ind
Figura 3.18 serd assumido inicialmente Y;; ~ G(p;;, ¢;) com componentes
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Figura 3.18: Distribuicao do valor de seguro para os grupos sem repre-
sentagao legal (esquerda) e com representacao legal (direita).

sistmaticos dados por

log(po;) = o+ Prooptime; + Byoptime e

log(p1) = o+ Brioptime;.
Para ler os dados no R e ajustar o modelo deve-se aplicar os comandos

insurance = read.table("insurance.txt", header=TRUE)

attach(insurance)

fit0.insurance = glm(amount0 ~ optime0 + I(optime0?),
family=Gamma(link=1log))

summary (£fit0.insurance)

fitl.insurance = glm(amountl ~ optimel, family=Gamma(link=log))

summary(fitl.insurance)

require (MASS)
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gamma . shape (fit0.insurance)

gamma.shape (fitl.insurance).

Tabela 3.4
Estimativas dos parametros referentes
aos modelos com resposta gama ajustados
aos dados sobre sequro.

Parametro Estimativa E/E.Padrao
%) 7,223 44,13
B1o 0,204 6,72
Ba20 -0,005 -5,08
oo 0,779 12,55
ay 8,805 140,50
B11 0,023 5,48
b1 2,225 17,66

As estimativas dos parametros dos modelos propostos, que foram ajusta-
dos separadamente, sao descritas na Tabela 3.4. Nota-se pelas estimativas
que as tendéncias observadas na Figuras 3.17 foram confirmadas de forma
significativa. Contudo, pelos gréficos normais de probabilidade (Figura 3.19)
nota-se indicios de afastamentos da distribuicao gama para o valor pago de
seguro, principalmente para o grupo com representacao legal. Para o grupo
sem representacao legal nota-se que os menores valores do seguro foram su-
perestimados pelo modelo.

Os desvios dos dois modelos foram, respectivamente, de D*(y; 1) = 0, 779x
347,15 = 270,70 com 224 graus de liberdade e D*(y; 1) = 2,225 x 261,45 =
581,73 com 540 graus de liberdade. Embora as estimativas de ¢y e ¢; se-
jam relativamente pequenas, ha indicios pelos valores dos desvios de que
os modelos nao estao bem ajustados. Os coeficientes de determinacao ficam,

respectivamente, dados por R? = 1— ig;;g =0,173eR?>=1— gg;g‘g = 0,079,

confirmando um ajuste mais adequado para o grupo sem representacao legal.
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Componente do Desvio
Componente do Desvio

Quantil da N(0,1) Quantil da N(0,1)

Figura 3.19: Grafico normal de probabilidades para os modelos com resposta
gama ajustados aos dados de seguro para os grupos sem representacao legal
(esquerda) e com representagoa legal (direita).

Analisando os gréaficos da distancia de Cook e residuo componente do
desvio contra o valor ajustado (Figrua 3.20) apenas para o grupo sem re-
presentacao legal, nota-se que nao héa indicios de observagoes aberrantes,
contudo algumas observacoes aparecem como possivelmente influentes. Es-
sas observagoes em geral correspondem a valores altos para o valor pago de
seguro. A eliminacao das observagoes destacadas nao muda a inferéncia,
todos os coeficientes continuam altamente significativos.

Para o grupo com representacao legal a utilizacao de outras ligacoes
ou mesmo outras distribuicoes sao alternativas a fim de tentar melhorar
a qualidade do ajuste. Paula et al. (2012) comparam ajustes de modelos
com resposta gama com modelos com respostas Birnbaum-Saunders (BS)
e Birnbaum-Saunders-t (BS-t) para explicar o valor pago de seguro para o

grupo com representacao legal, obtendo um ajuste satisfatério com o modelo
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Figura 3.20: Graficos de diagnéstico para o modelo com resposta gama ajus-
tado aos dados de seguro para o grupo sem representacao legal.

BS-t. Essa distribuicao acomoda melhor as observacoes aberrantes que cor-
respondem a valores altos de seguro. Recentemente, Cardozo et al. (2022)
ajustaram os dados do valor de seguro pago para o grupo sem representacao
legal através de modelo log-linear com componente aditivo ao invés de com-
ponente quadratico e resposta gama generalizada, obtendo um ajuste mais

adequado para explicar o valor pago de seguro..

3.5 Elasticidade

O modelo log-linear com resposta gama pode ser utilizado para a estimacao
da elasticidade entre a demanda de um produto e seu prego unitario. Como
ilustracao, supor que Y denota a demanda e X o prego unitario. E usual em

Econometria (ver, por exemplo, Gujarati, 2006, Se¢ao 6.4) assumir que
Y = Bia2e, (3.3)
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em que u é um erro aleatdrio, em geral assumido N(0,0?). Isso implica em

2 [N . 2 2
7°/2 ¢ varidncia e’ (¢?" —1). Em

e" seguir distribuicao log-normal de média e
vez de uma log-normal pode-se assumir, alternativamente, outra distribuicao
com resposta positiva. Por exemplo, e* ~ G(1,¢). Assim, tem-se que a

média de Y dado x fica dada por

M(ZL‘) = leﬁ27

ou seja log(p(x)) = log(51)+ P2 log(x), um MLG com resposta gama e ligagao
logaritmica.

Para entender a elasticidade entre a demanda e o preco do produto, supor
que o preco aumente 7 X 100% de modo que o novo preco seja dado por
xy = (1 +7)x, para 0 < r < 1. O novo valor esperado para a demanda fica

dado por
_ B2
pw(ry) = By
e a razao entre as demandas médias assume a forma

,LL($N) 6B2 log(1+4r)

(1+ 7).

Para r pequeno tem-se a aproximagcao

pEN) o

()
de modo que se o pre¢o aumentar 1% (r = 0,01) a demanda aumenta £,%,

()

O parametro 5 é conhecido como elasticidade entre a demanda e o preco do

(1 + 7'52),

ou seja,

produto.
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3.5.1 Modelo de Cobb-Douglas

O modelo (3.3) pode ser estendido para duas ou mais varidveis explicativas
as quais poderao representar outros tipos de pre¢o ou mesmo algum tipo
de insumo. Em particular, o modelo de Cobb-Douglas (ver, por exemplo,
Gujarati, Exemplo 7.3) considera a seguinte equagao para explicar a demanda

de um produto pelos insumos de mao de obra e capital:
Y = Bz aliet, (3.4)

em que Y denota a demanda, x5 o valor do insumo de mao de obra, x3 o
valor do insumo de capital e u o erro aleatério. Para 3 fixado (x4 fixado) o
parametro 2 (f3) mede a elasticidade parcial entre a demanda e o insumo
de méao de obra (capital). A soma (2 + 3 mede os retornos de escala, ou seja,
se [ + (B3 = 1 significa que os retornos sao proporcionais, dobrando o uso
de insumos a demanda esperada aumenta duas vezes, triplicando os insumos
hé aumento de trés vezes para a demanda esperada, e assim por diante. Se
B2+ B3 < 1 os retornos de escala serao menores, dobrando os insumos espera-
se demanda menor do que o dobro, e se f5 + 3 > 1 os retornos de escala
serao maiores, dobrando os insumos espera-se que a demanda aumente mais
que duas vezes.

Para mostrarmos esses resultados suponha que os novos insumos de mao
de obra e de capital sejam dados por x1y = rzr; e xony = rry, OU Seja,

aumentam r vezes. Assim, a nova demanda esperada sera dada por
_ B2 B3
p(rin, von) = Bi(rae)” (ras)
— 7“(52+B3),61:L‘262 IE§3

— T62+B3/L<x1, x2)7

em que pu(ry,x2) é a demanda esperada inicial. Logo, se 5 + 3 = 1 entao

w1y, zan) = ru(xy, z2), ou seja, a demanda esperada aumenta r vezes. Por
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outro lado, se By + B3 < 1 tem-se que u(zi1y, ron) < ru(xi,xs), Ou seja, a
demanda esperada aumenta menos que r vezes e se 35 + 3 > 1 tem-se que
a demanda esperada aumenta mais que r vezes, u(z1y, Tan) > (T, T2).
Obviamente que existem varias distribuicoes candidatas para explicar e,
sendo as distribuicoes gama e normal inversa as candidatas naturais na classe
dos MLGs. Pode-se também assumir que log(u) tenha distribuigdo normal.
Contudo, somente através de uma analise de diagnostico é que pode-se avaliar

a adequagao de cada distribuicao.

3.5.2 Aplicacao

Como ilustracao conside um experimento aleatorizado descrito em Griffiths
et al.(1993, Secao 11.8.1c) em que a produtividade de milho (libras/acre) é
estudada segundo vérias combinagoes de nitrogénio e fosfato (40, 80, 120,
160, 200, 240, 280 e 320 libras/acre). Os dados estao descritos no arquivo
milho.txt. Na Figura 3.21 tem-se os diagramas de dispersao entre a produ-
tividade de milho e as quantidades de nitrogenio e fosfato, respectivamente,
e pode-se notar nessas figuras ha indicios de uma tendéncia crescente da pro-
dutividade com o aumento dos insumos. Nota-se também um aumento da
variabilidade com o aumento das quantidades de nitrogénio e fostato, suge-
rindo que a suposigao de distribui¢gdo gama ou normal inversa para log(u) no
modelo de Cobb-Douglas pode levar a um ajuste adequado. Denote por Y; a
produtividade de milho dada a combinagao (z1;, z2;) de nitrogénio e fosfato
correspondente a i-ésima condicao experimental e supor que Y; F G(pi, 0)
com parte sistematica dada por log(u;) = a + 51 log(x1;) + B2 log(zy;), para
1 =1,...,30. A leitura dos dados em R e os comandos para o ajuste do
modelo gama log-linear sao dados abaixo

milho = read.table(‘‘milho.txt’’, header=TRUE)
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summary (milho)

attach(milho)

fit.milho = glm(produtividade ~ log(nitrogenio) + log(fostato),
family Gamma(link=log))

summary (fit.milho) .

. .
] ]
Q I
- o Rl °
. ° . °
. .
o o
=] L] =] [ ]
— —
Q ° @ o
£ J g : .
b=} ° o b=} o °
2 2
5 o ° S o ° .
g . g .
o o
. ]
] .
. ° ° .
31e . 3 . °
L] [ ° L]
$ ° .
o o
< ° o <
.
. . . .

T T T T T T T T T T
50 100 150 200 250 300 50 100 150 200 250 300
Nitrogénio Fosfato

Figura 3.21: Diagramas de dispersao entre a quantidade de nitrogénio e a
produtividade de milho (esquerda) e a quantidade de fosfato e a produtivi-
dade de milho (direita).

As estimativas sao descritas na Tabela 3.5 e como pode-se notar os coe-
ficientes sao altamente significativos, confirmando as tendéncias observadas
na Figura 3.21. Na Figura 3.22 tem-se os graficos do residuo componente
do desvio contra o valor ajustado, indicando que a variabilidade estd con-
trolada, e da distancia de Cook em que duas observacoes aparecem como
possivelmente influentes. A eliminacao de cada observacao individualmente
nao altera de forma substancial os coeficentes estimados nem muda a in-

feréncia, ambos continuam altamente significativos. Porém, o intercepto fica
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significativo a 5% com a eliminacdo da observacao #28, indicando que essa
observacao pode estar mascarando o efeito do intercepto. A estimativa da
precisdo (relativamente alta) indica que um modelo com erros log-normal
também poderia levar a um ajuste adequado. Ja o grafico normal de pro-
babilidades (Figura 3.23) indica que a suposigao de erros gama leva a um
ajuste adequado nao havendo observagoes aberrantes. A principal diferenca
em assumir erros gama ao invés de erros log-normal é a possibilidade de

maior controle da variabilidade.

Tabela 3.5
Estimativas dos parametros referentes ao
modelo de Cobb-Douglas ajustado ao dados
sobre produtividade de milho.

Parametro Estimativa E/E.Padrao
o) 0,469 1,67
B4 0,350 8,30
Ba 0,410 10,07
[0 46,59 11,99

A fim de verificar como ocorrem os retornos de produtividade de milho
com as aplicacoes de fosfato e nitrogénio sera obtida a estimativa intervalar

para 31 + f2. Deve-se obter inicialmente

Var(Bl + Bg) = Var(Bl) + Var(Bg) + 200\/(5’1, BQ)
= 0,001776 + 0,001656 — 2 % 0,000145
— 0,003142.

Essas quantidades sao obtidas através do comando
vcov(fit.milho).
Assim uma estimativa intervalar de coeficiente de confianca de 95% fica dada

por [0,35 + 0,41 £ 1,96 % \/0,003142] = [0, 65;0,87] que nao cobre o valor
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Figura 3.22: Gréafico do residuo componente do desvio contra o valor ajus-
tado (esquerda) e distancia de Cook (direita) referentes ao modelo de Cobb-
Douglas ajustado aos dados do experimento sobre produtividade de milho.

1,0. Portanto, dobrando as aplicagoes de insumos de nitrogénio e fosfato os

retornos esperados de produtividade devem aumentar menos do que duas

vezes.

indice

3.6 Distribuicao normal inversa

Supor que Y é uma variavel aleatéria com distribuicao normal inversa de

média p e parametro de dispersao ¢~!. Denota-se Y ~ NI(u, ¢), cuja fungao

densidade de probabilidade é expressa na forma

_ 2
flyspm9) = \/;Z?)exp{_%_QyW}

— exp [qﬁ{—i + %} - % {log(Qﬂy3/¢) + g” :

2042
emquey>0,u>0eqp>0.
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Componente do Desvio
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Figura 3.23: Grafico normal de probabilidades referente ao modelo de Cobb-
Douglas ajustado aos dados do experimento sobre produtividade de milho.

Na Figura 3.24 tem-se a densidade da distribuicao normal inversa vari-
ando o parametro de precisao para pu fixado. Nota-se que para valores pe-
quenos do parametro de precisao a distribui¢ao normal inversa ¢é fortemente
assimétrica a direita, contudo a medida que ¢ aumenta a distribuicao normal
inversa fica mais simétrica em torno da média. Pode-se mostrar que a me-
dida que ¢ aumenta Y se aproxima de uma distribui¢ao normal de média p
e variancia p3¢~!. Logo, similarmente & distribuicdo gama, a normal inversa
torna-se atrativa para o estudo de variaveis aleatorias assimétricas e também
simétricas em que a variancia depende de forma ciibica da média. Uma dis-
cussao sobre as suposicoes tedricas para a construgao da distribuicao normal
inversa pode ser encontrada, por exemplo, em Leiva et al.(2009, Cap. 2).

A fungao de sobrevivéncia da distribui¢cao normal inversa de média u e

parametro de dispersao ¢! (ver, por exemplo, Collett, 2003, pp. 198-199) ¢
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Figura 3.24: Densidades da distribuicao normal inversa para alguns valores
do parametro de dispersao e supondo p = 2.

dada por

S(t) = o{(1 — tu ") /¢t~ — exp(29/p) B{—(1 + tp~ ')/ ot 1}

A fungao de risco fica expressa na forma h(t) = f(t)/S(t) em que f(y) denota
a funcao densidade da NI(u, ¢).

3.7 Modelos com resposta normal inversa

Sejam Y7,..., Y, varidveis aleatdrias independentes tais que Y; ~ NI(u;, @).
Esta sendo assumido que essas variaveis possuem médias diferentes e mesma

dispersao ¢~1. Ademais, supor que g(y;) = n; em que 7; = x; 3 com x; =
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(zi1,...,74)" contendo valores de varidveis explicativas e 8 = (81,...,05,)"
sendo o vetor de parametros de interesse. As ligacoes mais usadas no caso
normal inversa sao identidade (u; = 7;), logaritmica (logu; = 1;) e reciproca

quadrética (u; = n; %), esta tltima sendo a ligacdo canonica.

3.7.1 Qualidade do ajuste

Como foi visto na Secao 2.4 o desvio de um modelo com resposta normal
inversa é dado por D*(y; it) = ¢D(y; ft) em que

n

D(y; o) = > (yi — )/ (wifi}), (3.5)

i=1
com fi; = g (M), H; = X;FB e y; > 0. Como ¢ é desconhecido devemos
estiméa-lo, por exemplo através de maxima verossimilhanca, cuja solugao é
dada por ¢ = n/D*(y; ft). Supondo que o modelo postulado estd correto tem-
se, para ¢ grande, que o desvio D*(y; 1) segue distribuigao qui-quadrado com
(n — p) graus de liberdade. Assim, valores altos para o desvio podem indicar

inadequacgao do modelo ou falta de ajuste.

3.7.2 Técnicas de diagnodstico

O residuo componente do desvio padronizado para os modelos com resposta

normal inversa assumem a forma

oo 20 (=)
Dz‘ - ol ~ Y
1-— ]’L“ Hin/Yi

em que y; > 0 e hy é o i-ésimo elemento da diagonal principal da matriz

H = W:X(X"WX)'XTW=2 com w; = (dy;/dn;)?/u3. Na expressio para

tp, no caso da distribui¢ao normal inversa o sinal do residuo é o mesmo de
(y; — f1;). Estudos de simulagao indicam que o residuo tp, se aproxima da

distribuicao normal, particularmente para ¢ grande.
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Similarmente aos modelos com resposta gama pode-se obter uma ex-
pressao aproximada para a distancia de Cook quando a i-ésima observagao é

excluida. Essa expressao fica dada por

LD, — &lfz (yz - /:Li)Q.
(1—ha)? 0

Aqui também sao sugeridos graficos de tp, e h;; contra os valores ajustados

j1; e graficos de indices de LD;.

3.8 Aplicacao

Considerar parte dos dados de um experimento desenvolvido no Departa-
mento de Nutricao da Faculdade de Satde Ptublica da USP em que 5 formas
diferentes de um novo tipo de snack, com baixo teor de gordura saturada
e de acidos graxos, foram comparados ao longo de 20 semanas. Neste novo
produto a gordura vegetal hidrogenada, responsavel pela fixacao do aroma
do produto, foi substituida, totalmente ou parcialmente, por dleo de canola.
As formas sado as seguintes: A (22% de gordura, 0% de éleo de canola), B
(0% de gordura, 22% de 6leo de canola), C (17% de gordura, 5% de 6leo de
canola), D (11% de gordura, 11% de 6leo de canola) e E (5% de gordura,
17% de 6leo de canola). O experimento foi conduzido de modo que nas se-
manas pares 15 embalagens de cada um dos produtos A, B, C, D e E fossem
analisadas em laboratério e observadas diversas varidveis (ver Paula et al.,
2004). Em particular, serd inicialmente estudado o comportamento da tex-
tura dos produtos através da forca necessaria para o cisalhamento. Os dados
referentes a esta variavel estao disponiveis no arquivo snack.txt.

Para ler o arquivo snack.txt no R deve-se fazer o seguinte:

snack read.table("snack.txt", header=TRUE)

grupo = factor(grupo)
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summary (snack)

attach(snacks) .
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Figura 3.25: Boxplots da forca de cisalhamento segundo o grupo e para
todas as semanas.

Nota-se pela Figura 3.25, em que sao apresentados os boxplots robustos
da forca de cisalhamento segundo o grupo e para todas as semanas, que 0s
grupos A e C possuem os maiores valores, enquanto o grupo B tem valores in-
termediarios e os grupos D e E tém os menores valores. Essa tendéncia pode
ser observada pelos valores medianos da forca de cisalhamento de cada grupo.
Observa-se também que, exceto para o grupo B, todos os grupos apresentam
valores discrepantes em geral destoando como valores altos em relacao aos
demais do mesmo grupo. Nota-se ainda uma assimetria a direita na distri-
buigao da forca de cisalhamento para todos os grupos. Esssas tendéncias sao
confirmadas pela tabela dada a seguir em que sao apresentadas as médias,
desvio padrao e coeficiente de variacao para a forca de cisalhamento para

cada grupo.
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Figura 3.26: Boxplots da forca de cisalhamento segundo a semana e para
todos os grupos.

Estatistica  Grupo A Grupo B Grupo C Grupo D Grupo E
Média 66,201 55,294 61,632 51,027 50,257
D.Padrao 18,707 13,143 19,601 10,960 11,402
C. Variacao 28,20%  23,80% 31,80% 21,50%  22,70%

J& na Figura 3.26, em que sao apresentados os boxplots robustos para
todos os grupos ao longo das 20 semanas, uma tendéncia crescente é obser-
vada até a 14¢ semana seguida de um decrescimento até a tltima semana.
Verifica-se também, para cada semana, que a distribuicao da forca de cisa-
lhamento mostra-se assimétrica a direita sugerindo uma distribuicao gama
ou normal inversa. Esssas tendéncias sao confirmadas pelo grafico de perfis
para a forca de cisalhamento (vide Figura 3.27) e pela tabela dada a seguir
em que sao apresentadas as médias, desvio padrao e coeficiente de variacao

para a forca de cisalhamento para cada semana.
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Estatistica Semana 2 Semana 4 Semana 6 Semana 8 Semana 10

Média 50,95 44,66 20,08 55,57 60,15
D.Padrao 13,12 9,76 15,97 16,28 14,72
C. Variagao 25,80% 21,90% 31,90% 29,30% 24,50%

Estatistica  Semana 12 Semana 14 Semana 16 Semana 18 Semana 20
Média 57,84 71,57 65,18 60,37 52,45
D.Padrao 13,61 20,17 16,95 10,25 12,58
C. Variacao 23,50% 28,20% 26,00% 17,00% 24,00%

Assim, denote por Y;;; a forca de cisalhamento referente & k-ésima réplica
do i-ésimo grupo na j-ésima semana, para k = 1,...,15, j = 2,4,6,...,20
e 1 =1(A),2(B),3(C),4(D) e E(5). A fim de comparar as duas distribui¢oes
assimétricas supor que Y pS) G(pij, @) e Yijk xd NI(pij, @), respectivamente,

com parte sistematica dada por
ptij = a + 3 + y1semana; + ypsemanas, (3.6)

em que 1 = 0. Portanto, a é o efeito da forma A, controlando pela se-
mana, e o + ; (i=2,3,4,5) sdo os efeitos das demais formas B, C, D e E,
respectivamente. Esta sendo assumida a mesma tendéncia para os cinco ti-
pos de snack. Alternativamente, poderia ser incluida interagao entre grupo
e semana, possibilitando o ajuste de tendéncias separadas para cada grupo.

Para ajustar o modelo (3.6) com resposta normal inversa sem interagao
deve-se usar os comandos

s1

semana
82 = slx*sl
fitl.snack = glm(textura ~ grupo + sl + s2,
family=inverse.gaussian(link=identity))

summary (fitl.snack) .
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Figura 3.27: Perfis da forca de cisalhamento segundo as semanas e os grupos.

Abaixo seguem os comandos para o ajuste com interagao

fit2.snack = glm(textura ~ grupo + sl + s2 + slxgrupo
+s2xgrupo, family=inverse.gaussian(link=identity))

summary (fit2.snack) .

Contudo a interagao entre grupo e semana nao € significativa. Este é
um exemplo em que ha uma ligeira superioridade da distribuicao normal
inversa em relagao a distribuicao gama. Embora a funcao de variancia da
normal inversa seja ctibica enquanto para a gama tem-se funcao de variancia
quadrética, nem sempre é possivel diferenciar de forma clara os dois ajustes.
Nota-se pela Figura 3.28 que o gréfico de residuos de Pearson contra os valores
ajustados apresenta uma tendéncia sisteméatica crescente sob o modelo gama,

que é amenizada sob o modelo com erros normal inversa. Os dois modelos
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ajustam-se muito bem aos dados como pode-se notar pelo valor do desvio do
modelo gama D*(y; 1) = 756,87 (753 g.1.) com P=0,35 e pelo grafico normal

de probabilidades para o modelo com resposta normal inversa apresentado

na Figura 3.29.
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Figura 3.28: Graficos do residuo de Pearson contra o valor ajustado referentes
aos modelos gama (esquerda) e normal inversa (direita) ajustados aos dados
sobre snacks .

Tabela 3.6

Estimativas dos parametros referentes ao
modelo com resposta normal inversa
ajustado aos dados sobre snacks.

Efeito Estimativa E/E.Padrao
Constante 50,564 26,32
Grupo B -10,916 -6,41
Grupo C -5,459 -3,03
Grupo D -15,357 -9,42
Grupo E -16,596 -10,30
Semana, 2,727 8,18
Semana? -0,091 -5,90
0] 1005 -
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Na Tabela 3.6 sao apresentadas as estimativas sob o modelo com resposta
normal inversa. Todos os efeitos sao altamente significativos, em particular o
efeito de semana na forma quadratica. Controlando esse efeito, a maior forga
média de cisalhamento ocorre com o produto sob a forma A (auséncia de 6leo
de canola) e a menor forga média de cisalhamento ocorre com as formas D e

E, confirmando-se as tendéncias observadas na Figura 3.22.

Componente do Desvio

-3 -2 -1 0 1 2 3
Quantil da N(0,1)

Figura 3.29: Grafico normal de probabilidades referente ao modelo com res-
posta normal inversa ajustado aos dados sobre snacks.

Na Figura 3.30 tem-se os valores preditos para os 5 grupos ao longo das 20
semanas. A estimativa do parametro de precisao indica que a distribuicao da
forca de cisalhamento em cada grupo, fixando o tempo, é aproximadamente
normal. Contudo, a variancia depende da média. A forma cibica para a
variancia mostrou-se ligeiramente superior a forma quadratica. Outras for-
mas para ajustar a variancia podem ser testadas, como por exemplo, através

de modelos de quase-verossimilhanca que serao discutidos no Capitulo 5. O
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paralelismo entre as curvas apresentadas na Figura 3.30 é devido a nao in-
clusdo de interacdo entre semana e grupo. Alternativamente, poderia ser
incluida uma funcao para cada grupo, ou entao, o efeito semana poderia ser

controlado através de funcoes aditivas.
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Figura 3.30: Valores preditos para a forca média de cisalhamento para as 5
formas de snacks através do modelo com resposta normal inversa.

Algumas observagoes foram detectadas como possivelmente influentes (vide
Figura 3.31): #2 (2% semana, grupoB), #8 (2% semana, grupo B), #10 (2%
semana, grupo B), #311 (2¢ semana, grupo C), #405 (14% semana, grupo
C) #465 (2% semana, grupo D) e #744 (ultima semana, grupo E). Embora
os valores preditos para a forca de cisalhamento dessas amostras estejam
abaixo da média, os valores observados sao em geral altos quando compara-
dos com os valores dos grupos e das semanas correspondentes. Também o
fato de 5 dessas observagoes terem ocorrido logo na segunda semana pode ser

um indicio de alguma dificuldade inicial com o experimento. A eliminacao
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dessas 7 observacoes do total de 744 observagoes leva a algumas variagoes
desproporcioanis. Por exemplo, as estimativas dos efeitos dos grupos B e C
diminuem, respectivamente, 9,1% e 14%. Todavia, nao ocorrem mudancas

inferenciais entre os efetios dos grupos B, C, D e E com relacao ao grupo A.

e 10

0.20
I

744 o

e 465

Distancia de Cook

indice

Figura 3.31: Grafico da distancia de Cook referente ao modelo com resposta
normal inversa ajustado aos dados sobre snacks.

3.9 Modelagem simultanea da média e da dis-
persao

Eventualmente o coeficiente de variacao pode nao ser constante variando com
as observagoes. Smyth (1989) introduziu os modelos lineares generalizados
duplos com modelagem conjunta da média e do parametro de precisao (ou
dispersao) e desenvolveu um processo de estimagao baseado no método de
maxima verossimilhanca que sera descrito a seguir. Contudo, outros métodos

alternativos de estimacao, tais como maxima verossimilhanca restrita, foram
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propostos mais recentemente com o intuito de reduzir o viés das estimativas
de maxima verossimilhanca, particularmente dos coeficientes do componente
de dispersao. Uma discussao a respeito desses métodos pode ser encontrada
em Smyth e Verbyla (1999).

A fim de formalizar os MLGs duplos supor que Yi,...,Y, sao varidveis
aleatorias independentes com funcao densidade ou funcao de probabilidades

expressa na forma

f(; 0, ¢i) = expldi{ybi — b(0:) } + c(y, ¢i)],

em que c(y,®;) = d(¢;) + ¢ia(y) + u(y). Essa decomposi¢ao, como visto
na Secao 2.7.2, vale somente para as distribui¢oes normal, normal inversa e

gama da familia exponencial. Além disso, supor que

) =mi =% B e h(g;) =\ =2/,

Tez = (z1,...,2q,) contém valores de varidveis

em que X; = (i1, ..., Tip)
explicativas e 8 = (B1,...,8,)" e v = (71,...,7,) sdo os parametros a
serem estimados.

Seja 8 = (B, ~")T, entdo o logaritmo da fungao de verossimilhanca fica

dado por
L) = Z[¢z‘{yi9i —b(0;)} + d(¢) + pialys) + u(y;)]

= D _{0ti +d(60) +ulw)}. (3.7)

em que t; = y;0; — b(0;) + a(y;). Portanto, se 0; for fixado a expressao (3.7)
coincide com o logaritmo da funcao de verossimilhanca de um modelo da
familia exponencial com respostas independentes 17, ..., 7T, (valores obser-

vados ti,...,t,), parametros canénicos ¢y, ..., ¢, e parametro de dispersao
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igual a 1. Pelas propriedades da familia exponencial segue que
pr, = B(T;) = =d'(¢:) e Var(Ti) = —d"(¢).

Essas quantidades sao descritas na Tabela 3.7 para as distribuigoes normal,
normal inversa e gama. Os resultados acima podem ser obtidos, alterna-
tivamente, aplicando-se condigoes usuais de regularidade no logaritmo da

verossimilhanga dado em (3.7).

Tabela 3.7
Derivagao de algumas quantidades para distribuicoes da familia exponencial.
Normal Normal inversa Gama
ti yitti — 5 +y7) —{wi/20F — T+ 20) 7" log(yi/ i) — i/ 1
d(¢) 3logg 5l0g¢ plogp — logT'(¢)
d'(¢) (2¢)7" (2¢)7" (1+1logg) — ¥(¢)
d"(¢) -(2¢)! -(2¢%)! o~ —¢'(9)

Conforme observado por Smyth (1989) para as distribuigdes normal e

normal inversa chamando D; = —2T; (i = 1,...,n) segue que
E?(D;
E(D2> = ¢;1 [§ Var(Dz) = ( ),
v
em que v = % Portanto, a expressao (3.7) pode ser interpretada para os

modelos com resposta normal e normal inversa como um MLG de respostas
independentes D, ..., D, com distribuicio gama de médias ¢;',..., ¢ ",
respectivamente, e parametro de dispersao v~! = 2. Assim, para 0; fixado,
os parametros da dispersao podem ser estimados alternativamente através
de um MLG com respostas independentes gama, funcao de ligagao h(-) e

parametro de dispersao igual a 2.
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3.9.1 Estimacao

A funcao escore e a matriz de informagao de Fisher para 3 podem ser obtidas

facilmente seguindo os passos da Secao 2.5.1. Assim, obtém-se
U; = X' ®W:V i(y—p) e
Kgp = X'®WX,
em que X é uma matriz nxp de linhasx; (i = 1,...,n), W = diag{wy, ..., w,}
com pesos w; = (du;/dn;)*/V;, V = diag{Vi,...,V,,}, ® = diag{¢1,...,d.},

Para obter a funcao escore para o parametro =, sera calculado inicialmente

a derivada
d ,aA do; ON;
ooy = Y { e g er )
~ 1
- Z{hm)z’”t a8 <¢z>z“}
— h' {t +d' ()},

em que h'(¢;) = d\;/d¢;. Portanto, em forma matricial obtém-se
U, =ZH'(t — pyp),
em que H., = diag{h/(¢1),..., M (¢,)}, t = (t1,...,tn) " e pp = (E(T1),..., E(Tn))"
= (=d'(¢1),...,—d(¢n))".
Para obter a matriz de informacao de Fisher para o parametro -y é preciso

das derivadas

"L(8)/070% = Z{h,z” 000 G~ 1) s+ o)

- Y gt e - o).
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cujos valores esperados ficam dados por

. 82 i // (bz ACON
%ﬁw {W(g)y ™"

Logo, em forma matricial tem-se que
-
K,, =7 PZ,

em que P = VVH;2, V., =diag{—d"(¢1),...,—d"(¢,)}. Devido a ortogona-
lidade entre os parametros #; e ¢;, segue diretamente a ortogonalidade entre
B e v. Assim, a matriz de informagao de Fisher para 6 é bloco diagonal
Ky = diag{Kps, K, }.

Similarmente aos MLGs pode-se desenvolver um processo iterativo escore
de Fisher para encontrar as estimativas de maxima verossimilhanga B e 9.

Apés algumas manipulacoes algébricas chega-se ao proceso iterativo

gt — (XTeMWmX)IXTmWmym o (3.8)
7(m+1) — (ZT]-:)(m)Z)flZT]-:)(m)Z*(m)7 (39)
em que y* = XB+ W 2V-2(y — p), z F=Zy+ V'H,(t — pp) em =
0,1,2,..... Conforme mencionado por Smyth (1989) o processo iterativo

(3.8)-(3.9) pode ser resolvido alternando-se as duas equagdes até a con-
vergéncia. Pode-se iniciar o processo iterativo (3.8) com as estimativas do
MLG com ¢; comum a todas as observagoes.

Sob as condigoes de regularidade apresentadas na Secao 2.6 segue para n
grande que 3 ~ N, (8, Kgé) ed ~ Ny(v, K;vl), respectivamente. Além disso,
devido a ortogonalidade entre 3 e « segue a independéncia assintética entre
B e .
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3.9.2 Métodos de diagnéstico

Nesta subsecao serd apresentada a derivacao de alguns procedimentos de

diagndstico para a classe dos MLGs duplos (vide Paula, 2013).

Residuos

Na classe dos MLGs duplos pode-se definir desvios para a média e para a
precisao, respectivamente. O desvio para a média assume a mesma expressao
da classe dos MLGs em que somente a média é ajustada, com ¢; no lugar
de ¢. Denota-se esse desvio por Di(y; fr, @) = > i, di*(yi; fui, ¢5), em que
di2(yis fus, 61) = 263[i(0; — 0:) + {b(0;) — b(6;)}]. Para ¢; grande Vi o desvio
Di(y; fr, @) pode ser comparado com os quantis da distribuicao qui-quadrado
com (n — p) graus de liberdade. Para o modelo normal heteroscedastico o
desvio para a média fica dado por Di(y; @, @) = > 0, %(y; — 9:)?. Na
pratica deve-se substituir ¢; por ¢; = hil(j\i) =1z]7.

O residuo Studentizado, no modelo normal heteroscedastico, assume a

forma
em que h; = 62x; (XT®X) 'x; com ® = diag{o7%,...,0,%}. Para os

demais MLGs duplos o residuo componente do desvio para a média fica dado

por )
di (Yis flis &i)

tD '3 = = Y
T Vi hy
em que &t (y;; fis, &) = £/ d2(ys; fii, &), 0 sinal continua sendo o mesmo de

(yi — fis) € hy 6 0 i-ésimo elemento da diagonal principal da matriz

~

~L A A A
H=®>W2X(X"dWX)'X'®

N[

21
Wz,
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ou seja,

hy; = Qgi@ix:(XT@WX)_lxi.
Sugere-se o grafico normal de probabilidades para tp,, e o grafico de tp,,
contra os valores ajustados.

Denote por Dj(y; qAﬁ,u) =>", d§2(yi;q§i,,ui) o desvio para a precisao,
em que di2(yi; &, 1) = 2[ti(d; — &) + {d(d;) — d(¢;)}], b; é solucdo para ¢
sob o modelo saturado sendo dada por d’ (gzNSl) = —t;. Para os modelos com
resposta normal e normal inversa tem-se que (;NSZ = —(2t;)~!. J4 para modelos
com resposta gama ¢; é a solucio da equacio {t(¢;) —logd; + 1} = t;. Aqui
também para ¢; grande Vi o desvio Dj(y; éﬁ, ) pode ser comparado com 0s
quantis da distribuigdo qui-quadrado com (n — ¢) graus de liberdade.

O residuo componente do desvio para a precisao fica dado por

- d§(yi;€5z'iﬂz‘),

em que d;‘(yi;@,ﬂi) = i\/dSQ(yi;ggi,ﬂi), o sinal sendo o mesmo de {f; +

d'(¢;)} e 74 é 0 i-ésimo elemento da diagonal principal da matriz
R =P:Z(Z'PZ) 2Pz,
ou seja,

’T‘A“‘ = ]A)iZ;r(ZT]?)Z)_lzi.

Note que p; = —d”(¢;){h (¢;)} 2. Por exemplo, para ligagao logaritmica
tem-se que h(¢;) = logg; entdo h'(¢;) = ¢;' e portanto p; = —¢2d”(¢;).
Assim, para os modelos com resposta normal e normal inversa segue que p; =
¢?(2¢7)~" = 1 e para os modelos com resposta gama p; = ¢; {0’ (¢;) — 1}.
Sugere-se o grafico normal de probabilidades para tp,, e o grafico de tp,,

contra os valores ajustados.
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Influéncia

Para avaliar a sensibilidade das estimativas dos parametros que modelam a
média pode-se usar a medida de influéncia LD; definida na Se¢ao 2.8.3 com

éi no lugar de ¢f, que sera definida por

em que

Gréaficos de indices de LD? e fam contra os valores ajustados sao recomendados.
Para avaliar a sensibilidade da estimativa 4 quando a i-ésima observacao
¢é deletada sera utilizada uma aproximacao de um passo, que é obtida de
forma similar & aproximacao de uma passo B(i) descrita na Secao 2.8.3, dada
por A )
Yy =4 — (ZTPZ)tIZi{ti ﬂt d/(¢i)}7 (3.10)
W(i)(1 = 74)

em que 7 é o i-ésimo elemento da diagonal principal da matriz R.

Uma medida para avaliar a influéncia nas estimativas dos parametros da

precisao fica dada por

LDZ = (’A)’(i) - ’A}’)T(ZTPZ)(’S’@) - ’3’)

em que




Gréficos de indices de LD e 7;; contra os valores ajustados sao recomendados.
Para os modelos com resposta normal e com resposta normal inversa o
residuo t7, assume a forma
; ti+ (20:) 7"
Ti - ~ —)
(V2d) VI—7a
e para modelos com resposta gama tem-se que
T ti + {1 +loggi — (i)}
VIV (@) — 6731 — )

Verbyla (1993) apresenta uma aproximacao de uma passo para Y () para

o caso normal usando um esquema de perturbacao especifico para modelos
normais heterosceddsticos. Para obter a aproximacao apresentada em (3.10)
usa-se a ponderacao de casos usual para MLGs. Estudos sobre a qualidade

da aproximagao apresentada em (3.10) ainda nao foram desenvolvidos.

3.9.3 Aplicacao

Pela analise descritiva apresentada na Secao 3.8.1 sobre o comportamento da
forca de cisalhamento dos cinco tipos de snack ao longo das 20 semanas e
também pelo gréfico de perfis para a forga de cisalhamento (Figura 3.32) nota-
se que o coeficiente de variagdo nao parece ser constante. Assim, a modelagem
dupla da média e da precisao pode levar a um ajuste mais satisfatério para
o modelo com resposta gama. Dessa forma supor que Y P& G(1ij, 9i5),
em que Y;;; denota a forca de cisalhamento referente a k-ésima réplica do
1-ésimo grupo na j-ésima semana, para k = 1,...,15, 7 = 2,4,6,...,20 e

i =1(A),2(B),3(C),4(D) e E(5), com parte sisteméatica dada por

tij = Bo+ Bi + Pesemana; + &semana? e

log(¢ij) = 7o+ i + Yesemana; + 77semana§,
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em que f; = 0 ey = 0. Portanto 5y e 7 s@o os efeitos da forma A,
controlando-se pela semana, na média e na precisao, respectivamente, en-
quanto By + B; e v + ¥ sao os efeitos das demais formas B, C, D e E na

média e precisao, respectivamente.

Tabela 3.8
Estimativas dos parametros referentes ao MLG duplo com resposta
gama ajustado aos dados sobre snacks.

Média Dispersao
Efeito Estimativa E/E.Padrao Estimativa  E/E.Padrao
Constante 36,990 11,53 1,560 7,27
Grupo B -10,783 -6,40 0,477 2,95
Grupo C -3,487 -1,98 0,050 0,31
Grupo D -14,829 -9,18 0,815 5,05
Grupo E -15,198 29,54 0,817 5,06
Semana 5.198 9.88 0,155 3.91
Semana? -0,189 -8,88 -0,005 -2,99

O MLG duplo pode ser ajustado no R através dos seguintes comandos:

require(dglm)

fit3.snack = dglm(cisalhamento ~ grupo + sl + s2,
~ grupo + sl + s2, family=Gamma(link=identity))

summary (fit3.snack) .

Note que a biblioteca dglm faz o ajuste de log(¢; '), ou seja da dispersao,
sendo necessario fazer as adaptagoes nos modelos com resposta gama e normal
inversa para obter log(¢;), ajuste da precisao. Em particular no caso de
modelos normais heteroscedésticos tem-se diretamente o ajuste de log(c?),
em que o7 ¢ a variancia.

Na Tabela 3.8 sao apresentadas as estimativas com os respectivos erros
padrao dos parametros da média e da dispersao. Pode-se notar pelas estima-

tivas dos parametros da média as mesmas tendéncias observadas na Figura

308



CV do Cisalhamento
0.20
|

5 10 15 20

Semanas

Figura 3.32: Perfis do CV da forca de cisalhamento segundo as semanas e os
grupos.

3.30 para o modelo com resposta normal inversa. O grupo A tem a maior
média para a forga de cisalhamento enquanto os grupos D e E tém as meno-
res médias. Com relagao as estimativas dos parametros da dispersao nota-se
que a variabilidade (no sentido do coeficiente de variagao) depende do tempo
de forma quadrética e que os grupos A e C apresentam maior variabilidade
enquanto os grupos D e E apresentam as menores variabilidades.

Nota-se ainda que os mesmos efeitos que sao significativos para os parametros
da média sao também significativos para os parametros da dispersao. Ape-
nas trés observacgoes, #430, #595 e #744, aparecem como possivelmente
influentes nos parametros da média e da dispersao, como pode ser observado
pelas Figuras 3.33 e 3.34. A eliminacao desses pontos nao muda a inferéncia.

Pelos graficos normais de probabilidades para o residuo componente do des-
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Figura 3.33: Grafico da distancia de Cook para as estimativas dos coeficientes
da média referente ao MLG duplo com resposta gama ajustado aos dados
sobre snacks.

vio para a média e para a dispersao apresentados nas Figuras 3.35 e 3.36,

respectivamente, nao ha indicios de inadequacao do MLG duplo.

3.10 Exercicios

1. SejaY ~ G(u, ¢) e considere a varidvel aleatoria log(Y). Use a condigao

de regularidade E(U,) = 0 para mostrar que E{log(Y)} = log(p) —
log(¢) +¢(¢), em que Uy = IL(u, ¢)/0¢.

2. Seja’Y ~ NI(u, ¢) e considere a variavel aleatéria Y ~!. Use a condigao
de regularidade E(Uy) = 0 para mostrar que E(Y ™) = ' + ¢!, em
que Uy = AL (1, 6)/99.

3. Mostre que o desvio da distribuicao gama para o caso i.i.d., ou seja
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Figura 3.34: Grafico da distancia de Cook para as estimativas dos coeficientes
da dispersao referente ao MLG duplo com resposta gama ajustado aos dados
sobre snacks.

Y; % G(u, ¢), é dado por D*(y: f1) = 2nelog(7/7), em que § é a média

geométrica das observagoes, isto é § = (II7_,y;)"/™.

4. Sejam Y; ~ FE(u1,¢1), i = 1,...,m, e Y; ~ FE(u2,¢2), i = m +
1,...,n, variaveis aleatérias mutuamente independentes. Encontre a
estimativa comum de maxima verossimilhanca para ¢, e ¢ sob a
hipétese Hy : ¢1 = ¢o. Particularize para os casos gama e normal

mversa.

5. Supor Y; % N(u,02) com log(c?) = a + vz, para i = 1,...,n. Como
fica a matriz modelo Z7 Obtenha a estatistica do teste da razao de
verossimilhangas para testar Hg : v = 0 contra Hy : v # 07 Qual a dis-
tribuicao nula assintética da estatistica do teste? Obtenha inicialmente

as estimativas para (u,o?) sob as hipéteses Hy e Ho U H;.
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Componente do Desvio

Quantil da N(0,1)

Figura 3.35: Grafico normal de probabilidades para o residuo componente
do desvio para a média referente ao MLG duplo com resposta gama ajustado
aos dados sobre snacks.

6. Supor Y, £ NI(u, ¢;) parai=1,2e j=1,...,7r com /o = \; = «
e Voo = Ay = a + A. Inicialmente obter as matrizes Z e P. Em
seguida obter as varidncias e covaridncia assintéticas Var(@), Var(A) e
Cov(a, 3) deixando em funcio dos componentes de P. Obter @ ¢ A
(use a propriedade de invariancia). Mostre que a estatistica do teste

de Wald para testar Hy : A = 0 contra Hy; : A # 0 pode ser expressa

{6 —\/&n)?
gW =2r = = .
P1+ @2
Mostre que i = (9/513/_1 + 523]2)/((}51 + 52) Qual a distribuicao nula

assintdtica da estatistica do teste?

na forma

7. Na tabela abaixo (Lawless, 2003) sao apresentados os resultados de um
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Componente do Desvio
-2

-4
|

Quantil da N(0,1)

Figura 3.36: Grafico normal de probabilidades para o residuo componente do
desvio para a dispersao referente ao MLG duplo com resposta gama ajustado
aos dados sobre snacks.

experimento em que a resisténcia (em horas) de um determinado tipo
de vidro foi avaliada segundo quatro niveis de voltagem (em kilovolts)
e duas temperaturas (em graus Celsus). Esses dados estao também
disponiveis no arquivo vidros.txt. Na primeira coluna do arquivo tem-
se o tempo de resisténcia, na segunda coluna a voltagem( 1: 200kV, 2:
250kV, 3: 300kV e 4: 350kV) e na terceira coluna a temperatura (1:
170°C e 2: 180°C). Seja Y o tempo de resisténcia da k-ésima amostra

de vidro submetida a i-ésima temperatura e a j-ésima voltagem.

Faca inicialmente uma andlise descritiva dos dados, por exemplo apre-
sentando os perfis médios da resisténcia segundo a voltagem para os
dois niveis de temperatura. Cacule também para cada casela algumas
medidas descritivas tais como média, desvio padrao e coeficiente de

variagao. Comente.
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Voltagem(kV)
Temperatura (°C) 200 250 300 350
170 439 572 315 258
904 690 315 258
1092 904 439 347
1105 1090 628 588

180 959 216 241 241
1065 315 315 241
1065 455 332 435
1087 473 380 455

O interesse principal desse estudo é comparar as resisténcias médias,
denotadas por p;j, 1 = 1,2 e j = 2,3,4. E usual neste tipo de estudo
assumir respostas com alguma distribuicao assimétrica. Assim, supor
que Yijk £ G(fij, ¢). Considere inicialmente uma reparametrizacao
tipo casela de referéncia sem interagao, em que p1; = «, p1; = o + 35,
for =a+7ye gy =a+v+ B3 7=234

Verifique se é possivel incluir a interagao entre voltagem e tempera-
tura. Procure responder com o modelo final de que forma os niveis
de voltagem e temperatura afetam o tempo médio de resisténcia dos
vidros. Apresente, por exemplo, os perfis médios ajustados e interprete

a estimativa de dispersao. Faca também uma andlise de diagnostico.

. SuporY; X NI(u, ¢), parai = 1,...,n. Mostre que a estatistica do teste
da razao de verossimilhancas para testar Hg : ¢ = 1 contra Hy : ¢ # 1

pode ser expressa na forma

Ery = n(p7" — 1) +nlog(¢),

e mostre que ¢ = n/D(y; fu) é a estimativa de méxima verossimilhanca

de ¢. Qual a distribuicao nula assintotica da estatistica do teste?
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9. Sejam Y7, ...,Y, varidveis aleatérias independentes tais que Y; ~ G(u;, ¢)
com parte sisteméatica dada por log(u;) = By + S1(x; — Z). Responda

aos itens abaixo:

(a) como fica a matriz de informacio de Fisher para 8 = (8y, 81, ¢) "
e a variancia assintética de fo, B1 e ¢?

(b) Como fica o teste de escore para testar Hy : ¢ = 1 contra Hy : ¢ #
17

(c) Mostre que a estatistica do teste de escore para testar as hip6teses

Ho: Bp = 1,81 = 0 contra Hy : 5y # 1 ou 1 # 0 pode ser expressa

na forma

Qual a distribui¢ao nula assintética de Egr?

10. Supor Vi, ..., Y, varidveis aleatdrias independentes tais que Y; ~ FE(u, ¢;)

com log(¢;) = @ + vz;. Responda as seguintes questoes:

(i) como fica a matriz modelo Z?
(ii) Calcule a variancia assintética de 4.

(iii) Como fica a estatistica de escore para testar Hy : v = 0 contra
H; : v # 07 Qual a distribui¢ao nula assintotica da estatistica do

teste?

11. Supor Y; P& N(u, 0;), em que log(o;) = v + 712, em que o; denota
o desvio padrao de Y;, para ¢ = 1,...,n. Obter U, e K,,. Como
fica a estimagao de e 47 Obtenha a estatistica do teste da razao de
verossimilhangas para testar Hyg : 71 = 0 contra H; : 73 # 0. Qual a

distribuicao nula assintética da estatistica do teste?
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12.

13.

14.

15.

16.

Supor Y; S NI(u, ¢), parai = 1,...,n, em que v = log(¢). Obter a
estimativa de maxima verossimilhanga 4 (dado gzg) e K,,. Como fica a

estatistica do teste de Wald para testar Hy : v = 0 contra Hy : v # 07

Sejam Y7, ..., Y, varidveis aleatérias independentes tais que Y; ~ NI(u;, ¢)
com p; ' = a. Encontre & e Var(&). Como fica a estatistica de Wald
para testar Hy : @« = 1 contra H; : o # 17 Qual a distribuicao nula

assintdtica da estatistica do teste?

Supor Y3, ..., Y, varidveis aleatérias independentes tais que Y; ~ NI(u;, @)
e Vit = 0 com = a+ B(x; — ), em que T = n LY @,
1=1,...,n. Responda as seguintes questoes:

(i) como fica a matriz modelo X7

(i) Calcule as variancias assintéticas Var(a) e Var(3). Calcule Cov(a, 3)
e comente.

(iii) Como fica a estatistica de Wald para testar Hy : § = 0 contra
H; : 8 # 0?7 Qual a distribuicao nula assintdtica da estatistica do
teste?

Supor Y; S G(pi, 07), em que log(p;) = 1; = XiTB elog(o;) = \; = Z;jr77

em que o; denota o coeficiente de variacao de Y;, para ¢ = 1,...,n.
Obter Ug, U, Ksg e K., e desenvolva um processo iterativo duplo

para obter as estimativas de maxima verossimilhanca 3 e 4.

Sejam Y;,i = 1,...,n, variaveis aleatorias independentes com distri-
buicao gama de média pu; e parametro de precisao ¢. Mostre que a
estatistica da razao de verossimilhancas para testar Hy : ¢ = 1 contra

Hi: ¢ # 1 vale
Erv = 2n[log(9) — logl(¢) — (¢ — {1 — v(9)}],
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17.

18.

19.

em que ['(¢) é a funcdo gama e (¢) é a funcdo digama (Cordeiro
et al., 1994). Use o resultado log(¢) — 1(¢) = D/2, em que D =

> D(ys; f1;)/n denota o desvio médio do modelo correspondente.

Supor Y;; varidveis aleatérias mutuamente independentes tais que Y;; ~
G(pi, @) para i = 1,2 e j = 1,...,m, sendo log(pu1) = a — 5 e
log(pe) = a + S. (i) Obtenha a matrix modelo X. (ii) Expresse
em forma fechada as estimativas de méaxima verossimilhanca & e B
(ili) Calcule as varidncias assintéticas Var(a) e Var(f) e mostre que
Cov(a, 8) = 0. (iv) Como fica o teste de escore para testar Hy : 3 = 0
contra Hy : # # 07 Qual a distribuicao nula assintética da estatistica

do teste?

No arquivo energy.txt estao descritos os dados referentes ao consumo
de energia em 53 domicilios (Montgomery et al., 2001, pgs. 175-178) em
que o total de energia consumido num determinado més (em kilowatts-
hora) é utilizado para explicar a demanda de energia na hora de pico.
Faca inicialmente uma analise descritiva dos dados. Use um modelo
de regressao normal linear (com erros homocedésticos) para explicar a
demanda média no horério de pico através do consumo mensal de ener-
gia. Proponha, alternativamente, modelos com erros heteroscedasticos.

Compare os ajustes e interprete os coeficientes estimados do modelo es-
colhido.

A fim de avaliar-se a qualidade de um determinado filme utilizado em
maquinas fotogréficas, o tempo de duracao do filme (em horas) é rela-
cionado com a densidade maxima do filme sob trés condigoes experi-
mentais conforme descrito na tabela abaixo (Myers et al., 2002, p. 192)

e também no arquivo dfilme.txt.
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20.

Tempo Dye Tempo Dy Tempo | DN

(72°C) (82°C) (92°C)

72 355 8 352 24 3,46
144 327 96 3,35 48 291
216 2,89 144 2,50 72 227
288 2,55 192 2,10 96 1,49

360 2,34 240 1,90 120 1,20
432 2,14 288 1,47 144 1,04
504 1,77 336 1,19 168 0,65

Faca um diagrama de dispersao entre o tempo de duragao e a densi-
dade maxima para cada condi¢ao experimental e proponha um modelo
com resposta gama para ajustar esses dados. Aplique métodos de di-

agnostico e interprete as estimativas do modelo selecionado.

O arquivo claims.txt contém uma amostra aleatéria de 996 apodlices
de seguros de veiculos extraidas do livro de de Jong e Heller (2008) re-
ferente ao periodo 2004-2005. As variaveis do arquivo estao na seguinte
ordem : (i) valorv (valor do veiculo em 10000 dolares australianos),
(ii) expos (exposi¢ao do veiculo), (iii) nsinistros (ndmero de sinis-
tros no periodo), (iv) csinistros (custo total dos sinistros em dolares
australianos), (v) tipov (tipo do veiculo em 11 categorias), (vi) idadev
(idade do veiculo em 4 categorias), (vii) sexoc (sexo do condutor prin-
cipal), (viii) areac (drea de residéncia do condutor principal) e (ix)

idadec (idade do condutor principal em 6 categorias).

Faca inicialmente uma analise descritiva dos dados e procure agrupar
em um nimero menor de categorias algumas varidveis categoricas. Con-
sidere como varidvel resposta cmsinistros = csinistros/nsinistros.
Aplique numa primeira etapa modelos com resposta gama e normal

inversa com ¢ constante. Faca uma andlise de diagnodstico. Numa se-
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21.

gunda etapa, se necessario, aplique modelos duplos com resposta gama
e normal inversa. Faca também uma andlise de diagndstico. Para o

modelo final selecionado interprete os coeficientes estimados.

O arquivo fluxo.txt contém parte dos dados de um experimento de-
senvolvimento em 2006 nas Faculdades de Medicina e de Filosofia, Le-
tras e Ciéncias Humanas da USP e analisado no Centro de Estatistica
Aplicada do IME-USP (CEAOP16) para avaliar o fluxo da fala de fa-
lantes do Portugués Brasileiro segundo o género, idade e escolaridade.
Uma amostra de 595 individuos residentes na cidade de Sao Paulo com
idade entre 2 e 99 anos foi avaliada segundo a fala auto-expressiva. O
individuo era apresentado a uma figura e orientado a discorrer sobre
a mesma durante um tempo minimo de 3 minutos e maximo de 6 mi-
nutos. Para criancas de 2 e 3 anos, as amostras foram obtidas com a

colaboracao dos pais.

As varidveis estao descritas na seguinte ordem: (i) idade, idade em
anos do individuo, (ii) género, género do individuo (1:feminino, 2:mas-
culino), (iii) interj, numero de interjei¢des durante o discurso, (iv)
fpm, fluxo de palavras por minuto e (v) fsm, fluxo de silabas por mi-

nuto. Para ler o arquivo no R use os comandos
fluxo = read.table("fluxo.txt", header=TRUE)
genero = factor(genero).

Faca inicialmente uma analise descritiva dos dados, boxplots indivi-
duais e diagramas de dispersao de cada variavel explicativa contra fpm
(que sera assumida como resposta). Depois proponha um modelo linear
normal homocedastico e verifique a possibilidade de também modelar

a variancia.
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22.

23.

Ajustar um modelo normal heterocedéstico usando o GAMLSS. Note que
neste caso é modelado o desvio padrao ao invés da variancia, como
ocorre na biblioteca dglm. Interpretar os graficos gerados pelos coman-

dos plot, wp e term.plot.

No arquivo rent do GAMLSS sao descritas 9 varidveis observadas numa
amostra aleatoria de 1967 unidades habitacionais da cidade de Munich
em 1993. Para fins de andlise iremos considerar as seguintes variaveis:
(i) R (valor mensal liquido do alugel em DM), (ii) F1 (drea util em
m?), (iii) A (ano da construcdo), (iv) H (varidvel bindria referente &
existéncia de aquecimento central, 0: sim, 1: ndo) e (v) loc (qualidade
da localizacao do imoével, 1: abaixo da média, 2: na média e 3: acima
da média). O arquivo estd disponibilizado diretamente no GAMLSS,
no entanto é preciso informar que a variavel loc é categorica através

do comando
loc=factor(loc).

A varidvel explicativa A é considerada continua. Fazer inicialmente
uma analise descritiva dos dados, tais como densidade da variavel res-
posta, boxplots e diagramas de dispersao entre as variaveis explicativas
continuas e a variavel resposta. Procure selecionar um modelo gama
duplo com ligacao logaritmica para explicar o valor médio mensal do
aluguel e o coeficiente de dispersao. Fazer uma andlise de diagndstico

e interpretar os coeficientes estimados do moelo selecionado.

Considere o arquivo BigMac2003 da biblioteca alr4 do R, em que

sao descritas as seguintes variaveis de 69 cidades de diversos paises:

e BigMac: minutos de trabalho para comprar um Big Mac
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Bread: minutos de trabalho para comprar 1kg de pao
Rice: minutos de trabalho para comprar 1kg de arroz
FoodIndex: indice de precos de alimentos

Bus: valor da passagem de 6nibus (em USD)

Apt: valor do aluguel (em USD) de um apartamento padrao de 3

dormitoérios

TeachGI: saldrio bruto anual (em 1000 USD) de um professor de

ensino fundamental

TeachNI: saldrio liquido anual (em 1000 USD) de um professor de

ensino fundamental

TaxRate: imposto pago (em porcentagem) por um professor de

ensino fundamental

TeachHours: carga hordria semanal (em horas) de um professor

de ensino fundamental.

Para disponibilizar e visualizar um resumo dos dados use na sequéncia

os seguintes comandos do R:

require(alréd)

require (MASS)

attach(BigMac2003)

summary (BigMac2003) .

O objetivo principal do estudo é relacionar a varidvel BigMac com as

demais variaveis explicativas. Apresente a densidade da varidvel res-

posta, as correlagoes lineares amostrais bem como os diagramas de
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dispersao (com tendéncia) entre a variavel resposta e cada uma das

variaveis explicativas. Comente.

Ajustar no GAMLSS inicialmente um modelo com resposta gama e

ligacao logaritmica através dos comandos
require(gamlss)
fitl.bigmac = gamlss(BigMac ~ -, family=GA, data=BigMac2003).

Através do procedimento stepGAIC fazer uma selecao das varidveis ex-

plicativas
fit2.bigmac = stepGAIC(fitl.bigmac,direction="both")
summary (fit2.bigmac) .

Para o submodelo selecionado aplicar andlises de residuos através dos

comandos

rq = resid(fit2.bigmac)

par (mfrow=c(1,2)

plot(fitted(fit2.bigmac), rq, ylab="Residuo Quantilico",
xlab="Valor Ajustado", pch=16, cex=2, cex.axis=1.5, cex.lab=1.5)
qqnorm(rq, ylab="Residuo Quantilico", xlab="Quantil da N(0,1)",
pch=16, cex=2, cex.axis=1.5, cex.lab=1.5, main=‘‘’’)

par (mfrow=c(1,1))

wp(fit2.bigmac, pch=16, cex=2, cex.axis=1.5, cex.lab=1.5).

Comente. Interprete os coeficientes estimados e apresente o term.plot

para cada componente.
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24. No arquivo raia.txt (Paula e Kumagaia, 2014) sdo descritas as se-
guintes variaveis observadas numa amostra de 186 descarregamentos
pesqueiros na Bahia de todos os Santos (costa nordeste brasileira), no
periodo de janeiro de 2012 a janeiro de 2013, referentes a captura da
raia-branca através do método artesanal grozeira:

e periodo (periodo da pesca, seco ou chuvoso)
e area (local da pesca, dreal, drea2, area3 e dread)
e mare (maré, quadratura ou sizigia)
e vvento (velocidade do vento, em m/s)
e tmax (temperatura maxima, em °C)
e tmin (temperatura minima, em °C)
e ins (insolagdo, em horas)
e cpue (captura por unidade de esforco, em kg).
O objetivo principal do estudo é relacionar a cpue média com as demais
variaveis explicativas. Use os comandos em R
raia = read.table("raia.txt", header=TRUE)

raia$periodo = factor(raia$periodo, levels=1:2, labels=c("seco",

"chuvoso"))

raia$area = factor(raia$area, levels=1:4, labels=c("areal",

"drea2", "area3", "&read"))

raia$mare = factor(raia$mare, levels=1:2, labels=c("quadratura",

"sizigia"))

attach(raia).
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Tracar a densidade da cpue e construir boxplots para a cpue segundo

as trés variaveis categoricas. Comentar.
plot(density(cpue), xlab="cpue", ylab="Densidade", main=)

boxplot (split(cpue,periodo),col="gray",
ylab="cpue")

boxplot(split(cpue,area),col="gray",

ylab="cpue")

boxplot (split(cpue,mare),col="gray",

ylab="cpue").

Construir diagramas de dispersao entre a log(cpue) e cada varidvel

explicativa continua. Comentar.
plot(vvento, log(cpue), pch=16)
plot(tmax, log(cpue), pch=16)
plot(tmin, log(cpue), pch=16)
plot(ins, log(cpue), pch=16).

Ajustar um modelo log-linear com resposta gama para explicsar a cpue
média dadas as varidveis explicativas. Escrever o modelo. Usar o co-

mando stepGAIC do GAMLSS para selecionar um submodelo.
require(gamlss)

ml.raia = gamlss(cpue ~ periodo + area + mare + vvento + tmin

+ tmax + ins, family=GA)
m2.raia = srepGAIC(ml.raia)
summary (m2.raia)

plot(m2.raia)
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25.

wp(m2.raia)
term.plot(m2.rais).

Comentar os resultados. Tragar num mesmo grafico o comportamento

da cpue ajustada segundo as variaveis explicativas selecionadas.

A seguir é descrito um conjunto de dados em que pacientes com leuce-
mia foram classificados segundo a auséncia ou presenca de uma carac-

teristica morfolégica nas células brancas (Feigl e Zelen, 1965).

Pacientes classificados de AG positivo foram aqueles com a presenca da
caracteristica e pacientes classificados de AG negativo nao apresenta-
ram a caracteristica. B apresentado também o tempo de sobrevivéncia
do paciente (em semanas) ap6s o diagndstico da doenga e o ntimero de
células brancas (WBC) no momento do diagnéstico. Esses dados estao

descritos no arquivo sobrev.txt.

Supondo que o tempo de sobrevivéncia apds o diagnostico segue uma
distribuicao gama, proponha um modelo para explicar o tempo médio
de sobrevivéncia dados log(WBC) e AG(=1 positivo, =0 negativo).
Faca uma anélise de diagnéstico com o modelo ajustado e interprete as

estimativas.
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AG Positivo AG Negativo
WBC Tempo WBC Tempo

2300 65 4400 o6
750 156 3000 65
4300 100 4000 17
2600 134 1500 7
6000 16 9000 16
10500 108 5300 22
10000 121 10000 3
17000 4 19000 4
5400 39 27000 2
7000 143 28000 3
9400 26 31000 8
32000 26 26000 4
35000 22 21000 3
100000 1 79000 30
100000 1 100000 4
52000 5 100000 43
100000 65

Ajustar o modelo no GAMLSS. Interpretar os gréaficos gerados pelos co-

mandos plot, wp e term.plot.
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Capitulo 4

Modelos para Dados Binarios

4.1 Introducao

Neste capitulo serao apresentados modelos para a andlise de dados com res-
posta bindria, isto é, resposta que admite apenas dois resultados. Comumente
¢é chamado de sucesso o resultado mais importante da resposta ou aquele que
pretende-se relacionar com as demais variaveis de interesse. E comum encon-
trar situacoes praticas em que esse tipo de resposta aparece. Como ilustracao,
seguem alguns exemplos: (i) o resultado do diagnéstico de um exame de labo-
ratério, positivo ou negativo; (ii) o resultado da inspec¢ao de uma peca recém
fabricada, defeituosa ou nao defeituosa,; (iii) a opiniao de um eleitor a respeito
da implantagao do voto distrital, favordvel ou outra opiniao; (iv) o resultado
de um teste de aptidao aplicado a um estudante, aprovado ou reprovado;
(v) classificacao de um cliente de uma instituicao financeira com relacao a
um empréstimo para financiamento imobilidrio, adimplente ou inadimplente;
(vi) o resultado de uma promogao de uma rede de lojas enviando para cada
cliente um cupom com desconto, cupom utilizado ou cupom nao utilizado
num determinado periodo, etc. Ha também situagoes em que apenas duas

possibilidades sao consideradas de interesse para uma variavel continua, valo-
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res menores do que um valor de referéncia vy e valores maiores ou iguais a vy.
Nesses casos, pode-se considerar uma nova variavel binaria para essas duas
possibilidades. Por exemplo, numa determinada prova de conhecimentos vy
pode ser a nota minima para ser aprovado no exame, ou o valor minimo para
um exame de laboratério ser considerado alterado. Assim, varidveis binarias
podem surgir naturalmente num experimento ou serem criadas dependendo
do interesse do estudo.

Inicialmente, uma resenha dos principais métodos classicos para a analise
de tabelas de contingéncia do tipo 2 x 2 sera apresentada neste capitulo. Em
seguida, serd descrito o modelo de regressao logistica para a anélise de tabelas
de contingéncia 2 x 2. Também serao discutidos procedimentos para a selecao
de variaveis em modelos logisticos, métodos de diagnostico, alguns tipos de

modelos de dose-resposta, sobredispersao e regressao logistica condicional.

4.2 Métodos classicos: uma unica tabela 2 x 2

Métodos classicos em tabelas de contingéncia 2 x 2 sao datados da década de
1950. Os primeiros trabalhos foram motivados pelo interesse na inferéncia
de certos parametros com grande aplicabilidade na area biomédica, espe-
cialmente em Epidemiologia, tais como risco relativo e razao de chances.
Varios trabalhos foram publicados durante as décadas de 1950 e 1960 e até
hoje as técnicas desenvolvidas tém sido utilizadas, particularmente na andlise
descritiva dos dados, antes de um tratamento mais sofisticado através de mo-
delagem estatistica de regressao. Nesta secao serd apresentada uma resenha
das principais técnicas segundo o ponto de vista inferencial classico. Embora
a metodologia apresentada possa ser aplicada em qualquer area do conhe-
cimento, sera dado énfase para a area biomédica em que tem ocorrido um

nimero maior de aplicagoes.
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4.2.1 Risco relativo

Supor que os individuos de uma determinada populacao sejam classificados
segundo um fator com dois niveis, A e B, e a presenca ou auséncia de uma
certa doenca, denotados por D e D, respectivamente. As proporgoes popu-

lacionais ficam, nesse caso, descritas conforme a tabela abaixo.

Fator

Doenca A B
D P P
D P2 P4

Portanto, pode-se definir as seguintes quantidades:

P, /(P,+ P,) : proporgao de individuos classificados como doentes no grupo
Ae

P3/(Ps+ Py) : propor¢ao de individuos classificados como doentes no grupo
B.

A razao entre as duas propor¢oes acima foi denominada por Cornfield (1951)
como sendo o risco relativo de doenca entre os niveis A e B, ou seja

PP+ B) PP+ Py)

RR = = .
Py/(Ps+P)  Py(P+ By)

(4.1)

Cornfield (1951) também notou que se a doenca for rara (P, << Py e P3 <<

P,) a quantidade (4.1) assume a forma simplificada

b=t (42)

a qual denominou odds ratio, que sera denominada razao de chances. Muitas
vezes ¢ comum 1) ser chamado de risco relativo, embora isso somente seja

valido quando P; e P3 forem muito pequenos. A grande vantagem do uso de ¢
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¢ a facilidade inferencial tanto na abordagem tradicional como na abordagem
através de regressao.

Como em geral a porcentagem de individuos doentes é muito menor do
que a porcentagem de nao doentes, é bastante razoavel num estudo cujo ob-
jetivo é avaliar a associagao entre algum fator particular e uma certa doenca,
que a quantidade de doentes na amostra seja a maior possivel. Assim, a amos-
tragem retrospectiva, em que os individuos sao escolhidos separadamente nos
estratos D e D, pode ser mais conveniente do que os demais procedimentos
amostrais. Um cuidado, entretanto, deve-se ter nesses estudos. E impor-
tante que os doentes (casos) sejam comparaveis aos nao doentes (controles)
segundo outros fatores (fatores potenciais de confundimento), possivelmente
associados com a doenga. Nos estudos prospectivos, em que a amostragem é
feita nos estratos A e B, esse tipo de problema pode ser controlado, embora
em geral seja necessario um longo periodo até a obtencao de um ntmero
suficiente de doentes para uma anélise estatistica mais representativa.

As inferéncias para os estudos retrospectivos e prospectivos sao idénticas,
assim serd descrito apenas o caso retrospectivo. Assim, assume-se que no es-
trato D sdo amostrados n; individuos e que no estrado D sdao amostrados nsy
individuos. O ntmero observado de individuos com presenca de A nos estra-
tos D e D sera denotado por ¥ e 9, respectivamente. Os dados resultantes

dessa amostragem podem ser resumidos conforme a tabela abaixo.

Fator
Doenca A B Total

D i ni—Yy1 M

D Y2 Mo — Yo N2

Esse tipo de abordagem pode ser estendida para quaisquer situagoes

praticas em que pretende-se comparar dois estratos de uma determinada
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populagao segundo a ocorréncia de algum evento de interesse. Por exemplo,
A poderia denotar os condutores do sexo masculino com apdlice de seguro
de automovel de uma seguradora, enquanto B denotaria os condutores do
sexo feminino da mesma seguradora. O evento D poderia ser a utilizacao da
apOlice para cobrir alguma sinistralidade num determinado periodo. Assim,
pode-se estimar a razao de chances entre condutores do sexo masculino e con-
dutores do sexo feminino de utilizacao da apdlice para cobrir sinistralidade.
Como o evento D neste caso nao deve ser raro, risco relativo e razao de chan-
ces devem ser quantidades diferentes. A seguir serd discutida a abordagem

classica para analisar a tabela acima.

4.2.2 Modelo probabilistico nao condicional

Denota-se por Y] e Y5 o nimero de individuos com presenca de A nos estratos

D e D, respectivamente. Sera também assumido que essas varidveis sao bino-

miais independentes, isto é Y] ~ B(ny, ) e Yy ~ B(ns, my), respectivamente.

Logo, a fungao de probabilidade conjunta de (Y7, Y3) fica dada por
Fnamom) = (1) () - w0

Y1/ \Y2
Seguindo a notacao da sec¢@o anterior, tem-se que m; = Py /(P +P;), 1 —m =
Py/(PL+ Ps), m=Py/(Py+ P) el —my = P,/(Py, + P;). Assim, mostra-se

que
. P1P4 N 7T1(1 —72)

v = PPy, my(l—m)’

e consequentemente que m; = moth/{mth + 1 — m}. A expressao (4.3) pode

entao ser expressa apenas em fungao de (¢, ms),

s = o el () ()} emoor oo (2]

(]_ — 7TQ)n
(g + 1 — o)™’ (44)
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em que n = ny +ny. O logaritmo da funcao de verossimilhanca fica portanto

dado por

L(y,m) = log { (Zi) (Zz) } +y1 log(v) + (y1 + vo) log (1 iir?) +

+nlog(l — mg) + nylog(vmy + 1 — ).

Pode-se mostrar que a maximizagao de L(#), 7o) leva as estimativas de maxima

y1(n2—y2)
y2(n1—y1)’

A variancia assintética de 1 é expressa na forma

o 1 !
Vars(¢) = o {774771(1 — 1) * nama(1l — m2) } '

Esse resultado pode ser mostrado utilizando teoria assintotica relacionada

verossimilhanga 79 = Z—z e = respectivamente.

com os estimadores de maxima verossimilhanga de 7y e 1, sendo as corres-
pondentes variancias assintéticas obtidas através da inversa da matriz de
informacao de Fisher para (¢, m2). Outra possibilidade para mostrar esse re-
sultado é através da aplicacao do método delta, em que obtém-se a variancia
assintotica de 1; através das variancias e covariancia assintoticas de 7, e 7.
Assim, para n; e ny grandes, tem-se que

Var a(¢h) = [g—ﬂTVarA(ﬁ) B—ﬂ ,

em que [0v/0m] = [04/0m1, 00 /0m] T e Vara(sr) = diag{™-m) m2l-m2)y
com 7 = (7, ).

Alguns autores preferem trabalhar com log(v)), uma vez que a apro-
ximagao assintotica para a distribuicao normal é mais rapida para log(lﬁ)
do que para QZ Assim, pode-se mostrar sob condigoes gerais de regulari-

dade, que a estimativa nao condicional log(v)) segue para grandes amostras

distribuicio normal de média log(1) e variancia assintética Var4{log(1))} =
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{1/nym (1 — m) + 1/neme(1 — m2)}. Esse resultado também pode ser facil-
mente mostrado através do método delta aplicado a transformacao log(v)),

em que

Var{log(¢)} = {dlog(y) /di}*Vara(¢)
com dlog(v)/dy = 1/4?.

Em virtude de E(v)) = oo, que impossibilita qualquer tipo de inferéncia
para pequenas amostras, testes exatos usando um modelo condicional tem

sido preferido. Esses testes serao discutidos na proxima secao.

4.2.3 Modelo probabilistico condicional

Devido aos problemas inferenciais com o modelo nao condicional para pe-
quenas amostras, a utilizagao de um modelo condicional, cuja construcao
sera discutida a seguir, tem sido a solugao encontrada sob o ponto de vista
classico para fazer inferéncias a respeito de .

Assim, aplicando o teorema da fatorizacao para a funcao de probabili-
dade (4.4), mostra-se que o conjunto de estatisticas (Y7, Y] + Y3) é suficiente
minimal para o vetor de parametros [logiy), log{my /(1 — m3)}]. Logo, a distri-
buigao de (Y7, Ys) condicionada a Y; 4+ Yy = m, deverd resultar numa fungao
de probabilidade que depende apenas do parametro de interese 1. Essa dis-
tribuicao resultante (ver Cornfield, 1956) tem sido largamente utilizada em
pequenas amostras. Alguns autores questionam, entretanto, o procedimento
adotado, uma vez que a estatistica Y7 + Y5 nao é ancilar para ; isto é,
contém informagoes a respeito do parametro 1 (ver discussao, por exemplo,
em Lehnman e Casella, 2011).

O condicionamento de (Y7, Y5) em Y;+Y5 = m produz o modelo caracteri-

zado pela familia de distribui¢oes hipergeométricas nao centrais, cuja funcao
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de probabilidade ¢é definida por

() () e
1|1, = L e y;Q g 45
fyilm; ) A (4.5)

em que 0 < ¢ < oo e t varia de max(0,m — ng) a min(n;,m). Em particu-

lar, quando 1) = 1, a expressao (4.5) fica reduzida a conhecida distribuigao
hipergeométrica central, com funcao de probabilidade dada por
() ()
flplms =1) = W

m

A média e a variancia de Yj|m sdo, respectivamente, dadas por

mny

B(1) = B(Vilm; o = 1) =

ning(n —m)m
n?(n —1)

Para o modelo condicional (4.5) o logaritmo da funcao de verossimilhanga

V(1) = Var(Yim;¢ = 1) =

fica expresso na forma

= (1) G v {2 (7))}

Denote por v a estimativa de maxima verossimilhanca condicional. Essa esti-
mativa pode ser expressa como a solugao positiva da equagao y; = E(Y1|m; ).
Tem-se que o momento de ordem r da distribuigao condicional, E(Y]"|m;)

¢ dado por E(Y{'|m; ) = P.(¢)/Po(1), em que

_ r( ™ n2 t _
Pr(@b)_zt:t <t)<m_t)¢, r=1,2,...

e Po(v) = >, (ntl) (T:it)lbt- Assim, a equacao de maxima verossimilhanca

para obter v fica reescrita na forma

~

Y1 — Pl(@ =0. (4.6)

Po()
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Com o aumento de nji,ng,m e n — m, fica impraticavel obter 1/3 através
de (4.6), uma vez que essa equagdo contém polinémios em 1& de grau bas-
tante elevado. Uma saida, nesses casos, é resolver (4.6) através de métodos
numéricos que ndo requerem a extracdo das raizes do polinomio P (1)) Py *(¢))
(ver McCullagh e Nelder, 1989, p. 256 ; Silva, 1992).

Para ilustrar a obtencao de 12, considere a tabela abaixo.

B  Total
3 4
2 3

A
1
1

D
D

Tem-se, nesse caso, que n; = 4,ny = 3 e m = 2. A fungao de probabilidade

da distribuicao condicional fica entao dada por

o= () ) S ()6

em que o somatdrio varia no intervalo 0 <t < 2. Isso resulta nas probabili-

dades condicionais

FOIm;w) = 3/{3+ 12 + 6%}
Fmsw) = 120/{3+ 120 + 6y}
F@Imiw) = 602/{3 +12¢ + 692}

A equagao E(Y;|m; z@) =y fica entao dada por

120 + 1242 = 3 + 124) + 642,

que é equivalente a 62/32 =3 ou 7,@ =0,707.
Similarmente ao estimador nao condicional, pode-se mostrar para grandes

amostras que 1 segue distribui¢ao normal de média 1) e variancia assintética

Var () = V3 (), em que
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1 1 1 1
T Ea®@) T —Ea@) T m—Fa@)  m—m+Ea@)]’

Va' (@)
e E4(¢) sai da equagao

Ea(){ns —m +Ea(¢¥)}
{1 —Ea(¥)H{m — Ea(¥)}

que para 1 fixo resulta numa equagao quadratica em E4(v)). Mostra-se,

=), (4.7)

para 1 # 1, que a tnica raiz de (4.7) que satisfaz max(0,m —ns) < E4(¢)) <

min(ny, m) é dada por

Ea(y) = [Ir] = s,

em que 7 = t[n/(¥ — 1) +m+m]es=[r>—mnp/(— 1)
Quando ¢ = 1, a expressao (4.7) nao resulta numa forma quadratica em

EA(). Verifica-se facilmente, nesse caso, que

mni
Ea(l) =
(1) =—
e
V(1) = nanm(n—m).

n3
Pode-se notar que a média e a variancia assintética de ¢, quando ¥ = 1,
coincidem praticamente com a média e a variancia da distribuicao condicional

dada em (4.5).

4.2.4 Teste de hipoteses

Testes exatos

Uma vez conhecida a distribuicao condicional que depende apenas do parametro

de interesse 1, pode-se desenvolver testes exatos para pequenas amostras.
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Um caso de interesse seria testar Hg : ¢ = 1)y contra Hy : ¢ < 1)y, em que
1o é um valor conhecido. O nivel descritivo (valor-P) do teste, isto é, a pro-
babilidade sob Hy de obtencao de valores tdo ou mais desfavoraveis a Hy (no

sentido de Hy) é definido por

Py =Y f(tlm; ),

t<yi

em que o somatoério vai de max(0,m —ny) até y;. Analogamente, para testar
Hy : ¢ = vy contra Hy : ¢ > ¢y, tem-se que Ps = >, f(¢|m;th). Nesse
caso, o somatoério vai de y; até min(ny, m). Para o teste bilateral, Hy : ¢) = 1y
contra Hy # 1)y, o nivel descritivo é definido por P= 2min{P;, Pg}.

Em particular, quando ¢y = 1, estd sendo testada a nao existéncia
de associagao entre o fator e a doenca, sendo o teste resultante conhecido
como teste exato de Fisher (ver, por exemplo, Everitt, 1977). Nesse caso,
o nivel descritivo é obtido computando as probabilidades da distribuigao hi-
pergeométrica central.

Pode-se também utilizar o modelo condicional (4.5) para a estimagao
intervalar de ¥. Os respectivos limites de confianca serao baseados em P;
e Pgs e denotados por 1&1 e 7,@5, respectivamente. Como ilustragao, supor
que o interesse é construir um intervalo de confianca de coeficiente (1 — )
para 1. Os limites 1[}1 e ’QZA}S ficam entao, invertendo a regiao critica do teste

Hp : ¥ = 9y contra Hy : 9 # 1)y, determinados pelas equagoes

%:Zﬂmw@e§=ZﬂWWm

t<y1 t2y1
que sao polinomios de grau elevado em s e 1; a medida que os tamanhos
amostrais crescem, o que praticamente inviabiliza a solucao das equacoes.

Nesses casos, uma alternativa é trabalhar com intervalos assintéticos.
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Voltando a tabela da secao anterior, supor que o interesse é testar Hy :
1 =1 contra Hy : ¢ # 1. Tem-se entao os niveis descritivos P; = f(0|m;y =
1)+ f(1lms = 1) = 15/21 e Pg = f(1lm;p = 1) + f(2]m; o = 1) = 18/21

o que leva a P=1,0. Por outro lado, os limites 7,@1 e @@5 ficam dados por

1 2

= fltlmids) e - =D ftlm;dy)

t=0 t=1

| e

que ¢ equivalente, supondo o = 0, 20, a

0,10 = f(0lm; ds) + f(Lm;dhs) e 0,10 = f(Lm;dbr) + f(2lm; ),
que levam as equagoes

4@/31 + 2@[)%

0,10 = . — (¢; = 0,0274)
1+ 4y + 297
(§ ~
1+4 .
0,10 = — 45 () — 18 25).

1+ g + 293
Testes assintoticos

Para grandes amostras, ni, ny, m e n —m grandes, a distribuicao condicional
(4.5) se aproxima de uma distribuigdo normal de média E4(¢) e variancia
V() (ver Hannan e Harkness, 1963). Esse fato tem sido utilizado para
o desenvolvimento de testes assintéticos para testar Hg : @ = 1)y contra
Hy ¢ # o (Hy 1) > ¢hg ou Hy 1 9p < 1g). No caso de Hy : ¢ # 1)y, utiliza-se

a estatistica qui-quadrado dada abaixo

{y1 — Ea(o)}?

2 _
=T )

(4.8)
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que sob Hy segue assintoticamente distribuicao qui-quadrado com 1 grau de

liberdade. Para Hy : ¢ < 1y e Hy : 1) > 1, o nivel descritivo é dado por

P[:PT‘{Z< yl—EA(l/fo)}
B Va(vo)

Ps:Pr{Z> y1—EA(@/)o)}

v/ Val(to)

respectivamente, em que Z segue distribuigdo N(0, 1). Em particular, quando

1o = 1, a estatistica qui-quadrado (4.8) fica reduzida a forma conhecida

R %}2
A= ningm(n —m)/n® (4.9)

Um intervalo assintético de confianca para v pode ser obtido utilizando

a distribuicao assintética de log(v). Os limites desse intervalo sdo dados por

iy = expllog()) — z(1-as2)\/ Vara{log(y)}]
ths = expllog(¥)) + z(1—a/2)\/ Vara{log(}))}],

em que 2(1_q/2) denota o quantil (1 — a/2) da distribuicao normal padrao e

N - 1 1 1 1
Varaflo(i)} = |t gL
Y1 ny —H Y2 N2 — Y2

Esses limites podem ser expressos em uma outra forma, levando-se em conta
a estatistica qui-quadrado para testar Hy : ¢ = 1 contra H; : ¢ # 1. Essa

estatistica é denotada por

o flog(@)P

— - (4.10)
Vara{log(¢)}
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que segue, para grandes amostras, distribuicao qui-quadrado com 1 grau de

liberdade. Assim, os limites ficam reexpressos nas formas

@ZI _ &(1—2(17(1/2)/)()

Q/NJS — 22(1-5-2(1704/2)/)()‘

Alguns autores (ver Breslow e Day, 1980, p. 135) tém constatado que para
n1 = ng a probabilidade de cobertura do intervalo (zZMJI, 1/35) é em geral menor
do que o valor nominal utilizado. Por outro lado, quando n; e ny sao muito
diferentes, essa probabilidade de cobertura é superestimada. Uma sugestao,
nesses casos, ¢ utilizar o valor de X obtido do teste condicional (4.9) em vez

do valor obtido do teste nao condicional (4.10).

4.3 Métodos classicos: k tabelas 2 x 2

Muitas vezes tem-se interesse em controlar a associacao entre dois fatores
binarios através de um terceiro fator, comumente chamado de fator de con-
fundimento. O principal objetivo com esse tipo de estratificacao é eliminar
ou pelo menos reduzir a influéncia desses fatores na associacao de interesse.
Uma maneira mais eficiente de controlar fatores de confundimento ¢ através
da regressao logistica, que serda discutida na Secao 4.6. Nesta secao, sera
considerado apenas um fator de confundimento com k niveis, que sao amos-
trados n; individuos no i-ésimo estrato (ny; casos e no; controles) e que os

mesmos sao classificados conforme a tabela 2 x 2 abaixo.

Fator
Doenca A B Total
D Yui N — Y N
D Yoi Mo — Y24 N2
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Seguindo a mesma notagao das segoes anteriores tem-se que as estimativas
nao condicional e condicional de v); sao, respectivamente, tais que

@E _ yu(nm’ - yzi) Plz'(?&i)

i € Y — ~ = O
y%(nli - yli) ' P(Ji(wi)

As propriedades assintéticas de 1;@ e 2[11 sao as mesmas de 1; e 1& da Segao 4.2,

bem como as formas dos testes de hipdteses e da estimacao intervalar.

4.3.1 Estimagao da razao de chances comum

Um teste de interesse quando ha k tabelas de contingéncia 2 x 2 é verificar a
auséncia de interacao entre os estratos, isto é, verificar se a associacao entre
o fator e a doenca nao muda de um estrato para o outro. Isso é equivalente a

verificar se as razoes de chances sao homogéneas, ou seja, testar as hipoteses

Ho: 1= =1

H; : pelo menos dois valores diferentes.

H& varias propostas de estimativas para a razao de chances comum. As
estimativas de maxima verossimilhanca nao condicional e condicional serao
denotadas por zZ e 1&, respectivamente. A primeira estimativa pode ser ob-
tida facilmente através do ajuste de uma regressao logistica, enquanto que a
segunda é mais complexa do ponto de vista computacional e sera omitida.
Duas estimativas nao iterativas foram propostas por Mantel e Haenszel
(1959) e Wolf (1955), as quais serao denotadas por 1[1MH e 2/Aiw, respectiva-

mente. A estimativa de Mantel-Haenszel é definida por

Zf:l y1i<n2i - sz)/nz
Zf:l y2i<nli - ylz)/nz

Vg =
e pode também ser expressa como uma média ponderada de estimativas nao
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condicionais -
7 Z?:l ini
Vv = —r
D ie1 Vi

em que v; = yo;(n1; — y1;)/ni. O estimador de Mantel-Haenszel é consistente

e assintoticamente normal com variancia assintotica dada por

k k

Val"A(lﬁMH) = 1/)2 Z aiwi_l/(z ai)2,

i=1 i=1

em que w; = {nli’ﬂ'h‘(l — Wli)}il + {ngiﬂ'gi(l — ng)}il e a;, = nlingi(l —

m1i)T2; /n;. A estimativa de Wolf é dada por
koo~—1 7
Yw = exp { 2 _Eljk {Dg1< ) } ’
i=1%Yi

em que @; = {1/y1; + 1/(n1; — y1i) + 1/y2i + 1/(no; — yo;) }. Esse estimador é

também consistente e assintoticamente normal com variancia dada por
p 2 —1
Vara (Yw) = w™,

em que w = w; ' +---+w; . Como log(¢y) converge mais rapidamente para
a distribuicao normal do que ¥y, uma estimativa intervalar de coeficiente de

coefianga (1 — a) para 1) comum fica dada por

b1 = expllog(Uw) — 1-as2y\/ Vara {log(tw)}]

Bs = expllog(thw) + 1oz Vara {log(dw)}],

em que 2(1—q/2) denota o quantil (1 — a/2) da distribui¢ao normal padrao e
Vara{log(dw)} =1/ 35, @7t Similarmente pode-se encontrar estimativas
assintoticas intervalares para 1 comum utilizando o estimador de Mantel-

Haenszel.
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4.3.2 Testes de homogeneidade

Supor que o interesse é testar as hipoteses Hy e H; definidas na secao ante-
rior. A estatistica da razao de verossimilhancas que assume o produto de 2k
binomiais independentes é a mais utilizada nesse caso. Do ponto de vista de
analise preliminar dos dados, duas estatisticas tém sido sugeridas. A primeira

delas (vide Hosmer et al., 2013), é definida abaixo

k
X =Y @ H{log () — log(dhw)}?,
i=1
que segue, sob Hy e assintoticamente (para ny; e ng; grandes, Vi), distribuicao
qui-quadrado com k — 1 graus de liberdade. A outra estatistica, definida em
Breslow e Day (1980, p. 42), é baseada no modelo condicional, sendo expressa

na forma
{yn EA @/JMH)}
X2 -
o 221: Va,(Gar)

que também segue, sob Hy e para grandes amostras, distribuigao qui-quadrado

Y

com k — 1 graus de liberdade. A estatistica do teste é avaliada na estimativa
nao iterativa de Mantel-Haenszel ao invés da estimativa condicional @/A)
Quando a hipdétese nula nao é rejeitada, um teste imediato é verificar a
nao existéncia de associagao entre o fator e a doenga, mantendo apenas o
efeito da estratificacao. Esse teste, conhecido como teste de Mantel-Haenszel

(1959), utiliza a seguinte estatistica:

{3y — >, Ea (D)
Ei:1 VAi(l)

que, sob Hy : ¢» = 1, segue para grandes amostras (n; grande Vi ou para k

XMH -

9

grande) distribui¢ao qui-quadrado com 1 grau de liberdade. Similarmente ao

caso de uma unica tabela 2 x 2, um intervalo assintético de confianga para
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1 com coeficiente de confianga (1 — «) fica dado por

~ ~ ~(1xzq— X
(@Z)I7¢S) _ J(MHZ(I a/2)/ ]\[H)’

em que Xy = /X3, Para melhorar a aproximagao para a distribuigdo

normal, é usal aplicar correcao de continuidade no teste de Mantel-Haenszel.

4.4 Meétodos classicos: tabelas 2 x k

A dicotomizagao de um fator com mais de 2 niveis, a fim de deixar mais
simples o estudo da associacao entre esse fator e uma determinada doenca,
pode omitir informagoes relevantes acerca da associacao de cada um dos
niveis agrupados e a doenca em estudo. Assim, sempre que possivel, deve-se
manter para as analises o maior nimero possivel de niveis do fator. Uma

tabela resultante, nesse caso, é dada abaixo.

Fator
Doenca Nivel 1 Nivel 2 --- Nivel k Total
=1
D Y11 Y12 s Ny — Z¢:1 Y1 ny
= k—1
D Y21 Y22 T N — Zi:l Y2i Up)
Analogamente ao caso de uma unica tabela 2 x 2, assume-se que sao amostra-
dos n elementos do estrato D e ny elementos do estrato D e que (Y, ..., Yik)T
segue distribuigdo multinomial de parametros (m;, ... ,Wik)T, com W =

k—1 , . -
1-> o1 Tigy & = 1,2. Comumente, para analisar as associacoes entre os
niveis do fator e a doenca, define-se um nivel do fator como referéncia, que
formara com os demais as razoes de chances. Escolhendo o nivel 1 como

referéncia, as razoes de chances ficam dadas por

¢1:1 € wj:wa j:27"'7k7

o471
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em que ¥; ¢ a razao de chances entre o nivel j e o nivel 1 do fator. As
andlises inferenciais através do uso do modelo multinomial sao tratadas em
textos correntes de anédlise de dados categorizados (ver, por exemplo, Agresti,
1990). Aqui, o estudo serd restrito ao modelo condicional, que é obtido apés
o condicionamento de (Y;,...,Yi) ", i = 1,2, nas estatisticas suficientes mi-
nimais Yj; + Y5 = mj, 7 = 1,--- k. O modelo resultante é caracterizado
pela distribuicao hipergeométrica multivariada nao central que depende ape-
nas dos parametros de interesse i1, ..., (ver McCullagh e Nelder, 1989,
p. 261). Em particular, a hip6tese de auséncia de associagdo completa entre
os niveis do fator e a doenca ¢ definida por Hy : ¢; = 1, Vj, que serd avaliada
através da distribuicao hipergeométrica central k-dimensional, cuja funcao

de probabilidade é o produto de k distribuicoes hipergeométricas centrais

() ()
mj—Yij

fyi|m;9p = H y“nw@]) , (4.11)

: my

T T
em que y; = (ylla---vylk)Ta m = (my,...,mg) e = (Yr,..., %) . A
média, variancia e covariancia correspondentes a distribui¢ao (4.11) sao, res-

pectivamente, dadas por

m;ng

E;(1) = E(Yy|my;0 =1) = "

ning(n —m;)m;

V(1) = Var(Yy,|my; ¢ = 1) =

n?(n—1)
e
mimenin
Cje = Cov(Yry, Yie|my, my;p = 1) = ﬁ I7h

em que n = n; + ny. Um teste estatistico para Hy, que tem sido largamente

utilizado para testar a homogeneidade de k proporgoes (Armitage, 1971), é
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dado por

k

) n—1 2 1 1
X3 = ( - )Zl{ylj_Ej<1)} {Ej(l) +mj—Ej(1)}
k 2
— (o) {nil L n%} Z {y1; _ﬂij(l)} 7 (4.12)

que segue, sob Hy e para valores grandes de ny,ny e m;, Vj, distribuigao qui-
quadrado com k—1 graus de liberdade. Entretanto, quando os niveis do fator
sao quantitativos ou qualitativos ordinais, pode ser mais informativo o uso
de um teste para a tendéncia do risco da doenga com o aumento dos niveis
do fator. Como ilustragao, supor que hé k doses z;, j = 1,...,k, associadas
aos k niveis do fator. Um teste apropriado é considerar a regressao dos
desvios {y1; — E;(1)} sobre z; (Armitage, 1955; Mantel, 1963). A estatistica

correspondente fica dada por

k
,  nPn= D2 a{yy — B (D)}
HOM = % k
ning{n Zj:l x?mj - (Zj:l xjm;)°}
que segue, para grandes amostras e sob Hy, distribuicao qui-quadrado com

k — 1 graus de liberdade.

, (4.13)

Uma outra maneira de analisar a associacao entre o fator e a doenca
¢é através da amostragem nos k niveis do fator de interesse. Nesse caso,
a distribuicao resultante é um produto de k£ binomiais independentes e a
hipdtese de auséncia de associacao entre o fator e a doenca pode ser avaliada
através do ajuste de uma regressao logistica, que serd discutida na Segao 4.6.
Por outro lado, se também forem fixados os totais n; e ns, a distribuicao
condicional resultante é uma hipergeométrica nao central k-dimensional que
sob Hy fica reduzida a (4.11). Logo, as estatisticas dadas em (4.12) e (4.13)
podem ser aplicadas, pelo menos numa andlise preliminar dos dados, para

avaliar a auseéncia de associacao total entre o fator e a doenca.
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Generalizagoes de (4.12) e (4.13) para o caso de h estratos sao dadas em

Breslow e Day (1980, pgs. 148-149).

4.5 Aplicacoes

4.5.1 Associacao entre fungicida e desenvolvimento de
tumor

Como ilustracao de analise de k tabelas do tipo 2 x 2, sera analisado o con-
junto de dados apresentado em Innes et al. (1969), referente a um estudo
para avaliar o possivel efeito cancerigeno do fungicida Avadex. No estudo,
403 camundongos sao observados. Desses, 65 receberam o fungicida e foram
acompanhados durante 85 semanas, verificando o desenvolvimento ou nao de
tumor cancerigeno neste periodo. Os demais animais nao receberam o fungi-
cida (grupo controle) e também foram acompanhados pelo mesmo periodo,
verificando a ocorréncia ou nao de tumor no periodo. Dois fatores potenciais
de confundimento, sexo e raca, foram considerados nas andlises. Os dados
do experimento sao resumidos na Tabela 4.1.

Em virtude dos valores relativamente altos das marginais das quatro ta-
belas 2 x 2 formadas pela combinacao dos fatores sexo e raca, serd aplicada
uma analise através do modelo nao condicional. Tem-se entao, na primeira
coluna da Tabela 4.2, as estimativas pontuais das razoes de chances de tu-
mor maligno entre o grupo tratado e o grupo controle. Na segunda coluna
tem-se as estimativas intervalares assintoticas de 95% para 1. Nota-se que,
embora todas as estimativas sinalizem para uma associacao positiva, ape-
nas o primeiro intervalo de confianca nao cobre o valor v = 1, evidenciando

associacao apenas no primeiro estrato, ao nivel de significancia de 5%.
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Tabela 4.1

Classifica¢ao dos camundongos conforme a ra¢a (R1 ou R2),
sexo, grupo e ocorréncia ou nao de tumor cancerigeno.

Estrato  Grupo Com tumor Sem tumor Total
Tratado 4 12 16
R1-Macho Controle H 74 79
Total 9 86 95
Tratado 2 14 16
R2-Macho Controle 3 84 87
Total 5 98 103
Tratado 4 14 18
R1-Fémea Controle 10 80 90
Total 14 94 108
Tratado 1 14 15
R2-Fémea Controle 79 82
Total 4 93 97
Tabela 4.2

Estimativas das razoes de chances de tumor
cancerigeno nos estratos de camundongos.

Estrato  Estimativa ¢ Intervalo assintotico
R1-Macho 4,93 (1,163 ; 21,094]
R2-Macho 4,00 (0,612 ; 26,102]
R1-Fémea 2,29 (0,629 ; 8,300]
R2-Fémea 1,88 (0,183 ; 19,395]

Para simplificar os cédlculos, sera considerado o estimador de Wolf a fim

de obter a estimativa de 1 comum aos estratos. Tem-se entao as seguintes

estimativas:
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log (wz) Wi

1,600  0,5465
1,386 0,9160
0,827 0,4335
0,632 1,4167

Segue portanto que Z?Zl 7 og (1) = 6, 7947 e Z?:l @t =5,9342. Assim,
obtém-se as estimativas

4
)::BJAQeavam{bgwﬁﬂ}zl/EjaflzlﬂiQMZ

i=1

6, 7947
5,0342

Consequentemente, tem-se que log(¢y) = log(3,142) = 1,145 ¢ X%, =
(1,6 —1,145)%/0, 5465 + (1,386 — 1,145)2 /0,916 + (0, 827 — 1, 145)% /0, 4335 +
(0,632—1,145)%/1,4167 = 0,861, cujo nivel descritivo para uma distribuicao
qui-quadrado com 3 graus de liberdade é dado por P = 0, 84, nao rejeitando-
se portanto a hipdtese de 1) comum.

A estimativa intervalar de 95% para 1 comum fica dada por

(1, 0s] = expllog(3,142) + 1,964/1/5,9342
= exp|l, 145 + 0, 8046]
= [1,4055;7,0259)].

Sera aplicado a seguir o teste de Mantel-Haenszel para testar Hy : ¢ = 1
contra Hy : ¢ # 1. Ou seja, verificar se ha asuséncia de associacao em cada
tabela 2x2. A estatistica do teste com correcao de continuidade fica expressa

na seguinte forma:

{| Z?:I Y — Z?:l EAi(1)| -0, 5}2
Z?:l VAi(]‘)
<|11 — 5, 2444‘ -0, 5)2
3,9983

2 _
XMH -

= 6,9083.
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Comparando com os quantis da distribuicao qui-quadrado com 1 grau de
liberdade obtém-se o nivel descritivo P = 0,0086, rejeitando-se a hipdtese
nula. Esse resultado vai ao encontro da estimativa intervalar de v comum

usando o estimador de Wollf.

4.5.2 Efeito de extrato vegetal

Considere agora parte dos dados de um experimento (ver Paula et al.,1988)
conduzido para avaliar o efeito de diversos extratos vegetais na mortalidade
de embrides de Biomphalaria Glabrata (hospedeiro da equistossomose). Para
o extrato vegetal aquoso frio de folhas de P. Hyrsiflora foi considerado um
total de kK = 7 grupos sendo que os n; embrides do i-ésimo grupo foram
submetidos a uma dose z; (ppm) do extrato vegetal, observando-se apds o
202 dia o nimero de embrides mortos. Os dados sao resumidos na Tabela
4.3. Para aplicar o teste de tendéncia dado em (4.13), deve-se considerar que
n=50+---4+50=350,n =1+ - -+yy =178, no =n—n; =172 ¢
m; = 50, Vi. Assim, obtem-se E;(1) = 25,43 parai=1,...,7. A estatistica
do teste forneceu o valor X7, = 131,82, que é altamente significativo
quando comparado aos quantis da distribuicao qui-quadrado com 6 graus
de liberdade, indicando uma forte tendéncia crescente para a proporc¢ao de

mortes com o aumento da dose.

Tabela 4.3
Distribuicao dos embrioes sequndo
0s niveis de exposicao do estrato
vegetal aquoso.

x; 0 15 20 25 30 35 40
m; 50 50 50 50 50 50 50
y, 4 5 14 29 38 41 47
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4.6 Regressao logistica linear

4.6.1 Introducao

A regressao logistica tem se constituido num dos principais métodos de mo-
delagem estatistica de dados. Mesmo quando a resposta de interesse nao
¢ originalmente do tipo bindrio, alguns pesquisadores tém dicotomizado a
resposta de modo que a probabilidade de sucesso possa ser ajustada através
da regressao logistica. Isso ocorre, por exemplo, em analise de sobrevivéncia
discreta em que a resposta de interesse é o tempo de sobrevivéncia, no en-
tanto, em algumas pesquisas, a func¢ao de risco tem sido ajustada por modelos
logisticos. Tudo isso se deve, principalmente, pela facilidade de interpretacao
dos parametros de um modelo logistico e também pela possibilidade do uso
desse tipo de metodologia em analise discriminante com a construgao, por
exemplo, de curvas ROC.

Embora a regressao logistica seja conhecida desde os anos 1950, foi através
de Cox (1970) (ver também Cox e Snell, 1989) que a regressao logistica ficou
popular entre os usuarios de Estatistica. Nesta secao serao apresentados
alguns resultados relacionados com o modelo logistico linear que completam
os procedimentos apresentados no Capitulo 1, em que esse modelo foi descrito

como um caso particular de modelos lineares generalizados.

4.6.2 Regressao logistica simples

Conside inicialmente o modelo logistico linear simples em que 7(z), a pro-
babilidade de sucesso dado o valor x de uma variavel explicativa qualquer, é

definida tal que

log {1f(—:g$>} = a+ B, (4.14)
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em que « e  sao parametros desconhecidos. Esse modelo poderia, por exem-
plo, ser aplicado para analisar a associacao entre uma determinada doenca e
a ocorréncia ou nao de um fator particular. Seriam entao amostrados, inde-
pendentemente, n; individuos com presenca do fator (r=1) e ny individuos
com auséncia do fator (x=0) e 7(z) seria a probabilidade de desenvolvimento
da doenca apds um certo periodo fixo. Dessa forma, a chance de desenvolvi-

mento da doenga para um individuo com presenca do fator fica dada por

(1) ot B

e
1—7(1) ’

enquanto que a chance de desenvolvimento da doenca para um individuo com

auséncia do fator é simplesmente

7(0)
1 —7(0)

= %,

Logo, a razao de chances fica dada por

{1 =a(0)}
rO{1 (D))

dependendo apenas do parametro 5. Mesmo que a amostragem seja re-

(8

trospectiva, isto é, sao amostrados n; individuos doentes e n, individuos
nao doentes, o resultado acima continua valendo. Essa é uma das grandes
vantagens da regressao logistica, a possibilidade de interpretacao direta dos
coeficientes como medidas de associacao. Esse tipo de interpretacao pode ser
estendido para qualquer problema pratico.

Supor agora que tem-se dois estratos representados por x; (z7 = 0 estrato
1, 1 = 1 estrato 2) e que sdo amostrados do estrato 1 ny; individuos com pre-
senca do fator e no; individuos com auséncia do fator e niy e ngs, respectiva-
mente, do estrato 2. A probabilidade de desenvolvimento da doenca sera de-
notada por 7(xy, z3), com x5 (zo=1 presenga do fator, xo = 0 auséncia do fa-

tor). Tem-se aqui quatro parametros a serem estimados, 7(0,0), 7 (0, 1), 7(1,0)
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e m(1,1). Logo, qualquer reparametrizagdo deverd ter no maximo quatro
parametros (modelo saturado).
Considere entao a seguinte reparametrizacao:
(21, x2)
log{ ———F———= ¢ = a+yx1 + By + dx1 29,
1 —m(xy, x9)

em que -y representa o efeito do estrato, § o efeito do fator e d a interacao
entre estrato e fator. Para entender melhor essa reparametrizagao, serao

calculadas as razoes de chances em cada estrato

gy — TODIL=70.0}
7(0,00{1 — 7(0,1)}

_ 7w(1,1){1 — x(1,0)} _
©(1,0){1 — nx(1,1)} '

Assim, a hipdtese de homogeneidade das razoes de chances (Hg : 1 = 10y) é

(2>

equivalente a hipdtese de nao interacao (Hy : 6 = 0). Portanto, a auséncia
de interacao entre fator e estrato significa que a associacao entre o fator e a
doenca nao muda de um estrato para o outro. Contudo, pode haver efeito
de estrato. Como ilustracao nesse caso, supor que nao rejeita-se a hipotese
Hpy : 6 = 0. Assim, o logaritmo da chance de desenvolvimento da doenga fica

dado por
10g {M} = _i_/yajl +/8x27

1 —m(zy, x9)
ou seja, ¢ o mesmo nos dois estratos a menos da quantidade . Isso quer dizer
que mesmo nao havendo interacao entre os dois estratos (razao de chances
constante), as probabilidades de desenvolvimento da doenga podem estar em
patamares diferentes. Num estrato essas probabilidades sao maiores do que
no outro estrato. Essas interpretacoes podem ser generalizadas para trés ou

mais tabelas.
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Aplicacao

Como ilustracao, considere novamente o exemplo descrito na Secao 4.5.1,
supondo que agora temos apenas os estratos macho e fémea. Os dados sao

resumidos na Tabela 4.4 e no arquivo camundongos.txt.

Tabela 4.4
Classificacao de camundongos sequndo sexo, grupo e
ocorréncia de tumor.

Macho Fémea
Tumor Tratado Controle Tratado  Controle
Sim 6 8 5 13
Nao 26 158 28 159
Total 32 166 33 172

Denote por 7(x1,z3) a probabilidade de desenvolvimento de tumor dados
x1 (r1=1 macho, x;=0 fémea) e =5 (xo=1 tratado, =0 controle). Para
testar a hipotese de auséncia de interagao (Hg : § = 0) compara-se o desvio do
modelo sem interacao D(y; 1°) = 0,832 com os quantis da distribuicao qui-
quadrado com 1 grau de liberdade (tem-se que o desvio do modelo saturado
é zero). O nivel descritivo obtido é dado por P= 0,362, indicando pela nao
rejeicao da hipétese de homogeneidade das razoes de chances. Assim, ajusta-
se o modelo sem interacao. As estimativas resultantes sao apresentadas na

Tabela 4.5.

Tabela 4.5
Estimativas dos parametros do modelo
logistico ajustado aos dados sobre
ocorréncia de tumor em camundongos.

Efeito Estimativa E/E.Padréao
Constante -2,602 -9,32
Estrato -0,241 -0,64
Tratamento 1,125 2,81
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Os niveis descritivos dos testes para Hy : § = 0 e Hy : v = 0 sao, res-
pectivamente, dados por P= 0,005 e P= 0, 520, indicando fortemente pela
presenca de associacao entre a exposicao ao fungicida e o desenvolvimento
de tumor e que as probabilidades de desenvolvimento de tumor nao sao di-
ferentes entre os dois estratos.

Tem-se que z@ = P , logo um intervalo assintético de confianca para 1

com coeficiente (1 — «), terd os limites

(1&1, I@S) = eXP{B + 2(1-a/2) Var(@)}.

Para o exemplo acima e assumindo um intervalo de 95%, esses limites ficam
dados por [1,403; 6, 759].

O valor observado da varidvel explicativa no modelo logistico dado em
(4.14) pode representar o valor de alguma varidvel quantitativa qualquer
como, por exemplo, a dose ou a log-dose de uma determinada droga. Nesse
caso, faz sentido calcular a chance de um individuo que recebeu a dose z*,
ser curado, em relacdo a um outro individuo que recebeu a dose x. A razao
de chances de cura, entre os dois niveis, fica dada por
m(z) {1l —7(x)}
m(x){l —m(z*)}

Portanto, log{t(,+—)} ¢é proporcional a diferenca entre as duas doses. Se

V(ar—2) = = exp{B(z* — 2)}.

£ > 0, tem-se que a chance de cura aumenta com o aumento da dose e
se B < 0 ocorre o contrario. Essa interpretacao pode ser estendida para
qualquer variavel explicativa quantitativa.

4.6.3 Regressao logistica miltipla

Considere agora o modelo geral de regressao logistica

log{li(—:()x)} = 01+ Baza + - -+ + By,
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em que x = (1,29,...,2,)T contém os valores observados de varidveis ex-
plicativas. Como visto na Secao 1.6.1, o processo iterativo para obtencao
de B pode ser expresso como um processo iterativo de minimos quadrados
reponderados
Bim+h) — (XTV(m)X)_lXTV(m)z(m),

em que V =diag{m (1 —m),...,m(1 —=m,)}, 2= (21,...,2,) T é a varidvel
dependente modificada, z; = n; + (y; — m)/m(1 —m), m = 0,1,... e i =
1,...,n. Para dados agrupados (k grupos), n é substituido por k, V =
diag{nim (1 = m), ..., (1 — M)} e 2 = mi + (yi — namy) [{nami(1 — mi) }.
Assintoticamente, n. — 00 no primeiro caso e para ** — a; > 0 no segundo
caso, 3 — B ~ N, (0, (XTVX)™1).

Uma interpretacao interessante pode ser dada para as razoes de chances
quando tem-se (¢—1)(q < p) das (p—1) varidveis explicativas do tipo binario.
Como ilustragao, supor ¢ = 4 e que x5 (x9 = 1 presenca, o = 0 auséncia) e
x3 (x3 = 1 presenga, r3 = 0 auséncia) representam dois fatores. Supor ainda
que x4 = xox3 representa a interacao entre os dois fatores. O modelo fica

entao dado por

- m(x)

Denote por 1);; a razdo de chances entre um individuo na condicao (r2 =

log {1#&} = B1 + fars + B33 + Bary + Z%ﬂj'
=5

i,x3 = j) em relagao a um individuo na condi¢do (xy = 0,23 = 0), parai,j =
0, 1, supondo que os dois individuos tém os mesmos valores observados para
as demais (p — 4) varidveis explicativas. Assim, pode-se mostrar facilmente

que

1o = exp(f2), o1 =exp(Bs) e Y =exp(Be + B3+ Pa).

Portanto, testar a hipdtese Hy : 5, = 0 (auséncia de interacao) é equivalente

a testar a hipdtese de efeito multiplicativo Hy : 111 = ¥10%01. Em particular,
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se x3 representa dois estratos (z3 = 0, estrato 1; x3 = 1, estrato 2), a razao
de chances no primeiro estrato entre presenca e auséncia do fator fica dada
por ¥ = exp(fa), enquanto que no segundo estrato essa razao de chances
vale 111 /101 = exp(fy + B4). Logo, testar Hy : By = 0 equivale também a

testar a hipotese de homogeneidade das razoes de chances nos dois estratos.

4.6.4 Bandas de confianca

Como foi visto na Secao 2.7 uma banda assintotica de confianga de coeficiente
1 — a pode ser construida para 7(z),Vz € IRP (ver também Piegorsch e
Casella, 1988). Assintoticamente 8 — 3 ~ N, (0, (X"VX)™!). Logo, uma
banda assintética de confianga de coeficiente 1 — o para o preditor linear

z' 3,Vz € IRP, fica dada por
z' 3+ \/Z{ZT(XTVX)_lz}%, Vz € IR?,

em que ¢, € tal que Pr{xf7 < ¢o} =1 —a. Aplicando a transformacao logito
pode-se, equivalentemente, encontrar uma banda de confianga de coeficiente

1 — a para 7(z), dada por

exp[zTB + \/E{ZT(XTVX)AZ}%]

= —, Vz € IRP.
1+explz'B £ /ca{z"(XTVX) 1z}2]

E importante observar que z é um vetor p X 1 que varia livremente no IRP,

enquanto X é uma matriz fixa com os valores das varidveis explicativas.

4.6.5 Selecao de modelos

Uma vez definido o conjunto de covaridveis (ou fatores) a ser incluido num
modelo logistico, resta saber qual a melhor maneira de encontrar um modelo

reduzido que inclua apenas as covariaveis e interagoes mais importantes para
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explicar a probabilidade de sucesso 7(x). Esse problema poderia ser resol-
vido pelos métodos usuais de selecao de modelos discutidos na Secao 1.11.
Contudo, a questao de interpretacao dos parametros é crucial num modelo
logistico, implicando que uma forma puramente mecanica de selecao pode
levar a um modelo sem sentido e de dificil interpretagao. Particularmente, a
inclusao de certas interacoes impoe a permanéncia no modelo de seus respec-
tivos efeitos principais de ordem inferior, na ética do principio hierdrquico.
Muitas vezes, variaveis consideradas biologicamente importantes nao devem
ser deixadas de lado pela sua falta de significancia estatistica. Assim, a
selecao de um modelo logistico deve ser um processo conjugado de selecao

estatistica de modelos e bom senso.

Método stepwise

Um dos métodos mais aplicados em regressao logistica é o método stepwise.
O método, como foi visto na Secao 1.11, baseia-se num algoritmo misto de
inclusao e eliminacao de variaveis explicativas segundo a importancia das
mesmas de acordo com algum critério estatistico. Esse grau de importancia
pode ser avaliado, por exemplo, pelo nivel de significancia do teste da razao
de verossimilhangas entre os modelos que incluem ou excluem as variaveis em
questao. Quanto menor for esse nivel de significancia tanto mais importante
serd considerada a variavel explicativa. Como a varidvel mais importante
por esse critério nao é necessariamente significativa do ponto de vista es-
tatistico, deve-se impor um limite superior Pg (os valores usuais estao no
intervalo [0, 15; 0, 25]) para esses niveis descritivos, a fim de atrair candidatos
importantes em principio a entrada.

Dado que a inclusao de novas variaveis explicativas num modelo pode

tornar dispensaveis outras variaveis ja incluidas, sera feita a verificacao da
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importancia dessas varidveis confrontando os seus respectivos niveis com um
limite superior Pg. As varidveis explicativas com um nivel descritivo maior
do que Pg serao assim candidatas a remocao.

Descreve-se a seguir uma variante desse algoritmo aplicado em regressao
logistica (vide, por exemplo, Hosmer e Lemeshow, 1989). A etapa inicial
consiste no ajuste do modelo apenas com o intercepto sendo completada

pelos passos seguintes:

1. construir testes da razao de verossimilhancas entre o modelo inicial
e os modelos logisticos simples formados com cada uma das variaveis
explicativas do estudo. O menor dos niveis descritivos associados a
cada teste sera comparado com Pg. Se Pg for maior, a varidvel refe-
rente aquele nivel é incluida no modelo indo ao passo seguinte. Caso

contrario, a selecao é concluida e adota-se o 1ltimo modelo;

2. partindo do modelo incluindo a variavel explicativa selecionada no
passo anterior, as demais variaveis sao introduzidas individualmente.
Cada um desses novos modelos é testado contra o modelo inicial desse
passo. Novamente, o menor valor dos niveis descritivos é comparado
com Pg. Se for menor do que Pg, implica na inclusdo no modelo da
variavel correspondente e a passagem ao passo seguinte. Caso contrario,

a selecao é finalizada;

3. compara-se o desvio do modelo logistico contendo as varidveis seleci-
onadas nos passos anteriores com os desvios dos modelos que dele re-
sultam por exclusao individual de cada uma das variaveis. Se o maior
nivel descritivo dos testes da razao de verossimilhancas for menor do
que Pg, a variavel explicativa associada a esse nivel descritivo perma-

nece no modelo. Caso contrario, a variavel é removida. Em qualquer
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circunstancia, o algoritmo segue para o passo seguinte;

4. o modelo resultante do passo anterior serd ajustado, no entanto, an-
tes de tornar-se o modelo inicial da etapa 2 (selecao de interacoes de
primeira ordem entre as variaveis explicativas incluidas), avalia-se a sig-
nificancia de cada um dos coeficientes das variaveis selecionadas, por
exemplo através de um teste de Wald. Se alguma variavel explicativa

nao for significativa pode ser exclui-la do modelo;

5. uma vez selecionadas as variaveis explicativas mais importantes, ou os
efeitos principais, entra-se na etapa 2 com o passo 1 que agora envolve
apenas interacoes de primeira ordem entre as variaveis selecionadas, e

assim por diante.

E comum que algumas variaveis explicativas ou interagoes de interesse ou
com algum significado no estudo sejam mantidas no modelo desde o inicio,
mesmo que nao sejam significativas. E também comum que a selecao de
interacoes seja feita dentre aquelas de interesse ou com algum significado no
problema.

Um aprimoramento desse procedimento tipo stepwise foi proposto pos-
teriormente por Hosmer et al. (2013). Nesse novo algoritmo os autores
sugerem que as variaveis explicativas eliminadas no passo 1 que causarem
uma varia¢do dsproporcional no(s) coeficiente(s) de alguma varidvel explica-
tiva que permaneceu no modelo, devem ser trazidas de volta para o modelo.
Os demais passos sao similares, contudo o resultado final pode ser diferente,
e segundo os autores em geral tém levado a resultados mais coerentes.

Uma desvantagem do procedimento descrito pelos passos 1-5 é de exigir
as estimativas de maxima verossimilhanca em cada passo, o que encarece o

trabalho computacional, particularmente quando h& muitas variaveis expli-
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cativas (ou fatores). Alguns autores tém sugerido aproximagdes para esse
processo de selecao. O aplicativo cientifico BMDP (Dixon, 1987) usa apro-
ximagoes lineares nos testes da razao de verossimilhancas. Peduzzi et al.
(1980) apresentam uma variante desse método baseada no uso da estatistica

de Wald.

Método de Akaike

Um procedimento mais simples para selecionar variaveis explicativas num
modelo logistico é através do método de Akaike descrito na Se¢ao 1.11. Uma
sugestao é primeiro fazer uma selecao dos efeitos principais e depois num
segundo passo, das interagoes de 1% ordem. Para ilustrar uma aplicagao do
método, supor que as respostas bindrias estejam armazenadas em resp e as
variaveis explicativas sejam denotadas por varl, var2 e var3. O ajuste do
modelo logistico apenas com os efeitos principais pode ser realizado através
dos comandos

ajuste < — glm(resp ~ varl + var2 + var3, family=binomial).
A selecao dos efeitos principais pode ser realizada pelos comandos

require (MASS)

stepAIC(ajuste).

Eventualmente algumas variaveis explicativas selecionadas podem nao ser
significativas marginalmente e a retirada das mesmas do modelo podera ser
confirmada através de algum teste estatistico apropriado, como por exemplo
o teste da razao de verossimilhancas. A inclusao de interagoes de 1¢ ordem
pode ser feita individualmente dentre aquelas interagoes de interesse ou de

facil interpretacao.
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4.6.6 Amostragem retrospectiva

Em muitas situacoes praticas, especialmente no estudo de doencas raras,
pode ser mais conveniente a aplicacao de uma amostragem retrospectiva em
que um conjunto de ny casos (individuos com y = 1) e ny controles (individuos
com y = 0) é selecionado aleatoriamente e classificado segundo os valores de
x = (x1,...,7,) . Esse tipo de planejamento é muitas vezes motivado por
questoes economicas ligadas ao custo e a duragao do experimento. A amos-
tragem retrospectiva assim constituida levaria diretamente a um modelo para
Pr(X = x|y), ao contrario dos dados prospectivos que estao associados ao
modelo 7(x) = Pr(Y = y|x). Como o desenvolvimento de um modelo para
Pr(X = x|y) pode ficar muito complexo a medida que o valor x envolve um
numero maior de varidveis explicativas, particularmente continuas, a pro-
posta de uma abordagem alternativa através da especificagdo de um modelo
para Pr(Y = y|x), de modo a induzir um modelo para Pr(X = x|y), tem
sido utilizada.

Supor entdo um modelo logistico linear para explicar w(x) = Pr(Y =
1|x). Serd mostrado a seguir que a probabilidade m(x), a menos de uma
constante adicionada ao intercepto do modelo, coincide com a probabilidade
™(x) = Pr(Y = 1|x,Z = 1) se a selecao amostral nao depende de x, em
que Z é uma variavel indicadora da classificagdo amostral (ver, por exemplo,
Armitage, 1971). Denota-se 1 = Pr(Z =1|Y = 1) ey = Pr(Z = 1|Y =0),
em que 7, ¢ a probabilidade de um caso ser selecionado e 7, é a probabilidade
de um controle ser selecionado da populacao global. A suposicao é que ~; e

2 nao dependem de x. Portanto

™x) = Pr(Y =1z, Z=1)
Pr(Z =1Y = 1)Pr(Y = 1|x)
Yoy—on Pr(Z = 1Y =y)Pr(Y = y|x)’
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que pode ser expressa em fungao de 7(x), ou seja
T* (X) _ ’}/17T(X)
P2{l = 7m(x)} + nm(x)
122
v | 1—m(x

7 [ wx) |
1+ 2]

Assim, obtém-se
elog{n/y2t+n

™ (x) = 1 + elog{rn/r2}+n’

em que = Y0 ;0.

Portanto, fazendo uma amostragem retrospectiva e ajustando um modelo
logistico como se fosse uma amostragem prospectiva, os coeficientes devem
coincidir desde que a selecao tenha sido feita independente de x. Se, no
entanto, hé interesse em estimar 7(x), isto ¢, fazer predigoes dado x, deve-se

corrigir a constante do modelo ajustado, obtendo um novo intercepto

Bi = B; — log(m/72),

em que @f é o intercepto do modelo ajustado.

4.6.7 Qualidade do ajuste

Como visto na Secao 4.4, quando o nimero de grupos k é fixo num expe-
rimento binomial e ** — a; > 0 quando n — oo, o desvio D(y; ft) segue
sob a hipotese do modelo adotado ser verdadeiro distribui¢cao qui-quadrado
com (k — p) graus de liberdade. Esse resultado nao vale quando n — oo
e n;m;(1 — m;) fica limitado. Nesse caso, Hosmer e Lemeshow (1989) suge-
rem uma estatistica alternativa para avaliacao da qualidade do ajuste. Essa
estatistica é definida comparando o niimero observado com o nimero espe-

rado de sucessos de g grupos formados. O primeiro grupo deverd conter
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n) elementos correspondentes as n} menores probabilidades ajustadas, as
quais serao denotadas por (1) < 7z) < -+ < 7). O segundo grupo
devera conter os n} elementos correspondentes as seguintes probabilidades
ajustadas Ty 11) < Tnj12) < -0 < Mnjqny)- [ assim, sucessivamente, até
o 1ltimo grupo que deverd conter as n; maiores probabilidades ajustadas
ﬁ(n’1+-~~+n;,1+1) < fr(n&+--'+n;71+2) < .-+ < 7. O ntmero observado de su-
cessos no primeiro grupo formado serd dado por O = Z;il Y(), em que

y(j) = 0 se o elemento correspondente ¢ fracasso e y(;) = 1 se ¢ sucesso. Ge-

ni+-4nl

neralizando, obtém-se O; = Ej:n’1+-~+n;_1+1 Yi),

2 < i< g. A estatistica é

definida por

O i (O; — njm;)?

i1 n;ﬁz(l — 77'0 ’

em que
ny it

_ 1 ) - 1 X
lenTZW(j) e Wi:g Z T(@)>
| .

b j=nitetnl_ +1

para 2 <1 < g. Hosmer e Lemeshow sugerem a formacao de g = 10 grupos de
mesmo tamanho (aproximadamente), de modo que o primeiro grupo conte-
nha n} elementos correspondentes as [n/10] menores probabilidades ajustadas
e assim por diante até o ultimo grupo com n/, elementos correspondentes as
[n/10] maiores probabilidades ajustados. Quando nao ha empates, isto é,
n; = 1, V1, fica relativamente facil formar os 10 grupos com tamanhos apro-
ximadamente iguais. No entanto, quando ha empates, pode ser necessario
que dois individuos com a mesma configuracao de covariaveis sejam alocados
em grupos adjacentes a fim de que os grupos formados nao tenham tama-
nhos muito desiguais. Hosmer e Lemeshow verificaram através de simulacoes
que a distribuicao nula assintética de C pode ser bem aproximada por uma

distribui¢ao qui-quadrado com (g — 2) graus de liberdade.
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4.6.8 Técnicas de diagnéstico

Estudos de simulagao (ver, por exemplo, Williams, 1984) tém sugerido o
residuo tp, para as andlises de diagnoéstico em modelos lineares generalizados,
uma vez que o mesmo tem apresentado nesses estudos propriedades similares
aquelas do residuo ¢} da regressao normal linear. Em particular, para os

modelos binomiais, esse residuo é expresso, para 0 < y; < n;, na forma

1
2 Y; n; —Y; 2
= 7,1 r — Yi 1 - < )
1— hy {y o8 (”ﬂ) (=) log (nz —nﬂfz)}

em que o sinal é o mesmo de y; — ;. Quando y; = 0 ou y; = n;, o componente

tp, = %

do desvio padronizado toma as formas

{2n:] log(1 — 7,)[}2 {20, log 7} 2
tp, = — e lp, = —F/——

i = i = )

1— ha 1 — ha

respectivamente. O residuo Studentizado tg,, também utilizado para avaliar
a presenca de observacoes aberrantes mesmo tendo em geral distribuicao
assimétrica acentuada, toma a forma

1 (yi — i)

ts, = = - —.
V1 — hy {niti(1 — 7)) 2

Uma outra opcao, conforme descrito na Se¢ao 2.10, é o residuo quantilico

(Dunn e Smyth, 1996) definido para varidveis discretas por
_ a1
Tg = o (ul)v

em que ®(-) denota a fungao de distribuigdo acumulada da N(0,1) e u; é um
valor gerado no intervalo (0, 1) com base em F'(y;; B) (funcao de distribuicao
acumulada da distribui¢ao discreta ajustada). Mostra-se para n grande que
os residuos 7, ..., r, sao independentes e igualmente distribuidos N (0, 1).

Assim, o gréfico entre os quantis amostrais rg, < -+ < rg o contra os
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quantis teéricos da normal padrao é recomendado para avaliar afastamentos
da distribuicao postulada para a resposta.

O residuo quantilico é disponibilizado na biblioteca GAMLSS do R (ver,
por exemplo, Stasinopoulos et al., 2017) através dos comandos

require(gamlss)

plot(ajuste).
Aqui ajuste ¢ o nome do objeto referente ao ajuste do modelo.

Contudo, no caso de variaveis discretas, o residuo quantilico é aleatorizado
e uma sugestao é gerar no GAMLSS m gréficos do worm plot (grafico entre
Tqw, —E(Z@) contra E(Z(;))) para avaliar com mais seguranga a adequagao do
ajuste. Esse grafico pode ser interpretado como um refinamento do gréfico
normal de probabilidades podendo ser acionado para m = 8 gréficos através
do comando

rqres.plot(ajuste, howmany=8, type=‘‘wp’’).

Por outro lado, para medir a influéncia das observagoes nas estimativas
dos coeficientes, utiliza-se a distancia de Cook aproximada dada por
hz‘z‘ (yz - niﬁ'i>2

LDZ - < N RN
(1 — hy)2 mimi(1 — )

Hosmer e Lemeshow (1989) observam que hi; depende das probabilidades
ajustadas 7;,7 = 1,..., k, e consequentemente os residuos tg, e tp, e a medida

de influéncia LD; também dependem. Tem-se que
hi = nymi(1 = m)x, (XTVX) ',

com V = diag{nym (1—m),...,ngm(1—m)}. Hosmer e Lemeshow mostram
através de um estudo numérico que o comportamento de h; numa regressao
logistica pode ser muito diferente do comportamento de h;; na regressao linear

para uma mesma matrix modelo X.
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Tabela 4.6
Possiveis valores para algumas medidas de diagnostico seqgundo
as probabilidades ajustadas.
Probabilidade ajustada

Medida  0,0-0,1 0,1-0,3 0,3-0,7 0,7-0,9 0,9-1,0
t%i grande ou moderado moderado ou moderado grande ou
pequeno pequeno pequeno
LD, pequeno grande moderado grande pequeno
hi; pequeno grande  moderado ou  grande pequeno
pequeno

A Tabela 4.6 descreve os possiveis valores de algumas medidas de di-
agnostico em funcao das probabilidades ajustadas. A medida hi; pode ser
interpretada de maneira similar a medida h;; da regressao normal linear para
0,1 <m; <0,9. No entanto, quando 7; é pequena ou alta, h;; fica em geral
pequeno o que pode dificultar a deteccao de pontos que estejam mais afasta-
dos no subespago gerado pelas colunas da matrix X. A sugestao, portanto,
sao os graficos de t%w tQDi e LD; contra as probabilidades ajustadas 7;. Es-
ses graficos podem ser informativos a respeito do posicionamento dos pontos
aberrantes e influentes com relagao as probabilidades ajustadas. Os graficos
dessas quantidades contra hii podem ser complementares, pelo menos para
verificar se as tendéncias apresentadas na Tabela 4.11 sao confirmadas para
o modelo ajustado.

Outros graficos recomendados em regressao logistica sao os graficos da

varidvel adicionada e de |£,,,,| contra 7;.

4.6.9 Aplicacoes

Processo infeccioso pulmonar

Considere novamente os dados referentes a um estudo de caso-controle reali-

zado no Setor de Anatomia e Patologia do Hospital Heliépolis em Sao Paulo,
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no perfodo de 1970 a 1982 (Paula e Tuder, 1986) discutido na Segao 2.10.2.
Para simplicidade das analises, os niveis de HL e FF serao reagrupados de
modo que os niveis de intensidade “ausente”’e “discreto”sejam agora consi-
derados como intensidade “baixa’e os niveis “moderado”e “intenso”sejam
agora de intensidade “alta”conforme descrito na Tabela 4.7. Esses novos

dados estao descritos no arquivo canc3a.txt.

Tabela 4.7
Descricao das novas varidveis referentes ao exemplo
sobre processo infeccioso pulmonar.

Variavel Descrigao Valores
Y Processo Infecioso 1:maligno
0:benigno
IDADE Idade em anos
SEXO Sexo 0:masculino
1:feminino
HL Intensidade de 1:alta
Histidcitos-linfocitos  0:baixa
FF Intensidade de 1:alta
Fibrose-frouxa 0:baixa

Nesse estudo os pacientes foram amostrados retrospectivamente, sendo
que os controles (processo benigno) foram formados por uma amostra de 104
pacientes de um grupo de 270, enquanto que os casos (processo maligno)
foram todos os pacientes diagnosticados com processo infeccioso pulmonar
maligno durante o periodo da pesquisa. Portanto, seguindo a notagao da
Segao 4.6.6 , tem-se que y; = 1 e vy, = 104/270 1.

O método de selecao stepwise proposto por Hosmer e Lemeshow (1989)

serd aplicado a seguir. Na etapa 1 considerou-se apenas os efeitos principais.

IEst4 sendo suposto que a razao v1/v2 = 270/104 vale também se as amostras tivessem
sido extraidas diretamente da populagao
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Foram considerados P = 0,20 (nivel para inclusdo de covaridveis) e Pg =
0,25 (nivel para elimina¢do de covariaveis).

No passo 1 foi incluida a varidvel explicativa IDADE, uma vez que o nivel
descritivo dessa variavel foi o menor dentre os niveis descritivos das demais
variaveis explicativas e também foi menor do que Pr. No passo seguinte
foi inbcluida a variavel explicativa HL, e agora com duas variaveis incluidas
no modelo verifica-se a possibilidade de eliminar uma das duas varidveis. O
maior nivel descritivo é da IDADE que encontra-se na Tabela 4.8 na linha
de referéncia do passo 2. O nivel descritivo dessa variavel nao é superior
a Pg, logo IDADE ¢é mantida no modelo. Seguindo essa légica, tem-se os
menores niveis descritivos em cada passo como sendo o elemento da diagonal
principal de cada passo. No passo 3, por exemplo, entra a variavel explicativa
SEXO que tem o menor nivel descritivo que por sua vez é menor do que Pg.
Dado que SEXO entra no modelo, verifica-se a possibilidade de uma das
duas variaveis incluidas no modelo ser retirada do modelo. Assim, no mesmo
passo 3, nota-se que o maior nivel descritivo (em asterisco) corresponde a
variavel explicativa HL que nao deve sair do modelo, uma vez que o nivel
descritivo nao é maior do que Pg. Seguindo essa mesma logica todos os
efeitos principais sao incluidos no modelo. Em resumo, o modelo resultante
na etapa 1 é o modelo com todos os efeitos principais.

De forma andloga procede-se a etapa 2, cujos niveis descritivos para to-
mada de decisao em cada passo encontram-se na Tabela 4.9. Por exemplo, no
passo 1, entra a interacao entre IDADE e HLL que tem o menor nivel descritivo
que por sua vez € menor do que Pg. Nao é verificado nessa etapa se algum
efeito principal deve sair do modelo mesmo que fique nao significativo com
a inclusao das interagoes. Isso pode ser reavaliado apés a selecao do modelo

final. No passo 4, por exemplo, nota-se que a interacao entre IDADE e FF
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nao entra no modelo pois o nivel descritivo correspondente é maior do que
Pg. Assim, como essa interacao nao entra no modelo, nao € preciso verificar
a retirada das demais interacoes ja incluidas no modelo. Logo, tem-se apenas
trés interacoes de primeira ordem incluidas no modelo. Essas interacoes sao
IDADE x HL, HL * FF e SEXO * FF.

Na etapa 3 nenhuma interagao de segunda ordem foi selecionada, uma
vez que o menor nivel descritivo dos testes de inclusao foi menor do que Pg.
Assim, o modelo resultante contém os efeitos principais e trés interagoes de

primeira ordem.

Tabela 4.8
Niveis descritivos referentes a etapa 1
do processo de selecao stepwise.

Passo IDADE HL SEXO FF

1 0,000 0,000 0,288 0,001
0,000 0,000 0,100 0,003
0,000 0,000 0,050 0,125
0,000 0,000 0,072* 0,183
0,000 0,000 0,072  0,183*

T W N

O desvio do modelo foi de D(y; ft) = 146,22 (167 graus de liberdade),
indicando um ajuste adequado. As Figuras 4.1a-4.1d apresentam alguns
graficos de diagnéstico. Na Figura 4.1a temos o grafico de hi; contra os valores
ajustados e nota-se dois pontos com maior destaque, #6 e #69. No grafico
de residuos tp,, Figura 4.1b, a maioria dos pontos cai dentro do intervalo
[-2,2], com apenas duas observacoes, #21 e #172, fora do intervalo, porém
muito préximas aos limites. Ja o grafico de influéncia LD; destaca novamente
a observacao #69 e a observacao #172. O paciente #172 é do sexo feminino,
tem processo maligno, idade 55 anos e niveis altos para HL e FF. Pelos

resultados das estimativas seria mais provavel esperar de um paciente com
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esse perfil um processo benigno. O paciente #69 é também do sexo feminino,
tem 78 anos, niveis altos para HL e FF e nao tem processo maligno. Aqui
seria um pouco menos provavel processo benigno para o paciente. Perfil
parecido tem o paciente #6. J4 o paciente #21 tem processo benigno, 82
anos, ¢ do sexo feminino e tem nivel alto para HL e baixo para FF. Seria

mais provavel nesse caso processo maligno para o paciente.

Tabela 4.9
Niveis descritivos referentes a etapa 2 do processo de selecao stepwise.
Passo IDA*HL HL*FF SEX*FF IDA*FF IDA*SEX HL*SEX

1 0,013 0,014 0,059 0,056 0,657 0,063
2 0,023 0,027 0,060 0,231 0,218 0,099
3 0,028* 0,005 0,012 0,234 0,275 0,176
4 0,208 0,403 0,794

Finalmente, tem-se na Figura 4.1d o gréfico normal de probabilidades
para o residuo ¢p, e nao apresentando nenhum indicio de que a distribuicao
utilizada seja inadequada. Retirando cada uma das observagoes destaca-
das pelos graficos de diagnéstico nota-se mudanca inferencial quando a ob-
servagao #172 é excluida, a interacao SEXO x FF deixa de ser significativa.
Ou seja, a significancia da interagao SEXO % FF é induzida pela observacao
#172. Logo, essa interacao deve ser retirada do modelo.

As estimativas dos parametros do modelo final sem a interacao SEXO x FF
bem como os valores padronizados pelos respectivos erros padrao aproxima-
dos encontram-se na Tabela 4.10.

Como hé interesse em estudar a associacao entre o tipo de processo in-
feccioso pulmonar e as covariaveis histologicas HL e FF, algumas razoes de
chances sao construidas envolvendo essas covariaveis. Como ilustracao, a

razao de chances de processo infeccioso maligno entre um paciente no nivel

371



alto de HL e um paciente no nivel baixo de HL, denotada por ¢y, e supondo

que os pacientes tenham o mesmo sexo, idade e nivel de FF, é estimada por

Yir = exp{—5,371 + 0,061IDADE + 2, 255FF}.

Tabela 4.10
Estimativas dos parametros referentes ao modelo
logistico ajustado aos dados sobre processo
infeccioso pulmonar.

Efeito Parametro Estimativa E/E.Padrao
Constante B85 -1,247 -1,36
IDADE Ba 0,038 2,23
HI B4 -5,371 -3.34
SEXO B4 0,765 1,60
FF Bs -2,090 -2,36
IDADE*HL Be 0,061 2,18
HL*FF By 2,955 2,11

Logo, pode-se concluir que a chance de processo maligno é maior para
pacientes com nivel baixo de HL do que para pacientes com nivel alto de
HL, quando ambos estao no nivel baixo de FF e também tenham a mesma
idade. Por outro lado, quando ambos estao na categoria alta de FF, 1/A)HL
fica maior do que um apés a idade de 52 anos (aproximadamente), indicando
uma chance maior de processo maligno para pacientes no nivel alto de HLL
apoés essa idade.

Analogamente, denota-se por ¥pr a razao de chances de processo infec-
cioso maligno entre um paciente com nivel alto de FF e um paciente com
nivel baixo de FF. Supondo que os pacientes sao semelhantes nas demais

covariaveis esse parametro ¢é estimado por

bpp = exp{—2,090 + 2, 255HL}.
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Dessa expressao pode-se deduzir que a chance de processo maligno é maior
para pacientes com intensidade baixa de FF do que para pacientes com inten-
sidade alta de FF, isso no grupo de pacientes com intensidade baixa de HL.
Ocorre o contrario no grupo de pacientes com intensidade alta de HL. Bandas
de confianca para gy e Ypp podem ser construidas com os procedimentos
apresentados na Secao 4.6.4. Na comparacao dos pacientes com relagao ao
sexo temos que a razao de chances de processo infeccioso pulmonar entre paci-
entes do sexo feminino e masculino é estimada por &FM = exp(0,765) = 2, 15.

Se o interesse em prever Pr{Y = 1|x}, probabilidade de um paciente da
populagao com um determinado conjunto de valores para as covariaveis estar

com processo infeccioso maligno, deve-se antes estimar 5, fazendo a correcao

By = B —10g(270/104) = —1,247 — 0,954 = —2, 201.

Tabela 4.11
Discriminacao do modelo logistico ajustado
aos dados sobre processo infeccioso pulmonar.

Classificacao Classificacao pelo modelo
Correta Benigno Maligno
Benigno 81 23
Maligno 13 o8

A regressao logistica tem multiplas utilidades, entre as quais a possibili-
dade de também ser utilizada em analise discriminante quando ha apenas dois
grupos para serem discriminados. O objetivo aqui ¢ encontrar um modelo
ajustado que melhor discrimine os dois grupos. Como aproximadamente 21%
dos 341 pacientes foi diagnosticado com processo maligno pode-se verificar
qual a taxa de acertos do modelo ajustado. Um critério seria classificarmos

com processo maligno todo individuo com probabilidade ajustada de pelo
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Figura 4.1: Graficos de diagnoéstico referentes ao modelo logistico ajustado
aos dados sobre processo infeccioso pulmonar.

menos 0,21. Caso contrario o individuo seria classificado com processo be-
nigno. A Tabela 4.11 apresenta a discriminaaao feita pelo modelo ajustado
aos dados sobre processo infeccioso pulmonar. Tem-se que a taxa de acertos
é de 139/175 = 0,795 (79,5%). Uma outra forma de determinar o ponto de

corte para a classificacao dos paciente é através de curvas ROC.

Ocorréncia de vaso-constrigao

Como outra aplicacao, conside os dados de um experimento desenvolvido

para avaliar a influéncia da quantidade de ar inspirado na ocorréncia de
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vaso-constrigdo na pele dos dedos da mao (Finney, 1978; Pregibon, 1981).
Os dados do experimento sao descritos na Tabela 4.12 e também no ar-
quivo pregibon.txt. A resposta, nesse exemplo, é a ocorréncia (Y = 1) ou
auséncia (Y = 0) de compressao de vasos e as covariaveis sao o logaritmo do

volume e o logaritmo da razao de ar inspirado.

Tabela 4.12
Dados do experimento sobre a influéncia da razao e do volume de ar
mspirado na ocorréncia de vaso-constricao da pele dos dedos da mao.
Obs Volume Razao Resposta Obs. Volume Razao Resposta

1 370 0,825 1 20 1,80 1,800 1
2 350 1,090 21 0,40 2,000
3 1,25 2,500 22 0,95 1,360
4 0,75 1,500 23 1,35 1,350
5 080 3,200 24 150 1,360
6 0,70 3,500 25 1,60 1,780
7 060 0,750 26 0,60 1,500
8 1,10 1,700 27 1,80 1,500
9 090 0,750 28 0,95 1,900

10 090 0,450
11 080 0570
12 055 2,750
13 060 3,000
14 140 2,330
15 0,75 3,750
16 230 1,640
17 320 1,600
18 0,85 1,415
19 1,70 1,060

29 1,90 0,950
30 1,60 0,400
31 270 0,750
32 235 0,030
33 1,10 1,830
34 1,10 2,200
35 1,20 2,000
36 0,80 3,330
37 0,95 1,900
33 0,75 1,900
39 130 1,625

O R H =2 OOOOOOO K == =
—_ OO R P PR OORFRORFROFEOFOOOO

Supor para a i-ésima unidade experimental que Y; ~ Be(w;), em que

log { N i } = (1 + B2 log (volume), + 3 log (razao),,
com 7; denotando a probabilidade de ocorréncia de vaso-constricao.
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As estimativas dos parametros sao descritas na Tabela 4.13 e pode-se no-
tar que as variaveis explicativas log(volume) e log(razio) sao altamente
significativas. O desvio do modelo foi de D(y; ft) = 29,36 (com 36 graus de
liberdade), indicando um ajuste adequado. As Figuras 4.2a-4.2d descrevem
alguns dos graficos sugeridos acima bem como o grafico normal de proba-
bilidades com envelope para o residuo ¢p,. Na Figura 4.2a tem-se o grafico
de h;; contra os valores ajustados e pode-se notar que a observacao #31 é
destacada mais do que as restantes.

Tabela 4.13
Estimativas dos parametros do modelo
logistico ajustado aos dados sobre

VaS0-constricao.
Parametro Estimativa E/E.Padrao

5 -2,875 2,18
Ba 5,179 4,85
Bs 4,562 2,49

Na Figura 4.2b tem-se o grafico de LD, contra os valores ajustados e
pode-se notar duas observacoes mais discrepantes, #4 e #18, cujos valores
ajustados sao menores do que 0,11. Uma tendéncia similar é exibida na
Figura 4.2c onde tem-se o grafico de t%i contra os valores ajustados. A
eliminacao da observacao #4 levou as novas estimativas Bl = —5,204(2,17),
By =17, 452(2,93) e By = 8,465(3,246) com variagao, respectivamente, de -
81%, 64% e 63%. O desvio do modelo reduziu para D(y; 1) = 22,42 (35 g.1.),
variacao de 24%. Resultado parecido ocorreu com a eliminacao da observacao
#18. Nesse caso obtém-se §; = —4,757(2,008), [y = 6,879(2,718) e B3 =
7,669(2,937) com variagao, respectivamente, de -66%, 48% e 51%. O desvio
caiu para D(y; 1) = 23,58 (35 g.1.), redugao de 20%. Mesmo com as variagoes
desproporcionais nao houve mudanca inferencial. Esses resultados indicam

que os pontos #4 e #18 sao influentes e aberrantes. Note que para os dois
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casos houve ocorréncia de ar inspirado, porém o valor do volume e da razao
sao relativamente baixos contrariando a tendéncia observada pelo modelo
ajustado. O grafico normal de probabilidades para o residuo tp, (Figura 4.2d)
nao fornece indicios de afastamentos da suposicao de distribuicao binomial
para a resposta. Pode-se notar que a maioria dos pontos caem dentro do

envelope gerado.
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Figura 4.2: Graficos de diagnostico referentes ao modelo logistico ajustado
aos dados sobre vaso-constri¢ao.

Na Tabela 4.14 sao apresentados os grupos formados com as observagoes
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da Tabela 4.12 para o calculo da estatistica C proposta por Hosmer e Le-
meshow (1989). Foram formados sete grupos com cinco observagoes cada e

um grupo com quatro observagoes.

Tabela 4.14
Quantidades usadas para o cdlculo da estatistica C
referente ao modelo logistico ajustado aos dados
sobre vaso-constri¢ao.

Grupo Obervacoes O; n. T
1 7,9,10,11,32 0 5 0,0024
9 418212630 2 5 0,0459
3 1213222838 0 5 0,2737
4 8,19,23,29,37 1 5 0,5113
5 624313339 3 5 0,6728
6 5,15,34,3536 5 5 0,7956
7 3,14,20,25,27 5 b 0,8974
8 121617 4 4 0,9766

Os termos para o calculo de C sao dados abaixo

C = 0,0120+ 14,3157 4+ 1,8842 + 1,9391
+ 0,1203 41,2846 40,5716 + 0,0958
= 20,2233,
cujo nivel descritivo para uma qui-quadrado com 6 graus de liberdade ¢ dado
por P= 0,0025, indicando que o ajuste nao é adequado. Por outro lado,
se eliminando as observacoes #4 e #18, obtém-se C = 5,9374, que leva ao
nivel descritivo P= 0,4302. Portanto, as duas observacoes destacadas pelas

andlises de diagnostico téem grande influéncia na falta de ajuste detectada

pela estatistica C.

Preferéncia de consumidores

Para ilustrar uma terceira aplicagao com resposta bindria serd analisado parte

dos dados descritos no arquivo prefauto.txt sobre a preferéncia de consu-
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midores americanos com relagao a automoveis. Uma amostra aleatéria de
263 consumidores foi considerada. As seguintes variaveis foram observadas
para cada comprador: preferéncia do tipo de automével (1: americano, 0:
japonés), idade (em anos), sexo (0: masculino; 1: feminino) e estado civil
(0: casado, 1: solteiro). Para maiores detalhes ver Foster et al.(1998, pgs.
338-339). Na Tabela 4.15 tem-se a distribui¢ao da preferéncia do comprador

segundo o sexo e estado civil, respectivamente.

Tabela 4.15
Distribuicdo da preferéncia do comprador de
automovel sequndo o sexo e o estado civil.

Masculino  Feminino
Americano 61 (42,4%) 54 (45,4%)
Japonés 83 (57,6%) 65 (54,6%)
Total 144 119

Casado Solteiro
Americano 83 (48,8%) 32 (34,4%)
Japonés 87 (51,2%) 65 (65,6%)
Total 170 93

Pode-se notar que para ambos os sexos a maior preferéncia é por carro ja-
ponés. Dentre os casados ha pequena vantagem por carro japonés. Contudo,
essa preferéncia é bem mais acentuada entre os solteiros. Pelos boxplots da
Figura 4.3 nota-se que a idade mediana dos compradores de automovel ameri-
cano ¢ ligeiramente superior a idade mediana dos compradores de automovel
japonés. Denotando por Y; a preferéncia com relacao ao tipo do automovel
pelo i-ésimo comprador (1: americano, 0: japonés), supor inicialmente um

modelo logistico sem interagdo em que Y; ~ Be(m;) com

lo i = (1 + Peidade; 4+ [3sexo; + [ecivil;,
& 1—m

sendo 7; a probabilidade do i-ésimo comprador preferir automdével americano.
Aplicando o método AIC a varidvel sexo é retirada do modelo. As estimativas

dos parametros do modelo final sem interacao sao descritas na Tabela 4.16.
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T T
Japonés Americano

Figura 4.3: Boxplots da idade dos compradores de automoveis japonés e
americano.

Assim, a probabilidade ajustada de preferéncia por automével americano

fica expressa na forma

exp(—1,600 + 0,050 x Idade — 0,526 x ECivil)
1 + exp(—1, 600 + 0,050 x Idade — 0,526 x ECivil)’

T =

que é descrita na Figura 4.4 segundo a idade e o estado civil do comprador.

Tabela 4.16
Estimativas dos parametros referentes
ao modelo logistico ajustado aos dados
sobre preferéncia de compradores.

Efeito Estimativa E/E.Padrao
Constante -1,600 -2,31
Idade 0,049 2,30
E.Civil -0,526 21,94
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Figura 4.4: Probabilidade ajustada de preferéncia por caso americano se-
gundo a idade e oestado civil do comprador.

Nao foi significativa a inclus@ao no modelo da interagao entre a idade e o
estado civil do comprador. Assim, tem-se que a preferéncia por automédvel
americano aumenta com a idade do comprador. Com relagao ao estado civil
nota-se que os casados preferem mais carro americano do que os solteiros.
Essa razao de chances (entre casados e solteiros) por carro americano pode
ser estimada por zﬁ = exp(0,526) = 1,69, enquanto uma estimativa intervalar

aproximada de 90% para a razao de chances fica dada por

P0526£1,65x0,272  _ ,0,526=0,449

— [1,080;2, 651][8, 0% 165, 1%].

Portanto, um comprador casado tem uma chance entre 8% e 165,1% maior
de preferir automovel americano em relagao a um comprador solteiro.
No grafico da distancia de Cook aproximada (Figura 4.5) a observacao

#99 (idade de 60 anos, solteira e prefere carro japonés) é destacada como
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Figura 4.5: Distancia de Cook referente ao modelo logistico ajustado aos
dados sobre preferéncia de consumidores.

possivelmente influente, enquanto pela Figura 4.6 nao ha indicios de afasta-
mentos importantes de suposicao de distribuicao binomial para a resposta.
Tem-se na Tabela 4.17 as estimativas dos parametros sem a observagao #99 e
pode-se notar que, embora ocorram algumas variagoes desproporcionais, nao
h& mudanca inferencial. Essa compradora tem perfil com relagao a idade de
ter preferéncia por carro americano, e isso pode levado a discrepancia com
relagao a distancia de Cook.
Tabela 4.17
Estimativas dos parametros referentes ao modelo

logistico ajustado aos dados sobre preferéncia
de consumidores sem a observacao #99.

Efeito Estimativa E/E.Padrdo Variacgao
Constante -1,942 -2,65 -21,4%
Tdade 0,060 265  22.4%
E.Civil -0,474 -1,72 9,9%
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Componente do Desvio

Quantil da N(0,1)

Figura 4.6: Gréafico normal de probabilidades para o residuo componente do
desvio referente ao modelo logistico ajustado aos dados sobre preferéncia de
consumidores.

4.7 Curva ROC

A Curva Caracteristica de Operagao do Receptor (vide, por excemplo Agresti,
2013), também conhecida como curva ROC, é um procedimento gréfico de
discriminacao de dados bindrios que varia conforme variam taxas de verda-
deiros positivos e falsos positivos. Assim, procura-se algum critério na curva
ROC que maximize a taxa de verdadeiros positivos e minimize a taxa de
falsos positivos.

Especificamente para regressao logistica, denotando por 7 a probabili-
dade ajustada de sucesso de um modelo selecionado, o ojetivo principal é
estabelecer algum critério para a probabilidade ajustada a fim de classificar
um novo individuo como sendo sucesso ou fracasso. E esperado que esse novo

indivio seja classificado como sendo sucesso a medida que 7 se aproxima de 1

383



e como fracasso a medida que 7 se aproxima de 0. Assim, definindo um ponto
de corte para a probabilidade ajustada, pode-se construir para os dados da

amostra uma tabela similar a Tabela 4.18, com as seguintes defingoes:

e Acuracia: proporcao de predigoes corretas

ACC = VP+VN'

e Sensibilidade: proporcao de verdadeiros positivos
SENS = &

VP+FN
1 - SENS: proporgao de falsos negativos.

e Especificidade: propor¢ao de verdadeiros negativos

ESPEC = 5w

1 - ESPEC: proporcao de falsos positivos.

Tabela 4.18
Tabela de classificacdo para dados bindrios.
Classificacao Classificacao Correta

pelo Modelo  Sucesso  Fracasso Total
Sucesso VP FP VP+FP
Fracasso FN VN FN+VN
Total VP+FN FP+VN n

A curva ROC para o exemple sobre preferéncia de consumidores é apresen-
tada na Figura 4.7 e como pode ser observado a area sob a curva é pequena,
dificultando encontrar um ponto de corte que corresponda a uma taxa de
verdadeiros positivos alta e a uma taxa de falsos positivos pequena. Ape-
nas, para ilustrar, supor ponto de corte de 0,44. Ou seja, classificar como
comprador de automével americano se a probabilidade ajustada 7 > 0,44 e
como comprador de automovel japonés se 7 < 0,44. A classificacao segundo
esse critério para a amostra do exemplo de preferéncia de consumidores é
descrita na Tabela 4.19 e nota-se taxas de acuracia, sensibilidade e especi-

ficidade, respectivamente, dadas por ACC = GSQJg??G >~ (0, 586(58,6%), SENS
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= 22 2 0,591(59,1%) e ESPEC = 2% = 0,581(58,1%), que podem ser

consideradas baixas.

Proporcéo de Verdadeiros Positivos

T T T T T T
00 02 04 06 08 10

Proporgéo de Falsos Positivos

Figura 4.7: Curva ROC referente ao modelo logistico ajustado aos dados
sobre preferéncia de consumidores.

Tabela 4.19
Tabela de classificagao para o exemplo de
preferéncia de consumidores.
Classificagao Classificacao Correta
pelo Modelo  Americano Japonés Total

Americano 68 62 130
Japoneés 47 86 133
Total 115 148 263

4.8 Modelos de dose-resposta

O modelo logistico é frequentemente utilizado em Toxicologia no estudo do

comportamento de determinados medicamentos, que é medido pela probabi-
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lidade 7(x) de algum efeito produzido pelo medicamento em estudo, segundo
a dose (ou a log-dose) x aplicada. Essa probabilidade pode ser escrita pela

expressao geral
m(x) :/ f(u)du, (4.15)

em que f(u) representa uma fun¢ado densidade de probabilidade, também
conhecida como fungao de tolerancia. Como visto na Secao 2.3.1, alguns
candidatos naturais para f(u) sdo as fungoes de densidade da normal padrao,
da distribuicao logistica e da distribuigao do valor extremo, as quais levam aos
modelos probito, logistico e complementar log-log, respectivamente. Utiliza-
se o preditor linear n = 1 + oz no lugar de = em (4.15) a fim de ampliar o
leque de opgodes para 7(z).

Os modelos de dose-resposta visam nao somente a predicao da proba-
bilidade de sucesso m(x) para uma dosagem especifica x, mas também a
determinacao da dosagem necessaria para atingir uma probabilidade de su-
cesso p. Essa dosagem é chamada de dose letal. A notagao usual para uma

dose letal de 100p% ¢é dada por DLjgq,. Logo,

p = 7(51 + B2DLigop), 0 <p < 1.

A dose letal mais comum em Toxicologia é a dose mediana (DLso), embora
em certos casos sejam também de interesse doses extremas, tais como DLy
ou DLgg. Deve-se observar que hoje em dia modelos de dose-resposta sao
definidos em varias areas do conhecimento, em que a dose pode ser a idade,
0 peso, a resisténcia de um material, etc.

Supondo o modelo logistico com preditor linear n = 81+ fox, a estimativa
de méxima verossimilhanca de DLyq, fica, pela propriedade de invariancia,
dada por

]51100;0 = d(B) = Ai {log (L) - Bl:| )
B I-p

2
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em que (3 ¢é a estimativa de maxima verossimilhanca de B = (31, 52)".
A variancia assintética de DLjgg, pode ser obtida apés uma aproximagao

de primeira ordem por série de Taylor de d(3) em torno de 3, conhecido

como método delta, levando ao seguinte resultado:

varA[I/)TJl(JOp] = D(IB)T(XTVX)AD(B)’

- 4032 o (i)}

Importante observar que (X' VX)~! contém as variancias e covariancia es-

em que

timadas de Bl e Bg. Portanto, um intervalo de confianga assintético de coe-

ficiente (1 — av) para DLjg, fica dado por

]51100;; + Z(1-a/2)\/ Var[d(B3)).

4.8.1 Aplicacoes
Exposicao de besouros

Em Bliss (1935) (ver também Silva, 1992) encontra-se uma situacao tipica
para o ajuste de um modelo logistico de dose-resposta. O estudo baseia-se
no comportamento de besouros adultos a exposicao de disulfeto de carbono
gasoso (CS;) durante cinco horas. Os resultados obtidos a partir dos 481
besouros expostos segundo diferentes doses sao apresentados na Tabela 4.20
e no arquivo besouros.txt.

Ajustando um modelo logistico do tipo logit{m(x)} = 81 + fox aos dados,
em que x denota a dose de C'Sy, obtém-se as estimativas BAl = —60, 72(5, 18),
By = 34,27(2,91) e Cov(Bl,Bg) = —15,04. O desvio do modelo foi de
D(y; @) = 11,23 para 6 graus de liberdade, o que leva a um nivel descri-

tivo de P= 0,0815, indicando um ajuste razoavel. O grafico de envelope
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descrito na Figura 4.8 confirma essa falta de ajuste. Talvez a inclusao de um
termo quadratico ou mesmo o ajuste de um modelo logistico nao linear (ver

Silva, 1992) possam melhorar a qualidade do ajuste.

Tabela 4.20
Mortalidade de besouros expostos
a disulfeto de carbono gasoso.

Dose Besouros Besouros
log,, C'Sy expostos  mortos
1,6907 59 6
1,7242 60 13
1,7552 62 18
1,7842 56 28
1,8113 63 52
1,8369 59 53
1,8610 62 61
1,8839 60 60

Uma vez conhecida a covariancia assintotica entre 31 e 35, pode-se calcular
a variancia assintotica de DLjgo, para alguns valores de p e consequentemente
os intervalos assintéticos de confianca. Em particular, para p = 0, 50, obtém-

se a dose letal estimada

~ 1 0,5 A
DL - = 1 ’ —
” 62 {Og(1_075) /Bl}

B 60,72
By, 34,27
= 1,772

Um intervalo de confianca assintético de 95% para DLsg fica entao dado por

-0, 029>

1,772 + 1 0,029, —0.052)T(XTVX)-1
77 ,96\/( 0,029, —0,052)T( ) (_0’052

= 1,772 £ 1,964/0,00001488

= [1,764;1,780).
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Figura 4.8: Grafico normal de probabilidades referente ao modelo logistico
ajustado aos dados sobre exposicao de besouros.

A Figura 4.9 descreve a curva ajustada e as frequéncias observadas. Como
pode-se observar os pontos abaixo de 7(x) = 0, 50 parecem mais mal ajusta-
dos do que os pontos com resposta estimada acima desse valor. Isso sugere
que um modelo binomial com ligacao assimétrica poderia levar a um ajuste
mais adequado. Uma opcao poderia ser o modelo binomial com ligagao com-
plemento log-log, que é assimétrico em torno de p = 0,50 e cuja parte sis-

tematica fica expressa na forma

log{—log(1 —m(z))} = B + o,

em que x denota a dose de C'S;. As estimativas paramétricas ficam dadas
por B = —39,57(3,24), s = 22,04(1,80) e Cov(By, B2) = —5,82. O desvio

do modelo caiu para D(y; 1) = 3,45 com 6 graus de liberdade, que leva a um
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Figura 4.9: Modelo logistico ajustado a proporgao de besouros mortos.

nivel descritivo de P= 0,751. Logo, nao rejeita-se o modelo. O gréafico da
curva ajustada (Figura 4.10a) e o grafico normal de probabilidades (Figura

4.10b) confirmam essa indicagdo de modelo bem ajustado.

Para o modelo com ligacao complemento log-log a estimativa de maxima

verossimilhanca de DL, fica dada por

ﬁJlOOp = d(B) = Bi [log{— log(1—p)} — Bl )

2

para a qual obtém-se a variancia assintética
Val"A[ﬁimOp] = D(B)"(X"WX)"'D(B),

em que
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Figura 4.10: Curva ajustada para a propor¢ao de besouros mortos (a) e
grafico normal de probabilidades sob 0 modelo complementar log-log (b).

com W sendo uma matriz diagonal de pesos dados por w; = n;m; *(1 —
7;)log?(1 — ;) i = 1,...,8. Em particular, para p = 0,50, obtém-se
— 1 N
DLsy = = |log{~log(1—0.5)} = 3|
Do
1
= ——(—0,3665 + 39,57
22,04( ’ +39,57)
= 1,779.

Logo, um intervalo assint6tico de 95% para DLsq fica dado por

1,779 + 1, 96\/ (—0,0454, —0,0807) T (X TWX) 1 (

= 1,779 £+ 1,964/0,00001606

= [1,771;1,787).

—0, 0454
-0, 0807

Pode-se notar que as estimativas intervalares para DLsy sao praticamente as

mesmas sob os dois modelos ajustados.
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Garotas de Varsovia

Os problemas de dose-resposta nao se esgotam em Toxicologia. Milecer e
Szczotka (1966) investigam a idade do inicio da menstruagao em 3918 ga-
rotas de Varsévia. Para 25 médias de idade foram observadas a ocorréncia
(Y = 1) ou ndo (Y = 0) do inicio de periodos de menstruagao nas adoles-
centes. Os dados desse estudo sao apresentados na Tabela 4.21 e no arquivo

meninas.txt.

Tabela 4.21
Ocorréncia do inicio da menstruacao em garotas de Varsovia.

Numero de garotas Numero de garotas

Idade Menstruadas Entrevistadas Idade Menstruadas Entrevistadas
9,21 0 376 13,08 47 99
10,21 0 200 13,33 67 106
10,58 0 93 13,58 81 105
10,83 2 120 13,83 88 117
11,08 2 90 14,08 79 98
11,33 5 88 14,33 90 97
11,58 10 105 14,58 113 120
11,83 17 111 14,83 95 102
12,08 16 100 15,08 117 122
12,33 29 93 15,33 107 111
12,58 39 100 15,58 92 94
12,83 51 108 15,83 112 114
17,53 1049 1049

Considere o modelo logistico linear

o L) <

em que w(z) = Pr{Y = 1|z} e = denota a idade média. As estimativas

de méxima verossimilhanca deram 3, = —21,23(0,769), B> = 1,63(0,059)
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e Cov(Bl,Bz) = —0,045. Na Figura 4.11 sao apresentadas a curva ajustada
e as frequéncias observadas. O desvio do modelo foi de D(y; @) = 26,80
(23 graus de liberdade) para um nivel descritivo de P= 0, 264, indicando um
ajuste adequado.
A estimativa da idade mediana de inicio do periodo de menstruacao fica
portanto dada por
921,23

DLy = —— =13,02
50 1,63 ) 9

com o seguinte intervalo assintético de confianga de 95%:
13,02 £ 1,964/0,004524 = [12,89; 13, 15].

Pelo grafico de envelope descrito na Figura 4.12a nota-se que os residuos
apresentam uma tendéncia sistematica dentro do envelope gerado, sugerindo
a inclusao de um termo quadratico na parte siteméatica do modelo. O ajuste

de um modelo com parte sisteméatica dada por

n(z) = p1 + fox + By

forneceu as seguintes estimativas: (; = —30, 96(5, 24), By = 3, 12(0,78) e
By = —0, 06(0,03) com desvio D(y, ; ft) = 23,40 (22 graus de liberdade) para
um nivel descritivo de P= 0,38. O grafico de envelope descrito na Figura

4.12b confirma a adequagao do modelo com termo quadratico.

Stukel (1988) (ver também Silva, 1992) mostra que o uso de um modelo
logistico nao linear pode melhorar substancialmente a qualidade do ajuste

dos modelos de dose-resposta apresentados nesta secao.
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Figura 4.11: Curva ajustada pelo modelo logistico linear para a proporgao
de garotas de Varsdvia.

4.8.2 Estimacao da dose letal

Intervalos de confianca aproximados para a dose letal DL, podem ser cons-
truidos utilizando a variancia assintética para DLjg,, conforme descrito na
secao anterior. Ha, contudo, um outro método que é baseado no teorema de

Fieller (1954) e sera descrito a seguir.

Bo
B1’

assumido que essas estimativas sao normalmente distribuidas com médias S,

Denote por p = em que [y e [ sao estimados por Bg e Bl, sendo

e [, variancias vgy € vy; e covariancia vg;. Defina a funcao v = By — pfs.
Entao, se fy e ;1 sao estimativas nao viesadas de [y e §1, obtém-se E(¢)) = 0.

A variancia de ’(/A) fica, portanto, dada por
v = Var(¥) = vgo + p*v11 — 2pv01. (4.16)

Desde que [y e 1 sao normalmente distribuidos, entao 1 também é normal-
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mente distribuido. Consequentemente, a variavel
(Bo = pB1)/ Vv

segue distribuicao normal padrao. Assim, um intervalo assintético de con-

fianga para p com coeficiente (1 — «) é formado pelos valores de p tais que

| BO - ,051 |< Z(l_a/g)\/a
Os limites desse intervalo de confianca saem da equacao quadratica
B3 + p* B — 2pB0B1 — 2yt =0,
que, apés algumas manipulagoes algébricas e usando (4.16), fica dada por

(Bf - Z(Ql—a/2)vll)p2 + (21}012(21—04/2) - QBOBI)P + Bg - UOOZ(Zl—a/Q) =0,

em que z(1_q/2) denota o quantil (1 — «/2) da distribuicao normal padrao.
Portanto, as raizes da equagao acima formam os limites inferior e superior

do intervalo de confianca para p. Por exemplo, basta chamar p = —g—; e apli-

car os resultados acima para encontrar um intervalo assintético de coeficiente

(1 — «) para a dose letal mediana DLsy.

4.8.3 Modelos de retas paralelas

Modelos de retas paralelas sao comumente aplicados na area de Farmacolo-
gia para a comparacao da eficiéncia de drogas do mesmo tipo, ou seja, com
agao similar (ver, por exemplo, Finney, 1971; Collett, 1991). Nesses estudos,
o interesse principal é comparar as poténcias entre as drogas definindo uma
droga particular como nivel base ou droga padrao. Para aplicar esses mo-

delos em experimentos com respostas bindrias é assumido que Yz, o efeito
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Figura 4.12: Gréficos normais de probabilidades para os modelos logistico

com componente sistemadtica linear (a) e nao linear (b) ajustados aos dados
sobre garotas de Varsovia.

produzido pela j-ésima dose correspondente a i-ésima droga no k-ésimo in-
dividuo, ¢ = 1,...,9, j = 1,...,di e k = 1,...,n,j, segue distribuigao de

Bernoulli com probabilidade de sucesso 7;; definida tal que
9(mij) = a; + Blogzij, (4.17)

e que as varidveis Yj;;’s sao mutuamente independentes. Considerando a
primeira droga como padrao, a poténcia p; da i-ésima droga com relagao a

primeira é definida por
log(pi) = (@ — 1)/B,
1=1,...,¢9. Essa suposicao leva a seguinte relagao:
g(mi;) = aq + Blog(pixi;),
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isto é, x unidades da droga i tém o mesmo efeito que p;x unidades da primeira

droga.

Aplicacao

A Tabela 4.22 resume os resultados de um experimento (ver Collett, 1991)
em que trées inseticidas sao aplicados num determinado tipo de inseto e é
verificado o nimero de sobreviventes para cada dose aplicada. Esses dados

estao também descritos no arquivo insetic.txt.

Tabela 4.22
Mortalidade de insetos sequndo as doses de trés inseticidas.
Dose mg/cm?
Inseticida 2,00 2,64 348 459 6,06 8,00
DDT 3/50 5/49 19/47 19/50 24/49 35/50
~-BHC 2/50  14/49 20/50 27/50 41/50 40/50
DDT + -BHC 28/50 37/50 46/50 48/50 48/50 50/50

Ajustando o modelo (4.17) com ligacao logito aos dados, obtém-se as
estimativas &; = —4,555(0,361), ay = —3,842(0, 333), az = —1,425(0, 285)
e f =2, 696(0,214), com desvio dado por D(y; fx) = 21,282, para 14 graus
de liberdade, P= 0,0946. Isso quer dizer que o ajuste do modelo de retas

paralelas parece ser razoavel.

Tem-se, portanto, os seguintes ajustes para as trés drogas:

10g{M} — 4,555 + 2,696 log(z;) (DDT);

1-— 7T1(.Tj)

log {M} = —3,842+2,696log(z;) (y—BHC) e
1-— 7T2(.Tj)

log {M} — 1,425+ 2,696log(z;) (DDT + ~—BHQC),
1-— 7T3([L’j)
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Figura 4.13: Grafico normal de probabilidades para o modelo logistico de
retas paralelas ajustado aos dados sobre trés tipos de inseticida.

paraj = 1,...,6. Nota-se, pelas estimativas, que ha um aumento de poténcia
quando as drogas DDT e v-BHC sao misturadas. Em particular, a poténcia
da mistura com relacao as drogas DDT e +-BHC ¢é estimada, respectiva-
mente, por p; = exp{(—1,425+4,555)/2,696} = 3,19 e py = exp{(—1,425+
3,842)/2,696} = 2,45.

Pelo grafico normal de probabilidades (Figura 4.13), nota-se que todos
os residuos caem dentro do envelope gerado. No entanto, parece haver uma
tendéncia no grafico, uma vez que os residuos negativos apresentam-se ligei-
ramente abaixo da média enquanto os residuos positivos apresentam-se ligei-
ramente acima. Isso pode ser um indicio de sobredispersao, isto é, que as
réplicas (para cada dose e cada inseticida) nao sdo totalmente independentes.
Em Collett (1991, Cap. 6) ha uma discussao sobre o assunto. Apresenta-se

a seguir uma abordagem para esse tipo de problema.
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4.9 Sobredispersao

Sobredispersao ou variacao extrabinomial é um fenémeno comum que ocorre
na modelagem de dados binarios agrupados e cuja ocorréncia é caracterizada
quando a varia¢ao observada excede aquela assumida pelo modelo (ver, por
exemplo, Hinde e Demétrio, 1998). Em particular em regressao logistica,
quando o desvio D(y; ft) é maior do que o nimero de graus de liberdade
(9 — p), pode haver indicios de sobredispersdao, em que g é o numero de
grupos. Isso pode ser avaliado mais precisamente pelo nivel descritivo do
teste de ajustamento comparando D(y; ) com os quantis da distribuigao
qui-quadrado com (g — p) graus de liberdade.

Diferentes circunstancias, entretanto, podem causar um valor alto para
o desvio. Algumas delas representam uma sobredispersao aparente. Por
exemplo, alguns pontos aberrantes podem aumentar substancialmente o valor
do desvio e a simples eliminacao desses pontos pode reduzir as evidéncias de
sobredispersao. Outra causa aparente de sobredispersao ¢ a auséncia de
algum termo extra na parte sisteméatica do modelo. Medidas de diagndstico
sao ferramentas importantes para detectar o fenomeno. Em sintese, ha duas
possiveis causas de sobredispersao: correlacao entre as réplicas binarias ou
variacao entre as probabilidades de sucesso de um mesmo grupo. Do ponto
de vista pratico é dificil distinguir entre os dois casos. Contudo, como sera
descrito a seguir, os procedimentos estatisticos para tratar a sobredispersao

podem Ser OS INeSINosS.

4.9.1 Casol

Supor inicialmente a existéncia de g grupos de modo que para o i-ésimo
grupo sejam observadas n; repeticoes de uma varidvel aleatéria Y;; ~ Be(;)

(Bernoulli com probabilidade de sucesso 7;). O nimero total de sucessos no
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1-ésimo grupo sera definido por
Y=Y+ + Vi,

Segue que E(Y;;) = m e Var(Y;;) = m(1 — 7). Supor adicionalmente a

existéncia de correlagao entre as repeticoes do i-ésimo grupo. Logo,

Var(Y; Z\/ar g —1—2 Z Cov(Y;, Yir).

=1 k=1k#j

Se essa correlagdo é constante, Corr(Y;;,Yiy) = 0 para j # k, entdo tem-se

que Cov(Y;;,Yy,) = 0m;(1 — ;). Dai obtém-se

Var(;)) = Y m(l—-m)+> > om(l—m)
j=1 j=1 k=1,k#j

= oinim(1l —m),
em que 02 = 1+ (n; — 1)d. Se é exigido que o2 > 0, entdo deve-se ter
1+(nz—1)5>0,

que implica em 6 > —1/(n; — 1). Portanto, haverd a restrigao

1

<6< 1
n—1°-

Assim, 0 assumira valores negativos apenas para n; pequeno. Caso contrario,
d assumira valores em geral positivos. Logo, tem-se em geral Var(Y;) >

n;mi(1 — m;) (sobredispersao).

4.9.2 Caso II

Supor agora que p; representa a probabilidade de sucesso nas respostas do

i-ésimo grupo tal que E(p;) = m; e Var(p;) = dmi(1l — m;), § > 0. Tem-se
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portanto um modelo de efeito aleatério, que reduz ao modelo usual de efeito
fixo fazendo 6 = 0. Assumindo ainda que Y;;|p; ~ Be(p;) de onde segue que

E(Y;;|pi) = pi e Var(Y;;|p;) = pi(1 — p;). Dal obtém-se

E(Y;) = E{E(Yilp:)} = nim;

Var(Y;) = E{Var(Y;|p;)} + Var{E(Yi|p:)}
= nm(l—m)(1 = 6) +niom(l — )
— (= T L4 (- 1),

que coincidem com os resultados obtidos para o primeiro caso. No entanto

aqui tem-se a restrigao 0 > 0.

4.9.3 Estimacao

A estimacao de 0 tem sido discutida em varios contextos. No primeiro caso,

por exemplo, & pode ser consistentemente estimado por

5 = ZZTPMTPW/ ) (418)

=1 0'<d

em que 7p, = (yiw — m)//7i(l —7;) é o residuo de Pearson estimado,

N =337 ni(ni—1) e @ ¢ a estimativa de méaxima verossimilhanca de
m; supondo 6 = 0. Contudo, deve-se estimar 3 e ¢ simultaneamente através
de um processo iterativo. Uma proposta é o uso de equacoes de estimacao
generalizadas (Liang e Zeger, 1986) as quais serao discutidas no Capitulo 5.

As novas estimativas, denotadas por B e d, saem do sistema de equacoes

2{1 + (ni — 1)0} % (y; — na;) = 0.
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Dada uma estimativa inicial para d, que pode ser ¢, tem-se o seguinte processo

iterativo para obter B:

g9 g
B = B3 e xix [} Y e xilys —nim™) i (1= ™)),
i=1 i=1
(4.19)
m=0,1,2... em que w; = nym;(1—m;)/{1+ (n; —1)0}. O processo iterativo
(4.19) é alternado com (4.18) até chegar a convergéncia. Pode-se mostrar
que o estimador BG é consistente e assintoticamente normal. A variancia

assintotica de BG é dada por

Var(BG) = {Z wixix, Y

i=1
H&a também uma proposta de variancia assintética robusta no caso da estru-

tura de correlagao ter sido definida incorretamente, que é dada por
g g g
; Ty-1 T Ty-1
Var(Bg) = { g wixiX; + Ao E vixix; H E wiXiX; } O,
i=1 i=1 i=1

em que v; = {14 (n; — 1)0} 7237, 4 (yie — ;) (yier — 7). Um desvio corrigido

para esse modelo fica dado por
g A
D(y; fic) = Y {1+ (n: — 1)6}d?,
i=1

em que d? é o i-ésimo componente do desvio de um modelo binomial, avaliado
em BG.

A seguir sao descritos procedimentos para resolver (4.19) no R. Inicial-
mente é definida uma fungao corpearson para obter (4.18). Denota-se os
vetores (yi/ni1,..-,Yg/ng) 5 (Y1,---,y,)" € (n1,...,n,)" por fr, yt e nt,
respectivamente, e o nimero de parametros por npar. A funcao ¢é definida

por
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corpearson = function(fr, yt, nt, npar) {

ntl = 0.5*%sum(nt*(nt-1))

suml = (0.5*ytx(yt-1) - frx(nt-1)*yt +

0.5xfr*xfr*nt*(nt-1))/(fr*x(1-fr))

suml = sum(suml)

rho = suml/(ntl-npar)

rho }.
Supor que ha duas varidveis explicativas representadas por x1 e x2 sem in-
tercepto e que os resultados do ajuste do modelo supondo independéncia
sejam colocados em fit.model. Em fit.gee sao armazenados os resultados
do processo iterativo dado em (4.19) e supor ainda 10 iteragoes. Seguem o0s
comandos

fit.model = glm(resp ~ x1 + x2 - 1, family=binomial)

eta = predict(fit.model)

fr = fitted(fit.model)
rr = corpearson(fr, yt, nt, npar)
i=1

while(i <= 10) {

fit.gee = glm(resp ~ x1 + x2 -1, family=binomial, start=
mu = exp(eta)/(1 + exp(eta)),

1,

1/(1 + (nt - D) *rr))

maxiter

weights

eta = predict(fit.gee)

fr = fitted(fit.gee)
rr = corpearson(fr, yt, nt, npar)
i=1i+1}.

A estimativa final da correlacao esta armazenada em rr. Para rodar os

403



programas descritos acima no R deve-se armazenar inicialmente a funcgao
corpearson num arquivo externo, por exemplo denominado corr.s, e exe-
cutar o mesmo através do comando abaixo

source(‘‘corr.s’’).
Entao a fungdo corpearson estard instalada. Em seguida deve-se fazer o
mesmo para ajustar o modelo colocando os demais comandos num arquivo
externo, por exemplo denominado super.s, fazendo o seguinte:

source(‘ ‘super.s’’).

4.9.4 Teste de auséncia de sobredispersao

Pode ser de interesse testar a hipdtese de auséncia de sobredispersao Hy :
d = 0 contra H; : 6 > 0. Como o conhecimento da distribuigao de Y;; ¢
mais complexo sob a hipétese alternativa, dificultando a aplicacao de testes
tradicionais tais como razao de verossimilhancas, Wald e escore, a proposta
de aplicar um teste tipo escore que requer apenas o conhecimento dos dois
primeiros momentos de Y;; com a estatistica do teste sendo avaliada sob a
hip6tese nula (modelo binomial de respostas independentes) torna-se atra-
tivo. Uma estatistica do teste proposta por Paula e Artes (2000) é expressa

na forma assume a forma

g v
£ = == A

VL
em que M, = > o<v TP,Tp, de modo que Hy seja rejeitada quando & >
Z(1—a)- Pode-se mostrar que essa estatistica corresponde a forma padronizada
(sob Hg) de 4. Para calcular &g tem-se a funcio abaixo em que fr denota os
valores ajustados sob a hipdtese nula.
escore = function(fr,yt,nt) {

suml = (0.5xyt*(yt-1) - frx(nt-1)*yt +
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0.5xfrxfr*nt*(nt-1))/(fr*(1-fr))

sum? sum(suml*suml)

suml = sum(suml)
escore = suml/sqrt(sum2)

escore }.

4.9.5 Modelo beta-binomial

Uma outra possibilidade para estudar o fenomeno de sobredispersao ¢é através
do uso do modelo beta-binomial, em que variaveis aleatérias Y e Z sao defi-

nidas tais que
Y|z ~B(n,z) e Z ~ Beta(u, o),

com 0 < z,u < 1eo > 0. Entao, apés algumas manipulagoes algébricas,

pode-se mostrar que a distribuicao marginal de Y é dada por
Y ~BB(n,u,0), y=0,1,...,n,

com E(Y) = nu e Var(Y) = nu(l — u){1 + (n — 1)o?}. Ou seja, tem-se a
distribuicao beta-binomial com mesmo dominio e mesma média da binomia,
contudo com variancia maior do que a variancia da binomial. A distribuigao
beta-binomial nao pertene a familia exponencial, contudo pode ser ajustada
através da biblioteca GAMLSS (Stasinopoulos et al., 2017) e pode contemplar
os dois tipos de situagoes descritos na Segao 1.9 que geram sobredispersao

com dados binarios.

4.9.6 Quase-verossimilhanga

Pode-se ainda supor 0? = ¢~! e estimar ¢ consistentemente dos dados ou

do modelo ajustado substituindo a estimativa obtida nas quantidades que
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envolvem ¢. Quando n; é grande, Vi, pode-se estimar ¢ diretamente do

desvio A
b1 = D(y: 1)
g—p

No caso de n; pequeno, para algum ¢, recomenda-se a estimativa abaixo

1 (i d)?

9—p= (1l — )

em que p denota o nimero de parametros da parte sistematica do modelo
e 1,...,7y sao as probabilidades ajustadas nos g grupos. Sob a hipdtese
de que o modelo é verdadeiro, essa estimativa é também consistente para ¢.
Essa opcao é um caso particular de modelos de quase-verossimilhanca que

serao discutidos no Capitulo 6.

No exemplo da secao anterior, envolvendo a comparacao de trées inseti-
cidas, tem-se um total de 18 grupos com probabilidades ajustadas 7;(x;),
1=1,2,3ej5=1,...,6. Como n; = 50 para a maioria dos grupos, pode-se
estimar ¢ consistentemente através de

1 Dy 21282
g—7p 14 T

Algumas quantidades que envolvem ¢ deverao ser corrigidas,
Var(B) = ¢~ 1(XTVX) ™! e D*(y; ) = oD(y: 1)

com tp = \/;tpi. O novo gréfico normal de probabilidades, agora com ¢, ,
¢é apresentado na Figura 4.14 e nao apresenta indicios de afastamentos sérios
das suposicoes feitas para o modelo. E importante observar que o novo
residuo ¢}, nao corresponde ao componente do desvio de nenhum modelo

particular. Nos modelos de quase-verossimilhanca a distribuicao da resposta
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Figura 4.14: Gréfico normal de probabilidades para o residuo corrigido para
o modelo logistico de retas paralelas ajustado aos dados sobre trés tipos de
inseticida.

¢ em geral desconhecida e o uso de D*(y; ) deve ser encarado de forma

descritiva.

4.9.7 Aplicacao

Collett (1991, Segao 6.9) descreve um experimento com duas espécies de
rotifers, um tipo microscopico de invertebrado aquatico. O objetivo do ex-
perimento é determinar a densidade relativa para cada uma das espécies.
Foi utilizado um método indireto que consiste em centrifugar os animais em
recipientes com densidades relativas de uma determinada substancia e entao
utilizar uma regressao logistica para ajustar a proporcao de rotifers que per-
manecem suspensos segundo a densidade relativa. A densidade relativa de
cada espécie pode ser estimada pela DL5g, que nesse caso representa a den-

sidade relativa da substancia que deixa suspenso 50% de rotifers.
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Tabela 4.21
Distribuicao de rotifers das duas espécies.

Polyarthra major Keratella cochlearis
Densidade Suspensos Expostos Suspensos Expostos
1,019 11 58 13 161
1,020 7 86 14 248
1,021 10 76 30 234
1,030 19 83 10 283
1,030 9 56 14 129
1,030 21 73 35 161
1,031 13 29 26 167
1,040 34 44 32 286
1,040 10 31 22 117
1,041 36 56 23 162
1,048 20 27 7 42
1,049 54 59 22 48
1,050 20 22 9 49
1,050 9 14 34 160
1,060 14 17 71 74
1,061 10 22 25 45
1,063 64 66 94 101
1,070 68 86 63 68
1,070 488 492 178 190
1,070 88 89 154 154

Seja Y;; o numero de animais da i-ésima espécie que permanecem sus-
pensos num recipiente com densidade relativa d; da solugao, onde foram
colocados n;; rotifers. E assumido inicialmente que Y;; ~ B(n;j, m;;), i = 1,2
ej=1,...,20, em que

7Tz'j
log § —— ¢ = a; + Bid;.
1-— 7Tij
Na Tabela 4.21 e no arquivo rotifers.txt sao apresentados para cada espécie
a densidade relativa da substancia, o nimero de rotifers expostos e o niimero

de rotifers em suspensao. Para a espécie Polyathra as estimativas de maxima
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~

verossimilhanga sdo dadas por &3 = —109,72(5,22) e f; = 105,67(5,02),
enquanto que para a espécie Keratella obtém-se &y = —114,35(4,03) e 32 =

108, 75(3, 86).
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Figura 4.15: Grafico normal de probabilidades do modelo logistico ajustado
aos dados sobre rotifers.

Embora essas estimativas sejam altamente significativas, o desvio do mo-
delo D(y; 1) = 434,02 (36 graus de liberdade) indica para um ajuste inade-
quado. O grafico normal de probabilidades descrito na Figura 4.15 confirma
a sobredispersao. Segundo Collett (1991, Cap. 6) a sobredispersao nos dados
pode ter sido causada por uma possivel ma distribuicao dos animais nos re-
cipientes, uma vez que rotifers mais jovens sao menos densos do que os mais

maduros. Collett (1991) propde um modelo logistico com efeito aleatdrio
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para ajustar a propor¢ao de animais em suspensao e consegue uma redugao
substancial no valor do desvio. Alternativamente serd assumido o modelo
proposto na Secao 4.6.14, que com uma adaptacao de notagao corresponde a
assumir E(Y;;) = n;;m; e Var(Y;;) = nyymi; (1 — m;){1 + (n;; — 1)}, em que

0 denota a correlagao intraunidade experimental.
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Figura 4.16: Grafico de residuos de Pearson contra os valores ajustados para
o modelo logistico de sobredispersao ajustado aos dados sobre rotifers.

Usando o processo iterativo dado na segao anterior obtém-se as novas
estimativas &; = —90,64(13,18), Bl = 87,22(12,66), ay = —117,25(14,91),
By = 111,45(14,21) e 5 = 0,0815. Pela Figura 4.16 nota-se que, exceto
a observacao #16 que corresponde a uma unidade experimental com baixa

propor¢ao de rotifers (10/22) para uma densidade alta, os demais residuos
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permanecem no intervalo [-2,2] e nao apresentam nenhuma tendéncia sis-
tematica contra os valores ajustados.

A aplicacao da estatistica &g para testar Hy : § = 0 contra H; : § > 0
forneceu o valor {5 = 3,126, com nivel descritivo P= 0, 0009, indicando forte-
mente pela rejeicao da hipdtese nula. Portanto, ha indicios de sobredispersao

nos dados.

4.10 Modelo logistico condicional

Em alguns estudos de caso e controle ou de seguimento o nimero de estra-
tos formados pode ser relativamente grande. Isso ocorre em particular nos
estudos emparelhados de caso e controle, em que a influéncia de fatores sus-
peitos de confundimento é controlada através de emparelhamentos de casos
com controles, segundo alguns niveis desses fatores. Para cada emparelha-
mento tem-se um estrato. Assim, se é adotado um modelo logistico linear,
além dos parametros correspondentes aos efeitos incluidos no modelo, tem-se
um parametro (intercepto) para cada estrato. Nos casos de estratos com
poucas observagoes, o numero de parametros pode ser da mesma ordem do
numero total de observagoes, que pode levar a estimativas viesadas (ver Cox
e Hinkley, 1974, p. 292).

Como ilustracao, supor um estudo de caso e controle com k emparelha-
mentos do tipo 1:1 (1 caso por 1 controle) segundo os niveis de um fator
binério de exposicao representado pela variavel X (X = 1 presenca da ex-
posicdo, X = 0 auséncia da exposi¢ao). Denote por Y;(z) o resultado da
resposta para o individuo do i-ésimo estrato com X = z (Y;(z) = 1 caso,
Yi(x) = 0 controle). Supor que Y;(z) ~ Be{m;(z)}, em que
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A razao de chances de ser caso entre o individuo exposto e o individuo nao
exposto no i-ésimo estrato fica dada por

mi(1) /{1 —mi(1)}
mi(0)/{1 —mi(0)}

sendo, portanto, constante ao longo dos estratos.

Y=

= exp(f)

Para eliminar os parametros «;’s pode-se trabalhar com a distribuicao
condicional de Y;(1) dado Y;(1) + Y;(0) = m. Essa distribuigao foi discutida
na Secao 4.2.3. A funcao de probabilidade pode ser expressa na forma
WG
I OTGMIT
em que a =0,1em=0,1,2. E facil mostrar que f(a|0;v) = f(a|2;¢) = 1,

havendo portanto informagao a respeito de 1 somente nos estratos em que

flalm; )

Yi(1)+Y;(0) = 1. A funcdo de probabilidade nesse caso é definida para a = 0

e a = 1, sendo as probabilidades dadas por

fO[L¢) =1/(1+ )

fAL9) =v/(1+ ).
Definindo para o i-ésimo estrato duas novas variaveis binarias Xi; e Xo;
representando, respectivamente, o nivel de exposicao do caso e do controle,
é possivel expressar as probabilidades condicinais na forma
exp(ry; — x2;) 3
all,y) = ,
flalt,¥) 1+ exp(z1; — 2:)8

em que a = 0, 1. Assim, para k estratos, a funcao de verossimilhancga conjunta

condicional, que depende apenas de /3 e serd denotada por ¢(f), assume a

forma

B N exp{(l‘ﬂ - sz)ﬁ}
) = M T oxp{(on — 2)B} )
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Tem-se que a expressao acima coincide com a funcao de verossimilhanca
de uma regressao logistica com k sucessos em k ensaios, com uma unica
covariavel com valores observados z; = x;;1 — T, © = 1,...,k, e passando
pela origem.

Generalizando para p covariaveis e supondo ainda emparelhamentos 1:1,

log{ﬂ} =a; +x'3,

tem-se o modelo

1-— T (X)
em que X = (21,...,7,), B = (B1,...,5) e m(x) = Pr{V; = 1|x},
i=1,...,k Observando no i-ésimo estrato os valores x;; = (z11, . . -, Ti1p)
para o caso e os valores X;5 = (21, .., Tis) | para o controle, a fun¢ao de

verossimilhanga conjunta condicional assume a forma geral (ver, po exemplo,

Breslow e Day, 1980, p. 205; Hosmer e Lemeshow, 1989, Cap. 7)

R R
(B) = I, 1+ exp{(xq — xi2) "B} |

Logo, a estimacao de B pode ser feita através do ajuste de uma regressao

logistica com k sucessos em k ensaios, com valores observados das covariaveis
dados por z;; = xj1;,—Ti2j, 1 =1,..., ke j=1,...,pe passando pela origem.
Deve-se observar que embora algumas quantidades da regressao logistica con-
dicional para estudos emparelhados do tipo 1:1 coincidam com as quantida-
des de uma regressao logistica nao condicional passando pela origem, tais
como estimativas dos parametros e erros padrao assintoticos, as distribuicoes
dos modelos sao diferentes. No primeiro caso tem-se o produto de hiper-
geométricas independentes, enquanto que no segundo caso tem-se o produto
de binomiais independentes. Isso pode refletir na obtengao de alguns resul-
tados, como por exemplo, geragao de envelope para o residuo componente do

desvio que usa a distribuicao da resposta no processo de geracao dos dados.

413



4.10.1 Técnicas de diagnéstico

Moolgavkar et al.(1985) e Pregibon (1984) tém mostrado que a maioria das
técnicas usuais de diagndstico do modelo logistico nao condicional podem ser
estendidas para o modelo logistico condicional. Como a varidavel resposta no
modelo logistico condicional sempre assume o valor 1, o residuo componente

do desvio é sempre positivo, sendo dado por

P V2| log 7|
em que
M B)
1+ exp(z; 3)

Os graficos de tp, e h;; contra os valores ajustados 7; podem revelar em-

(§] }A'L“ = ﬁz(l — 7ATZ')Z1T<ZTVZ)71Z1'.

parelhamentos discrepantes com algum tipo de influéncia nos resultados do
modelo.

De forma similar, a distancia de Cook no caso emparelhado fica dada por

hii ~
LD, = ——7},
(1 - h”)2 '
em que
) 1—#
rp = ————
B = )

¢ o residuo de Pearson. Tem-se que 7p, assume sempre valores nao negativos.
O grafico de LD, contra os valores ajustados 7; pode revelar aqueles empare-
lhamentos com maior influéncia nas estimativas dos parametros. A geracao
de envelope, contudo, somente pode ser feita através do modelo logistico
condicional.

Para ilustrar o ajuste no R, supor um estudo com k£ = 20 emparelhamentos
do tipo 1:1 e que foram observados os valores de duas covariaveis V1 e V2.

Os valores observados dos casos serao armazenados nos objetos vil e vi2 e
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os valores observados dos controles nos objetos v21 e v22. O ajuste segue os
seguintes passos:

resp < rep(l, times=20)

zl < vil - v21

z2 < vl12 - v22

fit.cond < glm(resp ~ zl1+z2 - 1, family=binomial).
Pode-se analisar fit.cond em geral da mesma forma que é analisada a saida
de um modelo logistico linear. Por exemplo, as estimativas e os erros padrao,
como foi mostrado acima, coincidem com as estimativas e os erros padrao

obtidos pelo modelo logistico condicional.

4.10.2 Aplicacao

Como aplicacao sera discutido a seguir um estudo cujo objetivo foi avaliar o
efeito da obesidade, do histérico familiar e de atividades fisicas no desenvolvi-
mento de diabetes nao dependente de insulina. 30 individuos nao diabéticos
foram emparelhados com 30 individuos diabéticos nao dependentes de insu-
lina pela idade e pelo sexo. A obesidade foi medida através do indice de
massa coporal (IMC), que ¢ definida como sendo o peso (em kg) dividido
pela altura (em metros quadrados). O histérico familiar com diabetes (HF)
e as atividades fisicas (ATF) foram tratadas como sendo varidveis binarias
(HF=1 presenga, HF=0 auséncia; ATF=1 presenca, ATF=0 auséncia). Os
dados sao descritos em Lee (1991, p. 312) e reproduzidos na Tabela 4.22 e
estao também no arquivo diabetes.txt.

Denote por w11, Ti12 € x;13, respectivamente, o valor da massa corporal
(IMC), histérico familiar (HF) e atividades fisicas (ATF) para o i-ésimo in-
dividuo diabético e por xjo1, T € T3 0s valores dessas variaveis para o

1-ésimo individuo nao diabético. A funcao de verossimilhanga do modelo
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Tabela 4.22
Emparelhamento de 30 diabéticos nao
dependentes de insulina (casos) e 30

nao diabéticos (controles).

Casos Controles
Par IMC HF ATF IMC HF ATF
1 221 1 1 26,7 0 1
2 31,3 0 0 244 0 1
3 338 1 0 294 0 0
4 33,7 1 1 26,0 O 0
5 231 1 1 242 1 0
6 268 1 0 297 0 0
7T 323 1 0 302 0 1
8 314 1 0 234 0 1
9 376 1 0 424 0 0
10 324 1 0 25,8 0 0
11 291 0 1 39,8 0 1
12 286 0 1 316 0 0
13 359 0 0 218 1 1
14 304 O 0 242 0 1
15 398 0 0 27,8 1 1
16 433 1 0 375 1 1
17 325 0 0 279 1 1
18 287 0 1 253 1 0
19 303 0 0 31,3 0 1
20 325 1 0 345 1 1
21 325 1 0 254 0 1
22 216 1 1 270 1 1
23 244 0 1 31,1 0 0
24 46,7 1 0 273 0 1
25 286 1 1 240 0 0
26 297 0 0 33,56 0 0
27 296 O 1 20,7 0 0
28 228 0 0 292 1 1
29 34,8 1 0 3000 0 1
30 373 1 0 26,5 0 0
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logistico condicional serd dada por

_ 730 exp (21 B1 + zi2fa + 2i3P3) }
He) =11, { 1+ exp(zi B + ziofa + zi3P3) )

em que zZ;1 = Ti11 — Ti21, Ri2 = Ti12 — L422 € Zi3 = L4313 — X423

As estimativas de maxima verossimilhanga (erro padrao aproximado) sao
dadas por 3, = 0,090(0,065), 85 = 0,968(0,588) ¢ 35 = —0,563(0, 541), cu-
jos niveis descritivos sao, respectivamente, dados por 0, 166, 0,099 e 0, 298, in-
dicando indicios de efeito significativo ao nivel de 10% apenas para o histérico
familiar. Ou seja, individuos com histérico familiar de diabetes tém chance
maior de desenvolvimento de diabetes dependente de insulina com relagao a

individuos sem histotico familiar de diabetes.
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Figura 4.17: Graficos de diagnodstico para o modelo logistico condicional
aplicado aos dados sobre diabetes.

Na Figura 4.17 sao apresentados alguns graficos de diagndstico em que
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pode-se notar destaque para as observagoes #18 e #28 como possivelmente
influentes nas estimativas dos parametros. A eliminacao do emparelhamento
#18 nao muda os resultados inferenciais embora aumente a significancia do
histérico familiar. Ja a eliminacao do emparelhamento #28 muda os resul-
tados inferenciais uma vez que o indice de massa corporal passa a ser signifi-
cante ao nivel de 10%. Nesse emparelhamento o controle tem histérico fami-
liar e atividade fisica enquanto o caso nao apresenta as duas caracteristicas.

Além disso, o caso tem um indice de massa corporal menor do que o controle.

4.10.3 Emparelhamento 1:M

Para emparelhamentos do tipo 1:M (M > 2) e k estratos a fungao de veros-
similhanga (ver, por exemplo, Breslow e Day, 1980) para 3 = (f1,...,0,)"
fica dada por

((B) =T {exp(x,08)/ > _ exp(x,8)}, (4.20)

cujo logaritmo assume a forma

k M

L(B) =logl(B) = Y [xo8 — log{>_exp(x},3)}], (4.21)

=1 £=0

em que X;0 = (Zio1,- - - ,a:iop)T denota os valores observados para o caso e
Xio = (T, - - - ,{L‘igp)T denota os valores observados para o ¢-ésimo controle.
A fungao de verossimilhanga (4.21) coincide com a fungao de verossimi-
lhanga do modelo de regressao de Cox (Cox, 1972; Cox e Oakes, 1974) quando
nao ha ocorréncia de empates. Isso permite que os modelos logisticos con-
dicionais para emparelhamentos 1:M (M > 2) sejam ajustados através de

programas desenvolvidos para o modelo de Cox.
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4.11 Exercicios

1. Supor a seguinte tabela de contingéncia 2 x 2:

Fator

Doenca A B
D Y1 Y2

D Y3 Ya

n

e que a amostragem foi realizada segundo distribuicao multinomial, isto
é, a funcao de probabilidade de Y = (Y}, Y3, Y3, Yy) " é dada por

) n!
B Y123y

Y1, Y2 Y3 _y4
Ty Ty T3 Ty

P(Y=y

com y = (y1,Y2,Y3,%1) 5 S i =n,0<m <le> .t m =1 Sabe-
se que E(Y;) = nm;, Var(V;) = nm;(1 — ;) e cov(Y;, Y;) = —nmm;, para
1 # j. Mostre que as estimativas de méxima verossimilhanga sao dadas
por m; = %, 4 = 1,2,3,4, com E(7;) = m;, variancias e covariancias

7T7;7Tj

L para i # j.

J
Var(7;) = 7”(1”_7”) e cov (7, ;) = —

2. A razao de chances sob amostragem multinomial é definida por ¢ =
mimy/moms. Considere log(l/b\) e mostre, usando o método delta, que a
variancia assintotica de log(zZ) fica dada por Var{log(lz)} = [1/nm +
1/nmy 4+ 1/nms + 1/nmy). Lembre que a variancia assintdtica pode ser

obtida através da expressao

Var{log(D)} = {“g%@fvwm [2tost)),

em que w = (m, Ty, m3,74) e Var(@) denota a matriz de variancias e
covariancias assintdticas de 7. Neste caso as variancias e covariancias

assintéticas sdo as mesmas obtidas em (1).
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3. A tabela abaixo resume um estudo de caso e controle em que foram con-
siderados como casos 200 homens adultos diagnosticados com cancer de
esofago num hospital de uma determinada comunidade. Os controles
foram uma amostra de 775 homens adultos escolhidos aleatoriamente
da lista de eleitores da comunidade. Esses dois grupos foram classifica-
dos segundo os niveis alto (mais de 80g/dia) e baixo (até 80g/dia) do

fator exposicao ao alcool.

Alto Baixo Total

Caso 96 104 200
Controle 109 666 775
Total 205 770 975

Verifique, através de um teste apropriado, se ha associagao entre o fator
de exposicao e a doenca. Encontre uma estimativa intervalar de 95%
para a razao de chances. Indique as suposicoes utilizadas e interprete

os resultados.

4. Considere a tabela 2 x 2 descrita abaixo.

Fator
Doenca A B Total
D 3 7 10
D 6 9 15
Total 9 16 25

Aplicar o teste exato de Fisher para testar Hy : v = 1 contra Hy :
¥ # 1. Obter inicialmente as probabilidades condicionais usando a
distribuicao hipergeométrica central correspondente. Comparar com o

teste assintdtico.
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5. Os dados abaixo sao provenientes de um estudo de seguimento cujo
objetivo foi avaliar a associacdo de duas técnicas cirirgicas, A e B, e

a ocorréncia de problemas graves pos-operatérios segundo duas faixas
de idade.

Faixa I Faixa 11
Problema A B A B
Sim 6 7 7 4
Nao 14 23 9 12

Obter estimativa intervalar de 95% para a razao de chances em cada
estrato. Teste a hipotese de homogeneidade das razoes de chances. Se a
hipétese nula nao for rejeitada ao nivel de 5%, aplicar o teste de Mantel-
Haenszel (com e sem corre¢ao para continuidade) para testar auséncia
de associacao entre técnica cirurgica e ocorréncia de problemas graves

pos-operatoérios.

6. Suponha Y;; ~ B(n;;, m;;) mutuamente independentes, 4, j = 1,2 com

as probabilidades m;; sendo definidas por

log i =a; — A e log T2 = q; + A.
1— i1 1 - T2

Interprete oy, an e A. Mostre que o teste de escore para testar Hy :
A = 0 contra H; : A # 0, coincide com o teste de Mantel-Hanszel
(X2,;) para testar Hy : ¢ = 1 contra H; : ¢ # 1, em que ¢ =
Tio(1 — 1) /mian (1 — mi2), i = 1,2 (Day e Byar, 1979).

7. Supor um modelo binomial quadratico de dose-resposta, em que Y; xd
B(n;, m;), com g(m;) = a+ Ba; +~yx?, i =1,..., k. Como fica expressa

a estimativa DLjg,? E a variancia assintética de DLjgg,?
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8.

10.

Supor um modelo binomial quadratico de dose-resposta, em que Y; d
B(n;, m;), com g(m;) = n; = o+ B +yx?, i = 1,... k. Assumir que
0?n/0x* < 0, Vz. Qual a solugao para dn/dxz = 0?7 Denotando essa

solugao por xg, interprete e encontre uma estimativa intervalar para x.

. Os conjuntos de dados apresentados nos arquivos dosel.txt, dose2.txt

e dose3.txt (Paula et al.,1988) s@o provenientes de um experimento
de dose-resposta conduzido para avaliar a influéncia dos extratos ve-
getais “aquoso frio de folhas”, “aquoso frio de frutos”e de um extrato
quimico, respectivamente, na morte de um determinado tipo de cara-
mujo. Para cada conjunto, ajuste um modelo logistico linear simples e
um modelo complementar log-log linear simples. Para o melhor ajuste
(use envelopes como critério), encontre um intervalo assintético de 95%
para a dose letal DL5g, construa as bandas de confianca e verifique se

h& indicios de sobredispersao aplicando um teste apropriado.

Os dados abaixo (Collett, 1991, p.127) sao provenientes de um experi-
mento desenvolvido para avaliar a germinacao de um determinado tipo
de semente segundo trés condi¢oes experimentais: nivel da tempera-
tura (21°C, 42°C' e 62°C'); nivel da umidade (baixo, médio e alto) e
temperatura da germinagao (11°C e 21°C'). A tabela abaixo apresenta
o numero de sementes que germinaram apds cinco dias para cada 100

sementes submetidas a cada condigao experimental.

Assuma um modelo logistico para explicar o nimero de sementes que
germinaram. Aplique o método AIC para selecionar um modelo consi-
derando interagoes de 12 ordem. Interprete os resultados. Faga uma
andlise de residuos com o modelo selecionado. Esses dados estao des-

critos no arquivo sementes.txt.
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11.

12.

Temperatura da Nivel da  Nivel da Temperatura

Germinacao Umidade 21°C' 42°C' 62°C
11°C baixo 98 96 62
11°C médio 94 79 3
11°C alto 92 41 1
21°C baixo 94 93 65
21°C médio 94 71 2
21°C alto 91 30 1

Mostre que a variancia assintotica do estimador de méaxima verossimi-
lhanca nao condicional da razao de chances numa tabela 2 x 2 é dada

por

~ 1 1
2
Vara () = 9 { N + N .
n17r1( —7T1> TLQﬂ'Q( —7T2)
Lembre que: sob condigoes gerais de regularidade, os estimadores de
maxima verossimilhanca sao assintoticamente normais e nao viesados

com variancia assintotica igual a inversa da matriz de informacao de

Fisher.

A tabela abaixo descreve o resultado de um experimento em que vérios
pacientes foram submetidos a um de quatro niveis de exposicao de um
tratamento particular e foi observado, apds 12 meses, se o paciente foi

curado ou nao curado.

Nivel de Exposicao
Resultado El E2 E3 E4
Curado 20 16 12 5
Nao-Curado 80 84 48 20

Seja Y; o numero de pacientes curados dentre os n; submetidos ao nivel
de exposigao Ei. Supor que Y; ~ B(n;,m;),7=1,...,4. Assunir o nivel
E1 como nivel de referéncia e teste a hipdotese de homogeneidade das

razoes de chances contra a alternativa de razoes de chances diferentes.
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13.

14.

15.

16.

Sejam Y; e Y; varidveis aleatdrias independentes tais que Y7 ~ B(nq, )
e Yy ~ B(ng,m). Seja RR = 71 /m3 o risco relativo. Aplique o método
delta para obter a variancia assintdtica de RR. Desenvolva o teste da
Wald para testar Hy : RR = 1 contra H; : RR # 1. Qual a distribuigao

nula assintdtica do teste?

Sejam Y7, ...,Y, varidveis aleatérias mutuamente independentes tais
que Y; ~ B(m,m;), em que log{m;/(1 — m;)} = a. (i) Encontre a es-
timativa de maxima verossimilhanca de «. (ii) Calcule Var(a&). (iii)
Como fica o teste da razao de verossimilhancas para testar Hy : a« = 0
versus Hy @ o # 07 Qual a distribuicao nula assintética da estatistica

do teste?

Supor Y;; g Be(pi), 0 < p; <1, parai=1,2ej=1,2,...,r, em que
arcsen(y/fi1) = a + A e arcsen(y/fiz) = a — A. Como fica a matriz X?
Obter & e A e as respectivas varidncias assintéticas, além de Cov(a, A).
Obter a estatistica do teste de escore para testar Hy : A = 0 contra
H; : A # 0. Qual a distribuicao nula assintética da estatistica do teste?

Use o resultado: Larcsen{u(z)} = ﬁg—;.

Considere uma aplicacao de regressao logistica em analise de sobre-
vivéncia (Lawless, 1982, p.389; Efron, 1988). Seja ;(t) a probabilidade
de um equipamento do tipo i falhar no intervalo I; = (¢ — 1, ¢] dado que
o mesmo nao falhou até o tempo t — 1. Seja Yj; o nimero de falhas no
intervalo I; e seja n; o nimero de equipamentos que nao falharam até
o tempo t — 1 no i-ésimo grupo. Assumir que Y;; ~ B(ny, m(t)) e que
as falhas sao independentes. Ajustar um modelo logistico do tipo

log {1T—§ri)(t)} = a; + Bit + 7it? (4.22)
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17.

18.

ao seguinte conjunto de dados:

Tipo A TipoB Tipo C

Tempo niy Yy noe Yo N3 Yae
1 42 4 50 6 48 11
2 38 3 44 11 37 10
3 3 3 32 10 27 12
4 31 5 22 &8 15 8
5 26 6 12 6 6 4

Apresente o grafico com as curvas ajustadas e os valores observados.
Tente selecionar um submodelo apropriado. Verifique a adequacao do
modelo adotado através de gréaficos de residuos. Interprete os resulta-

dos. Os dados estao descritos no arquivo equipamentos.txt.

No arquivo matched.txt (Hosmer e Lemeshow, 1989, Cap.7) estao os
dados de um estudo de caso-controle com emparelhamentos do tipo 1:1,
em que os casos foram mulheres com diagnéstico confirmado de tumor
benigno na mama e os controles de mulheres sadias diagnosticadas no
mesmo hospital e periodo dos casos. A varidvel de emparelhamento foi
a idade da paciente na época da entrevista AGMT. Escolha trés variaveis
do arquivo mencionado e verifique através de uma regressao logistica
condicional a associacao entre as variaveis escolhidas e o diagnodstico
da doenga (sim=1, nao=0) representado pela varidvel FNDX. Interprete
as estimativas dos parametros do modelo ajustado. Faga uma andalise
de diagnédstico. Obsevacao: caso voce escolha alguma variavel com

observagoes perdidas, exclua das andlises as pacientes correspondentes.

Considere uma aplicacao de regressao logistica em transportes. Seja
m;(t) a probabilidade de um caminhao do tipo i ser desativado durante

o ano t dado que o mesmo nao foi desativado durante o ano ¢t — 1.
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19.

20.

Assuma que durante o ano t foram desativados y; caminhoes dentre
0s n; existentes no comego do ano, i = 1,2 et =1,...,k. Supor que

Y ~ B(ny,m(t)) e que sdo mutuamente independentes. Considere o

log{lfl_%}_% e bg{ljz_%}—wﬁ.

O que significa testar Hy : § = 07 Qual é a matriz X do modelo?

modelo

~

Como fica Var(f)? Mostre que a estatistica do teste de escore para

testar Hg : # = 0 contra Hy : 8 # 0 pode ser expressa na forma

k 2k
n nyna(ne —
Esp = Z(y2t_ Yt 2t> / YNy 2t(3t yt)’
Uz P ny

t=1

em que n; = My + Nge € Y = Yip + yor. Qual é a distribuigao nula

assintdtica da estatistica do teste?

Sejam Y7, ..., Y} variaveis aleatorias independentes tais que a fungao
de probabilidade de Y; seja dada por
1 1 B
() 2y )0r
1 1 1 t’
21&:0 (t) (1—t)wi

em que y; = 0, 1. Supor a parte sistemética log(1;) = 5. (i) Encontre a

fyss i) =

estimativa de maxima verossimilhanca de f3; (ii) encontre a informacao
de Fisher para (; (iii) como fica o teste de escore para testar Hy : 5 =0
contra Hy : # # 07 Qual a distribuicao nula assintética da estatistica
do teste? (iv) Expresse o residuo r; = (y; — ji;)/1/Var(Y;) em funcio
de y; e B ; (v) Como vocé faria para gerar valores de Y; da distribuicao

dada acima?

Construir o logaritmo da funcao de verossimilhanca de um modelo
logistico log{m(x)/(1 —m(x))} = a+ Sz de duas binomiais independen-

tes, em que tem-se y, sucessos em n( ensaios para r = 0 e y; sucessos
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21.

22.

em n, ensaios para x = 1. Mostre que a estimativa de maxima verossi-

milhanca § coincide com log(razao de chances) (Agresti, 2013, p.205).

Os dados do arquivo leuce.txt (Everitt, 1994) referem-se a um es-
tudo com 51 pacientes adultos, previamente diagnosticados com um
tipo agudo de leucemia, que receberam um tipo de tratamento e foi
verificado apds um certo periodo a eficiéncia ou nao do tratamento.
Algumas variaveis explicativas pré-tratamento foram também observa-
das. As varidveis em estudo sao as seguintes: (i) idade do paciente
na época do diagndstico (em anos), (ii) mancha diferencial da doenga
(em %), (iii) infiltracdo na medula (em %), (iv) células com leucemia
na medula (em %), (v) malignidade da doenca (x10%), (vi) tempera-
tura méxima antes do tratamento (x10°F), (vii) tratamento (1: sa-
tisfatério, 0: nao satisfatério), (viii) tempo de sobrevivéncia apds o
diagndstico (em meses) e (ix) situagdo (1: sobrevivente, 0: nao sobre-
vivente). Considere um modelo logistico linear para explicar a probabi-
lidade de eficiéncia do tratamento dadas as seis variaveis explicativas.
Selecionar as variaveis explicativas bem como as interagoes de primeira
ordem através do método stepwise. Usar P = Pg = 0,20. Fazer uma
analise de diagnéstico com o modelo selecionado e interpretar algumas

razoes de chances.

No arquivo hearthd.txt (Hosmer et al., 2013, Cap.1) sao descritos os
dados de n = 100 pacientes com auséncia (HD=0) e evidéncia (HD=1)
de doenga arterial coronariana, além da idade (Age) do paciente e a

faixa etaria (FE). Para ler os dados use o comando
heart = read.table(f‘heart.txt’’, header=TRUE)

Fazer uma analise descritiva dos dados, por exemplo boxplots robustos
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23.

da idade para cada um dos grupos, comente. Construa uma tabela de
contigéncia com as frequéncias relativas de pacientes com evidéncia e
auséncia da doenca segundo as faixas etarias, comente. Ajustar um
modelo logistico para explicar a probabilidade Pr(HD=1) dado Age.
Comente as estimativas. Fazer uma analise de diagnoéstico como grafico
de residuos e distancia de Cook. Avalie o impacto das observagoes
destacadas como possivelmente influentes. Construa uma banda de
confianca de 95% para Pr(HD=1) dado Age. Encontre uma estimativa
intervalar de 95% para a razao de chances entre um paciente com Age+1
e um paciente com Age ter presenca da doenca. Construa a curva ROC
e estabeleca um critério para classificar pacientes como suspeitos de
terem presenca da doenga. Para esse critério obter as taxas de positivo
positivo e de falso positivo. Ajustar o modelo pelo GAMLSS através

dos comandos

y.heart = cbind(HD, 1-HD)

ajuste = gamlss(y.heart ~ Age, family=BI)

plot(ajuste)

rqres.plot(ajuste, howmany=8, ylim.all=1)
rqres.plot(ajuste, howmany=40, plot="all")

Comente os graficos de residuos.

Cinquenta e quatro individuos considerados idosos sao submetidos a
um exame psiquidtrico para avaliar a ocorréncia ou nao de sintoma
de caduquice (Agresti, 1990, pgs. 122-123). Acredita-se que o escore
obtido num exame psicolégico feito previamente esteja associado com

a ocorréncia ou nao do sintoma. Os dados sao apresentados abaixo

(score: escala no exame psicoldgico e resp: ocorréncia (resp=1) ou
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nao ocorréncia (resp=0) do sintoma). Esses dados estdo descritos no

arquivo caduquice.txt.

Score Resp Score Resp Score Resp Score Resp Score Resp

9 1 7 1 7 0 17 0 13 0
13 1 ) 1 16 0 14 0 13 0
6 1 14 1 9 0 19 0 9 0
8 1 13 0 9 0 9 0 15 0
10 1 16 0 11 0 11 0 10 0
4 1 10 0 13 0 14 0 11 0
14 1 12 0 15 0 10 0 12 0
8 1 11 0 13 0 16 0 4 0
11 1 14 0 10 0 10 0 14 0
7 1 15 0 11 0 16 0 20 0
9 1 18 0 6 0 14 0

Ajustar um modelo logistico para explicar a probabilidade de ocorréncia
do sintoma em funcao do escore. Interpretar os resultados. Calcule a
estatistica de Hosmer-Lemeshow. Faga uma anélise de diagnéstico com

o modelo ajustado.

24. No arquivo grahani.txt (McCullagh e Nelder, 1989, pgs. 128-135)
estao os dados referentes a distribuicao de duas espécies de lagarto
(grahani e opalinus) segundo quatro fatores: (i) perfodo do dia (manha,
meio-dia, tarde), (ii) comprimento da madeira (curta, comprida), (iii)
largura da madeira (estreita, larga) e (iv) local de ocupagao (claro, es-
curo). Supor que o nimero de lagartos encontrados da espécie grahani
tenha distribui¢do binomial. Responda as seguintes questoes: (i) pro-
ponha um modelo logistico (sem interacdo) para explicar a propor¢ao
de lagartos da espécie grahani. Ajuste o modelo e verifique através do

teste da razao de verossimilhancas quais efeitos sao significativos ao
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25.

nivel de 10%. (ii) Verifique separadamente se cada interagao de pri-
meira ordem pode ser incluida no modelo ao nivel de 5%. Construa o
ANODEV.(iii) Interprete os resultados tentando falar de uma forma nao

técnica sobre as preferéncias dos dois tipos de lagarto.

Em um estudo para investigar a incidéncia de dengue numa determi-
nada cidade da costa mexicana (Neter et el., 1996, pgs. 582-584), um
total de 196 individuos, escolhidos aleatoriamente em dois setores da
cidade, respondeu as seguintes perguntas: (i) idade, idade do entre-
vistado (em anos), (ii) nivel, nivel sécio-econémico (nivel=1, nivel
alto; nivel=2 nivel médio; nivel=3, nivel baixo) e (iii) setor, setor
da cidade onde mora o entrevistado (setor=1, setor 1; setor=2, setor
2) e (iv) caso, se o entrevistado contraiu (caso=1) ou nao (caso=0) a
doenca recentemente. Um dos objetivos do estudo é tentar prever ou
explicar a probabilidade de um individuo contrair a doenca dadas as
variaveis explicativas idade, nivel e setor. Os dados estao descritos

no arquivo dengue.txt.

Inicialmene fazer uma andlise descritiva dos dados com tabelas de con-
tingéncia e boxplots. Em seguida, selecionar um submodelo no R
através do método stepAIC considerando interacoes até 1¢ ordem. Para
o modelo selecionado construir o envelope para o residuo componente
do desvio e o graficos da distancia de Cook. Comentar. Interpretar os
coeficientes do modelo ajustado através de razoes de chances. Repetir
o ajuste no GAMLLSS. Construir os graficos de residuos e interpretar

0 term.plot.
Para ler o arquivo no R

dengue = read.table("dengue.txt", header=TRUE)
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summary (dengue)
attach(dengue)

Ajuste no R

nivel = factor(nivel)

setor factor(setor)
table(caso,nivel)

table(caso,setor)

boxplot(split(idade,caso), xlab="Dengue", ylab="Idade", names
= c("N&o","Sim"))

fitl.dengue = glm(caso ~ idade + nivel + setor + idade*nivel
+ idadex*setor + nivel*setor, family = binomial)

require (MASS)

fit2.dengue = stepAIC(fitl.dengue)

fit.model = fit2.dengue

source("envel bino.txt")

source("diag_cook_bino.txt")

Ajuste no GAMLSS

require(gamlss)

fit3.dengue = gamlss(caso ~ idade + setor, family=BI)
plot(fit3.dengue)

rqres.plot(fit3.dengue, howmany=8, type="wp")

term.plot(fit3.dengue, pages=1).

431



26. No arquivo olhos.txt (McCullagh e Nelder, 1989, p.144) sao apresen-
tados dados referentes a 78 familias com pelo menos seis filhos cada
uma. Na primeira coluna tem-se a classificacao dos olhos dos pais se-
gundo a cor (1: ambos claros, 2: ambos castanhos, 3: ambos escuros, 4:
claro e castanho, 5: claro e escuro e 6: castanho e escuro), na segunda
coluna a classificagao dos olhos dos avés segundo a cor (1: todos claros,
2: todos castanhos, 3: todos escuros, 4: trés claros e um castanho, 5:
trés claros e um escuro, 6: um claro e trés castanhos, 7: um escuro
e trés castanhos, 8: um claro e trés escuros, 9: um castanho e trés
escuros, 10: dois claros e dois castanhos, 11: dois claros e dois escuros,
12: dois castanhos e dois escuros, 13: dois claros, um castanho e um
escuro, 14: um claro, dois castanhos e um escuro e 15: um claro, um
castanho e dois escuros), na terceira coluna tem-se o nimero de filhos
na familia e na ultima coluna o nimero de filhos com olhos claros. Seja
Y; o nimero de filhos com olhos claros pertencentes a i-ésima familia.
Assuma inicialmente que Y; ~ B(n;,m;), i = 1,...,78. Responda as

seguintes questoes:

(i) Ajustar inicialmente um modelo logistico linear apenas com o fator
‘cor dos olhos dos pais’. Construir graficos de residuos. Identificar
os pontos aberrantes. Quais as mudancas nos resultados com a
eliminacao desses pontos. H4 indicios de sobredispersao? Ajustar
um modelo de quase-verossimilhanga com e sem os pontos aber-

rantes. Comente.

(ii) Incluir agora o fator cor dos olhos dos avés. Refazer todos os

passos acima. Comente os resultados.

27. A tabela abaixo (Morgan, 1992, p.90) descreve os resultados de um
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experimento em que a toxicidade de trés concentragoes (R-rotenine,
D-deguelin e M-mistura, essa ultima como uma mistura das duas pri-
meiras) é investigada. As concentragoes foram testadas em insetos e
observado para cada dose o nimero de insetos mortos. Os dados estao

descritos no arquivo morgan.txt.

Concentragao Dose Expostos Mortos

R 0,41 50 6
R 0,58 48 16
R 0,71 46 24
R 0,89 49 42
R 1,01 50 44
D 0,71 49 16
D 1,00 48 18
D 1,31 48 34
D 1,48 49 47
D 1,61 50 47
D 1,70 48 48
M 0,40 47 7
M 0,71 46 22
M 1,00 46 27
M 1,18 48 38
M 1,31 46 43
M 1,40 50 48

Supor inicialmente o modelo log{m;(z)/(1 — m;(z))} = a; + Bix, i =
1,2,3, em que m;(z) é a proporcao esperada de insetos mortos sob a
concentracao ¢ e dose z. Faga uma analise de diagnoéstico e verifique
se ha indicios de sobredispersao aplicando um teste apropriado. Teste
a hipdtese de paralelismo com todos os pontos e sem as observagoes

discrepantes. Comente.
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28.

29.

No arquivo pulso.txt sao descritas as variaveis pulsagao em repouso
(1: normal, 2: alta), hdbito de fumar (1: sim, 2: néo) e peso (em kg) de
92 adultos do sexo masculino. Ajustar um modelo logistico linear para
explicar a probabilidade de pulsacao alta dadas as demais variaveis.
Faca uma andlise de diagnodstico. Apresente as curvas ajustadas para

cada grupo de habito de fumar com as respectivas bandas de confianca
de 95%.

Na tabela abaixo (Agresti, 2013, Secao 6.4) é apresentado um resumo
dos resultados de um ensaio clinico em que dois tipos de pomada (droga
ativa e controle) para um tipo de infeccao foram aplicadas em vo-
luntarios de 4 centros clinicos. O objetivo do estudo é avaliar se ha

associacao entre tratamento e cura da infeccao nos 4 centros clinicos.

Centro Tratamento Sucessos Fracassos Total

1 Droga 11 25 36
Controle 10 27 37
2 Droga 16 4 20
Controle 22 10 32
3 Droga 14 5 19
Controle 7 12 19
4 Droga 2 14 16
Controle 1 16 17

Fazer inicialmente uma andlise descritiva dos dados calculando para
cada centro a razao de chances e a estimativa intervalar de 95%. Em
seguida, ajustar no R um modelo logistico binomial com os efeitos e
interacao entre tratamento e centro. Testar a auséncia de interagao.
Selecionar um submodelo, apresentar estimativas intervalares para a

razao de chances e fazer analise de residuos. Ajustar o modelo selecio-
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nado no GAMLSS, fazer andlise de residuos e obter o term.plot. Os

dados estao no arquivo creme.txt

Para ler o arquivo no R

creme = read.table("creme.txt", header=TRUE)
summary (creme)

attach(creme)

Ajuste no R

yresp = cbind(sucessos,fracassos)

fitl.creme = glm(yresp ~ tratamento + centro + tratamento*creme,

family = binomial)

summary(fitl.creme)

fit2.creme = glm(yresp ~ tratamento + centro, family = binomial)
summary (fit2.creme)

anova(fit2.creme, fitl.creme)

Analise de residuos no R

fit.model = fit2.creme

ntot=total

source("envelr_bino.txt")

Ajuste no GAMLSS

require(gamlss)

fit3.creme = gamlss(yresp ~ tratamento + centro, family = BI)
summary (fit3.creme)

plot(fit3.creme)
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30.

rqres.plot(fit3.creme, howmany=8, type="wp")
term.plot(fit3.creme, terms=1)

term.plot(fit3.creme, terms=2).

Considere os dados do arquivo npima.txt extraido e editado da bi-
blioteca mlbench do R, sem as observacoes ausentes, referente a uma
amostra de n = 752 mulheres de pelo menos 21 anos de idade descen-
dentes do povo nativo Pima dos Estados Unidos que viviam as margens
dos rios Gila e Sal, na parte sul do estado do Arizona. A varidvel
resposta de principal interesse é o diagnéstico de diabetes (1:positivo,
2:megativo), que serd relacionada com as seguintes varidveis explicati-

vas:

pregnant: numero de vezes que engravidou
e glucose: concentracao de glicose no plasma

e mass: indice de massa corporal

pedigree: fungao de pedigree de diabetes (medida hereditaria de
diabetes)

e age: idade em anos.

Para ler o arquivo no R

pima = read.table("npima.txt"’, header=TRUE)
summary (pima)

pima$diabetes = factor(pima$diabetes)
levels(pima$diabetes) = c("Negativo","Positivo")

attach(pima) .
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Inicialmente fazer uma analise descritiva por meio de boxplots com-
parando os dois grupos de interesse com relacao a diabetes, positivo
e negativo, para cada variavel explicativa. Como ha varidveis expli-
cativas assimétricas usar o boxplot robusto que ajusta a indicacao de
pontos extremos. Por exemplo, para a variavel explicativa glucose use

os comandos
require (robustbase)

adjbox (split(glucose,diabetes),col="gray",

main="Boxplot Ajustado").

Ajustar um modelo logistico binomial aos dados para explicar a pro-
babilidade de diagndstico positivo de diabetes dadas as demais variaveis
explicativas. Escrever o modelo. Usar o comando stepGAIC do GAMLSS

para fazer uma selegao de varidveis explicativas.
require(gamlss)

ml.pima = gamlss(diabetes ~ pregnant + glucose + mass + pedigree

+ age, family = BI)

m2.pima = stepGAIC(ml.pima)

summary (m2.pima)

plot (m2.pima)

rqres.plot (m2.pima, howmany=50, plot="all")
term.plot(m2.pima, pages=1).

Comentar os resultados.

Reajustar o modelo por meior de P-spline ajustando as 4 variaveis

explicativas continuas com B-splines de 20 nés internos.

437



m3.pima = gamlss(diabetes ~ pregnant + pb(glucose) + pb(mass)

+ pb(pedigree) + pb(age), family = BI)
m4.pima = stepGAIC(m3.pima)

summary (m4.pima)

plot(m4.pima)

rqres.plot(m4.pima, howmany=50, plot="all")
term.plot(m4.pima, pages=1).

Comentar os resultados.

Tracar a curva ROC para o ultimo modelo e encontrar o melhor ponto

de corte que maximiza especifidade + sensibilidade.

Considere os comandos

require (pROC)

resp = diabetes

pred.pima = predict(m4.pima, type="response")

roc.pima = roc(response = resp, predictor = pred.pima)
plot(roc.pima, main = "Curva Roc - pima", print.auc = TRUE)

optimal coords = coords(roc.pima, "best", ret = c("specificity",

"sensitivity", "threshold"))
print (optimal_coords) .

Classifique a area sob a curva ROC. Interpretar as taxas de verdadeiros

positivos e falsos positivos no ponto de corte obtido.

438



Capitulo 5

Modelos para Dados de
Contagem

5.1 Introducao

Neste capitulo serao apresentados alguns métodos para a andlise de dados
de contagem. Inicialmente sao apresentados os principais métodos tradici-
onais e em seguida a modelagem através de regressao. Duas situagoes de
interesse sao consideradas. Na primeira delas, muito comum em estudos de
seguimento, as unidades amostrais sao classificadas segundo os niveis de cate-
gorias, tais como sexo, faixa etdria e tipo de tratamento e sao acompanhadas
por um periodo fixo pré-estabelecido ou até a ocorréncia de um determinado
evento. Tem-se, portanto, um tempo particular de observacao para cada
unidade amostral, o qual devera ser incorporado nas andlises. Na segunda
situacao, o interesse é estudar o niimero de ocorréncias de um evento particu-
lar segundo os niveis de categorias, de modo que seja possivel construir uma
tabela tipica de contingéncia. Aqui, a suposicao de distribuicao de Poisson
para o numero de ocorréncias do evento em cada configuracao de niveis das
categorias leva a resultados equivalentes a suposicao de distribuicao multi-

nomial para as caselas da tabela de contingéncia formada. Assim, muitas
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tabelas de contingéncia que seriam originalmente analisadas através de um
modelo log-linear multinomial podem ser analisadas, alternativamente, por
um modelo log-linear de Poisson. A vantagem disso é o fato do modelo log-
linear de Poisson ser ajustado mais facilmente do que o modelo log-linear
multinomial, além da possibilidade de todos os procedimentos desenvolvidos
para os MLGs serem diretamente estendidos para o modelo log-linear de Pois-
son. Nao é discutido, contudo, aspectos particulares na analise de tabelas de
contingéncia, tais como testes ou modelos multinomiais mais especificos.
Discute-se também neste capitulo o fendomeno de sobredispersao que pode
ocorrer com dados de contagem quando a variancia da varidvel resposta é
maior do que a média. Nesses casos, a suposicao de distribuicao de Poisson
para a resposta é inadequada sendo necessario o uso de modelos alternati-
vos. O modelo de quase-verossimilhanca com parametro de dispersao leva
as mesmas estimativas do modelo de Poisson, porém corrige a variabilidade
das estimativas. Em especial sera dada atencao aos modelos com resposta
binomial negativa, os quais permitem uma anélise mais completa dos dados
do que os modelos de quase-verossimilhanca. Finalmente, sera abordado de
forma mais sucinta os modelos de Poisson e binomial negativo com excesso

de zeros.

5.2 Métodos classicos: uma unica tabela 2 x 2

Considere inicialmente a tabela abaixo resultante de um estudo de segui-
mento, em que individuos expostos e nao expostos sao acompanhados ao

longo do tempo por um periodo fixo ou até a ocorréncia de um evento.

E F
Casos Y Yo
Pessoas-Tempo t; 5
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Assumir que Y7 e Y seguem, respectivamente, distribuicao de Poisson com
parametros A; e Ag, em que \; é a taxa média de casos (por unidade de
tempo) no grupo exposto e Ay é a taxa média de casos no grupo nao exposto.

O parametro de interesse nesse tipo de estudo é a razao entre as taxas,

A

denotada por ¢ = §t. O objetivo principal ¢ fazer inferéncias a respeito do

parametro .

5.2.1 Modelo probabilistico nao condicional

A fungao de probabilidade conjunta de (Y7, Y3) fica entdo dada por

—Aity 1 ,—A2t2 9

€ Altly € )\Qto

Fyi 2 M, Ao) = (‘ ) (‘ )
hi: Yo

= exp{—vXat; — Aota + y110g(¥) + (y1 + y2)log(A2) +

y1log(t1) + yo log(ta) — log(y1!) — log(ye!)},

e consequentemente o logaritmo da fungao de verossimilhanca pode ser ex-

presso na forma

L(Y,X2) = —Aats — Aoty +y1log(¥) + (y1 + y2) log(A2) +

y1 log(t1) + y2 log(tz) — log(y1!) — log(ya!).

Pode-se mostrar que a maximizagao de L(1), \y) leva as estimativas de méxima

yite
yot1”

Var4 (1)) pode-se aplicar o método delta

Vora() = [ 2] vara) [22].

verossimilhanca Ay = £ e ¢ =

o Para obter a variancia assintdtica

em que [01/ON] = [1/X2, —p/Xo]T e Vary(A) = diag{;\—j,ﬁ} com A =

to
(A1, A2)". Daf obtém-se facilmente

Var(¢) = ¥ {% + %}



5.2.2 Modelo probabilistico condicional

Pelo teorema da fatorizacao tem-se que as estatisticas (Y7, Y7+ Y2) so sufici-

entes minimais para (¢, A2). Logo, condicionando em Y + Y, = m, obtém-se

flalm;y) = Pr{Yi=a|Y,+Ys=m}
Pr{iYi=a,Ys =m —a}
Pr{Y1 + Y, =m}
Pr{Y) = a}Pr{Y, =m — a}
Pr{Y1 +Y; =m}
e M (N 1) e 22 ( Aoty ) (M)

ale21t1 72282 (A1t 4+ Aato)™(m—a)!
m/!

(m> (Mit1)* (ata) )

a ()\1151 + )\th)m

- () Gatn) Gatse)
N a )\1'[?1 + )\2252 )\1251 + )\2152

- (’:) (1 — )™=,

em que ™ = Yty /{ta +t1} = ¥/{t2/t1 + ¢}, sendo 7 a probabilidade de um

caso ter sido exposto. Equivalentemente, tem-se que

w 7Tt2
(1 — 7T)t1 .
Mostra-se facilmente que 7 = < = —%_ e consequentemente que 1) = %2 =
m y1+y2 bty
z;—ﬁ que coincide com a estimativa 1 (nao condicional). Além disso, segue a

variancia assintética Vara(m) = % e portanto aplicando o método delta

obtém-se a variancia assintotica

Vara(d) = [%} 2Var,4(fr) - E—j 2 ﬁ

em que diy /dr = i—;(l —7)72. Apds algumas manipulagoes algébricas mostra-

3 o . 2
se que Vary(¢) = Vary(¢) = [i—f] %;yz) Assim, as inferéncias para v sao
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equivalentes sob os modelos nao condicional e condicional, diferentemente das
inferéncias para a razao de chances descritas no Capitulo 4. A justificativa é
que no caso do produto de duas binomiais independentes a estatistica Y; + Y5
¢é suficiente para o parametro my, porém nao é ancilar para 1. Logo, ha
perda de informagao para ¢ com a distribuigdo condicional (hipergeométrica
nao central). Mesmo assim muitas inferéncias para a razao de chances sao
desenvolvidas sob o modelo condicional, em particular o teste exato de Fisher.
No caso do produto de duas Poissons independentes a estatistica Y; + Y5 é
suficiente para Ay e ancilar para a razao de taxas . Assim, as inferéncias
para os modelos nao condicional e condicional sao equivalentes. Fica-se entao

com o modelo condicional que é mais siomples.

Inferéncia exata

Aqui o interesse é testar Hg : ¢ = 1 contra H; : ¢ # 1, que é equivalente a
testar Hy : m = mp contra Hy : 7 # mg, em que my = t1/(t1 + t2).
O nivel descritivo exato para testar a hipdtese Hy contra H; é dado por

P = 2min{P;,Ps}, em que

‘ m
P T _ (m—x)
=3 (M)m -

=0

Ps

m " .
3 (s

Pode-se usar o resultado abaixo (ver, por exemplo, Leemis e Trivedi, 1996)
para expressar a distribui¢ao binomial em fungao de uma distribuicao £, ,, ou
seja uma distribui¢do F' com u e v graus de liberdade. Supondo Y ~ B(n, p),

tem-se que

Pr(Y >y) = Pr{Foysm—y+1) < (n—y+1)p/y(1 —p)}, (5.1)
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com 0 < p < 1. Daf tem-se, sob Hy : m = 7, que

m m .
Pro= 1= Y (T)m

r=a+1

= ]_—PT{Fu’U<(m_a_1+1)7TO}
’ (a+1)(1—m)

= ]_—P’I"{Fuﬂ] <bt1/(a—|—1)t2},

comb=m—a,u = 2(a+1) e v = 2b. Similarmente, obtém-se sob Hy : m = 7y,
que
PS = PT{FU’U < (b + l)tl/at2}7

com u = 2a ev = 2(b+1). De (5.1) tem-se que que os limites exatos de

confianga para p, para um coeficiente de confianga (1 — «), sdo tais que

(0% ~ A
5= Pr¥ =tips) = 1= Pr(Y > y+1ips).

t<y
Logo, usando (5.1) obtém-se

. 1
pI - 1 n—y+1
yFQy,2(n7y+l)(a/2)

1

~

Ps

n—y )

L+ (YD) Fa(y41) 2(n—y) (1=/2)

em que F,,(a/2) denota o quantil a/2 de uma distribuicdo /' com u e v

graus de liberdade. Portanto, tem-se para 7w, fazendo y =aem =a+ b, o
limite inferior exato de confianca

1

b+1
1 + aFu,:—(a/2)

= aF,,(a/2)/{b+1+aF,,(a/2)},

~

T =
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em que u = 2a e v = 2(b+ 1). De forma analoga obtém-se o limite superior

exato
1
s = b
1 + aFuv(1—a/2)

= CLFu,v(l — a/2)/{b+ aFu,v<1 - a/2>}7

em que u = 2(a+1) e v = 2b. A estimativa de maxima verossimilhanca para
1 considerando a distribuigao condicional fica dada por
L - B /1
(L=t yats

Portanto, a estimativa intervalar exata de coeficiente de confianga (1 — «)

para 1 fica denotada por [¢7, ¥g], em que
772;] = € 77[)5 =

Tsto
(1—7g)ty

Tty
(1—7)t

Inferéncia assintotica

Embora a inferéncia exata para a razao de taxas tenha um custo computa-
cional bem menor do que para a razao de chances, tem-se também a opcao
da inferéncia assintética para a razao de taxas quando A; e Ay sao grandes
no modelo nao condicional ou quando m é grande no modelo condicional.
Similarmente ao caso da razao de chances a aproximacao para a distribuicao
normal é mais rapida para log(@ do que para 1; Assim, aplicando o método

delta tem-se que

. dlog(¥)]? -
Vara{log(y)} = [%} Vara ()
1 n 1
At ety
em que dhzigww) = i Dai segue que uma estimativa intervalar assintética de

coeficiente de confianga (1 — «) para 1) fica dada por

exp[log(@[?) + 2(1-a/2)\/ Var{log(zﬁ)}],
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em que Var{log(¢))} = yil + y% O teste de Wald para testar Hy : ¢ = 1
contra Hy : ¢ # 1 fica dado por

L Mlog(9))?
Var{log(¢)}
que segue assintoticamente sob Hy distribuicao qui-quadrado com 1 grau de

liberdade.

Aplicacao

Considere, como aplicagao, os dados apresentados em Boice e Monson (1977)
referentes a um estudo de seguimento com dois grupos de mulheres com
tuberculose, um grupo exposto a radiacao e o outro grupo nao exposto,
sendo observado ao longo do tempo o desenvolvimento ou nao de cancer de

mama. Os resultados desse estudo sdo resumidos na Tabela 5.1.

Tabela 5.1
Casos de cancer de mama em mulheres
com tuberculose.

Radiacao
Exposto  Nao Exposto
Casos 41 15
Pessoas-anos 28010 19017

Tem-se, portanto, que a = 41, b = 15, t; = 28010 e t, = 19017. Os niveis
descritivos correspondentes ao teste exato para testar Hy : v = 1 contra

H, : ¢ # 1 ficam dados por

P,=1- PT{F84730 < 0,526} = 0,988

Ps = PT’{F82732 < 0, 575} = 0, 026,
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e obtém-se o nivel descritivo P= 0,052 que indica pela rejeicao de Hgy. Isso
quer dizer que ha indicios de que mulheres com tuberculose e expostas a
radiagao tém uma chance maior de desenvolvimento de cancer de mama do
que mulheres nao expostas com a mesma doenca. Uma estimativa pontual

0,732x19017 __

de maxima verossimilhanca para 1 fica dada por ¢ = 026828010 — 1,86, que

corresponde a estimativa da razao de médias (por ano) de casos de cancer de
mama entre mulheres com tuberculose que foram expostas a radiacao e mu-
lheres com tuberculose nao expostas a radiagao. Uma estimativa intervalar

exata de de 95% para 7 tem os limites

A1 = 41 X Fyy50(0,025)/{16 + 41 x Fys30(0,025)}
= 0,595 e

Fs = 41 X Fiy55(0,975)/{15 4 41 x Fyy.3(0,975)}
= 0,836,

em que Fgy30(0,025) = 0,574 e Fg3.32(0,975) = 1,866. Desses limites obtém-

se os limites exatos de confianca para a razao de tazas

. A1t 0,595 x 19017
,QZ)I fry — =
(1—#)t  (1—0,595) x 28010
— 0,997 e
- Rt 0,836 x 19017
'1/)‘5‘1 p— N p—
(1—#g)t1  (1—0,836) x 28010
= 3,461

Esse intervalo [0,997; 3, 461] cobre ligeiramente o valor 1 uma vez que o nivel

descritivo do teste Hg : ¢ = 1 contra H; : ¢ # 1 foi P= 0, 052.

5.2.3 Estratificagao: k tabelas 2 x 2

Se o dados sao estratificados segundo um fator com k niveis, cada tabela

resultante pode ser expressa na forma abaixo.
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E FE
Casos Y1i  Y2i
Pessoas-Tempo ty; to

Tem-se aqui as suposi¢oes Yi; ~ P(Ayty;) e Yo ~ P(Aogite;), @ = 1,... k.
Consequentemente, a distribuicao condicional de Y;; dado Yy; + Yo = my; €
uma B(m;, m;), em que m; = 1; /{t2:/t1; + 1;}, ou equivalentemente

mito;

wi - (1 — Wi)tli.

Se ha interesse em testar a homogeneidade das razoes de taxas Hy : ¢ =
... = 1y, contra a alternativa de pelo menos duas diferentes, a estimativa

comum 1, sob Hy, sai do sistema de equagoes

k k
Zyu‘ = @/3 Zmz/{@[) + toi/t1i }s
i=1 i=1

que tem no maximo uma raiz positiva. Alternativamente, de forma analoga
aos estudos de caso e controle, pode-se construir uma versao da estimativa

de Mantel-Haenszel dada por

&MH _ Zle Y1itoi /ti
Zle Yoit1i/ti 7

em que t; = ty; + tz;. Segundo Breslow e Day (1987), Q/AJMH ¢ consistente e

assintoticamente normal com variancia assintética estimada por
) b tyitamg 2
Yuu Zizl 1i 21'77%/ i

5 -
{Zk tyitoimy }
=1 ¢, (t1;+parprtas)

A estatistica sugerida para testar Hy é definida por

X2 — i { (y1i — Ju)? X (Y21 — ?)2i)2} ’

Y1i Y2i

VaTA (@MH) =

448



em que §i; = M7, Jos = mi(1 — ;) e
e
toi/tii +Ymm
A distribuicao nula assintética de X? é uma qui-quadrado com k — 1 graus de
liberdade. Quando a hipétese de homogeneidade das razoes de chances nao
é rejeitada, pode-se testar a hipdtese de associacao entre o fator e a doenca
levando em conta o efeito de estrato. Isso equivale a testar Hg : @) = 1 contra
H; : ¢ # 1. O teste qui-quadrado apropriado, com correcao de continuidade,

¢é dado por

x? {158y — Y0 E(Yulmi, v = 1)] — 0,5}
2?21 Val"(Y1i|mz’, Y= 1)
{1520y — o0 mityi/ (t + ta)| — 0,5}
Zle mutyita/(t + t2:)?

Para m,; grandes a distribuicao nula assintdtica da estatistica X? é uma qui-

(5.2)

quadrado com (k — 1) graus de liberdade.

A distribuicao assintética de log(@@) converge mais rapidamente para a
distribuicao normal do que a distriuicao assintdtica de @@ Assim, quando a
hipdtese de homogeneidade de razao de taxas nao é rejeitada é mais conveni-
ente, similarmente a razao de chances, obter uma estimativa intervalar para
log(7) comum e dai extrair a estimativa intervalar de ¢ comum nos estratos.

Aplicando-se o método delta, tem-se que a variancia assintética de log(ﬂ MH)

¢ estimada por

Vara{log(arn)} = ryVara(dun).

Assim, um intervalo assintético de confianga com coeficiente (1 — «) para
log(v) fica dado por

log (i) & Z(lfa/2)77ZA)]T/[1H{\7arA(QZJMH)}%
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levando aos limites de confianca superior e inferior dados abaixo

b = exp{log(¥arn) — 2(1-a/2 ¥\ Vara(@am)} e

s = eXP{log(leH)+Z(1fa/2)12174111 Vara(darm)}-

Esse intervalo deve ser construido quando a aplicacdo da estatistica (5.2)

levar a rejeicao da hipdtese Hy : ¢ = 1.

Aplicacao

Como ilustracao, na Tabela 5.2 tem-se um resumo do ntimero de avarias
causadas por ondas em navios de carga e os respectivos tempos de exposicao

(em navios-meses) para dois tipos de navios e dois periodos de operagao.

Tabela 5.2
Numero de avarias por ondas em navios
de carga sequndo dois tipos de navios
e dois periodos de operacao.

Periodo de Tipo de navio
operagao Tipo E  Tipo A
P1 avarias 12 9

n-meses 1991 2734

P2 avarias 20 33
n-meses 3140 6755

As estimativas pontuais para a razao de taxas entre os tipos E e A sao,

respectivamente, dadas por

~ 12 x 2734 ~ 20 x 6755

V1= —-"oar = L83 e =

—— =1, 30.
9 x 1991 33 x 3140 ’

Para obter a estimativa intervalar de 95% para a razao de taxas entre os

tipos E e A para o periodo 1 de operacao é preciso que calcular inicialmente
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as probabilidades

iy = 12F5590(0,025)/{10 + 12F5 50(0,025)}
= 0,340 e

s = 12F518(0,975)/{9 4+ 12F515(0,975) }
= 0,768.

Logo, obtém-se a estimativa intervalar de 95%

~ 7?'1]1512 0, 340 x 2734

— — = 0,707
Yu (1—7tn 0,660 x 1991 0 °
R 1t 0,768 x 2734
g = ——wshz 500X — 4,546,

(1— )t 0,232 x 1991
De forma similar, para o periodo 2 de operacao, obtém-se
Tor = 20F465(0,025)/{34 + 20Fy03(0,025)}
= 0,248 e
Tas = 20F42,66(0,975)/{33 + 20F566(0,975)}

= 0,500.

A estimativa intervalar de 95% fica dada por

) Fartan 0,248 x 6755
- - — 0,709
Var (1—for)tsr  0,752x 3140 7 ©
ﬁgstgg . 0, 509 x 6755

) = = 2, 230.
Yas (1 — ftgg)tar 0,491 x 3140

Nota-se que ambas as estimativas intervalares cobrem o valor 1, indicando

pela nao rejeicao da mesma taxa de avarias entre os dois tipos de navios em

cada periodo de operagao.

Para aplicar o teste de homogeniedade de razao de taxas entre os dois

tipos de navios, deve-se inicialmente obter a estimativa de razao de taxas
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comum de Mantel-Haenszel

a = 12 % 2734 . 20 x 6755 / 9 x 1991 . 333140 \
MHE =\ 1991 + 2734 ' 3140 + 6755 1991 + 2734 ' 3140 +6755) '

As estimativas da probabilidade da avaria ter sido de navio do tipo E ficam,

respectivamente, sob a hipotese de i constante dadas por

T = leHt11/(t12+1ﬁMHt11)
= 1,44 x 1991/(2734 + 1,44 x 1991) = 0,512 e

Ty = @MHt21/(t22+1ﬁMHt21)
— 1,44 x 3140/(6755 + 1,44 x 3140) = 0, 401.

Assim, tem-se os valores esperados de avarias para os dois tipos de navios e
dois periodos de operagao sob a hipdtese de homogeneidade da razao de taxas:
Y11 = mym = 21 x 0,512 = 10,752, 12 = my (1 —71) = 21 x 0,488 = 10, 248
Uo1 = MaTty = 53 x 0,401 = 21,253 e §a0 = m(1 —72) = 53 x 0,599 = 31, 747.
A estatistica para testar as hipdteses Hy : 11 = 1)y contra Hy : ¢y # 1)y fica
dada por

(12 — 10, 752)? N (9 — 10, 248)?

10,752 10, 248
(20 — 21,253)? (33 — 31,747)2

21253 31747
— 0,420,

X? =

que comparado com os quantis da distribuicao qui-quadrado com 1 grau de
liberdade leva ao nivel descritivo P = 0,52, indicando pela nao rejeicao da
hipétese nula.

Finalmente, deve-se testar as hipéteses Hg : ¢ = 1 contra Hy : ¢ # 1,

em que 1 denota a razao de taxas comum. A estatistica do teste de Mantel-
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Hanszel com correcao de continuidade fica dada por

{lyi1 + yi2 — {mat11/(t11 + tar) + matia/(tiz + taz) | — 0,5}2
matiitar/(t11 + to1)? + matiotas/(t1a + t22)?
(|12 + 20 — (8,85 + 16,82)| — 0,5)?

= - 2
5,12 + 11,48 05,

X? =

cujo nivel descritivo, quando comparado com os quantis da distribuicao qui-
quadrado com 1 grau de liberdade é dado por P = 0, 15, nao rejeitando-se a

hipétese nula.

5.3 Modelos de Poisson

5.3.1 Propriedades da Poisson

Supor que Y ~ P(A) cuja funcao de probabilidade é dada por

Pr(Y =y) = , y=0,1,2,....

Pode-se mostrar (ver, por exemplo, McCullagh e Nelder, 1989, p. 195) que

quando A\ — 0o
(Y = A\)/VA =4 N(0,1).

Em outras palavras, para A grande tem-se que Y segue aproximadamente dis-
tribuicdo normal de média \ e desvio padrao v/A. Se, no entanto, o interesse
¢é aplicar um modelo normal linear para explicar A, tem-se o incoveniente do
desvio padrao depender da média, inviabilizando o uso de um modelo normal
linear homocedastico. Uma maneira de contornar esse problema ¢é através da
aplicacao de uma transformagao na resposta Y de modo a alcancar a nor-
malidade e a constancia de variancia, mesmo que aproximadamente. Nesse
sentido, tem-se que se Y é Poisson, segue quando A — oo o seguinte resul-
tado:

{VY —E(VY)} =4 N(0,1/4).
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Portanto, quando A é grande, a varidvel aleatéria 2{vY — E(vY)} segue
aproximadamente distribuigao N(0,1). Assim, para uma amostra aleatdria
Yi,...,Y, tal que Y; ~ P()\;) se o interesse é explicar \; através de variaveis

explicativas, pode-se propor para \; grande, Vi, o modelo normal linear

\/VIZX;F/B+617

em que ¢; ~ N(0,0%),i=1,...,n. Isso foi feito na Secdo 2.10.3 no exemplo

sobre sobrevivéncia de bactérias.

5.3.2 Modelos log-lineares: k tabelas 2 x 2

Como visto no Capitulo 2, os modelos log-lineares sao recomendados para
a analise de dados de contagem, mesmo quando o tempo de observagao nao
¢ o mesmo para cada unidade amostral. Em particular, para um conjunto
de k tabelas 2 x 2, uma modelagem possivel para a taxa média por unidade
de tempo em cada casela é supor que Yj; ~ P(Ayity;) e Yo ~ P(Agita),

1=1,..., k, mutuamente independentes e com a seguinte parte sistematica:
10g<>\11) = Q,

10g(>\21) = a+ 67

log(A\ii)) = a+ye

log()\gl-) = o+ 6 + v+ 61’7
parai = 2,..., k. Portanto, tem-se a reparametrizagao (A11, Aai, - - -, Ak, Aok)
— (o, 8,72, 02, ..., Yk, 0k). A razao de taxas na i-ésima tabela fica definida
por ¥; = Ao /A1; = exp(S+9;), com §; = 0. Assim, testar Hq : ¢y = -+ = 9y

contra H; : pelo menos dois ¥’s diferentes é o mesmo que testar na nova
parametrizacao Hy : 69 = -+ = & = 0 contra H; : pelo menos dois 9;’s
diferentes, que é equivalente a auséncia de interacao entre as tabelas. Deve-

se lembrar que ; é o efeito da i-ésima tabela com relagao a primeira tabela.
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Logo, testar Hy : 79 = - -+ = 7, dado que 9; = 0, significa testar a auséncia
de efeito de estrato.

Aqui t;; denota o total de unidades de tempo na casela (i,5), i = 1,2
ej =1,....k Assim, tem-se que log(p;;) = log(t;;) + log()\;;), em que
log(t;;) desempenha o papel de um offset. Pela propriedade de que os totais
marginais Y7; + Ys; sao estatisticas suficientes para os parametros Aoy, ..., Ao
e ancilares para 1q,...,1y, deve-se esperar que as estimativas de maxima
verossimilhanca néo condicionais 1; = exp(8 + &;), i = 1,..., k, coincidam
com as estimativas condicionais.

Uma maneira de verificar se é razoavel a suposicao de distribuicao de
Poisson nas unidades de tempo ¢ tratar log(7};) como sendo uma varidvel ex-
plicativa, isto é, ajustar o modelo com parte sistemética dada por log(p;;) =
@ log(t;;) + log(A;;). Assim, ao testar Hy : # = 1 contra Hy : § # 1, a néo
rejeicao de Hy indica que a suposicao de distribuicao de Poisson nas unidades
de tempo nao é inadequada. Como sera mostrado a seguir isso significa que

os tempos tém distribuicao exponencial.

Relagao com a exponencial

O logaritmo da funcao de verossimilhanga do modelo de Poisson para a

analise de k tabelas 2 x 2 é dado por

2k
L()\) X Z Z(yw log()\w) — )\ijtij)a (53)
i=1 j=1
em que A = (A1, Aa1, ..., M1, Ak2) T Tem-se, portanto, para cada casela (4, j)

um estudo de seguimento em que as unidades amostrais foram observadas um
total de t;; unidades de tempo. Sem perda de generalidade, supor que t;; =
N e que nesse subestrato foram acompanhadas I unidades amostrais cujos

tempos de observacao foram, respectivamente, Ny, No,..., N;. Considerar
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uy = 1 se o evento sob estudo ocorrer para a ¢-ésima unidade amostral antes
de um tempo pré-fixado T. Quando o evento nao ocorrer para a f(-ésima
unidade amostral durante o periodo de estudo (u, = 0) nao ha censura,
sendo aqui o tempo de observacao dado por N, = T'. Supor ainda que a taxa

de ocorréncia do evento, que é definida por

. Pr{o evento ocorrer em (t,t+ At)}
&= lim
At—0 At

Y

dado que o evento nao ocorreu até o tempo t, permanece constante durante
o periodo de observacao. Finalmente, assumir que as ocorréncias sao inde-
pendentes entre as unidades amostrais. Sob essas condi¢oes, mostra-se que
a distribui¢do conjunta das varidveis (Ng,ug), ¢ = 1,...,1, é um produto
de I exponenciais independentes de parametro £. Se o evento ocorrer antes
do tempo T para a (-ésima unidade amostral (N, < T,u, = 1) a mesma
contribui com o fator e~V na funcao de verossimilhanca. Caso contrério
(Ny = T, uy = 0), o fator é dado por e=¢T. O logaritmo da fungio de veros-

similhanga conjunta fica entao dado por

L) = Y {urlog(§) — Ne&}

1 I

= log()) Y u—E&> N (5.4)

=1 =1
Se considerar que para a casela (4, j) o evento ocorreu y;; vezes, as unidades
amostrais foram observadas um total de ¢;; unidades de tempo e a taxa de

ocorréncia do evento é \;;, entdo (5.4) fica reexpressa na forma
L(Aiy) = gijlog(Aig) — At

que coincide com o termo geral da expressao (5.3). Portanto, a suposicao

de modelo de regressao log-linear de Poisson com offset log(t;;) equivale a

456



suposicao de tempos exponenciais para as unidades amostrais. No entanto, é
importante ressaltar que as inferéncias exatas para & no modelo exponencial
s@o bastante complexas em virtude da ocorréncia de censura (ver discussao,
por exemplo, em Breslow e Day, 1987, p. 132). Ja os resultados assint6ticos

sao equivalentes aqueles obtidos para o modelo de Poisson.

Aplicacao

A Tabela 5.3 resume os resultados de um estudo de seguimento em que dou-
tores Britanicos foram acompanhados durante a década de 1950 e observado,
em particular, a ocorréncia de mortes por cancer de pulmao segundo o con-
sumo médio diario de cigarros e a faixa etaria. Esses dados estao disponiveis

no arquivo breslow.txt.

Tabela 5.3
Numero de casos de morte por cancer de pulmao e pessoas-anos
de observagcao em doutores Britanicos sequndo a faixa etaria
e o consumo médio didrio de cigarros.

Consumo médio diario Faixa Etaria
de cigarros 40-49 50-59  60-69  70-80
0 mortes 0 3 0 3

p-anos 33679  21131,5 10599 4495,5

1-9 mortes 0 1 3 3
p-anos  6002,5 4396 28135 1664,5

10-30 mortes 7 29 41 45
p-anos 344145 25429 13271 4765,5

+ 30 mortes 3 16 36 11
p-anos 5881  6493,5 3466,5 769

Denotar por Y;; o nimero de mortes para o i-ésimo nivel de consumo e

j-ésima faixa etéria, i, j = 1,...,4. Supor que Y;; ~ P(\;;t;;), em que \;; é a
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taxa média de mortes por unidade de tempo para o consumo ¢ e faixa etaria

J. O modelo saturado nesse caso ¢ dado por
log(Aij) = o+ B; + 75 + dij,

em que B; = 0, B; é o efeito da i-ésima classe de consumo de cigarros com
relacao a classe de nao fumantes, ¢ = 2,3,4, 71 = 0, 7, é o efeito da j-
ésima faixa etaria com relagao a faixa etaria de 40 — 49 anos e d;; denota
a interagao entre faixa etdria e consumo de cigarros, em que d;; = d1; = 0,
parai,j7 =1,...,4.

O teste de auséncia de interagao, Hy : §;; = 0, Vij, contra a alternativa de
pelo menos um parametro diferente de zero forneceu gy = 11,91 (9 graus de
liberdade) que equivale a um nivel descritivo P= 0,218. Adota-se, portanto,

um modelo sem interacao entre faixa etaria e consumo de cigarros.

Tabela 5.4
Estimativas dos parametros do modelo log-linear
de Poisson para explicar a taxa média de morte
de doutores Britanicos com cancer de pulmao.

Efeito Parametro Estimativa E/E.Padrao
Constante o) -11,424 -22.44
C(1-9) B2 1,409 2,53
C(10-20) Bs 2,866 6,86
C(+30) B4 3,758 8,80
F(50-59) V2 1,769 5,10
F(60-69) Y3 2,897 8,62
F(70-80) V4 3,791 11,12

As estimativas sao apresentadas na Tabela 5.4. Nota-se claramente que as
estimativas sao significativamente diferentes de zero e que ha fortes indicios
de um aumento (exponencial) da taxa média de mortes com o aumento da

faixa etaria e/ou com o aumento do consumo médio didrio de cigarros. O
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ajuste do modelo com log(7;;) como variavel explicativa forneceu a estimativa
de méxima verossimilhanca 6 = 1,839(0,610). O teste de Wald para testar

Hpy : 0 =1 contra Hy : 6 # 1 forneceu o valor

(1,839 — 1)?
= —F5"—=1,89,
Sw 0,610?
cujo nivel descritivo é dado por P= 0, 17, indicando que o modelo pode ser
ajustado com log(t;;) como sendo offset. O grafico normal de probabilidades

descrito na Figura 5.1 indica que o modelo esta bem ajustado.

-1 0 1
| | |

Componente do Desvio

-2
|

Quantil da N(0,1)

Figura 5.1: Grafico normal de probabilidades referente ao modelo log-linear
de Poisson ajustado aos dados sobre morte por cancer de pulmao de doutores
Britanicos.

5.3.3 Modelos gerais de Poisson

Supor agora que Y;’s sao variaveis aleatérias independentes distribuidas tais

que Y; ~ P(u;), com parte sistematica dada por g(p;) = n;, em que n; =

x; B, x; = (zi1,...,2;)" contém valores de varidveis explicativas, para
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i=1,...,n,e 8= (B,...,B,)" é um vetor de parametros desconhecidos.
As ligagoes mais utilizados sao logaritmica (g(p;) = log(u;)), raiz quadrada
(9(pi) = /i) e identidade (g(u:) = pu;).

O processo iterativo para a estimacao de 3, como foi visto na Se¢ao 1.6.1,
¢é dado por

Bim+h — (XTw(m)X)—lew(m)z(m)’

m =0,1,..., com varidvel dependente modificada z = 77+W_%V_% (y — ),
n=(n, M)y =W yn) = (s ), Vo= diag{p, .., pn}
e W = diag{wi,...,w,} com w; = (du;/dn;)*/p;. Em particular tem-se
w; = p1; para ligacio logaritmica, w; = 4 para ligacio raiz quadrada e w; = y; !
para ligacao identidade.

No caso das unidades experimentais serem observadas em tempos distin-
tos t;’s e for assumido que Y; b P(\it;), t =1,...,n, a parte sistemética do

modelo para ligacao logaritmica fica dada por

log(pi) = log(t;) +x; B,
em que log(t;) desempenha o papel de offset e isso deve ser informado ao

sistema. Outra possibilidade é incluir os tempos ¢;’s como valores da variavel

explicativa log(7;). Nesse caso, a parte sistemética assume a forma

log (i) = Olog(t:) +x{ B.
O teste de Hy : @ = 1 contra Hy : 6 # 1 verifica se log(¢;) deve ser incluido
no modelo como offset. A nao rejeicao da hipotese nula significa a suposicao
de tempos exponenciais nas unidades experimentais.
O estimador de méaxima verossimilhanca B é consistente, eficiente e tem

distribuicao assintética dada por

~

ﬁ - /6 ~ NP(Oa (XTWX)71>7

portanto, assintoticamente, Var(8) = (XTWX)~1.
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5.3.4 Qualidade do ajuste

A funcgao desvio de um modelo de Poisson supondo y; > 0, Vi, é definida por
n
D(y; ) = 22{%10%(%/%) — (i — 1) }-
i=1
Porém, se y; = 0, o i-ésimo termo de D(y; ft) fica dado por 2/i;.

Em particular, para ligacao logaritmica e se o modelo inclui uma cons-
tante na parte sistemdtica, mostra-se facilmente que » " (y; — ;) = 0,
ficando a funcéo desvio reexpressa na forma D(y; ) = >0 yilog(yi/fL).
Logo, particionando o vetor de parametros tal que 8 = (,BIT, ,@;)T, em que
B, e B, sao subvetores de dimensao p—gq e ¢, respectivamente, a estatistica do
teste da razao de verossimilhancas para testar Hy : 8, = 0 contra Hy : 3, # 0

em modelos log-lineares fica dada por
Erv = D(y; i) — D(y; )
= 2 yilog(fuoi/fu).
i=1
Sob Hy e para grandes amostras &gy ~ X2~ Os resultados assintoticos para

os modelos de Poisson valem tanto para p fixo e n — oo como para n fixo e

i — 00, Vi.

5.3.5 Técnicas de diagndstico

Um dos residuos mais recomendados para modelos com resposta de Poisson

¢ o componente do desvio padronizado, que para y; > 0, fica dado por

2 . L\ L
tp, = £,/ - ﬁ"{yilog(yi/ﬂi) — (Y — )},

em que h;; é o i-ésimo elemento da diagonal principal da matriz de projecao
H = W2X(X"WX) X "Wz2. Quando y; = 0 o residuo componente do
desvio padronizado assume a forma tp, = £v/20;/V 1 — hi:.
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Estudos de simulagao (ver Williams, 1984) mostram que em geral a dis-
tribuicao de tp, nao se afasta muito da distribui¢ao normal padrao, podendo
ser usadas nas andlises de diagndstico as mesmas interpretagoes da regressao
normal linear. Em particular, a construcao de envelopes é fortemente reco-
mendada para tp,.

Conforme descrito na Secao 2.8.2, uma outra opgao é o residuo quantilico

(Dunn e Smyth, 1996) definido para variaveis discretas por

Ty = <I>’1(u,-),

7

em que ®(-) denota a fungao de distribuigao acumulada da N(0,1) e u; é um
valor gerado no intervalo (0,1) com base em F(y;; 3) (funcdo de distribuicao
acumulada da distribuicao discreta ajustada). Tem-se para n grande que
os residuos 7, ...,r,, sdo independentes e igualmente distribuidos N (0, 1).
Logo, o gréafico entre os quantis amostrais gy < -+ < Tgq,, contra os quan-
tis tedricos da normal padrao é recomendado para avaliar afastamentos da
distribuicao postulada para a resposta. Esse residuo é disponibilizado na
biblioteca GAMLSS do R (ver, por exemplo, Stasinopoulos et al., 2017) e como
¢é aleatorizado para variaveis discretas, uma sugestao é gerar m graficos do
worm plot (gréfico entre 1y, —E(Z(;)) contra E(Z(;))) para avaliar com mais
seguranca a adequacao do ajuste.

Por exemplo, se o ajuste é armazenado no arquivo fit, a geracao do
residuo quantilico e de m graficos do worm plot podem ser obtidos por meio
dos comandos

plot(fit)

rqres.plot(fit, howmany=8, type=‘‘wp’’).

A Figura 5.1 apresenta o grafico normal de probabilidades para o residuo

tp, correspondente ao modelo ajustado aos dados da Tabela 5.2. Como pode-

se notar, todos os residuos cairam dentro do envelope gerado sem apresen-
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tarem nenhuma tendéncia sistematica, indicando que a suposicao de distri-
buigao de Poisson parece ser bastante razoavel. O programa utilizado para

gerarmos o grafico de envelopes é apresentado no Apéndice B.

5.3.6 Aplicacao

Como ilustragao considere os dados apresentados em Neter et al. (1996, p.
613) sobre o perfil dos clientes de uma determinada loja oriundos de 110
areas de uma cidade. O objetivo do estudo é relacionar o niimero esperado
de clientes em cada area com as seguintes variaveis explicativas em cada area:
nimero de domicilios (em mil), renda média anual (em mil USD), idade média
dos domicilios (em anos), distancia ao concorrente mais préximo (em milhas)
e distancia a loja (em milhas). Portanto, a drea é a unidade experimental.
Esses dados estao também descritos no arquivo store.txt.

Na Figura 5.2 sao apresentados os diagramas de dispersao entre o niimero
de clientes (varidvel resposta) e as variaveis explicativas renda e idade média,
distancia ao concorrente mais préximo (distl) e distancia a loja (dist2).
Indicios mais evidentes de relagao linear podem ser observados entre a res-
posta e as distancias distl e dist2. Ou seja, hé indicios de que o ntimero
de clientes aumenta a medida que a distancia ao concorrente mais proximo
aumenta e a distancia a loja diminui.

Denote por Y; o nimero de clientes da i-ésima area que foram a loja no

periodo determinado. Supor que Y; &) P(p;) com parte sistematica dada por
log(u;) = a + frdomic; + forenda; + Ssidade; + Fadistl; + B5dist2;.

Tem-se que a varidvel nimero de domicilios (domic) deve ser incluida no
modelo uma vez que as areas nao tém o mesmo numero de domicilios. As

estimativas dos parametros sao apresentadas na Tabela 5.5 e como pode-se
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notar todas as estimativas sao altamente significativas. O desvio do modelo

foi de D(y; @) = 114,98 (104 graus de liberdade) que equivale a um nivel

descritivo P= 0, 35 indicando um ajuste adequado. Nota-se pela tabela que

o numero esperado de clientes na loja cresce com o aumento do nimero de

domicilios na area e da distancia ao concorrente mais préximo, porém diminui

com o aumento da renda média e da idade média dos domicilios bem como da

distancia da area a loja. Isso sugere que deve ser uma loja de conveniéncia.

Clientes

Clientes

30

20

0O 5 10

30

20

0O 5 10

20000

60000

Renda

100000

Distl

Clientes

Clientes

30

20

0O 5 10

30

20

O 5 10

Figura 5.2: Diagramas de dispersao entre o numero de clientes que visitaram
a loja e algumas variaveis explicativas.
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Tabela 5.5
Estimativas dos parametros do modelo log-linear
de Poisson ajustado aos dados sobre perfil
de clientes.

Efeito Parametro Estimativa E/E.Padrao
Constante « 2,942 14,21
Domicilio o5 0,606 4,27
Renda Ba -0,012 -5,54
Idade 03 -0,004 -2,09
Dist1 o 0,168 6,54
Dist2 Bs -0,129 -7,95
N 5 e
o * . * 2000
— ... “. o
] .'. :}\ I e ® o °
§ LY :.‘: :. ° . . g < |
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Valor Ajustado indice

Figura 5.3: Graficos de diagnéstico referentes ao modelo log-linear de Poisson
ajustado aos dados sobre perfil de clientes.

Pode-se fazer algumas interpretagoes. Por exemplo, aumentando-se em 1
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Componente do Desvio

Quantil da N(0,1)

Figura 5.4: Gréfico normal de probabilidades referente ao modelo log-linear
de Poisson ajustado aos dados sobre perfil de clientes.

mil USD a renda média dos domicilios de uma determinada area espera-se au-
mento relativo no nimero de clientes que irdo a loja de exp(—0,012) = 0, 988.
Ou seja, decrescimento de 1,2%, com estimativa intervalar de 95% dada por
10,8%,1,2%]. Por outro lado, se a distancia ao concorrente mais préximo au-
mentar em uma milha espera-se aumento relativo no niimero de clientes de
exp(0,168) = 1,183. Ou seja, aumento de 18,3% com estimativa intervalar
de 95% de [15%, 20%]. Pela Figura 5.3 nota-se que os residuos estao bem
comportados com o valor ajustado, sugerindo que a variabilidade foi con-
trolada. A distancia de Cook destaca as areas #20 e #43, que apresentam
algumas variagoes desproporcionais nas estimativas dos parametros, porém
sem ocorréncia de mudanga inferencial. O gréfico normal de probabilida-
des (Figura 5.4) nao apresenta indicagoes de afastamentos da suposigao de
distribuicao de Poisson para o niumero de clientes que visitaram a loja no

periodo.
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5.4 Modelos com resposta binomial negativa

5.4.1 Distribuicao binomial negativa

O fenomeno de sobredispersao, similarmente ao caso de dados com resposta
bindaria discutido na Secao 4.9, ocorre quando é esperada uma distribuicao
de Poisson para a resposta, porém a variancia é maior do que a resposta
média. Uma causa provavel desse fenomeno é a heterogeneidade das unidades
amostrais que pode ser devido a variabilidades interunidades experimentais.
Isso pode ser visto, por exemplo, supondo que para um conjunto fixo x =
(z1,...,2,)" devalores de varidveis explicativas, Y|z tem média z e variancia
z, no entanto Z, que é nao observavel, varia nas unidades amostrais com x

fixo, de modo que E(Z) = u. Entao,

E(Y) = E[E(Y]2)] = E[Z] = e

Var(Y) = E[Var(Y|Z)] + Var[E(Y|Z)]
= pu+ Var(Z2).

Pode-se, adicionalmente, supor que Y|z tem distribui¢io de Poisson com
média z e fungao de probabilidade denotada por f(y|z) e que Z segue uma
distribuicao gama de média p e parametro de dispersao k = ¢u cuja fungao
de densidade serd denotada por g(z; i, k).

Tem-se E(Z) = u e Var(Z) = p?/k de modo que E(Y) = p e Var(Y) =
pw+ p?/k = pu(l + ¢)/¢. Assim, as fungoes densidades f(y|z) e g(z;u, k)

assumem as seguintes formas:

=T

—z.y 1 NE 1
f(y’Z)Zey!Z o g(z;,u,k:):(—k)<%) e r .
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Logo, Y tem funcao de probabilidade dada por

Pr{Y =y} = / fWl2)g(z; p, k)dz

k / —2(14+k/p) hty—1
— e’ dz.
y!F(k) (M) 0

~ Ny o k dz __ ky—1
Fazendo a transformacao de varidvel ¢ = z(1+ ) tem-se que @ = (1+ )

Entao,

1 k k (k+y) - )
PriY =y} = (—) < ) / e Yt
{ J y'T'(k) \p 0

+k)o
(y + 1) k)(1+ @)vtt

(
- it (%) ()
(k

/{:
Ly + )(1—7T)kﬂ'y, y=20,1,2,...,

Py +1)0

em que m = 1/(1 + ¢). Portanto, Y tem distribuicdo binomial negativa de
média ;o e parametro de forma k.

Pode-se, similarmente, supor que Y|z ~ P(z) e que Z ~ G(pu, ¢), em que
¢ nao depende de u. Nesse caso E(Z) = u e Var(Z) = u?/¢ de onde segue
que E(Y) = p e Var(Y) = pu+ p?/¢. Tem-se entao que

e—Z

_e’# . 1 (29?1
flylz) = ) e g(z,p,gb)_m(?) e

A funcao de probabilidade de Y fica dada por

Pr{Y =y} = / fyl2)g(z; p, ¢)dz

(¢) / (1t 0/n) oty g,
ylo \u) Jo
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- Ny . ¢ dz _ $y\—1
Fazendo a transformagao de varidvel t = z(1+ 2) tem-se que g = (14 %)

Dai segue que

1 gb ¢ ¢ —(¢+y) 00 ., B
Priv=ul = Ur@) <ﬁ> <1+E) | e

U(¢ +y)p?e?
D(O)T(y + 1)(p + ¢)?tv
 T(o+y) v\ o\’
- Ty+1)I(9) (u+ ¢>) <u+ cb)
I'(¢+y)
I'(y + 1)T'(9)

com m = u/(u+ ¢). Portanto, neste caso Y também segue distribuigao

(1—m)%n% y=0,1,2,...,

binomial negativa de média p e parametro de forma ¢. Serd denotado Y ~

BN(u, ¢). Pode-se mostrar (ver, por exemplo, Jorgensen, 1997, p. 96) que

%(Y —p) —q N(0,7/(1 —7)?), quando ¢ — oo.

Pode-se obter também aproximacoes da binomial negativa para a Poisson e

gama.
5.4.2 Modelos de regressao com resposta binomial ne-
gativa

Supor entao que Yi,...,Y, sao variaveis aleatorias independentes tais que

Y; ~ BN(u;, ¢). A fungao de probabilidade de Y; fica dada por

N AR D) m \” ¢ \° o

Tem-se que E(Y;) = p; e Var(Y;) = p;+p?/¢. Similarmente aos MLGs a parte

sistematica serd denotada por g(u;) = n; = x; 3, em que x; = (Ti1,...,Tip) |
contém valores de varidveis explicativas, 8 = (B1,...,3,)" é um vetor de

parametros desconhecidos e g(-) é a fungao de ligagdo. Como nos modelos
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de Poisson as ligacoes mais utilizados sao logaritmica (g(u;) = log(u;), raiz

quadrada (g(p;) = y/ts) e identidade (g(p;) = pi).

Definindo @ = (8", $)" o logaritmo da funcio de verossimilhanca fica

dado por

- I'(¢+ 1)
1(0) = 3 108 { . Ty +1080)  wlon(i) — () o 0|

em que i; = g 1(x; B3). A fim de obter-se a fungio escore para 3 obtém-se

inicialmente as derivadas

. =~ [ i dp; O B (& + vi) dp; On;
oL(®)/08; = Z{Edm a8, (& + ) dny 6&}

i=1

_ j{&dﬂix.,_ (6 + 1) dmg,.}
pidn (6 ) dn; Y

i=1 v

_ zn: {ﬁﬁ(dﬂi/dm)(yi B ui)ﬂizj}

pi(P + p;)

= Zwifi_l(yi — Hi)Tij
i=1

em que w; = (dy;/dn;)?/ (¢~ + i) e fi = du;/dn;. Logo, pode-se espressar

a funcao escore na forma matricial
Us(0) = XTWF ' (y — p), (5.5)

em que X é a matriz modelo com linhasx;, i = 1,...,n, W = diag{wy, ..., w,},
F =diag{fi,...., fals Y= W1, .,un) " e o= (pt1,...,ptn)". De forma simi-
lar a funcao escore para ¢ fica dada por

n

Ug(8) = > [(d+y:) —v(d) = (yi+0)/(&+ ) +log{d/(¢+ ) } +1], (5.6)

i=1

em que ¥(-) é a funcdo digama.
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Para obter-se a matriz de informacao de Fisher calcula-se as derivadas

7 7 d 7 2
°L(0)/06,08, = —Z{ oo —j—}(dﬁg)

i (P+y) | P
+ - gLl
Z{Mz ¢+ui)}dm2x]w

cujos valores esperados ficam dados por

BAPL(9)/05, 05} — ZM’“/ D) s

= —g WiLijLig-
i=1

Logo, pode-se expressar a informacao de Fisher para 3 em forma matricial
0°1(0)
0BoB"

Lawless (1987) mostra que a informagao de Fisher para ¢ pode ser expressa

Kss(0) =E {— } = X'WX.

na forma
Kip(0) = Y A (6+4)Pr(Y; > j) — ¢ i/ (i + 8)},
i=1  j=0
e que B e ¢ sao parametros ortogonais. Assim , a matriz de informacao de

Fisher para @ assume a forma bloco diagonal

_ | Kgs O
K%_[ 0 K<¢>¢>]

As estimativas de maxima verossimilhaca para B e ¢ podem ser obtidas
através de um algoritmo de minimos quadrados reponderados, aplicando o
método escore de Fisher, a partir de (5.5) e do método de Newton-Raphson

para obter quS desenvolvido a partir de (5.6), os quais sdo descritos abaixo
/B(m-i-l) _ (XTW(m)X)—leW(m)y*(m)
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P = o — (UG /L)),
param =0,1,2,..., em que
y' =XB+F (y—p)

¢ uma variavel dependente modificada e

oo = > AW (6+u:) + (i — 21 — 8)/ (6 + pa)*} + nop {1 — o' () }.

=1

Tabela 5.5
Quantidades w; e f; para algumas ligacoes.
Ligacao w; fi
log(ps) = mi pi/ (e~ + 1) I

Hi = 1 (™" + pa) ™! 1
Vi =ni 4/ (g™t + 1) 2/ 1

Os dois procedimentos sao aplicados simultaneamente até a convergeéncia.

Pode-se encontrar as estimativas de maxima verossimilhanca (BT, QAS)T pela
aplicacao do comando 1ibrary(MASS) do R. Como ilustracao, supor um mo-
delo log-linear com resposta binomial negativa resp e covariaveis covl e
cov2. Deve-se acionar os seguintes comandos no R:

library (MASS)

fit.bn = glm.nb( resp ~ covl + cov2).

No objeto fit.bn estarao os resultados do ajuste. Outras ligagoes, além
da ligacao logaritmica, podem ser usadas com a distribuigdo binomial ne-
gativa. Por exemplo, para o ajuste de um modelo com resposta binomial
negativa e ligagao identidade se resp ¢é considerada resposta e covl e cov2
sao consideradas variaveis explicativas, deve-se fazer o seguinte:

library (MASS)
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fit.bn = glm.nb( resp ~ covl + cov2, link=identity).

A Tabela 5.5 apresenta as expressoes para w; e f; para algumas ligagoes
usuais em modelos com resposta binomial negativa.

Usando os mesmos argumentos da Secao 2.6 tem-se que para n grande
B segue distribuicao aproximadamente normal p-variada de média 3 e ma-
triz de variancia-covariancia Kgé, ou seja , para n grande ,@ ~ N, (8, Kgﬁl)
Similarmente para n grande ¢ ~ N(o, K(;(;) Além disso, B e ¢ sdo assintoti-

camente independentes.

5.4.3 Qualidade do ajuste

A funcgao desvio assumindo ¢ fixo fica dada por

e - fLi + ¢ . M}}
D(y,M)—Q;[¢log{yi+¢}+y’10g{ﬂi(y@-+¢) |

em que fi; = g~ '(x;B). Quando y; = 0 o i-ésimo componente da funcio
desvio D*(y; @) fica dado por
d*(yi, ju) = 2[log{f(0;4:, )} —log{f(0; f1i, $)}]
= 20log{¢/(yi + &)} — 2¢log{e/(fi + ¢)}
= 2¢log{(i + )/ (9 + )}
= 2¢log{(fu + ¢)/¢}.

Portanto, os componentes do desvio no caso binomial negativo assumem as

seguintes formas:

2[o10g {55} + wilog {2853 }] se w0
2¢log{@} se y; = 0.

Sob a hipétese de que o modelo adotado estd correto D*(y; 1) segue para

d* (ys; fs) =

¢ grande e p; grande, Vi, distribui¢do qui-quadrado com (n — p) graus de
liberdade.
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Supor agora a particdo 8 = (8,85 )" em que B, é um vetor g-dimensional
enquanto 3, tem dimensao p — q e que ¢ é fixo ou conhecido. O teste da
razao de verossimilhancas para testar Hy : 3, = 0 contra H; : 3, # 0 reduz,

neste caso, a diferenca entre dois desvios
Erv = D' (y; ﬂo) —D*(y; i),
em que 10 e fi sdo, respectivamente, as estimativas de p sob Hy e Hy. Para ¢

desconhecido o teste da razao de verossimilhangas fica expresso na seguinte

forma:
Erv = 2 Z[log{r(i5 + )T (8°)/T(@° + y)T(d)} + Plog{d/ (¢ + fis)}

—0"10g{¢°/(8" + i)} + yilog{ (@ + i)/} (& + fu)}],
em que ngﬁo e é sao as estimativas de maxima verossimilhanca de ¢ sob Hy e

Hy, respectivamente. Para n grande e sob Hy tem-se que {gy ~ X§~

5.4.4 Técnicas de diagndstico

Fazendo uma analogia com os MLGs a matriz de projecao H assume aqui a
seguinte forma:
H=W:X(XWX) X "Wz,
O -ésimo elemento da diagonal principal de H fica dado por
(dpi/dn;)?
(9" + i)
Em particular, para os modelos log-lineares h;; fica dado por

hi = — 2 T XTWX)x,,

(¢ + i)
em que w; = op; /(¢ + p;). Como h;; deverd depender de [i;, graficos de hy;

hi; = x; (XTWX) 'x;.

contra os valores ajustados sao mais informativos do que os graficos de h;;

contra a ordem das observagoes.
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Estudos de Monte Carlo desenvolvidos por Svetliza (2002) indicam boa
concordancia entre o residuo componente do desvio
o= d* (yi; fi)
D, = —F——=
V11— hi

com a distribui¢ao normal padrao, em que

1
fito ) yi(fit+e) | |2 ) .
j:\/ﬁ gblog yri—d’} T Yi log{ﬂi(yr‘r@}} se y; > 0;

d*(yi; 1) = N
+v/2 |¢log (‘Lfﬁ}] se y; =0.

Para extrair a quantidade d}(y;;1;) do objeto fit.bn deve-se fazer o
seguinte:
d = resid(fit.bn, type= ‘‘deviance").

Uma versao da distancia de Cook aproximada é dada por

LD, = h—if'ﬁfp,,
(1 —hy)? "
em que rp, = (y; — ;) //Var(Y;) e Var(Y;) = p; + 112 /¢. A quantidade rp, é
obtida no R através do comando
rp = resid(fit.bn, type=‘‘pearson").
O grafico de LD, contra as observagoes ou valores ajustados pode reve-

lar pontos influentes nas estimativas 3 e ¢. Svetliza (2002) desenvolveu as

expressoes matriciais para a obtencao de £,,,, para 3 e ¢.

5.4.5 Selecao de modelos

Similarmente aos modelos lineares generalizados, pelo critério de Akaike deve-

se encontrar um submodelo para o qual a quantidade abaixo seja minimizada
AIC = D*(y; 1) + 2p.
Deve-se acionar no R os seguintes comandos:
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library (MASS)
stepAIC(fit.model).
Aqui fit.model denota o objeto com o modelo binomial negativo ajus-

tado.

5.4.6 Aplicacoes
Estudantes australianos

Venables e Ripley(1999, Caps. 6 e 7) apresentam os resultados de um es-
tudo sociolégico desenvolvido na Australia com 146 estudantes de 8% série e
ensino médio com o objetivo de comparar a auséncia na escola segundo os
seguintes fatores: ano que o estudante estd cursando (1: 8% série, 2: 12 ano
do ensino médio, 3: 22 ano do ensino médio, 4: 32 ano do ensino médio),
etnia (0: aborigine, 1: nao aborigine), desempenho escolar (0: insuficiente,
1: suficiente) e sexo (0: masculino, 1: feminino). Para obter esses dados no R
deve-se acionar o comando library(MASS) e em seguida quine. Uma cdpia
desses dados esta disponivel no arquivo quine.txt.

Denota-se por Yjrem 0 nimero de faltas num determinado perfodo refe-
rentes ao m-ésimo aluno, cursando o -ésimo ano, de etnia 7, com desempenho
escolar k e pertencente ao f-ésimo sexo, em que ¢ = 1,2,3,4, 5.k, { =1,2 ¢

m =1,...,144. Supor que Yijrm nd BN(ttijke, @), em que
log(,uz-jkg) =a+ ﬁz + Vi -+ (Sk + 03,

com 8, =0,v =0, =0ef# =0. Assim, tem-se um modelo casela de
referéncia com [, f3 e B, denotando os incrementos do primeiro, segundo
e terceiro anos do ensino médio, respectivamente, em relagao a 8% série, 7,
é a diferenca entre os efeitos do grupo nao aborigine com relacao ao grupo

aborigine, d; denota a diferenca entre os efeitos dos grupos com desempenho
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suficiente e insuficiente e 0 ¢é a diferenca entre os efeitos do sexo feminino e

masculino.

Tabela 5.6
Estimativas de mdzima verossimilhanga referentes ao modelo
log-linear binomial negativo ajustado aos dados sobre auséncia
escolar de estudantes australianos.

Efeito Modelo 1 E/E.Padrdao Modelo 2 E/E.Padrao
Intercepto 2,895 12,70 2,628 10,55
Etnia -0,569 -3,72 0,131 0,38
Sexo 0,082 0,51

Ano2 -0,448 -1,87 0,178 0,56
Ano3 0,088 0,37 0,827 2,61
Ano4 0,357 1,44 0,371 1,11
Desemp 0,292 1,57

Etn*Ano2 -0,991 -2,26
Etn*Ano3 -1,239 -2,78
Etn*Ano4 -0,176 -0,38
p 1,275 7,02 1,357 7,80

Na Tabela 5.6 tem-se as estimativas de maxima verossimilhanga com os
respectivos erros padrao aproximados. O desvio do modelo ajustado (modelo
1) foi de D*(y; ft) = 167,95 (139 graus de liberdade). Nota-se que os fatores
sexo e desempenho escolar nao sao significativos marginalmente ao nivel de
10%. ApoOs testar a auséncia de efeito conjunto desses fatores, tem-se que
ambos sao conjuntamente nao significativos sendo portanto retirados do mo-
delo. Contudo, nota-se a necessidade de inclusao da interagao entre etnia e
ano no modelo. O valor da estatistica do teste da razao de verossimilhangas
nesse caso ¢ de {gy = 11,16 (P=0,0109). As novas estimativas sao também
apresentadas na Tabela 5.6. O desvio do novo modelo (modelo 2) foi de

D*(y; fr) = 167,84 (138 graus de liberdade).
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Figura 5.5: Valores médios estimados pelo modelo log-linear binomial nega-
tivo ajustado aos dados sobre auséncia escolar de estudantes australianos.

A Figura 5.5 apresenta as médias ajustadas do modelo final com resposta
binomial negativa. Pode-se notar que o grupo nao aborigine tem em geral um
n? médio menor de dias ausentes. A maior média é observada para estudantes
do grupo aborigine cursando o 22 ano do ensino médio e o menor valor médio
¢é observado para estudantes do grupo nao aborigine cursando o 12 ano do
ensino médio. Embora a interacao entre etnia e ano seja significativa, nao
implica que para cada ano a diferenca entre o nimero médio de faltas nos
grupos aborigene e nao aborigene seja significativa. Isso poderia ser avaliado
através de testes de contrastes. A presenca de interacao significa que pelo

menos uma das diferengas médias entre os dois grupos ¢ significativa.
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Figura 5.6: Graficos normais de probabilidade referentes ao modelo log-linear
de Poisson (esquerda) e ao modelo log-linear binomial negativo (direita) ajus-
tados aos dados sobre auséncia escolar de estudantes australianos.

Verifica-se também, neste estudo, como fica o ajuste através de um modelo
log-linear de Poisson. Tem-se nas Figura 5.6 os graficos normais de proba-
bilidade para os dois ajustes e nota-se uma clara superioridade do modelo
log-linear com resposta binomial negativa. O modelo log-linear de Poisson
apresenta fortes indicios de sobredispersao com os residuos cruzando o enve-
lope gerado. Isso é justificado pelo valor do desvio D*(y; ft) = 1597, 11 (138
graus de liberdade).

Na Figura 5.7 sao apresentados gréaficos de diagnéstico referentes ao ajuste
do modelo log-linear binomial negative. Nota-se que o residuo componente
do desvio se comporta de forma aleatéria com o valor ajustado, indicando que
a variabilidade foi controlada. Pelo grafico da distancia de Cook nota-se trées
pontos com mais destaque como possivelmente influentes em B, sao os alunos

#7172, #104 e #36. Os trés alunos tém vérios dias ausentes, respectivamente,
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Figura 5.7: Graficos de diagnostico referentes ao modelo binomial negativo
ajustado aos dados sobre auséncia escolar de estudantes australianos.

67, 69 e 45. O aluno #72 é nao aborigine e estava cursando a 8% série.
O aluno #104 ¢ também nao aborigine, porém estava cursando o 3% ano,
enquanto o aluno #36 é aborigine e estava também cursando a 8% série. A
retirada desses pontos causa aumentos desproporcionais nas estimativas, mas

nao altera os resultados inferenciais.

Demanda de TV a cabo

Na Tabela 5.7 é apresentado um conjunto de dados sobre a demanda de TV
a cabo em 40 areas metropolitanas dos EUA (Ramanathan, 1993). Esses
dados estao também disponiveis no arquivo tvcabo.txt. Foram observadas,
para cada drea, o nimero de assinantes (em milhares) de TV a cabo (nass),
o numero de domicilios (em milhares) na area (domic), a porcentagem de
domicilios com TV a cabo (perc), a renda per capita (em mil USD) por
domicilio com TV a cabo (percap), a taxa de instalagao de TV a cabo (taxa)

em USD, o custo médio mensal de manutengao de TV a cabo (custo) em
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Tabela 5.7
Demanda de TV a cabo em 40 dreas metropolitanas dos EUA.

Nass  Domic Perc Percap Taxa Custo Ncabo Ntv

105 350 30,000 9,830 14,95 10 16 13
90 255,631 35,207 10,606 15 75 15 11
14 31 45,161 10455 15 7 11 9
11,7 34,840 33,582 8,958 10 7 22 10
46 153434 29,980 11,741 25 10 20 12

11217 26,621 42,136 9,378 15 7,66 18 8
12 18 66,667 10433 15 7,5 12 8

6,428 9,324 68,940 10,167 15 7 17 7
20,1 32 62,813 9218 10 56 10 8
8,5 28 30,357 10,519 15 6.5 6 6
1,6 8 20,000 10,025 175 7,5 8 6
1,1 5 22,000 9,714 15 895 9 9

4,355 15,204 28,644 9,294 10 7 77

78,010 97,880 80,612 9,784 24,95  9.49 12 7
19,6 93 21,075 8,173 20 7,5 9 7
1 3 33,333 8,967 995 10 13 6
1,65 2,6 63,462 10,133 25 7,55 6 5
13,4 18,284 73,288 9,361 155 6,3 11 5

18,708 55 34,015 9,085 15 7 16 6
1,352 1,7 79,529 10,067 20 5.6 6 6
170 270 62,963 8,908 15 8,75 15 5

15,388 46,540 33,064 9,632 15 8,73 9 6

6,555 20,417 32,106 8,995 595 5095 10 6
40 120 33,333 7,787 25 6,5 10 5
19,9 46,30 42,807 8800 15 75 9 7
2.45 145 16,807 8,041 9095 6,25 6 4

3,762 95 39,600 8605 20 65 6 5

24882 81,98 30,351 8639 18 75 8 4

21,187 39,7 53,368 8,781 20 6 9 4

3487 4,113 84,780 8551 10 6,85 11 4
3 8 37,500 9,306 10 7,95 9 6
42,1 99,750 42,206 8,346 9,95 5,73 8 5

20,350 33,379 60,966 8803 15 75 8 4

23,15 355 65211 8942 175 65 8 5

9,866 34,775 28,371 8591 15 825 11 4

42,608 64,840 65,713 9,163 10 6 11 6

10,371 30,556 33,941 7.688 20 7.5 8 6

5,164 16,5 31,297 7,924 1495 6,95 8 5

31,150 70,515 44,175 8454 9,95 7 10 4

18,350 42,040 43,649 8429 20 7 6 4




USD, o nimero de canais a cabo disponiveis na area (ncabo) e o nimero de
canais nao pagos com sinal de boa qualidade disponiveis na area (ntv). Como
sao dados de contagem pode-se pensar inicialmente num modelo de Poisson
em que nass; denota o nimero de assinantes na i-ésima regiao, nass; nd P(u),
e componente sistematico dado por log(p;) = o + fidomic; + Bepercap, +
[bstaxa; + [scusto; + Bsncabo; + Bgntv,, para ¢+ = 1,...,40. No entanto, o
ajuste do modelo forneceu desvio D(y; fr) = 225 para 33 graus de liberdade
indicando fortes indicios de sobredispersao, que é confirmado pelo grafico
normal de probabilidades da Figura 5.8. Entao um modelo log-linear com

resposta binomial negativa foi ajustado, em que nass; BN (i, @).

Componente do Desvio
2
Componente do Desvio

Quantil da N(0,1) Quantil da N(0,1)

Figura 5.8: Graficos normais de probabilidade referentes aos modelos log-
linear de Poisson (esquerda) e log-linear binomial negativo (direita) ajustados
aos dados sobre demanda de TV a cabo.

O gréfico normal de probabilidades (Figura 5.8) bem como o desvio
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Figura 5.9: Grafico de diagnostico referente ao modelo log-linear binomial
negativo ajustado aos dados sobre demanda de TV a cabo.

D*(y; ft) = 42, 35 fornecem indicios de ajuste adequado do modelo log-linear
com resposta binomial negativa. No entanto, pela Figura 5.9, nota-se uma
drea suspeita de ser altamente influente (observagao #14) nas estimativas dos
coeficientes e outra drea com suspeita de moderada influéncia (observagao
#1). A drea #14 apresenta custos altos de instalagdo e manutengao de TV a
cabo, porém um alto indice de assinantes. A area #1 tem um baixo indice de
assinantes com grande oferta de canais a cabo e canais nao pagos de boa qua-
lidade. As estimativas dos coeficientes com todos os pontos e eliminando as
observagoes mais discrepantes (1 e 14) sao apresentadas na Tabela 5.8. Como
pode-se observar ha indicios de que quatro coeficientes (percap, taxa, ncabo
e ntv) sdo marginalmente nao significativos a 10%. Aplica-se entao o teste
da razao de verossimilhangas para testar Hy : By = B3 = 85 = B = 0 contra
pelo menos um parametro diferente de zero que forneceu o valor &gy = 2,50
para 4 graus de liberdade (P=0,64), indicando pela nao rejeigao da hipdtese

nula. Isso significa que as duas observacoes discrepantes sao responsaveis
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pela significancia de trés desses coeficientes que aparecem significativos mar-
ginalmente com todos os pontos, bem como pelo aumento da sobredispersao
uma vez que a estimativa de ¢ cresce com a eliminacao das duas areas. Uma
maneira de reduzir a influéncia dessas duas areas seria através da atribuicao
de pesos para as mesmas, por exemplo aplicando-se procedimentos robustos
em que os pesos sao obtidos de forma iterativa. Modelos alternativos também
poderiam ser aplicados no sentido de reduzir a influéncia dessas observagoes,
tais como modelos de quase-verossimilhanga ou modelos com resposta beta,
em que a resposta seria a porcentagem de domicilios com TV a cabo.
Tabela 5.8

Estimativas de mdxima verossimilhanca referentes do modelo log-linear
binomial negativo ajustado aos dados sobre demanda de TV a cabo.

Efeito Todos pontos E/E.Padrao Sem 1 e 14 E/E.Padrao
Intercepto 2,437 1,99 3,608 3,34
Domic 0,013 8,24 0,014 9,69
Percap 0,065 0,42 -0,002 -0,02
Taxa 0,041 1,84 0,010 0,50
Custo -0,207 1,95 -0,266 -2,69
Ncabo 0,067 2,01 0,050 1,63
Ntv -0,135 1,84 -0,071 -1,02
¢ 3,311 3,49 5,060 2,89

5.4.7 Sobredispersao e quase-verossimilhanca

De uma forma geral o fenomeno de sobredispersao sugere que a variancia de
Y seja dada por Var(Y) = o2, em que 02 > 1. Uma maneira mais simples
de resolver o problema ¢ ajustar um modelo log-linear de Poisson aos dados e
estimar o2 separadamente (método de quase-verossimilhanga), por exemplo,

usando a estimativa proposta por Wedderburn (1974), dada por
n )2
o= U ), (5.7)
i=1 t
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em que ji; = exp(x; B3). Algumas quantidades, tais como a matriz de
variancia-covariancia assintética de ,@, o desvio, residuos etc, deverao ser cor-
rigidos de maneira similar ao caso tratado na Se¢ao 4.9. Finalmente, pode-se
pensar na aplicacao de modelos mais gerais de quase-verossimilhanca que

serao discutidos no Capitulo 6.

Aplicacao

Como ilustracao, considere os dados descritos na Tabela 5.9 (McCullagh e
Nelder, 1989, Secao 6.3.2) e também no arquivo navios.txt em que avarias
causadas por ondas em navios de carga sao classificadas segundo o tipo do
navio (A-E), ano da fabricagao (1:1960-64, 2:1965-69, 3:1970-74 e 4:1975-79)
e periodo de operacao (1:1960-74 e 2:1975-79).

Foi também considerado o tempo em que cada navio ficou em operagao
(em meses). Inicialmente, um modelo log-linear de Poisson com offset, dado
por log(meses), e efeitos principais é ajustado aos dados. Assim, denotando
por Y, o numero de avarias observadas para o navio do tipo 4, construido
no ano j que operou no periodo k e supondo que Y b P(Nijktiji), em que
tijk € o total de meses de operagao e A;j; o nimero médio esperado de avarias

por unidade de tempo. A parte sistematica do modelo é dada por

log(Aijk) = a4 Bi) + Bagy + B

com as restrigoes Bi1) = Bo1) = B31) =0, parait =1,...,5; 7 =1,...,4e
k = 1,2, com (1, P2 e (3 denotando, respectivamente, o efeito de tipo, de
ano de construgao e periodo de operagao.

O desvio do modelo foi de D(y; ft) = 38,69 (25 graus de liberdade) que
corresponde a um nivel descritivo P= 0, 040, indicando que o ajuste nao esta

satisfatorio. Pelo grafico normal de probabilidades, descrito na Figura 5.10,
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Tabela 5.9
Distribuicao de avarias em navios de
carga sequndo o tipo do navio, ano de
fabricacao periodo de operacdo
e total de meses em operacao.

Tipo Ano Periodo Meses Avarias

127
63
1095
1095
1512 6
3353 18
2244 11
44882 39
17176 29
28609 58
20370
7064
13099
7117
1179
952
781
676
783
1948
274
251
105
288
192
349
1208
2051
45
789
437
1157
2486 2161
2 542
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Figura 5.10: Gréficos normais de probabilidades referentes ao modelo log-
linear de Poisson (esquerda) e log-linear de quase-verossimilhanga (direita)
ajustados aos dados sobre avarias em navios de carga.

nota-se a maioria dos residuos préximos dos limites superior e inferior do
envelope gerado, sugerindo sobredispersao que neste caso deve ser devido ao
fato de um mesmo navio ter sido observado mais de uma vez. Usando (5.7)

obtém-se 6% = 1,69, e corrigindo o componente do desvio padronizado de

th, = £di/o61\/ 1 — hy,

obtém-se um novo grafico normal de probabilidades descrito na Figura 5.10,

modo que

em que os residuos estao melhor distribuidos dentro do envelope gerado.

O desvio corrigido fica dado por D*(y; ) = D(y;f)/6%= 38,69/1,69
= 22,89 (25 graus de liberdade), indicando um ajuste adequado. Deve-se
observar que tanto o residuo t, como o desvio D*(y; 1) devem ser olha-
dos de maneira meramente descritiva uma vez que em modelos de quase-

verossimilhanca a distribuicao da resposta é em geral desconhecida. As esti-
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mativas de maxima verossimilhanca e os valores padronizados pelos respecti-
vos erros padrao aproximados, ja multiplicados pelo fator &, sao apresentadas
na Tabela 5.10. Williams (1987) mostra que o problema de sobredispersao
neste exemplo é causado particularmente por duas observagoes discrepantes
e sugere a inclusao da interacao tipo*ano com pelo menos uma dessas ob-
servacoes excluidas. Pela Tabela 5.10 nota-se que os navios de tipos B e C
sao aqueles com uma incidéncia menor de avarias por unidade de tempo. Por
outro lado, os navios fabricados de 65 a 74 como também aqueles que ope-
raram de 75 a 79 apresentam uma inicidéncia maior de avarias por unidade

de tempo do que os demais.

Tabela 5.10
Estimativas dos parametros referentes ao modelo
log-linear de quase-verossimilhanc¢a ajustado
aos dados sobre avarias em navios de carga.

Efeito Estimativa E/E.Padrao
Constante -6,406 -22,69
Tipo
A 0,000 -
B -0,543 -2,36
C -0,687 -1,61
D -0,076 0,20
E 0,326 1,06
Ano
60-64 0,000 -
65-69 0,697 3,59
70-74 0,818 3,71
75-79 0,453 1,50
Periodo
60-74 0,000 -
75-79 0,384 2,50
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5.5 Relacao entre a multinomial e a Poisson

Supor agora que todas as unidades amostrais sao acompanhadas durante
o mesmo periodo e que sao classificadas segundo s niveis de exposicao e r

grupos, conforme descrito abaixo.

Exposicao
Grupo E1 E2 E3 --- Es
G1 Y11 Y12 Y13 - Yis
G2 Y21 Y22 Y23 Yas
GI‘ Yr1 Yro Yr3 e Yrs

Supondo que Y;; nd P(uij),i=1,...,rej=1,...,s, tem-se que
n! ai:
1,7 k
€m que 7;; = ,uij/,u—i-—‘ra Pty = Zi,j Higs Y = (}/lla s 7Yrr'8)T ea= (a117 s 7a'rs)T
Considere o modelo log-linear de Poisson com parte sistematica dada por
log(pij) = a + Bigy + Bagjy + Pray) e restricdes Biay = Poay = Biaay) =

Biaay =0, parai=1,...,7ej=1,...,5 Segue que

T =ty = Z Z exp{a + Bi@) + Bag) + Browj)

i=1 j=1

= "> > exp{Bi + Bag) + Braip) )

i=1 j=1

e pode-se definir as probabilidades

_ exp{fia) + Bagj) + Pi2aj) }
> ict 21 exp{Bip) + Ba) + Brzn}

em que o total do denominador é invariante com a parametrizacao utilizada

7Tij

no modelo. Tem-se que as probabilidades 7;;s nao dependem do parametro
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a. Como serd mostrado a seguir, a estimativa de maxima verossimilhanca
do vetor B correspondente ao modelo multinomial coincide com a estimativa
de méxima verossimilhanca para 3 = (8,03, ,8,)" referente ao modelo
log-linear de Poisson.

Por outro lado, se for ajustado um modelo multinomial do tipo log-linear

aos dados tal que
log(mij) = " + By + Boy) + Bizaj),

tem-se, devido a imposicao >, ;m; = 1, que exp(a®) =1/, > exp{fi) +
Bai) + Biaaj)}s ou seja, of = o —log(7). O que muda é a estimativa do
intercepto, embora na pratica sempre seja possivel obter o* através de « e
vice-versa. Para mostrar a equivaléncia das estimativas considere a relacao

abaixo
P?"{Y = a; Y++ = n}

P’I”{Y_A,_+ = n} ’
em que Yy =}, Y. Denotando Ly,(8) = log{ Pr(Y = aln)}, Ly(7,8) =
log{Pr(Y =a;Y,. =n)} el (1) =log{Pr(Y;; =n)} tem-se que

Pr{Y = a|n} =

Ly(T> /6) = Ly++ (7—) + Ly|n<18)’ (58>

em que

Ly++ (T) = =T+ Yt 10g<7'> - 1Og(y++!)

Lyin(8) = log(n!) + Z a;;log(m;;) — Z log(aij!).
i,J 0,3

Portanto, maximizar Ly (7, 3) com relacdo a B é equivalente a maximizar

Lyn(B) com relacdo a B. Isso quer dizer que as estimativas de méaxima

verossimilhanga para o vetor 3 sao as mesmas sob o modelo log-linear multi-

nomial com probabilidades 71, ..., s € sob o modelo log-linear de Poisson
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de médias pi11, . .., iirs. As matrizes de segundas derivadas com relacao a 3,

para os dois modelos, sao tais que

PLy(r, ) _ 0*Lyn(B)
0B08" 088"

Devido a linearidade em (5.8) segue que a matriz de informagao observada

para (7,3")" é bloco-diagonal com elementos dados por —8°Ly (7, 3)/07>
e —0°Ly (T, B)/0B0B3", respectivamente. Segue, portanto, que a matriz de
informagao de Fisher serda também bloco-diagonal com os valores esperados

das quantidades acima,

" Ey {_3213,7(;5)} 0
8 — 2 T
0 Ey { - 881;33:9%%6) }

A variancia assintotica de 3 fica entao dada por

Vary (B) = [Ey{~0°Ly (7, 8)/0B08}]".

Palmgren (1981) mostra que K, coincide com a matriz de informagao ob-
servada sob a restricao 7 = n.

Esses resultados podem ser generalizados para quaisquer dimensoes de
tabelas bem como sob a presenca de variaveis explicativas continuas. A

variancia assintética de 3 fica no modelo multinomial dada por

0*Lyin(B) H o |

Val"y\n(B) = |:Ey|n {_W

coincidindo com a variancia assintotica do modelo nao condicional sob a
restricao 7 = n. Contudo, do ponto de vista pratico, as variancias assintoticas
de B devem coincidir uma vez que a estimativa de maxima verossimilhanca

de 7 é dada por 7 = n.
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5.5.1 Modelos log-lineares hierarquicos

Um modelo log-linear é dito hierarquico se dado que uma interacao esta
no modelo, todas as interagoes de ordem menor como também os efeitos
principais correspondentes deverao estar também no modelo. A utilizacao de
tais modelos tem a vantagem de permitir uma interpretagao das interacoes
nulas como probabilidades condicionais. Em muitos casos estimativas dos
valores médios podem ser expressas em forma fechada, evitando assim a
utilizagao de processos iterativos.

Como ilustragao, supor o modelo log-linear apresentado na se¢ao anterior.
Pode-se mostrar que a hipétese Hy : 81235 = 0, Vij, é equivalente a hipdtese
de independéncia na tabela, isto é Hy : m;; = mpm45, Vij. Dado que nao hd
interacgao, testar a auséncia de efeito de exposicao, isto é testar Hy : 813y = 0,
i=1,...,r, é equivalente a testar Hy : m;; = -+- = m,, = 1/r. Finalmente,
dado que nao hé interacao, testar a auséncia de efeito de grupo, isto é testar
Ho: fay =0, =1,...,s, éequivalente a testar Hy : 7y = -+~ = w35 = 1/s.

Supor agora um modelo log-linear de Poisson com trés fatores de r, s e t
niveis, respectivamente. Pode-se representar a parte sistematica do modelo

saturado da seguinte forma:
log(piji) = o+ Brgy + Baw) + By + Brzij) + Biseiry + Basiik) + Brzsgijry, (5.9)

com as restricoes Bi1) = Bo1) = B31) = 0, Bi2iy) = Pz = 0, Buzar)y =
513@1) =0, 523(1@ = 523(3'1) =0, 5123(1jk) = 5123@114) = 5123(1']'1) = 0, para
1 =1,....r; g =1,...,s e k = 1,...,t. H&a varias classes de modelos
hierarquicos que correspondem a situagoes de interesse na tabela de con-
tingencia formada. Uma primeira classe corresponde a hipotese de auséncia
de interacao de segunda ordem, representada por Hy : Biasijuy = 0,Vijk,

sendo equivalente a hipotese de associacao entre dois fatores quaisquer ser
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constante nos niveis do terceiro fator. Isso quer dizer, em outras palavras,
que a razao de produtos cruzados ;T i/ TijkTi ik, representando a asso-
I . P . . ,
ciagdo entre os niveis (i,7) e (i,j') dos dois primeiros fatores, é constante
nos niveis do terceiro fator. Se for omitido no modelo (5.9) a interacao de
segunda ordem mais uma interacao de primeira ordem, os dois fatores omi-
tidos correspondentes a interacao de primeira ordem sao independentes do
terceiro fator. Por exemplo, se for omitido S193(jk) € B23(jr), Vijk, ficando o

modelo com a parte sistematica

log(ptiji) = a4 Biay + Bagjy + Bawy + Brzas) + Bsin)

os fatores 2 e 3 sao independentes nos niveis do primeiro fator, ou equivalen-

temente, tem-se que
Tijk = Tij+ Tivk/Titq, Vijk.

Se agora for omitido além de B123(;) € Baz(jx) também Bizgxy, Vijk, ficando

a parte sistematica dada por

log(ptiji) = a4 By + Bagiy + Bawy + Brag)
o terceiro fator é independente dos dois primeiros, ou equivalentemente, tem-
se que
Tigk = Tij4+T 44k, VZ]]{Z
O modelo apenas com os efeitos principais, cuja parte sistematica é dada por
log(pijr) = o + Buiiy + Bag) + Baw),
equivale a hipdtese de independéncia entre os trés fatores, isto é, tem-se que
Tijk = i+ T4j4 Thik, VIJE.

A Tabela 5.11 resume as trés situagdes de independéncia para o modelo (5.9).
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Tabela 5.11
Algumas interagoes em modelos log-lineares de Poisson.

Forma para Interacao Interpretacao
Tt T+ Ttk nenhuma fatores mutuamente
independentes
Tijt Ttk Bra(ij) fatores 1 e 2 independentes
do fator 3

Tij4Tirk/ v+ Bi2wj) + Pisary fatores 2 e 3 independentes
nos niveis do fator 1

Em muitos desses casos é possivel expressar as estimativas das probabilidades
mi;i’s em forma fechada. Uma andlise mais completa de modelos hierdrquicos

pode ser encontrada, por exemplo, Agresti (2013).

5.5.2 Aplicagoes
Associacao entre renda e satisfacao no emprego

A Tabela 5.12 apresenta o resultado de uma pesquisa com 901 individuos
(Agresti, 1990, pgs. 20-21) classificados segundo a renda anual e o grau de
satisfacao no emprego. Denote por Y;; o nimero de individuos pertencentes
a classe de renda 7 com grau de satisfacao j. Esses dados estao disponiveis

no arquivo emprego.txt.

Tabela 5.12
Classificacao de individuos sequndo a renda
e o grau de satisfacdo no emprego.

Grau de Satisfagao
Renda (US$) Alto Bom Médio Baixo

<6000 20 24 80 82
6000-15000 22 38 104 125
15000-25000 13 28 81 113
>25000 7 18 o4 92
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Componente do Desvio

T T T
-2 -1 0 1 2
Quantil da N(0,1)

Figura 5.11: Grafico normal de probabilidades referente ao modelo log-linear
de Poisson ajustado aos dados sobre renda e satisfagao no emprego.

Tabela 5.13
Estimativas dos parametros do modelo log-linear
de Poisson ajustado ao dados sobre renda e
satisfagcao no emprego.

Efeito Parametro Estimativa E/E.Padrao
Constante « 2,651 18,80
Renda 2 Bix 0,338 3,71
Renda 3 Bus) 0,132 1,389
Renda 4 Bi(a) -0,186 -1,81
Grau 2 Boay 0,555 3.49
Grau 3 Bas) 1,638 11,87
Grau 4 Boca) 1,804 13,93

Supor que Y;; ~ P(y;;) com parte sistematica inicialmente dada por (mo-
delo saturado)

log(pi;) = o+ Bi) + Bagjy + Bragy)s
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em que p;; denota o nimero esperado de individuos pertencentes a classe
de renda i com grau de satisfacao j, Bi(;) denota o efeito renda, By(;) de-
nota o efeito satisfacao e B9(;;) denota a interacao. Tem-se as restricoes
Biy = P21y = 0. O teste da razao de verossimilhancas para testar Hy :
Bragi;) = 0, Vij (auséncia de interacao) fornece o valor {gy = 12,04 com nivel
descritivo P= 0, 21, indicando pela auséncia de interacao ou independéncia
entre os dois fatores. Denotando por m;; a proporcao de individuos na classe
de renda 7 e grau de satisfacao j, nao rejeitar Hy é equivalente a escrever
Tij = Ti4T4j, Vij, em que w4 denota a proporcao de individuos na classe
de renda ¢ e 7, denota a proporcao de individuos com grau de satisfacao
7. Ou seja, tem-se independéncia entre renda e satisfacao no emprego. Isso
significa que a distribuicao do grau de satisfacdo no emprego é mesma em
todos as faixas de renda.

A Tabela 5.13 apresenta as estimativas dos parametros do modelo com
efeitos principais. Os fatores renda e grau de satisfacao sao altamente signi-
ficativos. Nota-se pelas estimativas dos parametros que ha uma proporcao
maior de individuos na classe de renda 2 (6000-15000) e uma propor¢ao me-
nor na classe de renda 4 (>25000). Por outro lado, nota-se que a proporgao
de individuos cresce com o aumento do grau de satisfagao. O desvio do mo-
delo foi de D(y; 1) = 12,04 (9 graus de liberdade) com nivel descritivo de
P= 0,21, indicando um ajuste adequado.

Pelo gréfico normal de probabilidades com o residuo componente do des-
vio tp,, descrito na Figura 5.11, nao ha indicios fortes de que o modelo
adotado seja incorreto, embora o fato dos residuos negativos estarem abaixo
da reta mediana e os residuos positivos ligeiramente acima seja uma indicio
de sobredispersao nos dados. Assim, um modelo log-linear com resposta

binimoail negativa poderia levar a um ajuste mais adequado;
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Componente do Desvio
Componente do Desvio

Quantil da N(0,1) Quantil da N(0,1)

Figura 5.12: Gréficos normais de probabilidades referentes ao modelo log-
linear de Poisson (esquerda) e log-linear de quase-verossimilhanga (direita)
ajustados aos dados sobre doenca das coronarias.

Doenca das coronarias

Considere agora os dados da Tabela 5.14 (Everitt, 1977) referente a classi-
ficacao de 1330 pacientes segundo trés fatores: doenga das corondrias (sim
ou nao), nivel de colesterol (1: menor do que 200 mg/100 cc, 2: 200-219,
3: 220-259 e 4: 260 ou +) e pressao arterial (1: menor do que 127 mm Hg,
2: 127-146, 3: 147-166 e 4: 167 ou +). Os dados estdo também descritos
no arquivo heart.txt. Denote por Yj;, o nimero de pacientes nos niveis
(1,7, k) dos trés fatores: doenga das corondrias, nivel de colesterol e pressao
arterial, respectivamente. Supor que Yj;, ~ P(u;;,) com parte sistemadtica

inicialmente dada por (modelo saturado)

log(pije) = a4 By + Bagy + Baky + Brzy) + Bisgiry + B2siry + i3k

497



Tabela 5.14
Distribuicao de 1330 pacientes sequndo
ocorréncia de doenca das corondrias,
nivel de colesterol e pressao arterial.
Doenca das  Nivel de  Pressao arterial

corondrias colesterol 1 2 3 4
1 2 3 3 4

Sim 2 3 2 1 3

3 8 11 6 ©6

4 7T 12 11 11

117 121 47 22

Nao 8 98 43 20

1
2
3 119 209 68 43
4 67 99 46 33

em que fi;;, denota o nimero esperado de individuos pertencentes aos niveis
(i, J, k), respectivamente, (3;(;) denota o efeito doenga das coronarias, By de-
nota o efeito nivel de colesterol, 33y denota o efeito pressao arterial e B2,
Bis(ik), Ba3(ik) € Pr2s(ijk) sao as interagoes de 1¢ e 2¢ ordens, respectivamente,

com as restrigoes dadas na Segao 5.4.1.

Tabela 5.15
Resumo do ANODEYV referente ao modelo
log-linear de Poisson ajustado aos
dados sobre doenca das corondrias.
(D:doenga, C:colesterol e P:pressao)
Efeito Desvio g.l. Diferenca g.l.
D+C+P 7896 24 -

+D.C 4851 21 30,45 3
+DP 24,40 18 24,10 3
+CP 477 9 19,63 9

Pela Tabela 5.15 nota-se que, segundo o principio hierarquico, apenas

a interacao de segunda ordem pode ser eliminada. A inclusao dos efeitos
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principais é altamente significativa. Dado que os efeitos principais estao no
modelo, a inclusao da interagao doenca*colesterol (S12(;5)) leva a {gy = 30,45
(3 graus de liberdade) com P= 0,00. Dado que essa interagao estda no modelo,
a inclusao da interagao doenca*pressao (SBi3ir)) fornece Epy = 24,10 (3 graus
de liberdade) com P= 0, 00. Finalmente, dadas as duas interagoes de primeira
ordem, a inclusao da interacao remanescente, colesterol*pressao, leva a gy =
19,62 (9 graus de liberdade) com P= 0,02. O desvio do modelo (5.9) sem a
interacao de segunda ordem é de D(y; ft) = 4,77 (9 graus de liberdade) para
um nivel descritivo de P= 0,853, indicando um ajuste adequado.

A auséncia de interacao de segunda ordem neste exemplo significa que as
razoes de chances (entre os niveis de colesterol ou entre os niveis de pressao
arterial) sdo as mesmas nos grupos de doentes e nao doentes. Contudo,
o grafico normal de probabilidades descrito na Figura 5.12 (esquerda) in-
dica que os residuos negativos estao acima da média esperada, ocorrendo o
contrario com os residuos positivos, embora todos sejam em geral pequenos.
Isso é um indicio modesto de subdispersao, fenomeno que também pode ocor-
rer em modelos de Poisson. Um modelo de quase-verossimilhanca similar ao
que foi usado no exemplo da Secao 5.2.6 leva & estimativa 62 = 0, 5326. Na
Figura 5.12 (direita) tem-se o grafico normal de probabilidades com o residuo
componente do desvio corrigido pela estimativa de dispersao. Nota-se que os

residuos estao melhor distribuidos dentro do envelope gerado.

Gestantes fumantes

Na Tabela 5.15, extraida de Agresti (2013, Tabela 10.9), uma amostra de
n = 6851 gestantes fumantes foi classificada segundo os seguintes fatores:
idade (=0 < 30, =1 30+), nimero de cigarros consumidos por dia (=0 < 5,
=1 5+), tempo de gestagao (=0 < 260 dias, =1 > 260 dias) e situagao da
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crianca (=0 nao sobreviveu, =1 sobreviveu). Esses dados estdo descritos no

arquivo gestantesc.txt.

Tabela 5.15
Distribuicao de 6851 gestantes fumantes sequndo a idade,
o nivel de exposicao ao cigarro, o tempo da gestacao
e a sobrevivéncia da crianca.

Duracao da Sobrevivéncia

Idade No. cigarros  Gestacao  Nao Sim
<30 <5 < 260 50 315
> 260 24 4012

5+ < 260 9 40

> 260 6 459

30+ <b < 260 41 147
> 260 14 1594

5+ < 260 4 11

> 260 1 124

Como todos os efeitos sao binarios, é possivel construir 6 tabelas 2 x 2
e avaliar marginalmente a associagao em cada tabela através de razoes de

chances. A seguir sao resumidas as tabelas com as respectivas interpretacoes.

No. cigarros Gestagao
Idade <5 5+ Total Idade <260 > 260 Total
<30 4401 514 4915 <30 414 4501 4915
30+ 1796 140 1936 30+ 203 1733 1936
Total 6197 654 6851 Total 617 6234 6851
v Grem 150 U tnarm 12T

Portanto, das duas tabelas acima, tem-se que gestantes que fumam 5+

cigarros por dia tém chance maior de ser mais jovem, enquanto gestantes
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com gestacao maior de 260 dias tém chance ligeiramente maior de ser mais

jovem.
Sobrevivéncia Gestacao
Idade Nao Sim Total No. Cigarros <260 > 260 Total
< 30 89 4826 4915 <b 553 5644 6197
30+ 60 1876 1936 5+ 64 590 654
Total 149 6702 6851 Total 617 6234 6851
Y o LT3 v om0

Asim, das duas tabelas acima, gestantes com crianca que sobreviveu tém
chance maior de ser mais jovem, enquanto gestantes com gestacao maior tém

chance ligeiramente maior de fumar < 5 cigarros por dia.

Sobrevivéncia Sobrevivéncia
No. Cigarros Nao Sim Total Gestacao Nao  Sim Total
<5 129 6068 6197 < 260 104 513 617
5+ 20 634 654 > 260 45 6189 6234
Total 149 6702 6851 Total 149 6702 6851

i mER s i TR s

Logo, pelas tabelas acima, gestantes com crianca que sobreviveu tém
chance maior de fumar < 5 cigarros, enquanto gestantes com crianga que
nao sobreviveu tém chance muito maior de gestacao menor.

Todos os resultados acima, além de marginais sao descritivos e precisam
ser validados inferencialmente. Nesse sentido, denote por Yji; o nimero de
gestantes fumantes no i-ésimo grupo de idade, j-ésimo grupo de consumo
diario de cigarros, k-ésimo grupo de gestacao e [-ésima condicao da crianga,

para 4,7, k,l = 0,1. Supor Yj;x nd P(ijr) com componente sistematico
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envolvendo apenas interagoes até 1% ordem

log(pijrr) = o+ Biay + Bagyy + Bay + Bay + Bragy) + Biseiry + Braq) +
Basik) + Baagiry + Baagk,

em que i denota o nimero médio de gestantes fumantes na condigao
(1,7, k,1). Na parametrizagao acima tem-se um modelo casela de referéncia.
Aplicando o método de Akaike apenas trés interacoes permanecem no

modelo. As estimativas do modelo ajustado estao descritas na Tabela 5.16.

Tabela 5.16
Estimativas dos parametros referentes ao modelo log-linear de
Poisson ajustado aos dados sobre gestantes fumantes.

Efeito Parametro Estimativa E/E.Padrao
Constante « 4,019 33,77
Idade30+ B -0,359 -2,15
Cigarrosb+ Ba1) -2,147 -46,07
Gestacao>260 Bs(1) -0,838 -4,70
SobrevivénciaSim Ba(n) 1,783 14,03
Idade30+*Cigar5+ Bra(11) -0,404 -4,07
Idade30+*SobrevSim Bra(11) -0,551 -3,25
Gest>260*SobrevSim B3a(11) 3,328 18,06

Nota-se que apenas as interacoes idade*cigarros, idade*sobrevivéncia e
gestagao™sobrevivéncia sao significativas. O desvio do modelo D(y; ) =
7,72 (8 graus de liberdade) com P=0,46 indica modelo bem ajustado. O
grafico normal de probabilidades com o residuo componente do desvio des-
crito na Figura 5.12 confirma a qualidade do ajuste.

As interagoes podem ser interpretadas conjuntamente através de gréaficos
de perfis dos valores ajustados, ou através de tabelas de contingéncia tipo 2x 2

envolvendo apenas as interagoes significativas. Nessas tabelas de contingéncia

502



ao invés dos valores observados tem-se os valores ajustados, sendo possivel
também encontrar as estimativas pontuais das razoes de chances correspon-

dentes com as respectivas estimativas intervalares. As tabelas ajustadas sao

descritas a seguir.

Componente do Desvio

Quantil da N(0,1)

Figura 5.13: Grafico normal de probabilidades referente ao modelo log-linear
de Poisson ajustado aos dados sobre gestantes fumantes.

No. cigarros
Idade <5 o5+
<30 figom  foik
30+ flior i

Razao de chances estimada 1) = % = ¢ 201 = 0404 = 1 50 com es-

timativa intervalar de 95% exp[0,40441,96x0,099] = [1,23; 1, 82]. Portanto,
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fixando os demais niveis, uma gestante que fuma 5+ cigarros em média por
dia tem 1,50 a chance de ter < 30 anos de uma gestante que fuma em média

< 5 cigarros por dia.

Sobrevivéncia

Idade Nao Sim
<30 fiojko fojk1
304+ fu1jko f1jk1

o y
Bogk1 XPik0- — e=Fraan) = 0951 = 1 73 com
H0jk0 X H15k1

estimativa intervalar de 95% exp|0,551 £ 1,96 % 0, 169] = [1, 25; 2, 42]. Logo,

fixando os demais niveis, uma gestante que a crianga sobreviveu tem 1,73 a

Razao de chances estimada ¢ =

chance de ter < 30 anos de uma gestante que a crianca nao sobreviveu.

Sobrevivéncia

Gestacao Nao Sim
<260  fiioo fLijo1
> 260 fi510 flijin

~ . ~ (1500 X fbi 3
Razdo de chances estimada ¢ = E40QXEGLL — ofaaany = 3328 = 27 88
Hijo1l X [ij10

com estimativa intervalar de 95% exp|3,328 £ 1,96 % 0, 184] = [19, 44; 39, 99].
Assim, fixando os demais niveis, uma gestante que a crianca nao sobreviveu
tem 27,88 a chance de ter uma gestacao < 260 dias de uma gestante que a
crianca sobreviveu.

A conclusao é que as estimativas ajustadas para as médias e consequente-
mente para as razoes de chances sao muito préximas, reforcando a qualidade
preditiva do modelo. Contudo, as estimativas ajustadas sao mais precisas

uma vez que levam em conta as informacoes de todas as caselas da tabela.
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5.6 Modelos com excesso de zeros

5.6.1 Modelos ajustados em zero

Os modelos de contagem ajustados em zero sao também conhecidos como
modelos de barreira (ver, por exemplo, Mullaby, 1986). Para formaliza-los
vamos supor que Z é uma variavel aleatéria com fungao de probabilidades

dada por

s se z =0,

P{Z =z} = =
{ } {(1-7’()% se 221,2,...,

em que 0 < 7 < 1e fy(z) denota a fungao de probabilidades de uma varidvel
aleatoria Y de contagem, por exemplo, Poisson ou binomial negativa. Por-

tanto, desde que Y-, fy(z) =1 — fy(0), segue que

P{Z>1} = (1-m)) fr(z)/{1- f(0)}
= (1=m){1 =/ (0)}/{1 - /(0)}

= 1—m.

Logo, > P{Z = 2} = 7+ (1 —m) = 1. Um exemplo poderia ser Z
denotando o nimero de dias que pacientes dependendes de alcool que estao
fazendo tratamento consumiram a bebida. O zero representa os pacientes que
ficaram em abstinéncia no periodo mas que poderiam ter consumido alcool.
Um outro exemplo poderia ser estudar o nimero de vezes que um idoso visita
um médico no periodo de 1 ano. Os zeros sao aqueles idosos que naquele ano
nao precisaram ir ao médico. Os fatores que explicam a probabilidade de zero
podem ser diferentes daqueles que explicam a probabilidade de ocorréncia do

evento.
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Os dois primeiros momentos de Z ficam dados por

E(Z) = ) (-7

1
(1—m

p— —) N Z Z
AR PR
E(Y)(1 - )
{1-fv(0)}

B = o0 -m ey b
_ (1—m) - 2 (5
~ {1/ (0} 2 fria)
_ E(Y?)(1-7)
{1 - fr(0)}
Dai segue que

a-n . EAYV)(1 - )
me_ﬂfﬁwHFW)_ﬂ—h®J'

Iremos denotar Z ~ ZAP(A, 7) para o modelo de Poisson ajustado em
zero e Z ~ ZANB(), ¢, ) para o modelo binomial negativo ajustado em zero.
Logo, se Y ~ P(\) entdo fy(y) = e *\¥/y! e em particular fy(0) = e~*. Para
Y ~ BN(\, ¢) temos que

friy) = ré(f 1+>1%2¢> </\i¢>y (A : ¢)¢’

em particular fy(0) = ¢?/(\ + ¢)?.
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5.6.2 Modelos de regressao ajustados em zero

Vamos supor agora que 21, ..., Z, sao variaveis aleatérias independentes com

distribuicao de Poisson ou binomial negativa ajustadas em zero. Entao,

Pz | s se z; =0,
(1—7'('1){1_};0% se Zi_1727-'-7
para i = 1,...,n. O logaritmo da funcao de verossimilhanca fica dado por

L= 3" 1ogfz(2), em que logfz,(0) = logm; e logfz,(2:) = log(1 — m) +
log fy;(z;) — log{1 — fy;(0)} para z; = 1,2,....
Por exemplo, se assumimos que Z; ~ ZAP(\;, ) em que \; = B ¢

w; = E(Z;), entdo segue que

g = Pdl-m
Z {1 - £ (0)}
exiT'B(l — )
[1 — exp{—exp(x]B)}]’

Portanto,
log; = x; B +log(1 — m) — log[l — exp{—exp(x/ B)}].

5.6.3 Modelos inflacionados de zeros

Os modelos de contagem inflacionados de zeros (ver, por exemplo, Lambert,
1992) sao caracterizados pela ocorréncia de zeros em duas situagoes: (i) ze-
ros que ocorrem segundo uma distribui¢ao de contagem ou (ii) zeros inflados
que podem ser zeros estruturais. Por exemplo, podemos estar interessados
em estudar o ntmero de dias num periodo que um individuo consumiu um

determinado produto. Aqueles individuos que nao consomem o produto por
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alguma razao, por exemplo intolerancia ao produto, serao tratadas como
zeros estruturais e aqueles individuos que nao consumiram o produto no
periodo, mas podem vir a consumi-lo, como zeros eventuais que serao asso-
ciados a alguma distribuicao de contagem Y. Um outro exemplo poderia ser
o estudo do nimero de vezes que um individuo contraiu um tipo de infeccao
num determinado periodo. Aqueles individuos imunes a infec¢ao seriam tra-
tados como zeros inflados. Nesses casos, a variavel aleatéria Z tem funcao
de probabilidades expressa na seguinte forma:
rz=a={ "0 B Tt

em que 0 < m < 1 e fy(z) denota a fungdo de probabilidades de uma
variavel aleatoéria Y, por exemplo, Poisson ou binomial negativa. Desde que
S fy(z) =1—fy(0) obtemos > o2 P{Z =z} =7+ (1—7)fy(0)} +(1—
L= O} =7+ (1—m) =1

Os dois primeiros momentos de Y ficam dados por

E(Z) = ) «(1-mfr(2)

= (1-m) zfv(2)
= (I-mE({Y)

E(Z%) = ) ZP-mfr(z)

= (1-m))> 2fv(z)
= (1-mEY?).
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Assim,
Var(Z) = E(Z*) —-E*(2)
— (- ME(Y?) — (1 7)EX(Y)
= (1-m{EY?*) - (1-mE(Y)}
Iremos denotar Z ~ ZIP(A,7) para a distribuigdo de Poisson inflacio-

nada de zeros e por Z ~ ZINB(\, ¢, 7) para a distribui¢ao binomial negativa

inflacionada de zeros.

5.6.4 Modelos de regressao inflacionados de zeros

Vamos supor agora que Zq, ..., 4, sao variaveis aleatérias independentes com

distribuicao de Poisson ou binomial negativa inflacionadas de zeros. Entao,

o m+(Q=m)fyr(0) se zi =0,
P{Zl—zl}—{ (=) fylz)  se W=12,..,
para i =1,...,n. O logaritmo da fun¢ao de verossimilhanca fica dado por

L= 371" 1ogfz,(2:), em que logfz,(0) = log{m;+(1—m) fy;(0)} e logfz,(z:) =
log(1 — ;) + log fy;(z;) para z; = 1,2, .. ..
Por exemplo, podemos supor que Y; ~ P()\;) com \; = B e log{m;/(1—

7;)} = u/ . Dessa forma segue que u; = E(Z;) fica expresso como

pi = (1—m)EY)

e 3
@ T
= 1 _ exi

{ 1+4ew }

xT

e
{1+e% 7}
Isto é,

log; = x; B — log{1 + euiT7}.
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Os modelos de contagem ajustados em zero e inflacionados de zeros podem

ajustados, por exemplo, pela bibilioteca pscl (Zeileis et al. 2008) do R.

5.7 Exercicios

1. Seja Y uma varidvel aleatoria com distribuicao binomial negativa, isto
é,Y é o nimero de ensaios até a ocorréncia do r-ésimo sucesso, em que
7 é a probabilidade de sucesso em cada ensaio. Mostre que a funcao de
probabilidades de Y pode ser expressa na forma exponencial. Calcule

e V(u). Use a forma abaixo para a fungao de probabilidades de Y

ey (V1
f(y,ﬂ',?“)— (7“—1

>7TT(1 — ),

em quey =r,r+1,.... Obtenha a funcao desvio supondo uma amostra

de n variaveis aleatorias independentes de probabilidades de sucesso ;.

2. Seja 'Y variavel aleatoria com distribuicao binomial negativa biparamétrica

de média p e parametro de forma v, cuja funcao de probabilidades é

Flyipv) = F(Z<j: Ir)gEV) (u i V)y (u Jyr V)V’

emque 4 >0, v >0ey =0,1,2,.... Mostre que para v conhecido

dada por

a distribuicao de Y pertence a familia exponencial de distribuicoes.
Encontrar a funcao de variancia. Obtenha a funcao desvio supondo
uma amostra de n variaveis aleatérias independentes de médias u; e

parametro de dispersao v.

3. Sejam Y] e Y, varidveis aleatérias independentes tais que Y; ~ P()\;),
i = 1,2. Considere a razao de taxas ¥ = A\;/A2. Encontre a variancia

assintética de 1, Var (1)),
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4. A tabela abaixo (Breslow e Day, 1987) apresenta o nimero de mortes
por cancer respiratorio e o nimero de pessoas-anos de observagao entre
trabalhadores de industrias sidertrgicas do estado de Montana (EUA)

segundo o nivel de exposi¢cao ao arsénico.

Nivel de Exposicao

Alto Baixo
Casos 68 47
Pessoas-Anos 9018 13783

Sejam Y] e Y5 o niimero de casos observados para o nivel alto e baixo de
arsénico, respectivamente. Suponha que Y; ~ P(\;;), em que t; denota
o numero de pessoas-anos, ¢ = 1,2. Considere a razao de taxas ¥ =
A1/Ag. Encontre 2/; e um intervalo de confianca exato de 95% para 1.
Com base neste intervalo qual sua conclusao sobre a hipétese Hyg : ¢ =

17 Informagoes tteis: Fiss06(0,025) = 0,694 ¢ Fi3594(0,975) = 1,461.

5. Os dados do arquivo nasal.txt (Breslow e Day, 1987, pgs. 140-142)
sao provenientes de um estudo de seguimento para estudar a associagao
entre a taxa anual de cancer nasal em trabalhadores de uma refinaria de
niquel no Pais de Gales e algumas variaveis explicativas: idade no pri-
meiro emprego (4 niveis), ano do primeiro emprego (4 niveis) e tempo
decorrido desde o primeiro emprego (5 niveis). Sao também apresenta-
dos o nuimero de casos de cancer nasal e o total de pessoas-anos para

cada combinacao desses trés fatores.

Para ler o arquivo no R use os comandos

nasal = read.table("nasal.txt", header=TRUE)

Informar que as varidaveis explicativas idade, ano e tempo sao fatores

nasal$idade = factor(nasal$idade)
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levels(nasal$idade) = c("<20", "20-27,4", "27,5-34,9",
"35-54,4")

nasal$tempo = factor(nasal$tempo)

levels(nasal$tempo) = c("0-19,9", "20-29,9", "30-39,9",
"40-49,9", "50+")

nasal$ano = factor(nasal$ano)

levels(nasal$ano) = c("1902-1910", "1910-1914", "1915-1919",
"1920-1924")

summary (nasal)
attach(nasal)

Fazer inicialmente uma andlise descritiva dos dados. Como o niimero
de casos depende do tempo de observagao é preciso criar uma taxa
de cancer nasal por unidade de tempo e a partir dai gerar boxplots

robustos e comentar.
require (robustbase)
tnasal = (casos/panos)*100

adjbox(split(tnasal,idade), ylab="Taxa (por 100 panos)",
xlab="Idade", col="gray",cex=2, cex.axis=1.5, cex.lab=1.5,

names=c("<20", "20-27,4", "27,5-34,9", "35-54,4")

adjbox(split(tnasal,tempo), ylab="Taxa (por 100 panos)",
xlab="Tempo", col="gray", cex=2, cex.axis=1.5, cex.lab=1.5,

names=c("0-19,9", "20-29,9", "30-39,9", "40-49,9", "50+")

adjbox(split(tnasal,ano), ylab="Taxa (por 100 panos)", xlab="Ano",
col="gray", cex=2, cex.axis=1.5, cex.lab=1.5, names=c("1902-1910",

"1910-1914", "1915-1919", "1920-1924")
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Ajustar um modelo log-linear de Poisson no GAMLSS com pessoas-

anos como offset
require(gamlss)

fitl.nasal = gamlss(casos ~ idade + ano + tempo +

offset (log(panos)), family=P0)

summary (fitl.nasal)

Verificar através de andlise de residuos se o modelo estd bem ajustado.
plot(fitl.nasal)

rqres.plot(fitl.nasal, howmany=50, plot="all")

Se o modelo estiver bem ajustado verifique se é possivel fazer agru-
pamentos dos niveis de alguns dos fatores. Segue abaixo exemplo de

possiveis agrupamentos dos fatores tempo e ano.
ntempo = tempo

levels(ntempo) = c("0-39,9", "0-39,9","0-39,9", "40-49,9",
||50+n)

nano = ano

levels(nano) = c("1902-1919", "1902-1919", "1902-1919",
"1920-1924")

Ajustar novamente o modelo no GAMLSS com os fatores agrupados

fit2.nasal = gamlss(casos ~ idade + nano + ntempo +

offset(log(panos)), family=P0O)
summary (fit2.nasal)
Verificar através de andlise de residuos se o modelo esta bem ajustado.

plot(fit2.nasal)
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rqres.plot(fit2.nasal, howmany=50, plot="all")

Interpretar os resultados através do term.plot e das estimativas pon-
tuais e intervalares de 95% para as razoes de taxas entre os niveis de

cada novo fator.

term.plot(fit2.nasal, terms=1)

term.plot(fit2.nasal, terms=2)

term.plot(fit2.nasal, terms=3).

. No arquivo geriatra.txt (Neter et al., 1996, p. 623) estao descritos os
dados de um estudo prospectivo com 100 individuos de pelo menos 65
anos de idade em boas condicoes fisicas. O objetivo do estudo é tentar
relacionar o numero médio de quedas num periodo de seis meses com
algumas varidveis explicativas. Os dados estao descritos na seguinte
ordem: quedas (ntimero de quedas no periodo), interv (intervengao,
=0 educacao somente, =1 educagdo + exercicios fisicos), sexo (=0
feminino, =1 masculino), balanco (escore do balango) e forca (escore

da forca). Para as duas ultimas varidveis quanto maior o valor maior

o balanco e a forca do individuo, respectivamente.

Para ler o arquivo no R use os comandos

geriatra = read.table("geriatra.txt"’, header=TRUE)
attach(geriatra)

summary (geriatra)

Informar o sistema as variaveis que sao fatores
geriatra$interv = factor(geriatra$interv)

levels(geriatra$interv) = c("EDUC","EDUC+AF")
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geriatra$sexo = factor(geriatra$sexo)
levels(geriatra$sexo) = c("FEM","MASC")

Fazer inicialmente uma andlise descritiva com boxplots robustos de
cada variavel quantitativa e de cada variavel quantitativa com sexo e
intervengao e também diagramas de dispersao entre o niimero de quedas

e cada uma das variaveis explicativas continuas. Por exemplo
require(robustbase)

adjbox(quedas,ylab="Nimero de Quedas", cex=2, cex.axis=1.5,

cex.lab=1.5, col="gray")

adjbox(split(quedas,sexo) ,ylab="Nimero de Quedas", xlab="Sexo",

names=c ("Feminino","Masculino"),
cex=2, cex.axis=1.5, cex.lab=1.5, col="gray")

adjbox(split(quedas,interv), ylab="Nimero de Quedas",

xlab="Intervengédo", col="gray",

names=c ("Educagdo","Educagdo + Ativ.Fisicas"), cex=2,

cex.axis=1.5, cex.lab=1.5)

Ajustar inicialmente um modelo log-linear de Poisson no R apenas com

os efeitos principais

fitl.geriatra = glm(quedas ~ sexo + interv + forga + balanco,

family=poisson)

summary(fitl.geriatra)

Fazer uma selecao dos efeitos principais através do comando stepAIC
require (MASS)

fit2.geriatra = stepAIC(fitl.geriatra)
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summary (fit2.geriatra)

Com o modelo final fazer uma anélise de diagndstico
fit.model = fit2.geriatra

source("envel pois.txt")

source("diag cook_pois.txt")

Para as observagoes mais influentes avaliar o impacto no ajuste. Inter-

pretar os coeficientes do modelo final.

Avaliar a inferéncia assintética do modelo log-linear de Poisson através

do bootstrap

require(car)

set.seed(12345)

geriatra.boot = Boot(fit2.geriatra, R=1000)

summary (geriatra.boot)

Confint(geriatra.boot, level=.95, type="bca")
hist(geriatra.boot, legend="none").

Comparar os intervalos BCa bootstrap com os intervalos assintéticos do

estimador de maxima verossimilhanca.

. No arquivo rolos.txt (Hinde, 1982) sdo apresentados os dados refe-
rentes a producao de pecas de tecido numa determinada fabrica. Na
primeira coluna tem-se o comprimento da pega (em metros) e na se-
gunda coluna o nimero de falhas. Faca inicialmente um gréafico do
numero de falhas contra o comprimento da peca. Ajuste um modelo
log-linear de Poisson apropriado. Faca uma analise de residuos e ve-

rifique se ha indicios de sobredispersao. Em caso afirmativo ajuste
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um modelo de quase-verossimilhanca e um modelo log-linear com dis-
tribuicao binomial negativa. Interprete os resultados pelas razoes de

médias p(z + 1)/pu(x), em que x denota o comprimento da pega.

. Sejam Y7, ..., Y, varidveis aleatdrias independentes tais que Y; ~ P(u;)
e parte sistemdtica dada por n; = Y7, 48, tal que Y 7 iz = 0,
para j # (. Ou seja, as colunas da matriz modelo X sdo ortogonais.
Encontre a ligacao que faz com que Corr(Bj,Bg) = 0, para j # /(.

Comente sobre as vantagens desse resultado.

. Considere um experimento em que duas maquinas, M1 e M2, sao ob-
servadas durante o mesmo periodo sendo computados para cada uma
o numero de pecas defeituosas produzidas, conforme descrito pelo es-

quema abaixo.

MMz
P. Defeituosas  y; o

Suponha que Y] ~ P(\1) e Y2 ~ P(\y) e considere o modelo log-linear
log(A1) = a e log(A2) = a + B. Obtenha a variancia assintética de
B, Vary(B), expressando-a em funcao de o e #. Proponha agora um
modelo binomial condicional, dado Y; + Y5 = m. Expresse a probabili-
dade de sucesso 7 em funcao de 5. Interprete m e encontre a variancia
assintética de [, Vary|m(3). Mostre que as duas variancias assintoticas
estimadas coincidem e sao dadas por
Var() = LX)

)

meP

em que 3 é o estimador de maxima verossimilhanca de 5. Comente.
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10.

11.

12.

13.

14.

Supor Y1, ..., Y, varidveis aleatorias independents tais que Y; ~ P(u;)
e seja \/l; = o+ B(x; — T), em que T é a média amostral de y,. .., z,.
(i) Obtenha a matriz modelo X. (ii) Calcule as variancias assintéticas
Var(&) e Var(3). (iii) Mostre também que Cov(@,3) = 0 e comente.
(iv) Como fica o teste de escore para testar Hy : 5 = 0 contra Hy : § #

07 Qual a distribuicao nula assintética da estatistica do teste?

Sejam Y;; varidveis aleatérias mutuamente independentes tais que Yj; ~
BN(u;,v) parai=1,2 e j =1,...,m com parte sistematica dada por
1 =a—Lepy =a+p. (i) Como fica a matriz modelo X? (ii) Calcule
Var(f3) e (iii) mostre que a estatistica de escore para testar Hy : § = 0
contra Hy : 8 # 0 pode ser expressa na forma
mi (o — 1)

29 (§+0°)°

{sr =

em que § = (71 + ¥2)/2 e V° denota a estimativa de v sob Hy.

Sejam Y7, ..., Y, varidveis aleatdrias independentes tais que Y; ~ BN(u;, v)

com parte sistemdtica dada por log(y;) = a+5(z;—Z) em que T = %
(i) Como fica a matriz modelo X7 (ii) Obtenha Var(f). (iii) Como fica
o teste de escore para testar Hy : § = 0 contra Hy; : f # 07 Qual a

distribuicao nula assintética da estatistica do teste?

Sejam Y1, ...,Y, varidveis i.i.d. tais que Y; ~ BN(u,¢), i =1,...,n.
Como fica o teste da razao de verossimilhancas para testar Hy : ¢ = 1
contra Hy : ¢ # 17 Qual a distribuicao nula assintética da estatistica

do teste? Como fica a estimativa de p sob as duas hipdteses?

Na tabela abaixo uma amostra de 174 alunos de Estatistica Béasica no

IME-USP foi classificada segundo o curso e o desempenho na disciplina.
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15.

16.

Resultado da Avaliacao

Curso Aprovado Reprovado Reavaliacao
Pedagogia 32 16 3
Geografia 32 18 10
Fisica 35 14 14

Ajustar um modelo log-linear de Poisson para explicar 7;;, a proporgao
de alunos do curso ¢ com resultado j, em que 7,5 = 1,2,3. Interprete

os resultados e faca uma anélise de diagndstico.

Supor, por um lado, o modelo log-linear de Poisson em que Y; ~ P(u;),
i =1,2,3, em que log(p1) = a, log(us) = a+ P e log(us) = a +
B3. Fazendo 7 = puy + ps + pg expresse o logaritmo da funcao de
verossimilhanga desse modelo em funcao de (7, fs, 53). Mostre que a
matriz de informaca@o de Fisher é bloco diagonal K,z = diag{K,, Kz},
em que B = (B, 03)". Por outro lado, sabe-se que a distribuicao
condicional Y = a|Y; + Yo+ Y3 =n, em que Y = (Y,Y5,Y3)T ea =
(ay,as,a3)", é multinomial M (ay, as, as; 7, T2, m3). Supor o modelo
log-linear log(m;) = o*, log(m2) = a* + [ e log(ms) = a* + B3, em que
a* = —log(1+ €2 4 €) devido a restricao m; + 73 + 73 = 1. Encontre
a matriz de informagao de Fisher K para 8 = (s, $3)"T no modelo
multinomial. Mostre que as estimativas de maxima verossimilhanca
para 3 coincidem nos dois modelos log-lineares. Mostre também que

Ky = Kj quando 7 = n, comente.

Supor que Y;; ~ P(u;;), parai =1,...,r e j = 1,...,¢, com parte

sistematica dada por

log(pij) = a0+ B + 7,
em que f; = 7, = 0. Supor ainda que os f;’s referem-se aos efeitos
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17.

do fator A e os 7;’s aos efeitos do fator B. Defina um modelo multi-
nomial equivalente e mostre que a representagao acima corresponde a

independéncia (no sentido probabilistico) entre os fatores A e B.

A tabela abaixo (Bishop et al., 1975, p. 143) apresenta o resultado
de uma pesquisa em que 1008 pessoas receberam duas marcas de de-
tergente, X e M, e posteriormente responderam as seguintes pergun-
tas: maciez da dgua (leve, média ou forte); uso anterior do detergente
M (sim ou nao); temperatura da dgua (alta ou baixa); preferéncia
(marca X ou marca M). Esses dados estao descritos no arquivo de-

tergente.txt.

Maciez
Temperatura Uso de M Preferéncia Leve Média Forte

Alta Sim X 19 23 24
M 29 47 43

Nao X 29 33 42

M 27 23 30

Baixa Sim X 57 47 37
M 49 55 52

Nao X 63 66 68

M 53 50 42

Ajustar um modelo log-linear de Poisson para explicar i, a pro-
porcao de individuos que responderam, respectivamente, nivel de tem-
peratura (i=1 alta, i=2 baixa), uso prévio de M (j=1 sim, j=2 nao),
preferéncia (k=1 X, k=2 M) e nivel de maciez (¢ = 1 leve, ¢ = 2
médio, ¢ = 3 forte). Selecionar através do método AIC os efeitos prin-
cipais significativos. Depois incluir apenas as interagoes significativas
de primeira ordem. Interpretar os resultados e fazer uma anélise de

diagnostico.
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18. Seja o modelo trinomial em que 7y = Pr(Y =0), m = Pr(Y =1) e
m = Pr(Y = 2) com a restri¢do my + m + m = 1. Suponha que Y =0
se (Zo=1,21=0,Z,=0),Y =1se (Zy=0,Z1=1,Zy=0) e Y =2
se (Zp=0,7; =0,Zy =1). Note que Zy + Z; + Z, = 1. Portanto, a
funcao de probabilidades de (Zy, Z;, Z5) fica dada por

. _ 20 21 22
9(20,21,2’2,”0,71,7@) =Ty T Tg™.

Logo, para uma amostra aleatéria de tamanho n a funcao de probabi-
lidades de Y = (Y7,...,Y,)" pode ser expressa na forma

. _ n 201 -R1i 1”21
g(y; mo, w1, wo) = I g iy mas.

E usual considerar a parte sistematica

14 T2
log{—l'}=77u:XiTﬁ1 e log{%}:nZi:XIﬁ2

TT0s 017

sendo que X; = (331‘1, cee 7xip)Ta 51 = (511, ces >ﬁ1p)T 652 = (521, . 752p)T-

Responda aos itens abaixo:
(a) Verifique que mo; = {1+ e™i + €™} 71y = eMi [{1 4 eMi + ™}
e My = 67121‘/{1 + emni + 67]21'}‘
(b) Encontre as fungoes escore Ug, e Ug, de B, e B,, respectivamente.
(¢) Encontre a matriz de informacao de Fisher para 3 = (3],03, ).

(d) Desenvolva um processo iterativo para obter a estimativa de maxima
verossimilhanca de 3. Deixe o processo iterativo em forma matri-

cial. Como inicié-lo?

(e) Como fica o desvio do modelo? E o residuo componente do desvio?

19. Supor que Z; Y ZAP(p, ), parai = 1,...,n. Obtenha as estimativas

de méxima verossimilhanga fi e 7 e a matriz de informacao de Fisher
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20.

21.

para (p,m). Sugestdo: supor que o total de zeros na amostra segue

uma B(n, 7).

Supor que Z; S ZANBI(p, v, ), parai =1,...,n, em que a funcao de
probabilidades de z; fica dada por

T se 2z =0

fz(zi;ﬂvyaﬂ-):{ (1_71-)% se Z¢:1,2,...7

em que f,(y;; i1, v) denota a fungdo de probabilidades de uma BN(y, v/).
Supondo v = 1 obter a estatistica da razao de verossimilhancas para

testar H: = 1 contra A: p # 17

No arquivo visitas.txt sao descritas as seguintes variaveis observadas
numa amostra aleatéria de 4380 individuos com mais de 65 anos e
atendidos através de um programa de satide ptblica durante os anos de
1987-88: (i) nvis (numero de visitas ao médico), (ii) hosp (numero de
internagoes hospitalares), (iii) altacond (0:nao, 1:sim), (iv) baixacond
(0:ndo, 1:sim), (v) nucron (nimero de condigoes cronicas), (vi) género
(0:feminino, 1:masculino), (vii) escol (escolaridade em anos de estudo)
e (viii) seguro (seguro particular, 0:ndo, 1:sim). Quando altacond=0

e baixacond=0 tem-se condigdo média (casela de referéncia).

O objetivo do estudo é explicar a demanda por servigos médicos através
de modelos de regressao em que a resposta ¢ o numero de visitas ao
médico e as demais varidveis como explicativas. Compare os modelos
com resposta Poisson e com resposta binomial negativa. Para ler esse

arquivo no R faca o seguinte:
visitas = read.table("visitas.txt", header=TRUE)

attach(visitas).
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Fazer inicialmente uma andlise descritiva dos dados, por exemplo his-
tograma de nvis, boxplots robustos de nvis segundo os niveis das
variaveis categéricas e diagrama de dispersdo (com tendéncia) entre

nvis e escol.

A distribuicdo do nimero de visitas ao médico por ser obtida através

do comando
plot(table(nvis), xlab="Visitas", ylab="Frequéncia").

Para ajustar o modelo de Poisson com todas as varidveis explicativas

use o comando
require(gamlss)
fitl.visitas = gamlss(nvis ~., family=P0, data=visitas).

Use o comando fit2.visitas = stepGAIC(fitl.visitas) para se-
lecionar um submodelo. As analises de residuos podem ser realizadas

através dos comandos

plot(fit2.visitas)

rqres.plot(fit2.visitas, howmany=8, ylim.all=1)
rqres.plot(fit2,visitas, howmany=40, plot="all").

Para ajustar o modelo com resposta binomial negativa use os comandos

fit3.visitas = gamlss(nvis ~.,family=NBI, data=visitas)

fit4d.vistias stepGAIC(fit3.visitas,direction="both").

Qual modelo ajusta melhor os dados? Interpretar as estimativas das
razoes de médias do modelo selecionado apresentando estimativas inter-

valares de 95%. Interpretar também o term.plot(fit4.visitas,pages=1).
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22.

23.

24.

Seria possivel melhorar o ajuste modelando também o parametro de
dispersao do modelo binomial negativo? Verifique através dos coman-

dos

fit5.visitas = gamlss(nvis ~ selecionadas, ~ .,family=NBI,

data=visitas)

fit6.visitas = stepGAIC(fit5.visitas, what="sigma").

No arquivo nitrofen.txt (Lang et al., 1994) estao descritos os dados
de um experimento com uma amostra de 50 C.dubia (pequeno animal
invertebrado aquético de dgua doce), que foram submetidos a dosagens
diferentes do herbicida Nitrofen: 0, 80, 160, 235 e 310 mg/¢. Para
cada nivel de Nitrofen 10 animais ficaram expostos e foi observado o
total de ovos eclodidos apds 3 ninhadas. Faca inicialmente uma analise
descritiva dos dados, por exemplo um diagrama de dispersao entre o
nimero de ovos eclodidos (tovos) contra o nivel de exposigao do her-
bicida (dose). Compare os ajustes de alguns modelos com resposta
de Poisson para explicar o total de ovos eclodidos dado o nivel de ex-
posicao. Escolha o melhor ajuste através de métodos de diagnostico.
Para o modelo selecionado faca uma interpretacao dos coeficientes es-

timados.

Supor que Z; ~ ZAP(u,m), em que m = e*/(1 +¢%), parai=1,...,n.
Obtenha a estimativa de maxima verossimilhanga & bem como Var(&).
Como fica a estatistica do teste da razao de verossimilhangas para testar

Hy : a =0 contra Hy : a # 07

Supor que Y; sao variaveis aleatérias iid Poisson truncada em zero com
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25.

funcao de probabilidades dada por
e ANV
yl(1 —e )’
para y; = 1,2,..., em que A > 0ei = 1,...,n. Mostre que U, =

f(yz';)\) =

2{y—Xe*/(e* —1)}, obtenha Ky, e apresente o procedimento iterativo

escore de Fisher para obter fi.

No arquivo bioChemists da biblioteca pscl do R sao descritas as
seguintes variaveis observadas numa amostra de 915 doutores forma-
dos na drea de Bioquimica: (i) art (ndmero de artigos publicados nos
ultimos 3 anos pelo doutor), (i) fem (fator indicando género, mascu-
lino ou feminino), (iii) mar (fator indicando o estado civil, casado ou
solteiro), (iv) kids5 (numero de criancas com até 5 anos), (v) phd
(prestigio do departamento onde o aluno fez o doutorado) e (vi) ment
(ntmero de artigos publicados pelo orientador). As varidveis fem e mar
sao fatores, a varidvel phd é continua e as variaveis kidsb e ment sao

discretas.

O objetivo do estudo é explicar o nimero médio de artigos publica-
dos nos ultimos 3 anos pelo doutor dadas as demais variaveis como

explicativas. Para disponibilizar o arquivo faca o seguinte:
require(gamlss)

require(pscl)

summary (bioChemists)

attach(bioChemists) .

Fazer inicialmente uma andlise descritiva dos dados, por exemplo ta-
belas de contingéncia entre o nimero de artigos publicados e os fatores

género e estado civil, boxplot robusto da varidvel resposta e diagramas
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de dispersao (com tendéncia) entre art e as varidveis quantitativas.

Comente.

Ajustar inicialmente um modelo binomial negativo ajustado em zero

apenas com variaveis explicativas no componente da localizacao
fitl.bio = gamlss(art ~ -, family=ZANBI, data=bioChemists).

Através do procedimento stepGAIC selecionar um subconjunto de variaveis
explicativas. Dadas as variaveis explicativas selecionadas no compo-
nente da localizacao, repetir o procedimento para o componente da
probabilidade de zero. Apds os dois procedimentos verificar se é possivel
remover variaveis explicativas nao significativas nos dois componentes

ao nivel de 10%.

Fazer analises de residuos para o modelo selecionado e interpretar os

coeficientes estimados nos dois componentes.
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Capitulo 6

Modelos de
Quase-Verossimilhanca

6.1 Introducao

Wedderburn (1974) propos uma fungao biparamétrica, denominada fungao de
quase-verossimilhanca, que engloba algumas fungoes de verossimilhanca da
familia exponencial. Todavia, na maioria das situagoes nao é possivel através
da funcao de quase-verossimilhanca recuperar a verdadeira distribuicao da
variavel resposta. Se Y é a varidvel aleatéria de interesse o logaritmo da
funcao de quase-verossimilhnaga é definido por
Qi) = [ L
=% | v
em que V(t) é uma fungao positiva e conhecida, —o0o < y,u < 0o e 02 > 0 é

um parametro de dispersao. Como temos acima uma integral definida, segue

que
0Quy) _ y—t |,
op o2V () ¥
_ y—p
oV ()

Aplicando as condigoes abaixo de regularidade
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2
. 9Q(mY) _ PQuY)
iy & | {20 )] - —p {290},
mostra-se facilmente que E(Y) = p e Var(Y) = ¢V (u). Ou seja, pu é a
média da varidvel resposta e a variancia de Y é proporcional a V' (u), como

nos MLGs, embora nem sempre V' (u) seja uma fun¢ao de variancia. Uma

terceira propriedade mostrada por Wedderburn (1974) é a seguinte:

2Q(wY O%L(1;Y

(iii) —E{—%L’; )} < —E{—a(:; )}.
Essa relacao mostra que a informacao a respeito de p quando se conhece
apenas a relacao entre a variancia e a média é menor do que a informagao
a respeito de pu quando se conhece a distribuigao da resposta (informagcao de
Fisher). Assim, a quantidade E{0?(Q — L)/0u?} pode ser interpretada como
o ganho quando acrescenta-se ao conhecimento da relagao média-variancia
também o conhecimento da distribuicao da resposta.

Dependendo das especificagoes de 02 e V() poderemos recuperar a dis-

tribuicao de Y. Abaixo sao apresentados alguns exemplos.

Exemplos

NORMAL
Vamos supor V(t) =1 e —oo0 < t,y < oo. Logo, o logaritmo da fungao de

quase-verossimilhanca fica dado por

Qs y) = / y;tdt _ i | = o :

202 202

que é proporcional ao logaritmo da funcao de verossimilhanca de uma N (1, 0?)

para o? conhecido.
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PoissonN

Vamos supor V(t) =t ey > 0,t > 0. Logo, obtemos

Qlu;y) = / Y=L
Y

o2t

1

= ;(ylogt =)
1

= ;{ylogu — p — ylogy + y}.

Se assumirmos 02 = 1 e y > 0 temos que Q(u; y) é proporcional ao logaritmo
da fungao de verossimilhanga de uma P(u).

Para y = 0 obtemos
H—t —t 14
Y) = —dt = —= | =—=
Q(,uay) /0 O_Qt 0_2 0 0'2’
que coincide quando o? =1 com logP(Y = 0), em que Y ~ P(u).

BINOMIAL
Supor a fungdo V(t) = t(1 —1¢), 0 <y <1le0 <t <1 O logaritmo da

funcao de quase-verossimilhanga fica nesse caso dado por

R A

| M1
- 2L dt — —2/ dt
o2 J, t(1—t) o2 ), (1—1)
Y t 1

= %[log{u(l —p) —log{y/(1 —y)}| + é{log(l — ) —log(1 —y)},

para 0 <y, pu < 1.
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Para y = 0 temos que

# —1
Qlusy) = /0 mdt
1 ® t

dt
o Jy t(l—1)

1

= glog(l -1y
1

= —log(l—p),

que para o2 = 1 coincide com logP(Y = 0), em que Y ~ Be(pu).
Quando y = 1 segue que

Qluy) = /IMMdt

o?t(1—t)
1 (1
o J; t

1
= ﬁlogﬂ‘f
1
= glogu,
que para 02 = 1 coincide com logP(Y = 1), em que Y ~ Be(u).
GAMA

Supor a funcao V(t) = t* e y,t > 0. O logaritmo da fungiao de quase-

verossimilhanca fica nesse caso dado por

Qlusy) = / Y=L
Yy

o2t2

1
= ;(—y/t—logtﬂﬁf

1
= —{-y/n—logu+1+logy}.

Para o conhecido temos que Q(y; i) é proporcional ao logaritmo da fungao

de verossimilhanga de uma G(u, ¢), em que ¢ = 1/0>
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FUNGAO V(t) = t*(1 — t)?
Suponha 0 <t < 1e 0 <y < 1. Nesse caso o logaritmo da funcao de

quase-verossimilhanca fica dada por
1 ® Y — t
; = — ———dt
QUsy) = = / i
1
o —5[2y = Dlog{n/(1 = p)} = y/u— (1= y)/(1 = p)].

A funcao Q(u;y) obtida acima nao corresponde a nenhuma fungao com ve-
rossimilhanca conhecida. Portanto, apenas para algumas func¢oes de quase-
verossimilhanga tem-se uma funcao de verossimilhanca correspondente.

Em particular, para as fungoes V(¢t) =3, t >0, V(t) = t(1+1t),t >0e
V(t) = et t € IR, é possivel recuperar distribuigoes da familia exponencial

uniparamétrica, bem como definir novos modelos de quae-verossimilhanca.

6.2 Respostas independentes

Vamos supor que Yi,...,Y, sao variaveis aleatérias independentes com loga-
ritmo da funcao de quase-verossimilhanca Q(u;;v;), ¢ = 1,...,n. O logaritmo
da funcao de quase-verossimilhanca correspondente a distribuicao conjunta

fica dado por
Qs y) = D Qluss vi)- (6.1)
i=1
Vamos supor ainda que
9(i) = m = B, (6.2)

em que X; = (@1,...,2;)" contém valores de varidveis explicativas, 8 =
(B1,---,B,)" e g() é uma fungao de ligagao. Note que os MLGs sao um caso

particular de (6.1)-(6.2).
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6.2.1 Estimacao

Denotando Q(8) = Q(u(8);y), podemos mostrar que a fun¢do quase-escore

para 3 fica expressa na forma

0Q(B) _ 1 ry,m1
Us=—-"=—=D"V —
=08 o (v — n),
€m que D= 8[1,/8,8 - Wl/ZVl/ZX) © = (/’Lla R 7/~LTL)T7 y = (yh B 7yn>T7
V = diag{Vi,...,V,}, W = diag{w, ..., w,} com w; = (du/dn)?/V; e X é
uma matriz n X p de linhas x7, 4 = 1,...,n. A matriz de quase-informacao
para (3 fica dada por
2
1
Kgs = —E {a Q(BT)} = —D"V'D.
0803 o?

A estimativa de quase-verossimilhanca para (3 sai da solucao da equacao

Uz = 0 que pode ser resolvida pelo método escore de Fisher resultando no

seguinte processo iterativo:
Bim+) — gm) 4 {DMTy-(mpm-IpmTy=(mify _ ,my (6.3)

m = 0,1,2,.... Note que o processo iterativo (6.3) nao depende de o2, no
entanto, precisa ser iniciado numa quantidade 8?). Mostra-se, sob certas
condigoes de regularidade (vide, por exemplo, McCullagh e Nelder, 1989, p.
333), que B é consistente e assintoticamente normal com matriz de variancia-
covariancia dada por Var(8) = ¢2(DTV~'D)~!. O parametro de dispersdo

o? deve ser estimado separadamente.

6.2.2 Estimador de momentos

Podemos verificar facilmente que

(Y — i)
Var{ ——= 7 =1,
{U\/ V(Mz‘)}
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e dai segue

Var {M} =02,
V(1)

e, portanto, um estimador de momentos para o? fica dado por
n

~2 1 (yl - ,az)Q
o 2 VG

(n—p) <=

6.2.3 Funcao quase-desvio

E possivel definir uma funcao tipo desvio para os modelos de quase-verossimilhanca
de forma similar aos MLGs. Sejam Q(y;y) e Q(ft;y), respectivamente, as
fungoes de quase-verossimilhanca do modelo saturado e do modelo sob inves-

tigagao. A funcao quase-desvio nao escalonada é definida por

D(y; ) = 20*{Q(y;y) — Q(i;y)}

= —20°Q(fy) = =20 > Qfus; vs)
=1

n Yi
yi — 1
= 2 E dt
= / Vi)

. E natural que se compare a funcao quase-desvio

que nao depende de o2

2
(n—p)’

embora nao seja em geral conhecida a distribuigao nula de 0 =2D(y; ft). Apre-

escalonada D*(y; 1) = o 2D(y; f1) com os percentis da distribuigao x

sentamos abaixo a funcao quase-desvio nao escalonada para alguns casos

particulares supondo uma tnica observacao.

V() Componente de D(y; p)
[t —2{ylogp — p — ylogy + y}, y,pp >0
p(1—p)  —2[ylog{p/(1 = p)} +log(l — p) —logy], 0 <y, <1
s —2{1 — y/p —logu + logy}, y, 1> 0
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6.2.4 Teste de hipoteses

Seja o vetor paramétrico 3 particionado tal que 8 = (81,82)7, B, e B,
sao subvetores de dimensao ¢ e p — ¢, respectivamente. Suponha que temos
interesse em testar Hy : 3, = 0 contra H; : B; # 0. McCullagh (1983)
mostra que também no caso de quase-verossimilhanca a diferenca entre duas
funcoes quase-desvio funciona como um teste da razao de verossimilhancas.
Ou seja, se denotarmos por D(y; ;10) a funcao quase-desvio sob Hy e por

D(y; ft) a funcdo quase-desvio sob Hj, para n grande e sob Hy, temos que
1 . .
S {D:a") =Dy )} ~ X,

para o2 fixo que pode ser estimado consistemente, como ocorre com os MLGs.
Testes tipo Wald e tipo escore sao também possiveis de serem desenvolvidos.

Usando resultados do Capitulo 1 podemos mostrar que
Var(8,) = {D] V/*M2V'/*Dy} ",

em que My = I—Hy, Hy, = V2D, (DI VD,)'DIV/2 D, = W/2V1/2X,
e Dy = W/2V1/2X,. Assim, um teste tipo Wald fica dado por

Sw = Brfvaril(ﬁl)gh

em que Var(3;) denota que a variancia esta sendo avaliada em 3. Ja o teste

quase-escore para testar Hy : 3, = 0 contra H; : 3, # 0 fica dado por

Eon = Up, (B') Varg(B,)Up, (8"),

em que
9Q(B)
9B,

1 _
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0 ~ 0T -0
com todas as quantidades sendo avaliadas em 3 = (07,3, )T e 3, sendo
a estimativa de 3, sob Hy. Sob Hg e sob condigoes usuais de regularidade

temos que, para n — 00, {w, Esr ~ Xg-

6.2.5 Residuos

O nao conhecimento da verdadeira funcao de verossimilhanca de 3 dificulta
o desenvolvimento de alguns métodos de diagnéstico. Tanto o estudo de
residuos como de medidas de influéncia dependem em geral do conhecimento
de L(B). O que tem sido proposto em modelos de quase-verossimilhanca
no sentido de avaliar a qualidade do ajuste sao graficos de residuos. Uma
sugestao (vide McCullagh e Nelder, 1989, Cap. 9) é o grafico do residuo de
Pearson

A Yi — [l

V)
contra alguma fungao dos valores ajustados, como por exemplo contra g(f;),
em que ¢(-) é a funcdo de ligagdo. Espera-se uma distribuicao aleatéria dos
residuos em torno do eixo zero. Tendéncias diferentes, como por exemplo
aumento da variabilidade, podem indicar que a fungao V' (u;) nao é adequada.
Um outro residuo que pode também ser utilizado, embora de forma descritiva,

¢é dado por
ty = id(yz‘§ﬂi) ’
"6V = hy
em que d(y;; i;) é a raiz quadrada com sinal de y; — fi; do i-ésimo compo-
nente do quase-desvio D(y; ft), enquanto h;; é o i-ésimo elemento da diagonal

principal da matriz

H =V 2DDIV'D)'DIV1/2
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6.2.6 Influéncia

Uma versao da distancia de Cook para os modelos de quase-verossimilhanca

fica dada por

o hu TAQ
i= TP
(1 —hy)? "
em que 7p, € o residuo de Pearson e h;; denota o i-ésimo elemento da diagonal
principal da matriz H. Graficos de LD; contra a ordem das observagoes ou
contra os valores ajustados podem revelar pontos possivelmente influentes

nos parametros do preditor linear.

6.2.7 Selecao de Modelos

Uma extensao natural do método de Akaike para os modelos de quase-

verossimilhanga (ver, por exemplo, Pan, 2001) é considerar

A

AIC = =2Q(B) + 2p,

em que Q(B) 4 a funcao de quase-verossimilhanca avalianda em ,3

6.2.8 Aplicagoes

MOSCA DO CHIFRE

No arquivo mosca.txt é apresentado parte dos dados de um experimento
desenvolvido para estudar a distribuicao do nimero de acaros em placas de
esterco de gado bovino no estado de S. Paulo (Paula e Tavares, 1992). Essas
placas sao depésitos de ovos da mosca do chifre (Haematobia irritans), uma
das pragas mais importantes da pecudaria brasileira. Os acaros sao inimigos
naturais da mosca do chifre uma vez que se alimentam de ovos e larvas dessas
moscas. No arquivo mosca.txt tem-se a distribuicao do ntimero de acaros

de quatro espécies segundo algumas varidveis de interesse: (i) N, nimero de
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partes da posigdo da placa onde foram coletados os acaros, (ii) Posig&o,
posigao na placa onde foram coletados os dcaros (1: lateral, 0: central), (iii)
Regido, regiao onde a placa foi coletada (1: Sao Roque, 2: Pindamonhan-
gaba, 3: Nova Odessa e 4: Ribeirao Preto) e (iv) Temp, temperatura no local

da coleta (em °C).

Tabela 6.1
Estimativas dos parametros do modelo de quase-verossimilhanca
com funcgao V(p) = pu? ajustado aos dados
sobre a mosca do chifre.

Com todos os pontos Sem pontos aberrantes

Efeito Estimativa E/E.Padrao Estimativa E/E.Padrao
Constante -0,828 -0,74 -2,575 -2,13
Posicao -0,288 -0,64 0.380 0,78
Pinda -0,424 -0,66 -0,910 -1,31
N. Odessa -1,224 -1,71 -1,836 -2,36
R. Preto -2,052 -2,98 -2,589 -3,46
Temp. 0,029 0,67 0,087 1,84
o? 5,129 5,913

Pensou-se inicialmente, como trata-se de dados de contagem, num modelo
log-linear de Poisson para explicar o nimero médio de acaros segundo as
variaveis explicativas. Denotando por Y;;, o nimero de dcaros coletados na
i-ésima posicao da k-ésima placa e j-ésima regiao, vamos supor que Y, ~
P(,U/ijk), Hijke = Nijk/\ijka 1= 17 2 ej = 1, PN ,6, com Nijk: denotando o niimero
de partes na i-ésima posicao da k-ésima placa coletada na j-ésima regiao. A

parte sistematica do modelo fica dada por
log (ki) = logNiji + logAiji, (6.4)

em que

log(Aijk) = a+ Bi + v, + 5Tempjk:7 (6.5)
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logN; ;i desempenha papel de offset, 8; denota o efeito da posicao, ; o efeito
da regiao e Tempj; a temperatura na j-ésima regiao no momento da coleta
da k-ésima placa. Temos as restricoes 1 = 7, = 0. O desvio do modelo
ajustado para a espécie 6 foi de D(y; ) = 318,69 (96 graus de liberdade)
indicando fortes indicios de sobredispersao. Propomos entao um modelo
de quase-verossimilhanca com funcao dada por V (p;jx) = pijk- Esse modelo

parece também inadequado pelo grafico de residuos de Pearson 7p,;, = (yijr —

[Li]’k>/é'\ / ﬂijk contra log,&ijk (Figura 61)
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Figura 6.1: Grafico do residuo de Pearson contra logfi para o modelo ajustado
com fungao V' (p) = p aos dados sobre a mosca do chifre.

Nota-se um aumento da variabilidade com o aumento do logaritmo das
médias ajustadas, indicio de que a variabilidade nao foi totalmente contro-
lada. Para ajustar o modelo no R, vamos supor que as variaveis Posig&o,

Regido e Temp sejam colocadas em posicao, regiao e temp, respectivamente,
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e que logN denota o logaritmo do nimero de partes da placa. O ntimero de
acaros sera denotado por acaros. A sequéncia de comandos é dada abaixo
regiao = factor(regiao)
fitl.mosca = glm(acaros ~ posicao + regiao + temp +

offset(logN), family=quasi(link=log, variance= "mu")).
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Figura 6.2: Grafico do residuo de Pearson contra logfi para o modelo ajustado
com fungao V(i) = p? aos dados sobre a mosca do chifre.

Se colocarmos em phi a estimativa do parametro de dispersao, o residuo de
Pearson padronizado sera obtido pelo comando

phi = summary(fitl.mosca)$dispersion

rp = resid(fit.mosca, type = "pearson")/sqrt(phi).
No objeto fit.mosca estao os principais resultados do ajuste. Propomos

agora, a fim de controlar a variabilidade, um modelo de quase-verossimilhanca
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com fungao quadrdtica V(uge) = fi3;, e parte sistemética dada por (6.4)-
(6.5). O grafico do residuo de Pearson contra o logaritmo das médias ajus-
tadas (Figura 6.2) parece bastante razoavel, embora aparecam 9 placas com
valores para 7p,, acima de 2. Na Tabela 6.1 apresentamos as estimativas dos
parametros com todas as placas e também eliminando as placas com residuos
mais aberrantes, #28, #61 e #84.

Os comandos no R para ajustar os dois modelos sao dados abaixo

fitl.mosca = glm(acaros ~ posicao + regiao + temp +
offset(logN), family=quasi(link=log, variance= "mu"~ 2"), maxit=50)

fit2.mosca = glm(acaros ~ posicao + regiao + temp +
offset(logN), family=quasi(link=log, variance= "mu~ 2 "), subset
= -c(28,61,84), maxit=50).

Nota-se pelas estimativas dos dois modelos ajustados que Nova Odessa
e Ribeirao Preto apresentam um ntmero médio de acaros bem menor do
que as outras duas regides. Nao ha indicios de efeito de posicao, porém a
eliminacao das trés placas com valores mais aberrantes faz com que o efeito de
temperatura fique mais acentuado, havendo indicios de que o niimero médio
de acaros cresce com o aumento da temperatura.

As placas #28, #61 e #84 tém em comum o fato de apresentarem um
nimero médio de dcaros (por parte de placa) pelo menos duas vezes acima da
média em temperaturas relativamente baixas. Essas placas foram coletadas
nas regioes de Pindamonhangaba, Nova Odessa e Ribeirao Preto, respectiva-
mente. Assim, é esperado que a eliminacao dessas placas reduza o valor das
estimativas dos efeitos dessas regioes como também aumente a estimativa
do coeficiente da temperatura. A fim de que as 9 placas com residuos mais
aberrantes possam ser melhor ajustadas pode-se tentar outras formas para a

fungao V' (), por exemplo V() = p?(1+ p)? (vide Paula e Tavares, 1992).
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DEMANDA DE TV A CABO

Vamos reanalisar nesta se¢ao o exemplo sobre demanda de TV a cabo discu-
tido no Capitulo 5 sob um enfoque de modelo log-linear com resposta bino-
mial negativa. Proporemos aqui um modelo um pouco diferente. Ao invés de
ser ajustado o numero médio esperado de assinantes de TV a cabo serd ajus-
tada a proporcao esperada de assinantes de TV a cabo em cada area. A pro-
porcao observada é dada por Razao = Nass/Domic. Como 0 < Razao < 1,

propomos o seguinte modelo de quase-verossimilhanca:
E(Razao;) = m e
Var(Razao;) = o’m(1—m),

em que 7; denota a proporcao esperada de assinantes na i-ésima area, ¢ =

1,...,40. A parte sistematica do modelo sera dada por

log { : i } = a + (1 Percap, + By Taxa; + f3Custo; + 54Ncabo; + B5Ntv,.
—

Na Figura 6.3 é apresentado o grafico da distancia de Cook contra das
observagoes com destaque para as areas #5 e #14. A observagao #5 cor-
responde a uma area de renda alta porém com uma proporcao pequena de
assinantes de TV a cabo, talvez devido aos altos custos de instalacao e ma-
nutencao. Ja a drea #14 tem uma proporcao alta de assinantes de TV a
cabo embora as taxas também sejam altas. Também na Figura 6.3 tem-se o
grafico do residuo
(Razao; — ;)
rh =
a/mi(1—m;)
contra o logito dos valores ajustados e como pode-se notar ha um ligeiro
aumento da variabilidade com o aumento da proporcao de areas com o TV

a cabo.
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Figura 6.3: Distancia de Cook e grafico do residuo de Pearson contra o logito
de 7 para o modelo ajustado com fungao V(7)) = m(1 — 7) aos dados sobre
demanda de TV a cabo.

Tabela 6.2
Estimativas dos parametros do modelo de quase-verossimilhanca
com fungao V(m) = (1 — 7) ajustado aos
dados sobre demanda de TV a cabo.

Com todos os pontos Sem areas 5 e 14

Efeito Estimativa E/E.Padrao Estimativa E/E.Padrao
Intercepto -2,407 -1,72 -2,440 -1,60
Percap 4 % 107* 250  4x1074 2,80
Taxa 0,023 0,93 0,016 0,64
Custo -0,203 -1,79 -0,252 -2,27
Ncabo 0,073 1,94 0,079 2,22
Ntv -0,216 -2,61 -0,201 -2,61
o? 0,114 0,098
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Figura 6.4: Distancia de Cook e grafico do residuo de Pearson contra o logito
de % para o modelo ajustado com funcao V() = 72(1 — 7)? aos dados sobre
demanda de TV a cabo.

A eliminacao dessas duas areas, como pode ser observado pela Tabela
6.2, nao altera os resultados inferenciais (ao nivel de 5%) com todas as ob-
servacoes, embora aumente a significancia dos coeficientes. Nota-se que ape-
nas o coeficiente da variavel Taxa parece nao ser significativo marginalmente.

Uma tentativa no sentido de tentar reduzir a variabilidade observada na
Figura 6.3 é utilizando uma fungao do tipo V() = 72(1 — m)%. Na Figura
6.4 temos o grafico da distancia de Cook e o grafico do residuo de Pearson
contra o logito dos valores ajustados supondo V(m) = 72(1 — 7)%. Nota-se
comportamentos muito similares aqueles encontrados na Figura 6.3. Assim,

podemos assumir para esse exemplo o ajuste com a fungao V(7) = n(1 — ).
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Nota-se, que sob esse ajuste, mais variaveis permanecem no modelo do que
sob o ajuste do nimero esperado de domicilios com TV a cabo com resposta
binomial negativa, como foi visto no Capitulo 5.

Para o ajuste do modelo de quase-verossimilhanca com V() = 7%(1—7)?
é preciso requerer a library gnm e usar a familia wedderburn conforme os
comandos dados abaixo

require (gnm)

ajuste.tvcabo = glm(razao ~ percap + taxa + custo + ncabo + ntv,
family=wedderburn) .

Todavia, os resultados com a familia wedderburn ficaram muito parecidos

com aqueles resultados apresentados com a fungao V(7)) = 7(1 — ).
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Figura 6.5: Boxplots da proporcao da area afetada segundo a variedade para
os dados sobre manchas na folha da cevada.
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Figura 6.6: Boxplots da proporcao da area afetada segundo o local para os
dados sobre manchas na folha da cevada.

MANCHAS NA FOLHA DA CEVADA

Esses dados estao descritos em McCullagh e Nelder (1989, Tabela 9.2) e no
arquivo cevada.txt, em que a incidéncia de um tipo de mancha é observada
na folha da cevada segundo 10 variedades em 9 locais diferentes. A amostra
consiste de 90 observacoes em que a resposta é a drea afetada da folha (em
proporgao) e os fatores sdo a variedade e o local.

Nas Figuras 6.5 ¢ 6.6 sdo apresentados os boxplots da area afetada (em
proporgao) segundo a variedade e local, respectivamente. Nota-se no primeiro
grafico um aumento da mediana da proporcao da area afetada e também
da dispersao com a variedade. Tendéncia similar pode ser observada no
segundo gréafico. Seja Y;; a proporcao da areca afetada da folha da cevada
correspondente ao i-ésimo local e j-ésima variedade para:=1,...,9¢ j =

1,...,10. Conforme sugerido por McCullagh e Nelder (1989, Cap. 9) vamos
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supor o seguinte modelo de quase-verossimilhanca:
EY;) = m; e
Var(Yy;) = o®V(my),
com parte sistematica dada por

T4
a1 Y caiin,

1-— 7T2'j
em que 7;; denota a proporgao esperada da area afetada para a j-ésima
variedade do i-ésimo local, f; =0 e v, = 0.

Nas Figuras 6.7 e 6.8 sao apresentados graficos de diagnostico para ajus-
tes do modelo de quase-verossimilhanca supondo V(m;;) = m;(1 — m;5) e
V(mij) = m7;(1 —mi;)?, respectivamente. Nota-se ao compararmos os gréficos
de residuos que o segundo ajuste é mais adequado embora algumas ob-
servagoes sejam destacadas como possivelmente influentes. As observagoes
#24, #65 e #76 apresentam proporcoes amostrais acima das proporcoes
médias amostrais das variedades e locais correspondentes, enquanto a ob-
servacao #52 tem uma propor¢ao amostral abaixo da proporc¢ao média do
local correspondente. A eliminacao dessas observacoes nao muda a inferéncia
com relacao as proporcoes médias dos locais, porém muda a inferéncia com
relacao as menores proporc¢oes médias das variedades. Em geral as estima-
tivas de quase-verossimilhanca indicam um aumento da proporcao esperada
da area afetada com o aumento da variedade e do local conforme descrito

nos boxplots apresentados nas Figuras 6.5 e 6.6.

6.3 Classe estendida

O logaritmo da funcao de quase-verosssimilhanga Q(u; y) assume que a fungao
V(p) é conhecida, logo a mudanga dessa fungao significa que um novo mo-

delo estd sendo definido. No sentido de permitir comparacoes de diferentes
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fungdes V' (p) para um mesmo modelo como também possibilitar a obtengao
de uma estimativa para o erro padrao assintético de 62, Nelder e Pregibon
(1987) propuseram uma (log) quase-verossimilhanga estendida, definida por

Q (sy) = —%‘QD(?J; ) — %bg{QMQV(y)},

em que D(y; u) = 2 fi{(y—t)/V(t)}dt é 0 quase-desvio e ¢ = 25 o parametro

de dispersao.
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Figura 6.7: Distancia de Cook e grafico do residuo de Pearson contra o logito
de 7 para o modelo ajustado com fungao V' (r) = m(1 — 7) aos dados sobre
manchas na folha da cevada.
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Figura 6.8: Distancia de Cook e grafico do residuo de Pearson contra o logito
de % para o modelo ajustado com funcao V() = 72(1 — 7)? aos dados sobre
manchas na folha da cevada.

Similarmente a Q, Q' nao pressupoe que a distribuicao completa de Y
seja conhecida, mas somente os dois primeiros momentos. A estimativa de
B maximizando-se Q*(y; ), para uma amostra aleatéria de tamanho n, co-
incide com a estimativa de quase-verossimilhanca para (3, uma vez que Q*
¢ uma funcao linear de Q. A estimativa de ¢ maximizando Q* é dada por
gg = D(y; t)/n. Portanto, para os casos especiais em que Q7 corresponde as
distribui¢oes normal e normal inversa, ngS corresponde a estimativa de maxima
verossimilhanca de ¢. Para a distribuicao gama, Q% difere do logaritmo da

funcao de verossimilhanca por um fator dependendo somente de ¢. Para as
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distribuicoes de Poisson, binomial e binomial negativa, Q* é obtida do lo-
garitmo da funcao de verossimilhanca correspondente substituindo qualquer
fatorial k! pela aproximacao de Stirling k! =2 (QWk)%kke’k. Discussoes mais
interessantes e aplicacgoes da classe estendida sao dadas em Nelder e Pregibon

(1987).

6.4 Respostas correlacionadas

A fim de estabelecermos a notacao a ser utilizada nesta secao, denotaremos
por Y, = (V... ,Ym)T o vetor resposta multivariado para a ¢-ésima uni-
dade experimental, ¢ = 1,...,n, e assumiremos em principio que apenas ¢é

conhecida a distribuicao marginal de Yj;, dada por

f(; 0, &) = exp[p{ybu — b(0:)} + c(y, )], (6.6)

em que E(Y) = pi = 0'(0x), Var(Yi) = ¢ Wiy, Vi = duy/dbs é a fungao
de variancia e ¢=! > 0 é o parametro de dispersao, em geral desconhecido.
Podemos definir um modelo linear generalizado para cada instante t acres-

centando a (6.6) a parte sistemdtica

9(pit) = Mit, (6.7)
em que 7; = x40 é o preditor linear, 8 = (B4,...,53,)7 é um vetor de
parametros desconhecidos a serem estimados, x; = (T, ... ,a:itp)T repre-

senta os valores de variaveis explicativas observadas para a i-ésima unidade
experimental no tempo t e g(-) é a fungao de ligagao.
A funcao escore e a matrix de informacao para 3, ignorando-se a estrutura

de correlagao intraunidade experimental, ficam, respectivamente, dadas por

Us=¢> DIV (yi— p,) (6.8)

i=1
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Ky =0¢» D/V,D, (6.9)

i=1
1 1

em que D, = W2VZX,;, X; é uma matriz r; X p de linhas x},, W; =
diag{wi1, .. .,wi, } € a matriz de pesos com wy = (dui/dni)?/Vis, Vi =
diag{Vi1,...,Vir,}, ¥i = Wity Yir)" € p; = (i1, .- -, pir,)". Quando hd
ligagdo canonica a funcao escore e a matriz de informacao de Fisher ficam
dadas por Ug = ¢ > 0" XT(y; — ;) e Kpg = ¢ > i XTIV, X, respectiva-
mente. O estimador de 3, ignorando-se a estrutura de correlacao intrauni-
dade experimental, sai da equacao Ug = 0. Esse estimador é consistente e
assintoticamente normal. Note que podemos supor que a distribuicao mar-
ginal de Yj; é desconhecida assumindo uma func¢ao V() diferente daquela
que caracteriza a distribuicao de Y;;. Nesse caso, teremos um modelo de
quase-verossimilhanca em cada instante ¢ com funcao escore e matriz de in-
formagcao, ignorando-se a estrutura de correlagao, dadas por (6.8) e (6.9),
respectivamente.

Um tépico de pesquisa importante, que tem interessado a varios pesquisa-
dores, é o desenvolvimento de metodologias para a estimacao dos parametros
de interesse quando os dados sao correlacionados e a distribuicao marginal
nao ¢ normal, como é o caso introduzido nesta secao. Uma maneira de
resolver o problema é ignorar a estrutura de correlagao, como vimos acima,
produzindo estimadores consistentes e assintoticamente normais, porém mui-
tas vezes com perda de eficiéncia. Uma outra maneira, que descreveremos
a seguir, ¢ introduzindo alguma estrutura de correlacao na funcao escore,
produzindo um novo sistema de equagoes para estimar 8. A fim de facili-
tarmos o entendimento dessa metodologia, vamos supor inicialmente que os
dados sao nao correlacionados e que a matriz de correlacao correspondente

ao i-ésimo grupo é denotada por R;. Logo, teremos R; = I,,. A matriz de
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variancia-covariancia para Y, por defini¢ao, é dada por
1 1
Var(Y;) = ¢ 'V?R, V2, (6.10)

que no caso de dados nao correlacionados fica simplesmente dada por ¢~!V;.
A ideia é introduzirmos em (6.10) uma matriz de correlacao nao diagonal,
por exemplo dada por R;(3), com reflexos na func¢ao escore que passaria a
depender também de R;(3). O incoveniente dessa proposta é o fato da cor-
relagdo, que é restrita ao intervalo [—1, 1], depender de 3, o que aumentaria
a complexidade do processo de estimacao. A solugao encontrada para con-
tornar esse problema foi dada por Liang e Zeger (1986) que propuseram uma
matriz de correlagao dada por R;(p), em que p = (p1, ..., p,)T é um vetor de
parametros de perturbacao que nao dependem de 3. Ou seja, os parametros
da matriz de correlacao nao dependem dos parametros de posicao.

Para entender melhor essa proposta definimos

SIS

Qi = ¢~ 'VIRi(p)V

7

em que £2; é a matriz de variancia-covariancia de Y; se a verdadeira correlacao
entre os elementos de Y; for dada por R;(p). Note que R;(p) é uma matriz
r; X r; que depende de um nimero finito de parametros p = (py,...,p,)",
sendo denominada matriz trabalho. Para estimarmos 3 devemos resolver o

seguinte sistema de equagoes:
Ss(Bc) =0, (6.11)
denominado equagoes de estimagao generalizadas (EEGs), em que
Ss(B) = ZDZQ;1<YZ' — 1)
i=1

Note que (6.11) reduz-se a Uz = 0 quando R,;(p) = 1., isto é, quando é igno-

rada a estrutura de correlagao intraunidade experimental. Na verdade Sz(3)
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depende também de ¢ e p = (py,...,p,)" que sdo estimados separadamente

de B.

6.4.1 Estimacao

O processo iterativo para a estimacao de 3, que é uma modificacao do método

escore de Fisher, é dado por

N R S
i=1
DD My - w™yl, (6.12)
i=1
m = 0,1,2.... As estimativas gg e p sao dadas inicialmente e modificadas

separadamente a cada passo do processo iterativo.
Supondo que p e ¢ sao estimadores consistentes de p e ¢, respectivamente,

temos que

~

Vi(Be — B) —a Np(0, %),

em que

¥ = lim [n() D Q;'D;)"{D D/ Q; 'Var(Y,)Q; 'D;}(>_D/Q;'D;)].

n—00
=1 =1 =1

Se a matriz de correlagao R;(p) é definida corretamente, entao um estimador

consistente para Var(BG) ¢ dado por Hfl(BG), em que

=1

com D; sendo avaliado em BG e Q; avaliado em ((ﬁ, P, BG) Entretanto, se a
matriz trabalho R;(p) ¢ definida incorretamente H; ' (3,) pode ser inconsis-

tente. Um estimador robusto para Var(BG), sugerido por Liang and Zeger
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(1986), é dado por

Ve =H{ ' (Be)Ha(Be)H (Be),
em que Ha(Bg) = Yr (DI, (y: — fu)(y: — )72, 'D,}. O estimador
VG é consistente mesmo se a matriz trabalho for definida incorretamente.
6.4.2 Estruturas de correlacao

Nao estruturada

Quando a matriz de correlagdo R; é nao estruturada teremos r;(r; — 1)/2
parametros para serem estimados. Denotando R; = {R;;;}, o (J,j')-ésimo

elemento de R; podera ser estimado por

A ¢ Z ylj sz yzj ,uzj

Simétrica ou permutavel

Neste caso assumimos R; = R;(p), em que o (j,j')-ésimo elemento de R;
fica dado por R;j;; = 1, para j = j', e R;;jy = p, para j # 7. Um estimador

consistente para p fica dado por

Y B

J=1j'=1,5'#j5

Autoregressiva AR(1)

Aqui também assumimos R; = R;(p), em que o (j,j')-ésimo elemento de
R, fica dado por Rj;; = 1, para j = j', e Ry = p?=7'l para j # j'. Um

estimador consistente para p fica dado por

=1 J=1 Vij ]+1
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Parametro de dispersao

O parametro de dispersao ¢! pode ser estimado consistentemente por
. 1 L (yi; — fii;)?
PRI b ot "hd.
(N =) i=1 j=1 Vij
em que N = ) " ;. Assim, o processo iterativo (6.12) deve alternar com
as estimativas para p e ¢ até a convergéncia.
Testes de hipdteses para 3 ou para subconjuntos de 3 podem ser desenvol-

vidos através de estatisticas tipo Wald com a matriz de variancia-covariancia

estimada Vg.

6.4.3 Métodos de diagnéstico

Técnicas de diagnostico para EEGs podem ser encontradas, por exemplo,
em Hardin e Hilbe (2003) e Venezuela et al. (2007) e mais recentemente
em Venezuela et al. (2011). Os procedimentos apresentados a seguir foram

extraidos de Venezuela et al. (2007).

Residuos

Aplicando para as EEGs um procedimento similar aquele apresentado na

Secao 2.8.2 chega-se ao seguinte residuo de Pearson:

N[

eZ;Ai (vzwz)fl(% — ;)
rPij = — y

1= hij

~

1 1 1
. . 5_ 2 —1 3 z .
parat=1,...,nej=1,...,r, em que A7 = ¢W R, "W’ é uma matriz

de dimensao r; x r;, e/ é um vetor de dimensao 1 x r; de zeros com 1 na

ij
J-ésima posicao e h;;; € o j-ésimo elemento da diagonal principal da matriz

H, = AZX,(XTAX)'XTAZ,
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em que X = (XT, ..., X2 tem dimensao N x p e A = diag{A;,..., A}
tem dimensao N x N com N =3 " ;.
Alavanca

Duas medidas de alavanca sao usualmente aplicadas em EEGs. Medida de
alavanca referente ao j-ésimo individuo do i-ésimo grupo, dada por h;j; e

medida de alavanca referente ao i-ésimo grupo, definida por
.
N 1 <
T £
J=1

Graficos de indices para h;j; e h; ou contra os valores ajustados sao recomen-

dados.

Influéncia

Uma versao aproximada da distancia de Cook para avaliar o impacto da

eliminar individual das observagoes na estimativa 3, é dada por

~

B
(1 = hijy)

Graficos de indices para LD;; sao recomendados.

6.4.4 Selecao de modelos

Uma proposta de critério para selegdo de modelos em EEGs (ver, por exem-

plo, Hardin e Hilbe, 2003) é dado por

QIC = —2Q(B) + 2tr(VeHy),

em que B, €é a estimativa de quase-verossimilhanca para uma matriz es-

pecifica de correlagao R;(p) e Hyy é a matriz H; avaliada sob a estrutura
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de independéncia. Esse critério pode ser aplicado para selecionar submode-
los encaixados ou para selecionar a matriz de correlacao para um modelo

especifico.

6.5 Exemplos

6.5.1 Ataques epilépticos

100
|

— placebo
,,,,,,,,,,,,,,, progabide

Ataques
60 80
|

40
|

20

Tempo

Figura 6.9: Grafico de perfis com o nimero de ataques por periodo de 2
semanas.

No arquivo ataques.txt (Diggle et al., 1994, Secao 8.4) sao resumidos
os resultados de um ensaio clinico com 59 individuos epilépticos os quais

foram aleatorizados de modo que cada um recebesse uma droga antiepiléptica
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denominada progabide ou placebo. Os dados de cada individuo consistiram
de um numero inicial de ataques epilépticos num periodo de oito semanas
antes do tratamento, seguido do niimero de ataques em cada periodo de duas
semanas, num total de quatro periodos, apds o tratamento. O interesse da
pesquisa é saber se a droga reduz a taxa de ataques epilépticos.

Para ajustar esses modelos no R usaremos a library gee, que deve ser
acionada através do comando

require(gee) .

Os ajustes podem ser feitos de forma muito similar aos MLGs desde que os
dados estejam descritos de forma apropriada. Existem outras formas de gerar
dados longitudinais através de outras subrotinas que facilitam, por exemplo,
a elaboracao de graficos de perfis. Nesses casos, serd necessario informarmos
nos comandos de ajuste como as unidades experimentais estao dispostas e o
tipo de correlacao intraunidade experimental a ser assumida.

No caso dos ataques epilépticos uma possivel distribuicao marginal para
os dados ¢é a distribuicao de Poisson, uma vez que tem-se dados de contagem.
Contudo, observando-se a tabela abaixo, onde estao descritos os valores amos-
trais para a razao variancia/média para os 10 grupos experimentais, nota-se
um forte indicio de sobredispersao sugerindo que o parametro de dispersao

¢ nao deve ser fixado como sendo igual a um.

Antes Perl Per2 Per3d Per4
Placebo 22,13 10,98 8,04 24,50 7,24
Progradibe 24,76 38,77 16,70 23,75 18,79

Para compararmos o nimero de ataques epilépticos nos 10 periodos ex-
perimentais, devemos padronizar os valores referentes ao periodo anterior ao

tratamento em que os pacientes foram observados por 8 semanas. Assim,
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serd possivel uma comparacao com os demais periodos de 2 semanas. Na Fi-
gura 6.9 temos o grafico de perfis com os dois tratamentos. Nota-se que pelo
menos um paciente (#49), que foi tratado com a droga progabide, apresenta

um nimero alto de ataques antes e depois do tratamento.

20
I

49,1,
° (18,1) ° (9D

s
(29,1) »

e (38,1)

(571) ® (25,4)

Residuo de Pearson Padronizado
10
|
(]

o 10 20 30 40 50 60

Unidade Experimental

Figura 6.10: Grafico do residuo de Pearson referente ao modelo de Poisson
com estrutura de correlacao permutéavel ajustado aos dados sobre ataques
epilépticos.

Vamos supor entao que Yj; representa o numero de ataques epilépticos
ocorridos com o k-ésimo individuo do ¢-ésimo grupo no j-ésimo periodo. As-
sumimos que Yjj; ~ P(\;t;), t; denota o nimero de semanas do j-ésimo
periodo, i = 1,2; j = 0,1,2,3,4 e k = 1,...,7;;, em que r; = 28 (grupo
placebo), r9; = 31 (grupo tratado), tp = 8 e t; =ty = t3 = t4 = 2. Assumi-
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mos também uma estrutura de correlacao permutavel para cada individuo,
isto é, Corr(Yik, Yiji) = p, para k # k' e (i, 7) fixos. A parte sistemédtica do

modelo serd dada por

log(ho) = a

(
log(Ay;) = a+pB,
log(Ap) = a+7 e
(A2;)

log(Xgj) = a+~v+B+9,

15 20
| |

Residuo de Pearson Padronizado
10
|

Percentil da N(0,1)

Figura 6.11: Grafico normal de probabilidades referente ao modelo de Poisson
com estrutura de correlacao permutéavel ajustado aos dados sobre ataques
epilépticos.

para j = 1,2,3,4, em que « denota o nivel base, 5 o efeito de tratamento,
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o efeito de grupo e § a interacao entre tratamento e grupo. Note que, antes
do tratamento, o logaritmo da razao entre as taxas dos dois grupos é dado
por

log{Aao/ Mo} =a+v—a=1. (6.13)

Apoés o tratamento, o logaritmo da razao entre as taxas fica dado por

Portanto, se o tratamento nao ¢ eficaz espera-se que o logaritmo da razao nao
mude apds o tratamento. Logo, avaliar a eficiéncia do tratamento equivale a

testar Hy : 6 = 0 contra Hy : § # 0.

Tabela 6.3
Estimativas dos parametros do modelo log-linear de Poisson
aplicado aos dados sobre ataques epilépticos.
Com todos os pacientes  Sem o paciente #49
Parametro Estimativa  z-robusto Estimativa z-robusto

Q 1,347 8,564 1,347 8,564
B 0,112 0,965 0,112 0,965
¥ 0,027 0,124 -0,107 -0,551
4] -0,105 -0,491 -0,302 -1,768
p 0,771 0,593

ot 19,68 10,53

Se denotarmos por p;; = E(Y;;i), a parte sistematica do modelo em fungao

das médias fica dada por

log(pei5) = log(t;) + log(Ay),

em que logt; desempenha o papel de offset. Para ajustarmos esse modelo no
R deve-se seguir a sequéncia abaixo de comandos

fitl.ataques = gee(ataques ~ grupo + periodo + grupo*perido +
offset (log(semanas)), id=paciente, family=poisson,

corstr="exchangeable"),
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em que grupo representa o grupo (=0 placebo, =1 progabide), periodo re-
presenta o periodo (=0 antes, =1 depois), semanas o numero de semanas,
paciente o numero do paciente (sd@o 59 pacientes) e corstr o tipo de cor-

relacao a ser assumida.

(18,1) .
(49,1)

Ld
(15,1)

Distancia de Cook

[0} 10 20 30 40 50 60

Unidade Experimental

Figura 6.12: Distancia de Cook referente ao modelo de Poisson com estrutura
de correlagao permutavel ajustado aos dados sobre ataques epilépticos.

As estimativas dos parametros (erro padrao aproximado) sdo apresenta-
das na Tabela 6.3. Nao ha portanto nenhum indicio de efeito de tratamento.
Para a andlise de residuos vamos considerar o residuo de Pearson 7'p,; defi-
nido na Secao 6.4.3. A geracao de envelopes para esse residuo é um pouco
mais complexa do que no caso usual de respostas independentes, uma vez

que requer o conhecimento da distribuicao conjunta das respostas de cada
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individuo. No entanto, mesmo quando essa distribuicao nao é totalmente
desconhecida é possivel, em alguns casos, gerar a distribuicao empirica dos
dados (vide, por exemplo, Venezuela et al., 2007).

Nota-se pela Tabela 6.3 que a estimativa do parametro de dispersao ¢!
¢ muito diferente da suposicao de ¢ = 1 para modelos com resposta de Pois-
son, sugerindo indicios fortes de sobredispersao. Assim, para uma andlise
de residuos mais apropriada deve-se considerar o residuo de Pearson pa-
dronizado 7}, = \/é’fpij cujo grafico é descrito na Figura 6.10. Nota-se 7
residuos com valores superiores a 10,0, todos referentes a medidas de diferen-
tes pacientes. O grafico normal de probabilidades para o residuo de Pearson
padronizado f’}ij (Figura 6.11) mostra alguns afastamentos da suposigao de
modelo marginal de Poisson, provavelmente devido a sobredispersao que nao
foi totalmente controlada.

Finalmente, na Figura 6.12, temos a distancia de Cook aproximada em
que trés medidas se destacam. Nota-se novamente uma medida referente ao
paciente (#49) cujo perfil destoa na Figura 6.9. Vamos fazer um estudo das
estimativas nao considerando esse paciente no ajuste. Os comandos em R sao

dados abaixo:

fit2.ataques = gee(ataques ~ grupo + periodo + grupox*perido +
offset(log(semanas)), id=paciente, subset=-c(241, 242, 243, 244,

245), family=poisson, corstr="exchangeable").

As novas estimativas (vide Tabela 6.3) indicam evidéncia de que o tratamento
com a droga progabide reduz o nimero médio de ataques epilépticos, ou seja,

ha mudanca inferencial em relagao ao modelo com todos os pontos.
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6.5.2 Condicao Respiratéria

Vamos considerar agora um exemplo discutido em Myers et al.(2002, Segao
6.5) que envolve a comparacao de dois tratamentos aplicados em pacientes
com problemas respiratérios. Um total de 56 pacientes foi considerado no
estudo sendo que 27 receberam o tratamento com uma droga ativa enquanto
que os 29 pacientes restantes receberam placebo. Cada paciente foi observado
em quatro ocasides em que mediu-se a condi¢ao respiratéria (boa ou ruim).
Foram também observados o sexo e a idade (em anos) de cada paciente além
da pré-existéncia de um nivel base (sim ou nao). Apenas como ilustragao
descrevemos abaixo a incidéncia do problema respiratorio em cada ocasiao

segundo os dois tratamentos.

Visita 1 Visita 2 Visita 3 Visita 4
Tratamento — 22/27  13/27 5/27 1/27
Placebo 20/29 18/29 21/29 15/29

Nota-se pela tabela acima que na primeira visita ha uma incidencia alta para
ambos os tratamentos de pacientes em condicao respiratéria ruim, contudo
a partir da segunda visita nota-se uma queda acentuada para os pacientes
tratados com a droga ativa e pouca variagao para os pacientes tratados com
placebo. Portanto, ha fortes indicios de que a droga reduz a chance de
condigao respiratoria ruim. Os dados completos desse experimento estao
descritos no arquivo respiratorio.txt.

Vamos denotar por Y;; a condigdo (=1 ruim, =0 boa) do i-ésimo paci-
ente na j-ésima ocasiao, ¢ = 1,...,56 e j = 1,2,3,4. Como trata-se de
resposta binaria serd assumido marginalmente que Y;; ~ Be(m;;) com parte
sistematica dada por

log {1&} «a + (1Idade; + [oTrat; + $3Sexo; + [4Base;,
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em que Idade; denota a idade (em anos), Trat; (=0 droga ativa, =1 placebo),
Sexo; (=0 feminino, =1 masculino) e Base; (=0 auséncia do nivel base, =1
presenca do nivel base) do i-ésimo paciente. Seguindo a sugestao de Myers et
al.(2002, Segao 6.5) serd assumida uma estrutura de correlacao AR(1) para
as respostas de cada paciente, ou seja, que Corr(Y;;,Y;) = 1 para j = j' e
Corr(Y;;, i) = pli=7'l para j # j/. Para ajustar esse modelo no R deve-se
usar os comandos
fitl.respir = gee(condicao ~ idade + trat + sexo + base,

id=paciente, family=binomial, corstr="AR-M", M=1).

Tabela 6.4
Estimativas dos parametros do modelo logistico aplicado
aos dados sobre condicao respiratoria.

Correlagao AR(1) Independéncia

Parametro Estimativa z-robusto Estimativa z-robusto
Q -0,377 -0,529 -0,404 -0,563
51 0,043 3,380 0,048 3,683
(o 1,001 3,066 1,070 3,254
B3 -2,003 -2,988 -2,178 -3,207
By 0,492 0,586 0,498 0,585
p 0,275 0,00

As estimativas dos parametros dos modelos com estrutura AR(1) e in-
dependente sao apresentadas na Tabela 6.4. Nota-se que as estimativas nao
diferem muito e os resultados inferencias sao os mesmos. Isso pode ser expli-
cado pela baixa correlacao entre as respostas do mesmo individuo, p = 0, 275.

Pelas estimativas da Tabela 6.4 pode-se concluir que o resultado da condigao
respiratéria independe do nivel base, no entanto depende da idade, do tra-
tamento e do sexo. Por exemplo, hd4 um aumento na chance de condicao
respiratéria ruim com o aumento da idade, conforme esperado. A razao de

chances entre sexo feminino e masculino é estimada por ) = 2903 = 7,41,
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ou seja, as mulheres tém aproximadamente 7,41 vezes a chance dos ho-
mens terem o problema. Pacientes que foram tratados com placebo tém
¥ = "1 = 2 72 vezes a chance dos pacientes que foram tratados com
a droga de terem condicao respiratéria ruim. Em todos os célculos acima

supoe-se que as demais variaveis estao fixadas.
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Figura 6.13: Grafico do residuo de Pearson referente ao modelo binomial com
estrutura de correlagao AR(1) ajustado aos dados sobre condicao respiratéria.

Na Figura 6.13 ¢ apresentado o grafico do residuo de Pearson contra a
ordem das observagoes e como podemos observar, com exce¢ao de 2 residuos
referentes a medidas dos pacientes #18 e #28, todos os demais caem no
intervalo [-2,2], indicando um bom ajuste do modelo com estrutura de cor-

relagdo AR(1). O gréfico normal de probabilidades com o residuo de Pearson
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(Figura 6.14) nao indica afastamentos da suposi¢ao de distribui¢cao marginal

Bernoulli com estrutura de correlagdo AR(1).

Residuo de Pearson

Percentil da N(0,1)

Figura 6.14: Gréfico normal de probabilidades referente ao modelo binomial
com estrutura de correlagao AR(1) ajustado aos dados sobre condigao respi-
ratoria.

Jé& o grafico da distancia de Cook descrito na Figura 6.15 destaca trés me-
didas de pacientes diferentes sendo duas dessas medidas destacadas também
no grafico com o residuo de Pearson. Contudo, o ajuste sem considerarmos

esses trés pacientes nao causa mudancas inferenciais.
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6.5.3 Placas dentarias

Hadgu e Koch(1999) discutem os resultados de um ensaio clinico com 109
adultos voluntarios com pré-existéncia de placa dentaria. Nesse estudo os
individuos foram distribuidos de forma aleatéria para receberem um liquido
tipo A (34 individuos), um liquido tipo B (36 individuos) e um liquido con-
trole (39 individuos). As placas dentérias de cada individuo foram avaliadas
e classificadas segundo um escore no inicio do tratamento, apds 3 meses e

apos 6 meses. Os dados encontram-se no arquivo rinse.txt.
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Figura 6.15: Distancia de Cook referente ao modelo binomial com estrutura
de correlacao AR(1) ajustado aos dados sobre condicao respiratéria.
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Tabela 6.5
Medidas resumo para os escores das placas
dentdrias sequndo os tratamentos e
periodos de escovagao.
Inicio 3 Meses 6 Meses

2,562 1,786 1,738
Controle  (0,343)  (0,700) (0,595)
n=39 n=39 n=36
2,568 1,315 1,259

Liquido A (0,354) (0,715) (0,744)
n=34 n=34 n=34

2479 1,255 1,032
Liquido B (0,296) (0,550)  (0,451)
n=36  1n=36 n=36

O objetivo do estudo ¢ verificar se pelo menos um dos novos liquidos reduz
o numero médio de placas dentdrias. Seja Yjjx o escore do k-ésimo individuo
do i-ésimo grupo (=1 controle, =2 liquido A, =3 liquido B) e j-ésimo periodo
(=1 inicio do tratamento, =2 apds 3 meses, =3 apds 6 meses), k = 1,...,n;;
com ny; = 39, ng; = 34 e ng; = 36. Foram omitidas das nossas andlises quatro
observagoes para as quais nao foi possivel obter o valor do escore. Na Tabela
6.5 descrevemos os valores médios com os respectivos erros padrao para os
grupos formados. Nota-se um decréscimo no valor médio apds 3 meses de
escovacao para os trés tratamentos, sendo a reducao mais acentuada para os
liquidos A e B. Nota-se também um aumento da variabilidade. De 3 meses
para 6 meses de escovacao o decréscimo continua para o escore médio dos
grupos que receberam os liquidos A e B, havendo uma redugao mais evidente
para o grupo tratado com o liquido B. Esse grupo também apresenta as
menores variabilidades. Essas tendéncias podem ser observadas quando sao

considerados os perfis individuais dos voluntarios para os trés tipos de liquido
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Placebo

Periodo

Figura 6.16: Grafico de perfis para o escore dos voluntarios que receberam
placebo, liquido tipo A e liquido tipo B referente aos dados sobre placas
dentérias.

ao longo do tempo conforme descrito na Figura 6.16.

Tabela 6.6
Estimativas dos parametros do modelo log-linear gama aplicado aos
dados sobre placas dentdrias.
Parametro Estimativa z-robusto Parametro Estimativa z-robusto

o 0,941 44,407 (Bv)2 -0,308 -3,124
By 0,002 0,080 (87)s2 -0,319 -3,835
By -0,033 1,138 (B7)as -0,333 -3,266
Yo 0,278 7,335 (B7)ss -0,492 -5,792
3 -0,004 8,321

P 0,38
¢! 5,68
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Figura 6.17: Gréfico do residuo de Pearson referente ao modelo binomial com
estrutura de correlagao simétrica ajustado aos dados sobre placas dentarias.

Os pesquisadores verificaram apés uma andlise descritiva dos dados que
a distribuicao gama ¢é mais apropriada para descrever a resposta do que a
distribuigdo normal. Assim, vamos assumir que Yz ~ G(u;;, ¢). Seguindo
ainda os pesquisadores vamos supor um modelo log-linear com interacao entre

tratamento e periodo, porém com uma parametrizacao um pouco diferente,

log(pij) = o+ Bi +v; + (B7)is

em que (f7);; representa a interagao entre tratamento e periodo, sendo f;
e vy; os efeitos principais. Teremos as restrigoes /1 = 0, v1 = 0 e (57)1; =
(By)in =0, parai=1,2,3 e j=1,2 3. As estimativas dos parametros sao
descritas na Tabela 6.6 supondo correlacao simétrica entre as medidas de um

mesmo individuo. Nota-se que a estimativa da correlacao nao é muito alta.
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Claramente confirma-se a existéncia de interagao entre periodo e tratamento.
Os liquidos A e B reduzem em média a quantidade de placas dentarias,
havendo indicios de uma reducao mais acentuada com o liquido B de 3 meses
para 6 meses de escovagao.

Para ajustar esse modelo no R deve-se usar os comandos

tratm = factor(tratm)

mes = factor(mes)

fitl.placas = gee(score ~ + tratm + mes + tratmkmes,

id=voluntar, family=Gamma(link=log), corstr="exchangeable").

Residuo de Pearson

Percentil da N(0,1)

Figura 6.18: Grafico normal de probabilidades referente ao modelo gama com
estrutura de correlagao simétrica ajustado aos dados sobre placas dentarias.
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Figura 6.19: Distancia de Cook referente ao modelo gama com estrutura de
correlagao simétrica ajustado aos dados sobre placas dentarias.

A Figura 6.17 descreve o grafico de indices do residuo de Pearson. Nota-se
uma distriuicao simétrica dos residuos que ficam concentrados no intervalo
-3,3]. Pelo gréfico normal de probabilidades com o residuo de Pearson (Fi-
gura 6.18) nota-se alguns afastamentos, em particular para os residuos com
valores negativos mais extremos, indicando uma falta de ajuste nesses casos.
Finalmente, tem-se na Figura 6.19 o gréficos de indices da distancia de Cook.
Destaque para a 3% medida dos voluntarios #22 (liquido B) e #70 (liquido
B). Espera-se para ambos os voluntarios um decréscimo no escore ao longo
do tempo. Todavia, para o voluntario #22 tem-se a sequéncia 2,56; 2,04 e
0,29, ou seja, uma queda muito acentuada da 2¢ medida para a 3% medida.
Ja para o voluntario #70 tem-se a sequéncia 2,38; 0,33 e 1,75, ou seja, um

decréscimo muito acentuado da 12 para a 2¢ medida, porém um aumento
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apos a 2% medida. Essas tendéncias que destoam do esperado para o liquido
tipo B podem ter elevado o valor da distancia de Cook para a 3¢ medida des-
ses voluntarios. A retirada desses dois vonluntarios, contudo, altera muito
pouco as estimativas e nao altera os resultados inferenciais. Cardoso-Neto
e Paula (2001) analisaram este exemplo supondo restrigoes em alguns dos
parametros e encontraram evidéncias mais fortes com relagao aos resultados

obtidos por Hadgu e Koch(1999).

6.6 Exercicios

1. Supor as fungoes de variancia V(t) = t3 e V(t) = t + t?/k para t >
0,k > 0. Encontre para cada caso a funcao Q(u;y) e verifique sob
quais restri¢oes as funcoes encontradas sao proporcionais a fungoes de

verossimilhanga da familia exponencial.

2. Considere a seguinte funcao de quase-verossimilhanca:

1 12 _
Quyy) = ;/y %/—(t)tdt,

em que V(t) = t(1 +t) para t > 0. (i) Desenvolva essa fungao de
quase-verossimilhanga. (i) Verifique se é possivel recuperar alguma
distribuicao da familia exponencial. Em caso afirmativo qual é a dis-
tribuicao? (iii) Supor agora uma amostra aleatéria de n varidveis
aleatérias independentes com fungao de quase-verossimilhanga Q(14;; ;)

dada acima. Como fica a fungao quase-desvio? (iv) Como estimar o>?

3. Considere novamente o arquivo claims.txt, em que 9 varidveis sao
observadas para uma amostra aleatoria de 996 apdlices de seguros de
veiculos extraida do livro de de Jong e Heller (2008). A variavel expos

(exposigao do veiculo), que varia no intervalo (0,1), serd considerada
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agora como variavel resposta. Inicialmente, faca uma analise descritiva
dos dados e procure agrupar as variaveis categdricas em um nimero
menor de categorias. Aplique modelos de quase-verossimilhanca com
fungoes V(p) = p(1 —p) e V() = (1 — p)?, em que p denota o valor
esperado para a exposicao do veiculo, para explicar a variavel resposta
dadas as demais variaveis explicativas. Para o modelo selecionado faca
uma analise de diagndstico e procure interpretar os coeficientes estima-

dos através de razoes de chances.

. Supor Yi,...,Y, varidaveis aleatérias independentes com logaritmo da
funcao de quase-verossimilhanca Q(u;v:), @ = 1,...,n. Mostre que as
funcoes escore e de informagao para @3 ficam, respectivamente, dadas
por:
e
Us= D' Viy —n)

oU 1
Kgp = —E{ agﬂ)} = ;DTV‘lD.

. Sejam Y;; varidveis aleatérias tais que Y;; ~ FE(pu;, ¢), i = 1,2 e j =
1,...,m. A estatistica de Wald para testar Hy : p; — us = 0 contra
Hy @y — po # 0 é dada por & = (V) — Y2)?/Var(Y; — Y3). Sob Hy
e para m — oo segue que & ~ x3. Calcular Var(Y; — Ys) para as

seguintes situagoes:

(a) supondo que Corr(Y;;,Y;;) = p para (j # j';4 fixo) e =0 em caso

contrario;

b) supondo que Corr(Y;;,Yi;) = p para (i # i’;j fixo) e =0 em caso
EREY p J

contrario;
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Para py — po e ¢ fixos e p > 0 discutir o comportamento do poder de
&w conforme p cresce para as situagoes (a) e (b). S@o esperados esses

comportamentos? Comente.

. Supor Y;; ~ FE(u, ¢), parai =1,...,nej=1,...,r;, Corr(Y;;,Y;) =
p para j # j' (=1 caso contrario), r; > 2. Obter E(Y;) e Var(Y;), em
que Y; =Yy + -+ Y. Mostre que —1/(rpim — 1) < p < 1, comente.
Use os resultados Var(X + Z) = Var(X) + Var(Z) + 2Cov(X,Z) ¢
Cov(X, Z) = py/Var(X),/Var(Z).

. Supor Y; nd Q(ms;y:), em que E(Y;) = 7m; e Var(V;) = o?m(1 — m),
para ¢ = 1,...,n, com parte sistemdtica dada por arcosen(,/m;) =
Bo + P1(z; — T). Obtenha a matriz de variancia-covariancia assintética
Var(B), em que 3 = (B, 41)". Desenvolva uma estatistica tipo-escore
para testar Hy : 81 = 0 contra H; : 51 # 07 Qual a distribuigao nula

assintGtica da estatistica do teste? Resultados tteis: Y )" (z; — &) =0

e Larcsen{u(z)} = \/11773—;.

. Supor o modelo de quase-verossimilhanca em que Y7, .. ., Y, sao variaveis
aleatérias independentes tais que E(Y;) = p; e Var(Y;) = o?u? com
parte sistematica dada por log(u;) = By + S1(x; — ). Responda aos

itens abaixo:

(a) como ficam as variancias assintéticas de [y e de 5y 7

(b) Como fica o teste de Wald para testar Hy : By = 0 contra H; :
Bo # 07

(c) Proponha um teste tipo escore para testar Hy : $; = 0 contra

leﬁl#O.
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9.

10.

11.

Como fica a diferenca entre desvios para testar Hy : 5, = 0 contra Hj :

B1 # 0 num modelo de quase-verossimilhanga com V' (y;) = p?(1— )2,

g(ﬂi) =1 = XZTB e 3= (Bip,ﬁg)m

Supor que o vetor de respostas seja dado por Y;; = (Yij1,. .., Yir)?,
em que Y;j;; denota a resposta para o j-ésimo elemento do i-ésimo grupo
no instante ¢, i = 1,...,g e j = 1,...,r; (Park et al., 1998). Supor
ainda que E(Yij;) = p;, Var(Yi;) = Vi¢™' e que Yjj; pertence a familia
exponencial. Mostre que dado p a equacao de estimacao generalizada

para p; pode ser expressa na forma S(ji;) = 0, em que
S(pi) = Z 17R;(p)(yij — pily),
j=1

R;; ¢ a matriz trabalho para o j-ésimo individuo do ¢-ésimo grupo e
17 é um vetor T' x 1 de uns. Expresse a estimativa de p; em forma
fechada.

Supor que Y; = (Yi1,..., Y.,

2

Y, i = 1,...,n, sao vetores aleatérios
independentes tais que Y;; ~ Be(m;). Assumir ainda que a matriz

trabalho para Y; é permutavel e que

log{ i } =x! 3.
1—7I'Z'

Mostre que, dado p, as EEGs para 3 ficam dadas por

Ss(Be) = Z{l + (ri — 1)p} ' %i(yi — nimr;) = 0,
i=1
em que y; = Y1 + - -+ + Yir,- Sugestao: use a relacao abaixo

R;'(p) = (1—p) 'L, — p{1+ (ri = Lp} 1]},

em que J é uma matriz r; X r; de uns. Como fica o processo iterativo

para estimar 37
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12.

13.

14.

Supor que Y;; ~ Be(p) parai = 1,...,ne j = 1,...,r;, em que
Corr(Y;;,Yi;) = p (fixado) para j # j' com parte sistemdtica dada
por log{ﬁ} = (. Responda as seguintes questoes: (i) como fica a
equacao de estimacao generalizada para estimar 7 (ii) expresse em
forma fechada a estimativa [ (obtenha inicialmente jig) e (iii) como

fica a variancia assintética (nao robusta) de G¢g?

Supor que Y;; ~ Q(p,0?) parai =1,...,nej = 1,2, em que Var(Y;;) =
o?u?, Corr(Y;;,Yiy) = p para j # j' com parte sistemética dada por
logu = . Responda as seguintes questoes: (i) como fica a equagao de
estimagao generalizada para estimar 57 (ii) expresse em forma fechada
a estimativa ¢ (obtenha inicialmente fig) e (iii) como fica a variancia
assintdtica (ndo robusta) de Ba? Supor que p e o2 sdo estimados con-

sistentemente.

: , . div . v

Considere uma amostra aleatoria de n individuos que sao observados

em 2 ocasioes cada um, sendo Y;; a resposta do i-ésimo individuo na

Co, . . . . .~ ind

J-ésima ocasiao para ¢ = 1,...,n e 7 = 1,2, com a suposicao Y;; ~
ind .

FE(pu1, ¢) e Yiz ~ FE(u2, ¢) e p = Corr(Y;1, Yia) ou seja Cov (Y1, Yio) =

py/ Var(Yi1)y/Var(Y;1). A diferenga entre as médias amostrais nas duas

ocasioes Yo — Y1, em que Y; = n' Y7 Y, para j = 1,2, ¢ utilizada
para detectar eventuais diferencas entre as médias s e pp. Responda

as seguintes questoes:

(i) calcule Var(Y; — Y7),

(ii) chame A = g — g e calcule P(A —e < Yo —Y; < A+¢) = 1—aq,
O<a<lee>0,emquel —a=P(—z2<Z<z2), Z~N(0,1),

(iii) expresse n em fungao das quantidades z, ¢, A e p e
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15.

16.

(iv) discuta o comportamento de n em fungao de p mantendo-se as

demais quantidades fixas.
Supor para n grande Y, — Y] ~ N(A, Var(Y; — Y3)).

Um experimento é conduzido para avaliar a dispersao de um pigmento
particular numa pintura. Quatro diferentes misturas do pigmento sao
estudadas. O procedimento consiste em preparar cada mistura e aplica-
la num painel usando trés métodos diferentes: pincel, rolo e spray. O
experimento é repetido trés dias diferentes e a resposta é a porcentagem
de reflectancia do pigmento. Os dados sao descritos na tabela abaixo

e no arquivo mistura.txt (Myers et al., 2002).

Mistura
Dia Mdétodo 1 2 3 4
1 64,5 66,3 74,1 66,5
1 2 68,3 69,5 73,8 70,0
3 70,3 73,1 78,0 72,3

1 65,2 65,0 73,8 64,8
2 2 69,2 70,3 74,5 68,3
3 71,2 728 79,1 71,5

1 66,2 66,5 72,3 67,7
3 2 69,0 69,0 754 68,6
3 70,8 742 80,1 72,4

Analise os dados através de equacgoes de estimacao generalizadas com

estrutura de correlagao simétrica. Faca andlise de diagndstico.

No arquivo ratosgee.txt (Myers et al., 2002, Segao 6.5) estao os dados
de um experimento em que 30 ratos tiveram uma condicao de leucemia

induzida. Trés drogas quimio-terapicas foram utilizadas no tratamento
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17.

18.

dos animais. Foram coletadas de cada animal a quantidade de células
brancas (WBC), a quantidade de células vermelhas (RBV) e o nimero
de colonias de células cancerosas (RESP) em quatro periodos diferentes.
Assuma distribuicao de Poisson para RESP em cada periodo e verifi-
que através de um modelo log-linear se existe diferengas significativas
entre os trés tratamentos considerando WBC e RBC como varidveis
explicativas. Compare os resultados supondo estruturas de correlagao

independente e AR(1). Faca uma anélise de diagndstico.

Sejam Yii ~ FE(u1,0) e Yio ~ FE(uz,¢), em que Corr(Y1,Yia) = p,

parai=1,...,n. Para testar Hy : gy — po = 0 contra Hy : iy — g # 0
considere a estatistica
o T

Var(Y; — Y3)
que sob Hy segue assintoticamente distribuigao x? central. Sob a hipétese
alternativa &y segue assintoticamente distribuicao x3(\), em que A =
(1 — p2)?/2Var(Y; — Y,) é o parametro de ndo centralidade. Seja
P,(\,p) = P(&w > c|H;) o poder do teste (probabilidade de rejeitar
Hy quando hé diferenga entre as médias populacionais). Calcule inicial-
mente Var(Y; —Y,) e discuta o comportamento do poder do teste & me-
dida que varia o coeficiente de correlagao linear de Pearson —1 < p <1,
supondo fixados 1, pe, @ € n. Procure responder para quais situagoes

sera necessario um tamanho amostral maior para detectar a mesma

diferenga (entre as médias populacionais) com a mesma probabilidade.

No arquivo artrite.txt (Myers et al., 2002, Secao 6.5) estao os dados de
um ensaio clinico em que 20 pacientes com artrite foram aleatorizados
de modo que 10 receberam o medicamento auronofin e os outros 10

receberam placebo. Foram observadas as varidveis explicativas género
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19.

(1: masculino, 0: feminino) e a idade do paciente em anos além do
tratamento (0: placebo, 1: auronofin). Os pacientes foram consultados
em 4 ocasides (1: inicio, 2: 1 més, 3: 2 meses e 4: 3 meses) a respeito
do seu estado avaliado pelo préprio paciente (1: ruim, 2: regular, 3:

bom). Faga inicialmente uma andlise descritiva com os dados.

Seja Y;; o estado do i-ésimo paciente na j-ésima ocasidao (=1 bom,
=0 regular ou ruim) para i = 1,...,20 e j = 1,2,3,4. Assuma que
Yi; ~ Be(m;), em que m; é a probabilidade do estado ser conside-
rado bom pelo i-ésimo paciente na j-ésima ocasiao. Proponha uma
EEG para explicar 7;; através de uma regressao logistica e conside-
rando as estruturas de correla¢do simétrica e AR(1) entre as ocasioes
de um mesmo paciente. Considere no modelo apenas os efeitos prin-
cipais tratamento, idade, género e ocasido. Compare os modelos
através de métodos de diagnéstico e para o modelo escolhido faga uma

interpretacao através de razoes de chances.

No arquivo Milk do GAMLSS sao apresentados dados referentes a um
experimento longitudinal desenvolvido na Australia com 79 vacas que
foram aleatorizadas segundo trés dietas e foi observado semanalmente
a quantidade de proteina no leite de cada animal. O objetivo principal
do estudo ¢ verificar se hé diferencas significativas entre as quantida-
des médias semanais de proteina sob as trés dietas. Os dados estao
descritos na seguinte ordem: (i) protein (quantidade de proteina), (ii)
Time (semana), (iii) Cow (identificacao do animal) e (iv) Diet (cevada,
cevada-+tremogos e tremogos). E preciso informar que a variavel Diet

é categoérica através do comando

Diet=factor(Diet).
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20.

Fazer inicialmente uma analise descritva dos dados, por exemplo, apre-
sentando os perfis dos animais segundo a quantidade de proteina ob-
servada ao longo das semanas e para cada dieta graficos de densidade e
boxplots. Ajustar inicialmente uma equacao de estimacao generalizada
gama com estrutura de correlacdo do tipo AR(1) e considere o tempo
como variavel explicativa continua. Verifique se é possivel incluir in-
teracao entre Diet e Time. Faca uma andlise de diagnoéstico e interprete

os resultados do modelo selecionado.

No arquivo gross.txt (Munnell, 1990) estao resumidos os dados de
produtividade dos 48 estados norte-americanos contiguos no periodo
de 1970 a 1986. As varidves estao descritas na seguinte ordem (os re-
cursos estao expressos em milhoes de USD): (i) state, nome do estado,
(ii) region, regiao do estado, (iii) yr, ano, (iv) pcap, total do capital
de empresas publicas, (v) hwy, capital das estradas e rodovias, (vi)
water, capital das empresas de saneamento bésico, (vii) util, capital
das demais empresas publicas, (viii) pc, total do capital privado, (ix)
gsp, produto interno bruto, (x) emp, total de empregos e (xi) unemp,
taxa de desemprego. O objetivo do estudo é tentar relacionar o pro-
duto interno bruto de cada estado com as demais varidveis. Faga uma

andlise descritiva considerando apenas as variaveis, gsp, water e yr.
Supor inicialmente o seguinte modelo de quase-verossimilhanca:

(1) Yij ~ Quiji yi5), B(Yij) = pij e Var(Yy;) = 0?3

(ii) log(pij) = Bo + Bilog(water),; + Bayr;;

(111) COI‘I‘(YU) = Rij(a),
em que 0 > 0, Y;; = (Yij1,...,Yij17)". Compare o modelo acima su-

pondo as estruturas de correlacao simétrica e AR(1). Para a estrutura
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selecionada tente melhorar o modelo, por exemplo, incluindo interagao.
Faca uma analise de diagndstico do modelo final e interpetre os resul-

tados.
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Apeéendice A

Neste apéndice sao descritos os conjuntos de dados usados nos exemplos e nos
exercicios propostos. As varidveis sao descritas na ordem em que aparecem

em cada arquivo.

Capitulo 1

bateria.txt: tempo (em minutos) e queda da tensdo (voltagem).

capm.txt: taxa de retorno Thill, retorno Microsoft, retorno SP500, retorno

GE e retorno Ford.
cimento.txt: calor, x1, x9, 3 € 24.
delivery.txt: tempo (em minutos), nimero de caixas e distancia (em pés).

fluxo.txt : idade (em anos), género, interj (interjei¢cées por minuto), fpm
(frequéncia de silabas por minuto) e fsm (frequéncia de silabas por

minuto).
ginidh.txt: UF, idh de 2017 e gini de 2013.
octana.txt: x1, x2, x3, x4, e octanas. A resposta é o numero de octanas.

reg3.txt: nome do estado, populagao estimada em julho de 75, renda per

capita em 74 (em USD), proporcao de analfabetos em 70, expectativa
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de vida 69-70, taxa de criminalidade em 76 (por 100000 habitantes),
proporc¢ao de estudantes que concluiram o segundo grau em 70, niimero
de dias do ano com temperatura abaixo de zero graus Celsus e area do

estado (em milhas quadradas).

salarios.txt: saldrio anual (em mil USD), sexo, posi¢ao na empresa (escore

de 1 a 9) e experiéncia (em anos).
sheep.txt: peso (em kg) e energi (mcal).
takeoff.txt: id, tempo (em minutos) e cia aérea.

vendas.txt: telhados (em mil m?), gastos (em mil USD), clientes (em mi-

lhares), marcas e potencial (escore).

wine.txt: claridade, aroma, corpo, sabor, aromac (aroma do tonel de car-

valho), qualidade e regiao (regiaol, regiao 2, regiao 3, regiao 4).

Capitulo 2

canc3.txt: tipo de tumor (0:benigno, 1:maligno), idade (em anos), sexo
(1:masculino, 2:feminino), HL e FF (1:ausente, 2:discreta, 3:moderada,

4:intensa).

censo.txt: unidade da federagdo, escolaridade média (anos de estudo) e

renda média (em reais).

reg2.txt: sigla do estado, taxa do combustivel (em USD), porcentagem de
motoristas licenciados, renda per capita (em USD), ajuda federal as
estradas do estado (em mil USD) e consumo per capita de combustivel

(em galdes por ano).
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perch.txt: Weight (peso do peixe, em gramas), Lengthl (comprimento do
peixe do nariz até o inicio da cauda, em cm), Length2 (comprimento
do peixe do nariz até o entalhe da cauda, em cm), Length3 (compri-
mento do peixe do nariz até o final da cauda, em cm), Heightpc (altura
maxima, como porcentagem de Length3) e Widthpce (largura méaxima,

como porcentagem de Length3).

trees.txt: didmetro (em polegadas), altura (em pés) e volume da arvore (em

pés ciibicos).

Capitulo 3

claims.txt: valor do veiculo (em 10000 dolares australianos), exposigao do
veiculo, nimero de sinistros no periodo, custo total dos sinistros (em do-
lares australianos), tipo do veiculo (em 11 categorias), idade do veiculo
(em 4 categorias), sexo do condutor principal, drea de residéncia do
condutor principal (em 6 categorias) e idade do condutor principal (em

6 categorias).

dfilme.txt: tempo de duracao do filme (em horas) e densidade maxima do

filme.

energy.txt: total de energia consumida num més (em kilowatts-hora) e de-

manda de energia na hora de pico.

insurance.txt: valor pago do seguro (dolares australianos), representagao
legal (0:ndo, 1:sim), més em que ocorreu o acidente e tempo operacio-

nal.

milho.txt: quantidade de nitrogénio, quantidade de fosfato e produtividade

de milho (libras/acre).
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pesca.txt: frota (Santos e Ubatuba), ano (95 a 99), trimestre (1 a 4), lati-
tude (de 23,252 a 28,25° ), longitude (de 41,25° a 50,759 ), dias de pesca,
captura (quantidade em kg de peixes capturados) e cpue (captura por

unidade de esforco).

raia.txt : periodo (seco e chuvoso), local (local da pesca), mare (maré,
quadratura e sizigia), vvento (velocidade do vento m/s), tmax (tempe-
ratura maxima em graus Celsus), tmin (temperatura minima em graus
Celsus), ins (insolagdo em horas) e cpue (captura por unidade de es-

forgo).

restaurante.txt: faturamento anual (em mil USD) e gastos com publici-

dade (em mil USD).

snacks.txt: forga necessaria para o cisalhamento, tipo de snack (1:A, 2:B,

3:C, 4:D, 5:E), nimero de semanas.

sobrev.txt: niumero de células brancas, tempo de sobrevivéncia (em sema-

nas) e caracteristica morfolégica (AG=1 positivo, AG=0 negativo).

turbina.txt: tipo de turbina (1 a 5) e tempo de duragao do motor (em

milhées de ciclos).

vidros.txt: tempo de resisténcia (em horas), voltagem (1:200, 2:250, 3:300,
4:350) e temperatura (1:170 graus Celsus, 2:180 graus Celsus).

Capitulo 4

besouros.txt: besouros mortos, besouros expostos e dose.

caduquice.txt: escore no exame psicoldgico, ocorréncia de caduquice (1:sim,

0:ndo).
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camundongos: sexo (1l:macho, 0:fémea), tratamento (1:sim, 0:controle), ca-

S0s € expostos.

canc3a.txt: Tipo (0:benigno, 1:maligno), Idade, Sexo (0:masculino, 1:femi-

nino), HL (0:baixa, l:alta) e FF (0:baixa, 1:alta).

creme.txt: centro (1,2,3,4), tratamento (droga, controle), sucessos, fracas-

sos e total.

dengue.txt: idade (em anos) do entrevistado, nivel sécio-econdmico (1:alto,
2:médio, 3:baixo), setor da cidade onde mora o entrevistado (1:setor 1,

2:setor 2) e diagndstico da doenga (1:sim, 0:nao).

diabetes.txt: massa corporal, histérico familiar (1:presenga, 0:auséncia) e
atividades fisicas (1:presenca, 0:auséncia) para os casos e para 0s con-

troles, respectivamente.
dosel.txt: dose, caramujos expostos e caramujos mortos.
dose2.txt: dose, caramujos expostos e caramujos mortos.
dose3.txt: dose, caramujos expostos e caramujos mortos.

equipamentos.txt: tempo, nimero de equipamentos expostos, nimero de

equipamentos que falaharam.

grahani.txt: nimero de lagartos da espécie grahani, total de lagartos, periodo
do dia (1:manha, 2:meio-dia, 3:tarde), comprimento da madeira (1:curta,
2:cumprida), largura da madeira (1:estreita, 2:larga) e local de ocupagao

(1:claro, 2:escuro).

hearthd: Age (idade em anos), FE 9faixa etaria) e HD (doenca arterial

coronariana, 1:presenga e (:auséncia).
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insetic.txt: nimero de insetos mortos, nimero de insetos expostos, dose
do inseticida, inseticida DDT, inseticida v-DDT e inseticida DDT +
v-DDT (1:presenga, 0:auséncia).

leuce.txt: idade do paciente (em anos), mancha diferencial da doenga, infil-
tracao na medula, células com leucemia, malignidade da doenca, tempe-
ratura maxima antes do tratamento, tratamento (1:satisfatério, 0:nao),
tempo de sobrevivéncia (em meses) e situagao (1l:sobrevivente, 0:nao

sobrevivente).

matched.txt: estrato, observacao (l:caso, 2:controle), idade da paciente
no momento da entrevista (em anos), diagnostico (1:caso, 0:controle),
tempo de escolaridade (em anos), grau de escolaridade (0:nenhum, 1:se-
gundo grau, 2:técnico, 3:universitario, 4:mestrado, 5:doutorado), chec-
kup regular (1:sim, 2:ndo), idade da primeira gravidez, idade do inicio
da menstruagao, nimero de abortos, nimero de filhos, peso (em li-
bras), idade do dltimo periodo menstrual e estado civil (1:casada, 2:
divorciada, 3:separada, 4:vitva, 5:solteira). Observagdes perdidas sao

denotadas por NA.
meninas.txt: garotas menstruando, garotas entrevistadas e idade média.

morgan.txt: concentracao (R, D, M), dose, insetos expostos, insetos mor-

tos.

olhos.txt: cor dos olhos dos pais, cor dos olhos dos avds, ntimero total de

filhos e numero de filhos com olhos claros.

prefauto.txt: preferéncia comprador tipo de automével (1:americano, 0:ja-
ponés), idade do comprador (em anos), sexo do comprador (0:mascu-

lino, 1:feminino) e estado civil do comprador (0:casado, 1:solteiro).
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pregibon.txt: resposta (1l:ocorréncia, 0:auséncia), volume e razao.

pulso.txt: pulsagdo em repouso (1l:normal, O:alta), hébito de fumar (1:sim,

2:n20) e peso (em kg).

rotifers.txt: densidade, rotifers suspensos, rotifers expostos e espécie (1:

Polyarthra, 0:Keratella).

sementes.txt: temperatura da germinacao, nivel da umidade, nivel da tem-

peratura, nimero de sementes que germinaram.

Capitulo 5

breslow.txt: ntmero de casos de cancer, total de pessoas-anos, niimero de
cigarros por dia (1:ndo fumante, 2:1-9 cigarros, 3:10-30 cigarros, 4:+
30 cigarros) e faixa-etdria (1:40-49 anos, 2:50-59 anos, 3:60-69 anos,
4:70-80 anos).

nasal.txt: idade no primeiro emprego com 4 niveis (1:j20, 2:20-27, 3:27.5-
34.9, 4:35+ anos), ano do primeiro emprego com 4 niveis (1:71910,
2:1910-1914, 3:1915-1919, 4:1920-1924), tempo decorrido desde o pri-
meiro emprego com 5 niveis (1:0-19, 2:20-29, 3:30-39, 4:40-49, 5:50+
anos), numero de casos de cancer e o total de pessoas-anos de ob-

servagao.

detergente.txt: temperatura da dgua, uso de M, preferéncia (X,M), maciez

da dgua, nimero de pessoas.

emprego.txt: nivel de renda (1: | USD 6000, 2: USD 6000-15000, 3: USD
15000-25000, 4: ; USD 25000), grau de satisfagao (1:alto, 2: bom, 3:

médio, 4: baixo) e nimero de individuos.
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geriatra.txt: numero de quedas no periodo, intervencao (0:educagao so-
mente, 1:educagao e exercicios fisicos), sexo (0:feminino, 1:masculino),

balango e forca.

gestantesc.txt: idadec (0:<30, 1:30+), cigarrosc (0:<5, 1:5+), gestagaoc
(0:<260 dias, 1:260+ dias), sobreve (0:nao, 1:sim) e freq.

heart.txt: doenga das corondrias (1:sim, 2:néo), nivel de colesterol (1:me-
nor do que 200 mg/100 cc, 2:200-219, 3:220-259, 4:260 ou +),pressao
arterial (1:menor do que 127 mm Hg, 2:127-146, 3:147-166, 4:167 ou +)

e numero de individuos.

navios.txt: tipo do navio (1:A, 2:B, 3:C, 4:D, 5:E), ano da fabricagao (1:60-
64, 2:65-69, 3:70-74, 4:75-79), periodo de operacao (1:60-74, 2:75-79),

tempo de operagao (em meses) e nimero de avarias.
nitrofen: dosagem de nitrofen, total de ovos eclodidos.

quine.txt: etnia (A:aborigine, N:nao aborigine), sexo (M:masculino, F: fe-
minino), ano (F0:8% série, F1:12 ano ensino médio, F2:22 ano ensino
médio, F3:32 ano ensino médio), desempenho (SL:baixo, AL:normal) e

dias ausentes no ano letivo.

recrutas.txt: habito de nadar (ocasional, frequente), local onde costuma
nadar (piscina, praia), faixa-etaria (15-19, 20-25, 25-29), sexo (mascu-

lino, feminino) e nimero de infecgoes de ouvido.
rolos.txt: comprimento do tecido (em metros) e nimero de falhas.

store.txt: nimero de clientes, nimero de domicilios, renda média anual (em

USD), idade média dos domicilios (em anos), distancia entre a drea e o
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competidor mais préximo (em milhas) e distancia entre a drea e a loja

(em milhas).

tvcabo.txt: nimero de domicilios na area (em milhares), porcentagem de
domicilios com TV a cabo, renda per capita (em USD) por domicilio
com TV a cabo, taxa de instalacdo de TV a cabo (em USD), custo
médio mensal de manutengao de TV a cabo (em USD), numero de
canais a cabo disponiveis na area e nimero de canais nao pagos com

sinal de boa qualidade disponiveis na area.

visitas.txt: nvis, hosp, altacond, baixacond, nucron, genero, escol e seguro.

Capitulo 6

artrite.txt: paciente, ocasiao (1:inicio, 2:1 més, 3:2 meses, 4:3 meses), género
(1:masculino, 0:feminino), idade (em anos), tratamento (0:placebo, 1:au-

ronofin), resultado (1:ruim, 2:regular, 3:bom).

ataques.txt: individuo, periodo (1:antes do tratamento, 2:1¢ periodo apds
o tratamento, 3:22 periodo apds o tratamento, 4:3¢ periodo apds o tra-
tamento), nimero de semanas em cada periodo, nimero de ataques em

cada perfodo e tratamento (0:placebo, 1:progabide).

cevada.txt: incidéncia da mancha (propor¢ao), local (1 a 9) e variedade (1

a 10).
gross.txt: state, region, yr, pcap, hwy, water, util, pc, gsp, emp e unemp.

mosca.txt: nimero de acaros coletados espécie2, espécied, espécieb, espéciel4,

numero de partes da placa, posicao (1:lateral, O:central), regiao (1:Sao
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Roque, 2:Pindamonhangaba, 3:Nova Odessa, 4:Ribeirao Preto) e tem-

peratura (em graus Celsus).

mistura.txt: painel, dia, método, mistura, porcentagem de reflectancia do

pigmento.

ratosgee.txt: animal, periodo, quantidade de células brancas, quantidade

de células vermelhas e nimero de colonias de células cancerosas.

respiratorio.txt: paciente, tratamento (0:droga ativa, 1:placebo), sexo (0:fe-
minino, 1:masculino), idade (em anos), nivel base (0:auséncia, 1:pre-

senca) e condigao do paciente nas visitas (0:boa, l:ruim).

rinse.txt: voluntédrio, periodo (1l:inicio, 2:apés 3 meses, 3:apds 6 meses),

tratamento (1:placebo, 2:rinse A, 3:rinse B) e escore.
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Apeéendice B

Neste apéndice sao apresentados os codigos em R dos programas de envelope

usados para alguns MLGs.

Modelos com resposta normal

X = model .matrix(fit.model)

n = nrow(X)

p = ncol(X)

H = Xl*%solve (t (XD %*%X) %*%t (X)

h = diag(H)

si = lm.influence(fit.model)$sigma

r = resid(fit.model)

tsi = r/(si*sqrt(1-h))

#

ident = diag(n)

epsilon = matrix(0,n,100)
e = matrix(0,n,100)

el = numeric(n)

e2 = numeric(n)

#

for (i in 1:100) {
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epsilon[,i] = rnorm(n,0,1)

e[,i] = (ident - H)Y*%epsilon[,i]

u = diag(ident - H)

el,i] = el[,1]/sqrt(w)

el,i] = sort(el,i]) }

#

for (i in 1:n) {

eo = sort(eli,])

e1[i] = eo[5]

e2[i] = eo[95] }

#

med = apply(e,1,mean)

faixa = range(tsi,el,e2)

par (pty="s")

qgnorm(tsi, xlab="Quantil da N(0,1)", ylab = "Residuo Studentizado",
ylim=faixa)

par (new=TRUE)

qqnorm(el,axes=FALSE, xlab=, ylab= , type="1", ylim=faixa, lty=1)

par (new=TRUE)

qqnorm(e2,axes=FALSE,xlab=, ylab=, type="1", ylim=faixa, 1lty=1)

par (new=TRUE)

qqnorm(med,axes=FALSE,xlab=, ylab=, type="1", ylim=faixa, 1lty=2)

Modelos com resposta gama

X = model.matrix(fit.model)
n = nrow(X)

p = ncol(X)
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= fit.model$weights

= diag(w)

solve (t (X) %*%W%*%X)

= sqrt (W) %X %H%*%t (X) %*Y%sqrt (W)
= diag(H)

Fom o om o= =
I

ro = resid(fit.model,type="response")

fi = (n-p)/sum((ro/(fitted(fit.model)))"~ 2)
td = resid(fit.model,type="deviance")*sqrt(fi/(1-h))
#

e = matrix(0,n,100)

for (i in 1:100) {

resp = rgamma(n,fi)

resp = (fitted(fit.model)/fi)x*resp

fit = glm(resp ~ X, family=Gamma)

= fit$weights

= diag(w)

= solve (t (X) %*%Wh*%X)

= sqrt (W) LxhX%x%H%*%t (X) fxhsqrt (W)

= diag(H)

Bomom o= =
|

ro = resid(fit, type="response")

phi = (n-p)/sum((ro/(fitted(fit)))"~ 2)

el[,i] = sort(resid(fit, type="deviance")*sqrt(phi/(1-h))) }
#

el = numeric(n)

e2 = numeric(n)

#

for (i in 1:n) {
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eo = sort(eli,])

e1[i] = eo[5]

e2[i] = eo[95]

#

med = apply(e,1,mean)

faixa = range(td,el,e2)

#

par (pty="s")

qgnorm(td, xlab="Quantil da N(0,1)", ylab="Componente do Desvio
Padronizado", ylim=faixa)

par (new=TRUE)

qgnorm(el,axes=FALSE,xlab=, ylab=, type="1", ylim=faixa,lty=1)

par (new=TRUE)

qqnorm(e2,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, 1lty=1)

par (new=TRUE)

qqnorm(med,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, lty=2)

Modelos com resposta binomial

X = model .matrix(fit.model)
n = nrow(X)
= ncol(X)
= fit.model$weights
= diag(w)
solve (t (X) %*%W%*%X)
= sqrt (W) LxhX%x%H*ht (X) %xhsqrt (W)
= diag(H)

Pomom o= =
I

td = resid(fit.model,type="deviance")/sqrt(1-h)
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#

e = matrix(0,n,100)

for(i in 1:100){

dif = runif(n) - fitted(fit.model)
dif[ dif >=01 =0

dif[dif < 0] =1

nresp = dif

fit = glm(nresp ~ X, family=binomial)

w = fit$weights

W = diag(w)

H = solve(t (X)%*%W/*%X)

H = sqrt (W) pxhX%*%H%xht (X) hxlhsqrt (W)
h = diag(H)

el[,i] = sort(resid(fit, type="deviance")/sqrt(1-h)) }
#

el = numeric(n)

e2 = numeric(n)

#

for (i in 1:n) {

eo = sort(eli,])

el[i] = eo[5]

e2[i] = eo[95] }

#

med = apply(e,1,mean)
faixa = range(td,el,e2)
#

par (pty="s")
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qqnorm(td, xlab="Quantil da N(0,1)", ylab="Componente do Desvio
Padronizado", ylim=faixa)

par (new=TRUE)

qqnorm(el,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, lty=1)
par (new=TRUE)

qqnorm(e2,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, 1lty=1)
par (new=TRUE)

qqnorm(med,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, lty=2)

Modelos com resposta binomial com réplicas

X = model .matrix(fit.model)
k = nrow(X)
e = matrix(0,k,100)
tot = numeric (k)
= fit.model$weights
= diag(w)
solve (t (X) %*%W%*%X)
= sqrt (W) %x%X%*LH%*%t (X) %xYhsqrt (W)
= diag(H)

Fom o om o= =
I

td = sort(resid(fit.model, type="deviance")/sqrt(1-h))
#

for(i in 1:100){

for(j in 1:k) {

dif = runif(n[j]) - fitted(fit.model) [j]

dif[dif >= 0] = 0

dif[dif<0] =1

tot[j] = sum(dif)}
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xmat = cbind(tot,n-tot)

fit = glm(xmat ~ X, family=binomial)
= fit$weights

= diag(w)

solve (t (X) %*%W%*%X)

= sqrt (W) %X %H%*%t (X) %x%sqrt (W)
= diag(H)

Pomom o= =
I

e[,i] = sort(resid(fit, type="deviance")/sqrt(1-h)) }

#

el = numeric(k)

e2 = numeric(k)

#

for(i in 1:k){

eo = sort(eli,])

el[i] = eo[5]

e2[i] = eo[95]}

#

med = apply(e,1,mean)

faixa = range(td,el,e2)

par (pty="s")

qgnorm(td,xlab="Quantil da N(0,1)", ylab="Componente do Desvio",
ylim=faixa)

#

par (new=TRUE)

qqnorm(el,axes=FALSE,xlab=,ylab=,type="1",ylim=faixa,lty=1)

par (new=TRUE)

qqnorm(e2,axes=FALSE,xlab=,ylab=, type="1",ylim=faixa,lty=1)

599



par (new=TRUE)
qqnorm(med, axes=FALSE,xlab=, ylab=, type="1", ylim=faixa, 1lty=2)

Modelos com resposta de Poisson

X = model .matrix(fit.model)
n = nrow(X)
= ncol(X)
= fit.model$weights
= diag(w)
solve (t (X) %*%Wh*%X)
= sqrt (W) %x%X%*hH%*%t (X) %xY%sqrt (W)
= diag(H)

Fom o= o= s
I

td = resid(fit.model,type="deviance")/sqrt(1-h)
#

e = matrix(0,n,100)

for(i in 1:100){

nresp = rpois(n, fitted(fit.model))
fit = glm(nresp ~ X, family=poisson)
= fit$weights

= diag(w)

solve (t (X) %*%W*%X)

= sqrt (W) LxkX%x%H*ht (X) fxhsqrt (W)
= diag(H)

BPomom o= =
I

e[,i] = sort(resid(fit,type="deviance")/sqrt(1-h)) }
#
el = numeric(n)

e2 = numeric(n)
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#

for(i in 1:n){

eo = sort(eli,])

e1[i] = eo[5]

e2[i] = eo[95] }

#

med = apply(e,1,mean)

faixa = range(td,el,e2)

par (pty="s")

qgnorm(td, xlab="Quantil da N(0,1)", ylab="Componente do Desvio
Padronizado", ylim=faixa)

par (new=TRUE)

qqnorm(el,axes=FALSE,xlab=, ylab=, type="1", ylim=faixa, 1lty=1)

par (new=TRUE)

qqnorm(e2,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, 1lty=1)

par (new=TRUE)

qqnorm(med,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, lty=2)

Modelos com resposta binomial negativa

X = model.matrix(fit.model)
n = nrow(X)
p = ncol(X)
fi = fit.model$theta
= fixfitted(fit.model)/(fi + fitted(fit.model))
= diag(w)
solve (t (X) %*%Wh*%X)
= sqrt (W) LxhX%x%H%*%t (X) fhxhsqrt (W)

mom = =
I
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h = diag(H)

td = resid(fit.model,type="deviance")/sqrt(1-h)
#

e = matrix(0,n,100)

for (i in 1:100) {

resp = rnegbin(n,fitted(fit.model) ,fi)

fit = glm.nb( resp ~ X)

fi = fit$theta

w = fit$weights

W = diag(w)

H = solve(t (X)%*%W/*%X)

H = sqrt (W) pxhX%*%H%xht (X) hxlhsqrt (W)
h = diag(H)

e[,i] = sort(resid(fit, type="deviance")/sqrt((1-h))) }
#

el = numeric(n)

e2 = numeric(n)

#

for (i in 1:n) {

eo = sort(eli,])

el[i] = eo[5]

e2[i] = eo[95]

#

med = apply(e,1,mean)
faixa = range(td,el,e2)

par (pty= n s n )
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qqnorm(td, xlab="Quantil da N(0,1)", ylab="Componente do Desvio
Padronizado", ylim=faixa)

par (new=TRUE)

qqnorm(el,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa,lty=1)

par (new=TRUE)

qqnorm(e2,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, 1lty=1)

par (new=TRUE)

qqnorm(med,axes=FALSE, xlab=, ylab=, type="1", ylim=faixa, lty=2)
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